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今日洞察

今天的主线是“AI 从工具演示进入可计量的工作流和成本结构”：Claude Code skill、Conductor、多 agent 创业方法在讲组织和流程，KV cache、token 花费、AI PC 与开放模型在讲成本和基础设施，科研/安全/教育/法院材料则提醒 agent 能力进入真实制度后必须有边界。建议先读 Agent 工程组和 KV cache，再回到产品设计与公共风险组做交叉判断。
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1. 《Claude Code 技能复盘：Anthropic 如何把流程沉淀成可复用 skill》



作者：Claude



主题：agent skills 经验总结



质量分：★★★★☆



注意力番茄：🍅



Howie 的阅读理由：anthropic 官方文章，总结内部的 skill 经验。



Notion 网页入口 | Notion App 入口 | 原文入口



概念网络：请跳转到 Notion 文章页面查看 concepts｜2 关键概念、概念网络 tab。





三级笔记



核心观点/主旨

这篇文章总结 Anthropic 在 Claude Code 内部大规模使用 skills 的经验。它的核心判断是：skill 不是“给 agent 多塞一段 Markdown”，而是一种把团队知识、工具脚本、验证流程、运行手册和组织协作方式沉淀成可发现、可复用、可演化上下文的工程机制。好 skill 的价值不在于重复 agent 已经会做的事情，而在于把那些容易出错、需要团队特定知识、需要工具辅助验证、需要流程稳定复现的工作变成 agent 可以按需调用的能力。



一、skill 的本质：不是 Markdown，而是可发现的能力包


1.1 skill 是 agent 的扩展点


	文章开头说，skills 已经成为 Claude Code 中最常用的扩展点之一。

	它们之所以被大量使用，是因为足够灵活、容易创建，也容易分发给团队其他成员。

	但灵活性也带来问题：什么样的 skill 值得做、应该如何组织、什么时候应该共享，都不是天然清楚的。





1.2 skill 是文件夹，不只是说明文件


	常见误解是把 skill 看成“just markdown files”。

	Anthropic 的实际经验是：skill 更像一个能力文件夹，可以包含 instructions、scripts、assets、data、reference snippets、配置和其他资源。

	agent 可以发现、探索和操作这些资源，从而更准确、更高效地完成任务。

	在 Claude Code 中，skill 还可以使用更多配置选项，比如动态 hooks；有效的 skill 往往会同时用好 frontmatter、目录结构和辅助文件。





1.3 好 skill 是上下文工程


	skill 的核心功能不是“告诉模型一切”，而是把模型在当前任务中真正需要的信息组织成可按需打开的上下文。

	文件系统本身就是一种 progressive disclosure：入口文件只描述触发时机和主流程，细节放到 references、scripts、assets、examples 等子目录。

	这种结构让 agent 先拿到方向，再在需要时读取细节，避免一开始就把所有材料塞进上下文。






二、九类 skill：从知识说明到组织流程


2.1 Library and API reference：把库和 CLI 的正确用法固定下来


	这类 skill 解释如何正确使用某个 library、CLI 或 SDK。

	它们适合承载内部库、常用库、组织特定 wrapper 的边界条件和 gotchas。

	典型内容包括：reference code snippets、命令示例、容易踩坑的字段、调用顺序、调试方式。

	价值在于让 agent 少猜接口、少犯已知错误。





2.2 Product verification：把“代码是否真的工作”变成可执行验证


	这类 skill 描述如何测试或验证代码是否生效，常与 Playwright、tmux 或其他外部工具配合。

	Anthropic 内部观察到，verification skills 对 Claude 输出质量的可测提升最明显。

	好的验证 skill 不只是说“跑测试”，而是让 agent 录屏、断言状态、检查真实 UI 或真实后端状态。

	它把“我觉得实现了”变成“我用程序证明确实工作”。





2.3 Data fetching and analysis：连接数据和监控系统


	这类 skill 连接团队的数据仓库、监控系统和 dashboard。

	它会记录 credential 获取方式、dashboard id、canonical table、字段语义、常见 query workflow。

	它适合回答“某个指标为什么变化”“哪个事件应该 join 哪个表”“某个服务该看哪个 dashboard”。

	价值在于把散落在团队成员脑子里的数据口径固化下来。





2.4 Business process and team automation：把重复团队流程变成一条命令


	这类 skill 自动化 standup、创建 ticket、weekly recap 等重复流程。

	它们通常看起来只是一些步骤说明，但可能依赖其他 skill、MCP 或外部系统。

	文章特别指出，这类 skill 可以把过往结果写入 log，让模型下次执行时保持一致，并能比较变化。

	这意味着 skill 不只是执行脚本，也可以成为轻量记忆层。





2.5 Code scaffolding and templates：生成符合本组织约定的代码骨架


	这类 skill 用来生成 framework boilerplate、migration、service、workflow、handler、内部 app 等模板。

	它特别适合那些有自然语言要求、但无法完全靠代码模板覆盖的场景。

	好的 scaffolding skill 可以把注释规范、auth、logging、deployment config、常见 gotchas 一起带入新代码。





2.6 Code quality and review：把质量标准嵌入 agent 工作流


	这类 skill 用来执行 code review、代码风格、测试实践、组织质量标准。

	文章建议尽量加入 deterministic scripts 或工具，以提高鲁棒性。

	它们也可以放进 hooks 或 CI，让某些质量约束自动触发。

	这类 skill 的意义是把团队审查经验前置到 agent 编码阶段，而不是等 PR 出来后才补救。





2.7 CI/CD and deployment：把发布与回滚流程工具化


	这类 skill 帮助 agent fetch、push、deploy、监控 PR、重试 flaky CI、解决冲突、逐步放量。

	它们经常会引用其他 skill 来收集数据，例如部署前的 smoke test、上线后的错误率对比。

	好的部署 skill 应该包含自动回滚或至少包含清晰的失败处理路径。





2.8 Runbooks：把事故排查路径结构化


	runbook skill 从症状出发，例如 Slack thread、alert、error signature，然后带 agent 走一套多工具调查流程。

	它会把“看到这个报错应该查什么”写成 symptom → tools → query pattern。

	输出通常是一份结构化 report，而不是直接修改系统。

	价值在于减少 on-call 场景下的临场猜测。





2.9 Infrastructure operations：给高风险运维操作加流程护栏


	这类 skill 处理孤儿资源清理、依赖审批、成本调查等例行或半高风险运维。

	它们可能涉及破坏性动作，因此尤其需要 guardrails、soak period、确认步骤和明确边界。

	好的 infra skill 不是让 agent 更大胆，而是让 agent 在高风险流程中更稳。






三、如何写好 skill：只写能改变 agent 行为的东西


3.1 不要陈述显而易见的内容


	文章强调，Claude 本来就会写代码，也会读代码库。

	如果 skill 只是复述 agent 默认会做的步骤，它只会增加上下文负担，不会带来价值。

	知识型 skill 应该聚焦那些会把 Claude 从默认思路中推出来的信息：团队特定约束、审美偏好、反模式、经验教训、失败边界。

	frontend design skill 被举为例子：它不是教模型“做前端”，而是通过迭代沉淀设计品味，避免常见平庸模式。





3.2 Gotchas 是最高信噪比区域


	文章认为 Gotchas section 是任何 skill 中信号密度最高的部分。

	gotchas 应该来自模型使用该 skill 时反复踩过的坑，而不是作者凭空想象的注意事项。

	例如字段名在不同系统中不一致、某张表是 append-only、staging 返回 200 但 webhook 未真正处理。

	这些内容的价值在于：它们通常是团队新人和 agent 最容易误判的地方。





3.3 使用文件系统与 progressive disclosure


	skill 可以把入口说明、API 细节、示例、脚本、模板和资产拆开。

	SKILL.md 不必承载所有内容，只要告诉 agent 什么时候读取哪个文件。

	例如 pending job 场景可以指向 stuck-jobs.md，输出 Markdown 时可以引用 assets 中的模板。

	这让 skill 同时保持可发现和可扩展。





3.4 避免 railroading Claude


	skill 应该给 agent 足够信息，但不要把所有分支都写死。

	过度具体会让可复用 skill 变窄，也可能阻止模型根据现场情况作合理适配。

	好 skill 的边界是：关键约束必须明确，执行策略保留适度弹性。





3.5 想清楚 setup


	有些 skill 需要用户或团队提供配置，例如 Slack channel、环境变量、目标系统。

	文章建议把 setup 信息放在 config.json 之类的文件中。

	如果配置缺失，agent 可以按结构化方式询问用户，而不是在执行过程中猜。

	这让 skill 从“说明文档”变成“可部署能力”。





3.6 描述要写给模型，不是写给人


	Claude Code 启动时会扫描所有 skill 的描述字段，用它判断某个请求是否应该触发该 skill。

	因此 description 不是面向人类的摘要，而是面向模型的触发条件。

	好 description 应该包含任务场景、触发词和适用边界，让模型能在正确时间选中它。





3.7 帮助 Claude 记住


	一些 skill 可以在内部保存轻量 memory，例如 append-only log、JSON 文件或 SQLite 数据库。

	例如 standup skill 可以记录每天已发内容，下次只输出变化部分。

	文章把这种持久数据视为 skill 的一部分：它能让重复流程逐渐稳定，而不是每次从零开始。





3.8 把脚本交给 Claude


	文章认为，代码是可以给 skill 的最强工具之一。

	脚本和库让 Claude 把注意力放在组合与决策上，而不是每次重写 boilerplate。

	例如 data-science skill 可以提供数据拉取 helper，让 agent 在回答具体问题时组合这些 helper。

	这也是 skill 工程化的关键：把确定性部分写成代码，把不确定性留给模型判断。





3.9 使用 on-demand hooks


	skills 可以注册只在调用期间生效的 hooks。

	这种机制适合有强约束、但不适合全局常开的场景。

	例如 careful hook 可以阻止危险命令，freeze hook 可以限制写入目录。

	它们体现了 skill 的另一个价值：按任务临时改变 agent 的操作环境。






四、分发、组合与度量：skill 进入组织后的管理问题


4.1 两种分发方式


	小团队可以把 skills 直接 check into repo，例如放在 .claude/skills。

	这种方式简单，但每个 repo skill 都会增加模型上下文负担。

	当团队规模扩大时，内部 plugin marketplace 更适合：用户按需安装，skill 可以带 setup flow，也更容易版本化和分发。





4.2 marketplace 应该有自然筛选机制


	Anthropic 没有用一个中心团队预先决定哪些 skill 进入 marketplace。

	更实际的路径是：个人先把 skill 放到 sandbox 或 GitHub，让同事试用；当它产生 traction，再提交 PR 进入 marketplace。

	这说明 skill 的价值最好由真实使用证明，而不是由文档完整度证明。





4.3 skill 可以组合，但依赖管理仍需靠约定


	一些 skill 会依赖其他 skill，例如文件上传 skill 与 CSV 生成 skill 组合使用。

	文章指出 marketplace 或 skills 体系目前并没有原生依赖管理。

	可行做法是在 skill 中直接引用其他 skill 名称，让模型在已安装时调用。

	这要求 skill 作者把依赖关系写清楚，同时接受缺失依赖时的降级处理。





4.4 度量 skill 是否有效


	Anthropic 使用 PreToolUse hook 记录公司内部 skill 使用情况。

	这样可以发现哪些 skill 真正流行，哪些 skill 低于预期触发。

	度量不是为了统计漂亮数字，而是为了判断 description、触发条件、流程设计是否需要调整。

	最好的 skill 往往从几行说明和一个 gotcha 开始，再随着使用中暴露的新边界不断演化。






五、这篇文章给 agent workflow 的方法论


5.1 skill 是经验沉淀，不是提示词包装


	文章反复强调 skill 的核心不是“写一段更长的 prompt”。

	真正有价值的是把团队在真实工作中形成的经验、工具、验证和边界条件沉淀下来。

	这让 skill 更接近可复用 workflow，而不是一次性对话技巧。





5.2 最重要的不是覆盖更多内容，而是降低错误率


	好 skill 通常聚焦具体任务类型和具体失败模式。

	它通过 gotchas、scripts、reference snippets、verification flow 和 hooks 降低 agent 的错误率。

	因此 skill 的评价标准不应只是“写得全面”，而应是“是否让 agent 更少走错路，并且能验证结果”。





5.3 skill library 需要像产品一样迭代


	文章最后指出，skill best practices 仍在演化。

	最好的 skill 往往从小处开始，然后因为人们不断补充 Claude 遇到的新 edge cases 而变好。

	这意味着 skill library 不是一次建设完成的知识库，而是持续运营的组织基础设施。






关键概念/术语


	Skills：agent 可发现和调用的能力包，包含说明、脚本、资源、数据和配置。

	Extension point：Claude Code 中把外部流程、知识和工具接入 agent 工作流的扩展机制。

	Progressive disclosure：把上下文分层放在文件系统中，让 agent 在需要时逐步读取。

	Gotchas section：记录常见失败点和团队特定陷阱的高信噪比区域。

	Verification skills：把产品验证流程工具化、可执行化的 skill 类型。

	Internal plugin marketplace：组织内按需分发、安装和治理 skills 的机制。

	On-demand hooks：只在某个 skill 调用期间生效的临时操作约束或环境改变。

	Skill usage logging：通过 hook 记录 skill 触发情况，用于发现 undertriggering 或真实高价值 skill。







其他精选






2. 《KV Cache：理解 LLM 推理成本的关键机制》



作者：Adam Rosler ·



主题：其他精选



质量分：★★★★★



注意力番茄：🍅



Howie 的阅读理由：基本概念：KV Cache
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概念网络：请跳转到 Notion 文章页面查看 concepts｜2 关键概念、概念网络 tab。





三级笔记



核心观点

KV Cache 是把 memoization 用在 Transformer attention 上：模型生成每个新 token 时，不再反复为旧 token 计算 key 和 value，而是把这些中间结果保存在 GPU memory 里复用。

这件事直接解释了三层成本结构：


	没有 KV Cache，生成会被大量重复矩阵乘法拖垮。

	有 KV Cache，计算成本下降，但显存和 memory bandwidth 变成瓶颈。

	有跨请求的 prompt caching，稳定 prefix 的 KV Cache 可以被后续 API 调用复用，所以同样的模型、同样的长上下文，第二次调用会便宜很多。





一、Transformer 的根本张力：训练并行，推理串行


1.1 Attention 让训练变快


	Transformer 出现前，语言模型通常按词序一个一个处理句子，训练慢。

	Attention is All You Need 的关键变化是：每个词可以同时看见其他词。

	这种 all-at-once 的 attention 让训练获得了大规模并行能力。





1.2 推理阶段丢掉了训练阶段的并行优势


	inference 是模型为用户生成答案的阶段。

	生成下一个 token 必须依赖前面已经生成的 token。

	所以推理仍然是 sequential 的：新 token 一个接一个生成。

	这就是成本问题的起点：Transformer 为并行训练而设计，但生成时必须沿时间顺序前进。






二、Attention 的基础零件：token、embedding、dot product


2.1 Token：模型真正处理的文本单位


	prompt 进入模型后，先被切成 token。

	token 可能是一个完整单词，也可能只是单词片段。

	模型不是直接处理自然语言文字，而是处理 token 序列。





2.2 Embedding：把 token 变成高维数字箭头


	每个 token 会被转换成一串数字，即 embedding。

	视频用约 4000 个数字来说明一个 embedding 的规模。

	这些 embedding 来自模型文件里的巨大表格，在 pre-training 中学出来。

	在模型内部，cat 不是文本，而是一支高维空间里的数字箭头。





2.3 Dot product：用一个数判断两个向量是否相关


	dot product 把两个向量压成一个数。

	方向相近，结果为正且较大。

	互相垂直，结果接近零。

	方向相反，结果为负。

	pre-training 会把相关概念推到相近方向，例如 cat 和 kitten；不相关概念方向差异更大，例如 cat 和 yacht。

	因此，判断两个词或概念是否相关，可以转化成判断两个高维箭头是否对齐。






三、Attention 为什么需要 key 和 value


3.1 一个 token 在 attention 里扮演两个角色


	token 既要说明“别人看我时，我广告出来的是什么”，也要说明“别人选中我后，我真正贡献什么”。

	前者是 key。

	后者是 value。

	key 和 value 的拆分，让模型可以学习“如何被检索”和“被检索后贡献什么”这两个不同角色。





3.2 Key 和 value 都来自矩阵乘法


	模型用 embedding 乘以训练好的矩阵，得到 key vector。

	用另一个矩阵乘以 embedding，得到 value vector。

	这些矩阵也是 pre-training 学出来的模型参数。

	attention 层里，key/value 不是原始输入，而是昂贵的中间计算结果。





3.3 Query 通过 key 找到该关注的旧 token


	预测下一个 token 时，模型会生成一个 query。

	query 会和此前所有 token 的 key 做 dot product。

	每个分数代表当前生成位置应该多关注某个旧 token。

	对应 value 会按这些分数加权求和。

	这个加权和再进入后续预测流程。






四、隐藏成本：重复计算 K/V 是推理里的巨大浪费


4.1 单 token 的 K/V 计算很贵


	一个 4000 维 embedding 乘以 4000 x 4000 的矩阵，大约需要 1600 万次乘法。

	如果模型有 40 层，每层都做 attention，那么仅 key 的计算就会被层数放大。

	value 的计算成本同样存在。

	视频给出的量级是：为一个 token 设置 attention 需要接近 20 亿次数学操作。





4.2 朴素 Transformer 会不断重复旧 token 的 K/V


	生成下一个 token 时，naive transformer 会重新为整个 prefix 计算 K 和 V。

	但旧 token 的输入相同、矩阵相同、输出也相同。

	如果 prefix 有 1000 个 token，早期 token 的 K/V 会被重复计算上千次。

	这些重复矩阵乘法没有新增信息，只是在浪费 compute。





4.3 Memoization 是这个浪费的通用解法


	计算机科学里早就有处理这种浪费的思想：memoization。

	其核心是：同样输入产生同样输出时，把答案保存下来，不要重复计算。

	KV Cache 就是 attention 场景里的 memoization。






五、KV Cache 的机制：缓存昂贵中间结果，而不是缓存输入


5.1 KV Cache 保存每个旧 token 的 key 和 value


	每生成一个 token，模型就把它在各层 attention 里的 K 和 V 保存下来。

	下一步生成时，只为新 token 计算新的 K/V。

	attention 仍然可以对完整历史进行计算，因为旧 token 的 K/V 已经放在 cache stack 里。





5.2 为什么缓存 K/V，而不是缓存 embedding


	embedding 查表相对便宜。

	真正贵的是把 embedding 乘以矩阵生成 K 和 V。

	因此要缓存的是 expensive intermediate，而不是原始输入。

	这就是 KV Cache 的关键设计选择。





5.3 KV Cache 把计算问题转成显存问题


	KV Cache 大幅减少重复计算。

	代价是每个 token 都会在 GPU memory 里留下 K/V 记录。

	视频给出的量级是：典型 70B 模型每个 token 约占半 MB cache。

	10 万 token 就可能带来约 50GB cache。

	每个并发用户都有自己的 cache，因此并发会把显存压力进一步放大。






六、Memory wall：现代推理服务卖的不是纯 compute，而是 memory bandwidth


6.1 计算能力增长快于内存带宽


	Wolf 和 McKee 在 1995 年讨论过 memory wall：compute 持续变强，但 memory bandwidth 跟不上。

	KV Cache 让推理从“重复做矩阵乘法”变成“持续读写巨大 cache”。

	当 cache 变大，瓶颈不再只是 FLOPs，而是 GPU memory bandwidth。





6.2 长上下文慢，不是因为模型思考更深


	视频的核心表达是：long context 慢，主要因为 cache 更大。

	每多一个 token，cache stack 就多一份 K/V。

	模型在生成时要带着这些历史 K/V 继续运行 attention。

	所以长上下文的成本本质上是 memory footprint 和 memory bandwidth 的问题。






七、Prompt caching：把 KV Cache 复用到 API 调用之间


7.1 第一次调用付出 cache 构建成本


	Anthropic 在 2024 年把 cache reuse 做成 API 能力，称为 prompt caching。

	当用户发送一个稳定 prefix 时，提供商可以保留它对应的 KV Cache。

	第一次调用要完成 prefix 的 K/V 构建，因此更贵。





7.2 第二次调用租用已有 cache


	后续请求如果带着相同 prefix，就不必重新做那部分矩阵乘法。

	provider 可以直接基于已有 KV Cache 继续 attention。

	这解释了视频开头的价格差异：第一次一美元，第二次五美分。

	本质不是模型变小了，而是昂贵的 prefix setup 被复用了。






八、为什么 prompt 顺序会决定成本


8.1 Cache 命中依赖稳定 prefix


	K/V 是按 token position 和此前上下文逐层计算出来的。

	如果 prefix 中间任何内容变化，从变化点之后的 cache 都会失效。

	所以相同内容但不同顺序，可能导致完全不同的缓存复用效果。





8.2 Stable stuff 应该放前面，用户问题放最后


	稳定内容包括 system prompt、tools、检索文档等。

	它们适合放在 prompt 前部，形成可复用 prefix。

	用户每轮变化的问题应放在最后。

	这叫 tail loading：让频繁变化的内容尽量靠后，保护前面的 cache。





8.3 Agent loop 的成本优化来自 cache 复用


	agent 循环常常重复发送工具定义、系统规则、上下文材料。

	如果这些稳定部分保持 token 级一致，就可以复用缓存。

	如果把用户问题或变化内容放到前面，缓存会被反复打掉。

	同样 token、不同顺序，可能带来数量级的推理成本差异。






关键概念/术语


	Token：模型处理文本的基本单位，可以是词，也可以是词片段。

	Embedding：token 对应的高维数字向量，是模型内部表示文字的方式。

	Dot product：衡量两个向量方向是否对齐的运算，是 attention 相关性计算的基础。

	Key：token 对外“广告”自己可被关注的内容。

	Value：token 被关注后实际贡献给下一步预测的内容。

	Query：当前生成位置用来检索旧 token 的向量。

	Matrix multiplication：把 embedding 转成 K/V 的昂贵计算。

	Memoization：保存重复计算结果，避免同样输入重复求值。

	KV Cache：保存历史 token 的 key/value，避免推理中重复计算。

	Memory wall：compute 增长快于 memory bandwidth，导致内存读写成为瓶颈。

	Prompt caching：跨 API 调用复用稳定 prefix 的 KV Cache。

	Tail loading：把变化内容放在 prompt 末尾，以最大化稳定 prefix 的缓存命中。





收束

KV Cache 的本质不是一个边缘工程优化，而是 LLM 推理经济学的中心机制。它解释了为什么长上下文贵、为什么并发吃显存、为什么 prompt caching 可以大幅降价，也解释了为什么 agent prompt 的顺序会直接影响成本。

概念网络请跳转 Notion 查看。







3. 《Token 花费是架构问题：AI 成本不能只靠换模型解决》



作者：Arvind Jain



主题：其他精选



质量分：★★★★☆



注意力番茄：🍅



Howie 的阅读理由：token 经济学。因主题入选。
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概念网络：请跳转到 Notion 文章页面查看 concepts｜2 关键概念、概念网络 tab。





三级笔记



核心观点

企业 AI 的成本问题，不能只用“换更便宜的模型”来解决。随着 AI 从聊天助手走向 coding agents、AI coworkers 和 long-running workflows，单个任务背后的 token 消耗会被系统架构放大。真正该看的指标不是 raw token usage，而是每消耗一单位 token 能产出多少有用结果，也就是 token yield。

文章的主线很清楚：token spend 是 AI architecture problem。它由上下文检索、工具暴露、任务拆解、模型路由、历史执行复用和 agent harness 共同决定。如果这些环节低效，即使模型单价下降，企业仍会为噪声上下文、重复推理和错误路由持续付费。



一、AI 支出正在从实验成本变成运营约束


1.1 企业 AI 支出快速扩张


	企业 AI token spend 正在快速增长，尤其是在技术形态从 simple chat assistants 转向 coding agents、AI coworkers 和 long-running workflows 之后。

	这些系统每个任务能做更多工作，但也会消耗更多 token。

	企业的新约束不再是“AI 有没有用”，而是“AI 产生的有用工作是否足以证明成本合理”。





1.2 支出信号已经很难忽视


	Deloitte 的 2025 Tech Value Survey 显示，超过一半受访者把 21% 到 50% 的数字化项目预算分配给 AI，平均值达到 36%。

	Ramp 报告月度 AI spend 同比增长 4 倍。

	Fortune 报道 Uber 在四个月内用完了 2026 年 AI coding tools 预算。





1.3 成本增长和业务价值增长不一定同步


	作者观察到，很多领导者面对的是 token consumption 快速上升，但 business value 没有同速上升。

	这意味着企业不能只看消耗量，而要看消耗量背后的产出效率。






二、token yield 是更好的 AI 经济学指标


2.1 原始 token 用量不是正确问题


	错误问题是：系统消耗了多少 token？

	更好的问题是：系统每消耗 token，产生了什么 useful outcome？

	这就是 token yield，它把 AI 成本从“资源消耗”重新定义为“单位消耗的有效产出”。





2.2 token yield 把注意力从模型转向系统


	token usage 很少只由模型本身决定。

	它受完整系统影响：context 如何检索、tools 如何暴露、work 如何拆解、models 如何路由、prior execution 如何复用。

	如果系统架构低效，token spend 会增长，但 output quality 不会同步提升。






三、tokens 不只是用户 prompt 里的文字


3.1 短 prompt 可以触发大 token 账单


	用户看到的指令可能很短，比如：“Analyze churn risk for these accounts and create follow-up tasks.”

	真实 token load 往往包括 system instructions、tool schemas、retrieved documents、intermediate reasoning、execution traces 和 memory。

	在很多企业系统里，大部分 token 并不是用户输入的，而是任务 scaffold 自动带出来的。





3.2 浪费来自系统设计，而不是单个 prompt


	如果系统检索了太多上下文、调用了太多工具、重复已经做过的工作，或把 routine work 交给昂贵 frontier model，token consumption 会在质量没有对应提升的情况下上升。

	浪费不在单个 prompt 里，而在系统设计里。

	因此 token yield fundamentally an architecture question。






四、决定 token efficiency 的四个架构杠杆


4.1 Context quality：先把正确上下文给对


	多数 enterprise AI failures 从 context 开始。

	模型不知道哪些上下文重要，它只处理系统给它的内容。

	当 context 增长时，模型 attention 的成本也增长；如果 retrieval 噪声大，模型会把预算花在无关或冲突信息上。

	解决方案不是把更多数据塞进 prompt，而是 retrieve better。

	Glean 的 Claude Cowork-style tasks benchmark 显示，centralized index 相比 off-the-shelf MCP tools 更常被偏好，同时后者 token 消耗更高；当 off-the-shelf tools 正确时，也需要更多 token。

	poor context architecture 的 hidden tax，是更多 tool calls、更多 reasoning loops 和更多 over-fetching。

	好的 context layer 会更早、更可用地给模型正确资料，让 token 花在 solving the problem，而不是 assembling the problem。





4.2 Model routing：把不同步骤交给合适智能层级


	agentic workflow 中并不是每一步都需要 frontier reasoning。

	很多企业 AI 工作是 operational：search、retrieval planning、tool selection、validation 和 execution management。

	这些步骤重要，但不总需要最贵的模型。

	multi-model architecture 的目标不是 everywhere use smaller models，而是 use the right level of intelligence for the job。

	如果默认每一步都经过 frontier model，企业就在为 routine work 支付 frontier prices。

	right-sizing model usage 是提升 token yield 的直接方式：把 frontier reasoning 留给产生差异化价值的地方，把 narrower and repeatable work 交给 specialized models。





4.3 Continual learning：不要每次从零解决同类问题


	企业 AI 系统不应每次都从头解决同一类问题。

	每次 execution 都会产生信号：哪些工具有用、哪条检索路径有效、哪些步骤不必要、哪些输出真正帮助用户完成工作。

	人类已经这样工作：有用的工作和可复用写法会被记录下来，避免反复重做。

	AI 系统也应这样工作。trace data 应该让系统避免 redundant exploration，更快解决类似任务。

	如果系统不能学习，它会反复支付同样的 exploratory cost。

	能从 prior execution 学习的系统，可以减少 redundant reasoning、跳过失败路径，并更快收敛到正确 workflow。

	最好的企业 AI 系统会形成复利：每个已完成任务都改善下一个相关任务的 economics。





4.4 Harness design：管理上下文，而不是堆积上下文


	当 agents 承担更长、更复杂的 multi-step work 时，harness 会决定质量和成本。

	naive harness 会不断扩展 active context window，把更多 instructions、tools、state 和 intermediate outputs 往后带。

	随着 workflow 增长，成本会增长，可靠性通常也会下降。

	better harness 把 context 当作需要管理的东西，而不是自然累积的东西。

	具体做法包括：按当前步骤限制 tools、在合适场景把工作分配给 specialized agents、把 intermediate state 外部化，而不是一直留在 active memory 中，并只给每个模型所需 working set。

	目标不是只支持更复杂任务，而是在不被 context bloat 压垮的情况下支持复杂任务。






五、文章的最终判断


	真正的 AI moat 是 execution efficiency。

	企业 AI 成本优化的核心，不是单点压低模型价格，而是系统性提高 token yield。

	成本优势会来自更好的 context architecture、model routing、continual learning 和 harness design。

	也就是说，AI 经济学最终会落到架构能力上：谁能用更少 token 产生更多有用结果，谁就有更强的长期执行效率。





关键概念/术语


	token yield：每消耗 token 能产生多少有用结果，是比 raw token usage 更适合衡量企业 AI 经济性的指标。

	AI architecture problem：token spend 由模型周边系统决定，包括 context、tools、workflow、routing 和 execution reuse。

	context quality：上下文不是越多越好，而是越准确、越早、越可用越好。

	model routing：把不同任务步骤交给合适模型层级，避免 routine work 默认使用 frontier model。

	continual learning：利用历史执行轨迹减少重复探索，让类似任务越做越便宜、越做越准。

	harness design：管理 agent 工作流中的 tools、state、memory 和 context，使长任务不被 context bloat 拖垮。









4. 《TanStack Query 入门：把 React 数据获取交给专门的状态层》



作者：Austin Davis ·



主题：其他精选



质量分：★★★★☆



注意力番茄：🍅



Howie 的阅读理由：agent 基础设施，基本概念：TanStack Query



Notion 网页入口 | Notion App 入口 | 原文入口



概念网络：请跳转到 Notion 文章页面查看 concepts｜2 关键概念、概念网络 tab。





三级笔记



核心观点 / 主旨

TanStack Query 解决的是 React 应用里“请求数据”被手写 useEffect、多个 useState 和重复状态管理撑爆的问题。它把数据获取、缓存、加载态、错误态、重新请求、条件请求、并发请求和 TypeScript 类型推导集中到一套 query hook 里，让 React 组件不再自己拼装一套脆弱的数据层。



一、为什么需要 TanStack Query


1.1 传统 React 数据获取的问题


	讲者开头把手写查询描述成一堆“garbage”：不断堆 useEffect，再用多个 useState 分别维护 data、loading、error 等状态。

	这种写法的核心问题不是不能工作，而是每个查询都要重复写同一套请求生命周期逻辑。

	生产级 React 应用通常会把查询交给专门的数据层，而不是让每个组件临时管理请求细节。





1.2 TanStack Query 的角色


	TanStack Query，也就是很多人仍称呼的 React Query，是一个 querying 和 state management library。

	它提供的不是单纯 fetch 包装器，而是一套围绕 query 的响应式状态系统。

	一个 hook 内置返回数据、加载态、错误态、重新请求能力和缓存能力。






二、最小初始化：QueryClient 与 Provider


2.1 QueryClient 是全局查询上下文


	使用 TanStack Query 前，必须先创建 QueryClient。

	QueryClient 是查询系统的 backbone，负责跟踪应用里的所有 queries。

	它需要存在于 React component 外部，避免随着组件渲染重复创建。





2.2 QueryClientProvider 把查询能力注入应用


	应用根部需要用 QueryClientProvider 包住。

	QueryClientProvider 接收 client={queryClient}。

	一旦 app 被 provider 包裹，组件内部调用 TanStack Query 的 hook 时，就能找到同一个 query client。






三、核心 hook：useQuery


3.1 useQuery 的两个基本参数


	useQuery 接收一个 options object。

	最小可用配置包含两个关键字段：queryKey 和 queryFn。

	queryKey 是数组，用来区分查询、驱动 refetch 和缓存。

	queryFn 是真正执行 API 请求的函数，可以是 fetch、axios 或其他请求逻辑。





3.2 queryKey 必须唯一


	如果两个查询使用同一个 key，query client 就无法区分它们。

	对 to-do 列表这类固定查询，可以用 ["todos"]。

	对带变量的查询，变量必须进入 key，否则缓存会把不同参数的请求看成同一个查询。





3.3 queryFn 应保持函数引用而不是立即调用


	queryFn 应传入函数本身，例如 queryFn: getTodos。

	如果需要传参数，应写成箭头函数：queryFn: () => getTodos(id)。

	关键点是把函数定义交给 TanStack Query，由它决定何时调用。






四、useQuery 返回的是完整查询状态


4.1 data 是核心结果


	useQuery 返回很多字段，其中 data 是解析后的响应数据。

	组件可以通过解构直接拿到 data，再渲染到页面上。

	讲者用 mock API 返回的 JSON 数据演示了从 response.json() 到页面渲染的完整链路。





4.2 loading / pending / fetching 的区别


	isPending 表示当前没有缓存数据、查询仍在等待结果。

	isFetching 表示 query function 正在运行，不管是否已经有缓存数据。

	isLoading 更接近首次执行时的加载状态。

	讲者偏向在多数场景使用 isPending，需要每次 refetch 都显示加载状态时再用 isFetching。





4.3 error 与 refetch


	error 可以直接从 useQuery 返回值中取出，用来做错误处理。

	refetch 是手动重新请求的函数，可以直接挂到按钮 onClick。

	因为查询结果会按 key 缓存，某些 refetch 看起来是瞬时完成的，这是缓存生效的结果。






五、缓存：TanStack Query 的效率来源


5.1 key 决定缓存身份


	Query client 按 queryKey 识别缓存。

	同一个 key 再次查询时，可以复用已有数据。

	这就是为什么点击 refetch 时，不一定会看到加载 spinner：缓存里已经有数据。





5.2 参数变化必须进入 queryKey


	如果请求依赖 id，就应使用类似 ["comments", id] 的 key。

	当 id 从 1 变成 2，query client 会把它当成不同 query。

	如果不把 id 放入 key，组件状态变了，但 query cache 仍认为它是同一个请求，结果会表现异常。






六、条件查询：enabled


6.1 enabled 控制自动执行


	enabled 接收 Boolean。

	当 enabled 为 true，query 会自动运行。

	当 enabled 为 false，query 不会因为组件 rerender 自动运行。





6.2 enabled 不等于完全禁止查询


	即使 enabled 为 false，仍可通过手动调用 refetch 强制执行。

	它适合多个查询共存、但某些查询只有在特定状态满足后才需要自动运行的场景。






七、抽离 query options：让查询可复用


7.1 options 写在组件里会变复杂


	TanStack Query 的 options 很丰富，如果都写在组件内，文件会快速变脏。

	讲者建议创建 query options 文件夹，把查询配置抽离出去。





7.2 queryOptions utility 提供类型安全


	queryOptions utility 能让 options object 获得 TypeScript 友好的提示。

	可以写一个 createTodoQueryOptions 函数返回完整查询配置。

	组件中只调用 useQuery(createTodoQueryOptions())，查询逻辑就可在多个组件复用。






八、TypeScript：从 any 到明确数据形状


8.1 fetch 默认会让 data 变成 any


	如果 query function 只是 fetch 后 response.json()，TypeScript 往往无法知道返回结构。

	data 变成 any 后，访问不存在的字段不会被类型系统提前拦住。





8.2 给 query function 标注 Promise 返回类型


	如果知道接口结构，可以定义 Todo 类型。

	query function 返回类型写成 Promise<Todo[]>。

	这样 data 会推导成 Todo[] | undefined，访问不存在字段会被 TypeScript 报错。





8.3 运行时校验是更复杂应用的下一层


	手写返回类型只能告诉 TypeScript“我认为接口长这样”。

	如果接口真实返回和类型声明不一致，仍可能运行时报错。

	更复杂的应用可以考虑 Zod 这类 runtime validation，但视频只点到为止。






九、useSuspenseQuery 与 Suspense


9.1 useSuspenseQuery 保证 data 不为 undefined


	useQuery 的 data 可能是 undefined。

	useSuspenseQuery 的重点是保证数据 resolved 后再返回给组件，所以 data 不再是 T | undefined。

	这能减少 TypeScript 中反复处理 undefined 的负担。





9.2 与 React Suspense 配合


	组件内部使用 useSuspenseQuery。

	父层用 React Suspense 包裹，并提供 fallback，例如 loading spinner。

	查询未完成时渲染 fallback，完成后渲染真实组件。





9.3 useSuspenseQuery 不支持 enabled


	useSuspenseQuery 的语义是保证返回数据。

	enabled 这种条件自动执行会破坏“必定返回”的承诺。

	如果需要条件查询，应优先使用 useQuery。






十、多查询：并行与依赖链


10.1 独立查询用 useQueries / useSuspenseQueries


	如果多个 query 彼此独立，可以用 useQueries 一次传入 queries 数组。

	返回值也是数组，顺序对应传入顺序。

	如果要和 Suspense 配合，可以使用 useSuspenseQueries。





10.2 有依赖关系的查询不能同时跑


	如果第二个请求的参数来自第一个请求结果，它们不能并行执行。

	例子是先查询 users，再从 users 中取一个 random user ID 去查询 posts。

	这种情况下，第二个 query 可以用 enabled: !!users，等第一个结果存在后再自动执行。





10.3 Suspense 也能消除一部分依赖判断


	如果第一个查询用 useSuspenseQuery，它能保证 users 已定义。

	这样第二个 query 不一定还需要 enabled 做 undefined 防御。

	但这只适合查询确实应该无条件完成的场景。






关键概念 / 术语


	TanStack Query / React Query：React 应用的数据查询和查询状态管理层。

	QueryClient：全局查询客户端，跟踪所有 queries 和缓存。

	QueryClientProvider：把 QueryClient 提供给 React 组件树。

	useQuery：最核心的查询 hook，统一返回 data、loading、error、refetch 等状态和能力。

	queryKey：查询身份标识，也是缓存和参数区分的核心。

	queryFn：真正执行请求的函数。

	isPending / isFetching / isLoading：不同粒度的查询运行状态。

	refetch：手动触发重新请求。

	enabled：控制 query 是否自动执行的条件开关。

	queryOptions：抽离、复用并类型化 query options 的工具。

	useSuspenseQuery：与 React Suspense 配合、保证 data resolved 后返回的查询 hook。

	useQueries / useSuspenseQueries：同时管理多个独立 query 的批量 hook。









5. 《Nvidia AI PC 叙事遇冷：微软设备愿景更像下一代入口》



作者：Ben Thompson



主题：其他精选



质量分：★★★★★



注意力番茄：🍅



Howie 的阅读理由：AI PC 叙事。Stratechery 的分析。
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三级笔记



核心观点

Ben Thompson 这篇文章把 Nvidia AI PC、Microsoft Project Solara 和 Microsoft 自研模型放在同一个问题里看：AI 设备的关键不再是把更多本地 GPU 塞进传统 PC，而是重新定义 agent 时代的计算入口。Nvidia 的 RTX Spark 代表的是 2023 年式的本地推理想象；Microsoft 更有意思的方向，是让云成为 agent 的中心，让多个轻量设备成为 agent 触达用户的边缘。



一、Nvidia AI PC 的问题：硬件叙事赶不上 AI 范式变化


1.1 RTX Spark 看起来强，但它解决的是旧问题


	Nvidia 在 Computex 上推出面向 Windows PC 的新处理器 RTX Spark / N1X，合作方包括 Microsoft、Dell、HP、ASUS、Lenovo 和 MSI。

	这个芯片的卖点是 Arm CPU、Blackwell GPU、大内存池和较高内存带宽，希望让 AI agents 和大模型在 PC 本地长期运行。

	Thompson 认为它大体类似 DGX Spark：适合 prefill，但 decode 慢于 M5 Max，CPU 任务也明显更弱。

	问题不只是 benchmark 未知，而是产品方向本身有滞后感。





1.2 AI 已经从 ChatGPT 时代进入 reasoning 和 agentic 时代


	三年前谈 AI PC 时，本地推理很有吸引力，因为当时的核心想象还是 chatbot 和本地模型。

	reasoning 时代改变了算力需求：KV cache 变大，对内存容量和 decode 能力要求更高。

	agentic 时代又进一步改变需求：agent 要跨应用、跑工具、维护上下文，CPU 性能变得非常重要。

	因此，本地 agent 的理想配置不是把 PC 做成小型云端 GPU，而是有强 CPU 做本地交互和工具调度，同时把推理请求发到云端。





1.3 RTX Spark 把 die space 花在了不够关键的地方


	RTX Spark 的核心资源大量投向 GPU cores，但本地 GPU 在模型规模、内存容量、内存带宽上仍弱于云端。

	这些 GPU cores 的代价是牺牲 CPU 能力，而 CPU 恰恰是 agentic era 本地设备更需要的部分。

	这让 RTX Spark 更像 2023 年 chatbot 时代的理想机器，而不是 2026 年 agentic 时代的理想机器。

	再叠加 Windows on ARM 的软件妥协，Thompson 很难看到它值回价格。






二、Nadella 的 Windows 姿态：冷淡本身就是信号


2.1 Build keynote 开场让 Thompson 感到意外


	Nadella 在 Build keynote 中先概述 AI stack，然后谈 Windows。

	Thompson 注意到，Nadella 对 Windows + AI PC 的愿景并没有表现出很强的热情。

	这个冷淡让他想到：Nadella 可能也认为真正重要的 AI 不会主要位于本地 PC。





2.2 Nadella 对 Windows 没有旧式忠诚


	Thompson 过去写过 “The End of Windows”：Nadella 没有终结 Windows 产品，但终结了 Windows 作为 Microsoft 组织原则的时代。

	Nadella 的 Microsoft 更重视跨平台软件和云，而不是让整个公司围绕 Windows 运转。

	这意味着 Microsoft 不必被传统 PC 形态绑住，可以从 agent 的需求出发重新思考设备。






三、Project Solara：比 AI PC 更像 agent 时代的设备入口


3.1 Solara 的核心不是一台设备，而是一个 agent 平台


	Project Solara 是 Microsoft 内部构建的平台，目标是让设备运行 AI agents 而不是传统 apps。

	它基于 Android 而不是 Windows，已经有硬件设计和 Qualcomm、MediaTek 等芯片伙伴。

	Thompson 承认它目前仍是 vaporware，但认为它的方向非常 compelling。

	Nadella 的引入方式很关键：现有 PC 是旧 form factor 加上新 AI 功能；问题是能不能为 agent era purpose-build new form factors。





3.2 Solara 把设备从“中心”变成“星座”


	Steve Bathiche 的说法是，下一台计算机不是某一个设备，而是一组设备共同作为一个系统工作。

	agent 不再被困在单个应用框架里，而是跨多个应用、服务、设备和时间尺度维持上下文。

	这种 vision 的重点不是选出下一个手机或下一个 PC，而是让 agent 在需要的时候出现在离用户更近的地方。

	设备成为 agent 的触点，云端成为真正的协调层。





3.3 可穿戴设备的问题被 agent 模式重新打开


	Thompson 认为，可穿戴设备过去的问题是交互模型：只有人在回路里主动交互时才有用，而在可穿戴上频繁交互很烦、效率也低。

	Solara 视频里让他产生点击感的是：用户只做短暂交互，之后 agent 在后台完成工作。

	这意味着 usefulness 发生在 cloud，human 不必持续参与。

	这比把 AI 功能塞进传统 laptop / desktop 更符合 agent 的工作方式。






四、Cloud hub + device spokes：Microsoft 的设备机会


4.1 Microsoft 没有手机，反而更愿意让云做中心


	Microsoft 不控制类似 iPhone 的移动设备，因此天然有动力寻找手机之外的设备模型。

	Thompson 的判断更进一步：即便 Project Solara 本身失败，cloud as hub、multiple devices as spokes 也更适合 agents。

	agent 最适合在云端工作，因为它需要跨应用、跨设备、跨上下文。

	手机仍可以是其中一个设备，但在 agent 场景里不应该天然成为 hub。





4.2 Solara 特别适合企业场景


	Thompson 提醒读者：Solara 现在仍是 vaporware，也符合 Microsoft 自身利益，所以要谨慎看待。

	但这个未来愿景在企业场景里很合理，因为企业的 context 和 compute 本来已经在云端。

	Solara 的重点也是 enterprise，而不是 consumer。

	这延续了 Thompson 的 “thin is in” 判断：AI 时代更重要的是轻量端点和云端智能，而不是厚重本地设备。






五、Microsoft AI：企业 full-stack 与模型主权叙事


5.1 Microsoft 正在补齐自研模型能力


	Build 上 Microsoft AI Superintelligence Team 展示了七个从零训练的 MAI 模型。

	其中 MAI-Thinking-1 被定位为 reasoning model，并被 Microsoft 拿来对标 Anthropic 和 OpenAI 的模型能力。

	Thompson 对这些模型的评价是“还不错”，但真正有意思的是 Microsoft 的 framing。





5.2 Frontier Tuning 把模型变成企业自己的 agent 基础设施


	Mustafa Suleyman 强调 Microsoft Frontier Tuning：企业可以在 Microsoft full stack 上定制 MAI models。

	重点不是简单调用一个共享模型，而是在 reinforcement learning environments 中针对公司和任务训练 agents。

	Microsoft 把这些 RLEs 描述为企业的训练场，能把模型调到特定工作流、知识和 institutional data 上。

	这和 AWS Nova Forge 有相似性：企业希望拥有自己的数据和模型改造路径，而不是把核心 know-how 交给 frontier labs。





5.3 Microsoft 的优势不是永远赢模型性能，而是让谨慎企业按自己的条件拥抱未来


	Thompson 认为这种企业自有模型叙事在理论上很有吸引力。

	真正考验是：选择这条路线的企业，会不会因为不在最前沿模型能力上而受惩罚。

	但 Microsoft 长期的强项恰恰是帮助谨慎企业以可控、可信、符合自身条件的方式进入新技术周期。

	因此，即使 Microsoft 不一定在纯模型性能上长期领先，它仍可能在企业 AI 平台化上维持地位。






六、文章的总框架


6.1 Nvidia 的叙事是“把 AI 放进 PC”


	Nvidia AI PC 假设本地硬件升级是 agent 时代的主要入口。

	它的硬件形态仍围绕 laptop / desktop，强调本地算力、统一内存和 GPU。

	Thompson 认为这套叙事更适合旧式 chatbot 和 local inference。





6.2 Microsoft 的叙事是“让 agent 重新组织设备”


	Project Solara 不是给传统 PC 加 AI，而是从 agent 的工作方式倒推设备形态。

	它把云端上下文、后台执行、多设备触点和企业场景连成一个系统。

	这让 Microsoft 在 AI devices 上重新出现机会：不是回到 Windows PC 中心，而是把云平台变成 agent 时代的组织原则。





6.3 关键判断


	AI PC 的真正挑战不是芯片规格，而是它是否符合 AI workload 的变化。

	reasoning 和 agentic era 把需求从“本地跑模型”推向“云端推理 + 本地强交互 + 多设备协同”。

	Nvidia 的方案看起来像传统 PC 形态的延伸；Microsoft 的 Solara 虽然还不成熟，却更接近 agent 时代的入口想象。

	Microsoft AI 的模型和 tuning 叙事则补上企业侧：让企业拥有可控、可定制、可沉淀 know-how 的 agent infrastructure。






关键概念/术语


	AI PC：把本地 AI 算力塞进传统 PC 的产品叙事，但在 agentic era 可能没有抓住关键瓶颈。

	RTX Spark / N1X：Nvidia 面向 Windows PC 的 AI chip，代表本地 GPU 推理路线。

	reasoning era：模型生成更多中间推理 token，推高 KV cache、memory 和 decode 需求的阶段。

	agentic era：AI 不只是聊天，而是调用工具、跨应用执行任务、长期维护上下文的阶段。

	Project Solara：Microsoft 面向 agent devices 的平台愿景，核心是云端 agent 与多设备触点。

	constellation of devices：多个设备作为一个系统共同工作，而不是寻找唯一的 next computer。

	cloud as hub：云端成为 agent 的上下文和执行中心，设备只是触达用户的 spokes。

	Frontier Tuning：Microsoft 让企业基于 MAI 模型和 full stack 定制 agents 的方法。

	RLEs：reinforcement learning environments，企业任务和工作流特定的 agent 训练场。

	thin is in：AI 时代端侧设备变轻，云端智能变重的判断。









6. 《世界模型功能分类：从视频生成走向可操作的物理智能》



作者：Fei-Fei Li



主题：其他精选



质量分：★★★★☆



注意力番茄：🍅
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三级笔记



核心观点

这篇文章是在给“world model”这个被过度使用的 AI 术语重新分层。Fei-Fei Li 和 World Labs 的判断是：真正的世界模型不是一个单一产品形态，而是围绕“agent-action-state-observation”闭环输出不同功能的模型族。当前最清楚的三类功能是 renderer、simulator 和 planner；其中 simulator 最少被公众关注，却是把视觉生成、物理理解和机器人行动接起来的关键环节。



一、问题起点：世界不是由文字构成的


1.1 语言模型擅长概念，物理世界运行在另一种基底上


	文章开头用 Wittgenstein 的句子 “The world is everything that is the case” 引出主题，但马上强调：世界不是由 words 构成的。

	语言模型学习的是 text 的 statistical structure；世界模型要学习的是 space and time 的 statistical structure。

	这里的差异很关键：AI 如果只掌握词汇、概念和推理，还没有掌握光线如何落在表面、物体如何受力、空间如何从未见过的角度展开。





1.2 “world model” 已经变成一个过载术语


	计算机视觉、机器人、强化学习和生成式 AI 都在说自己做 world models，但它们说的不是同一件事。

	一个能生成漂亮但违反物理规律火焰的视频模型、一个能即兴生成可玩游戏的语言模型、一个能忠实模拟燃烧的物理引擎，都可能被叫作 world model。

	文章认为这会造成精度问题：AI 正在走向空间智能和物理智能，字段必须从模糊口号回到功能定义。






二、底层闭环：agent、action、state、observation


2.1 POMDP 给 world model 提供了原始技术语境


	文章把混乱的术语拉回强化学习教材里的经典图：partially observable Markov decision process，也就是 POMDP。

	在这个框架里，agent 采取 actions，actions 改变 world 的 state，agent 不能直接看见 state，只能接收 observations。

	新的 observations 又会影响新的 actions，于是形成 agent -> action -> state -> observation -> agent 的循环。





2.2 state 是世界的底层现实，observation 是 agent 的局部视图


	这里的 state 不是化学里的固液气状态，而是物理学和机器人学里的状态：某一时刻世界中所有对象、位置、速度和属性的完整描述。

	state 是 underlying reality，原则上完整，但对世界内部的任何 agent 都不是直接可见的。

	observation 是 agent 对 state 的部分观察：视网膜上的光子、传感器读数、视频帧里的像素。

	action 是 agent 对 observation 和目标做出的响应。





2.3 今天所谓的 world models 是同一个闭环的不同投影


	Kenneth Craik 早在 1943 年就提出 minds 通过 small-scale models of reality 来推理；后来这个思想进入神经网络和强化学习。

	文章的关键转译是：今天各种被称为 world model 的东西，实际上是在输出这个闭环中的不同部分。

	有的模型输出 observations，有的输出 state，有的输出 actions。只有把输出对象讲清楚，world model 这个词才有技术含义。






三、三类世界模型功能：renderer、simulator、planner


3.1 Renderer：输出给人眼看的 observation


	第一类 world model 是 renderer。

	Renderer 输出的是 observations，通常是 pixels；它最重要的评价标准是 visual fidelity。

	文本到视频模型、Google Genie 3、World Labs 的 RTFM 都属于这个方向：它们根据输入实时生成画面或视频帧。

	Renderer 的问题是：它生成的是 viewer would see，不是 what is。航拍城市可能看起来完美，但如果进入街道细节，结构可能会崩。





3.2 Simulator：输出可计算、可交互的 state


	第二类 world model 是 simulator。

	Simulator 输出的是 state：几何、物理或动态上可信的世界表示，让人和程序都能计算、检查和交互。

	它的 contract 不是视觉上像，而是 structural fidelity：几何能经得起检查，物理遵守牛顿定律，动态行为符合世界规律。

	Simulator 同时服务两类消费者：建筑师、设计师、电影人、游戏开发者等人类专业用户，以及强化学习 agent、机器人控制器、自动驾驶系统等程序用户。





3.3 Planner：输出下一步 action


	第三类 world model 是 planner。

	Planner 在给定 observation 和 goal 的情况下，回答 agent 下一步应该做什么。

	它几乎是 renderer 的反面：renderer 接收 action 并输出 observation；planner 接收 observation 并输出 action。

	Vision-Language-Action models、model-based systems 和 World Action Models 都是在尝试做 planner，让系统能在非结构化世界中决定机器人该怎么行动。





3.4 三类不是根本分离，而是共享同一套世界知识


	Renderer、simulator、planner 只是功能上可区分，不是本体上隔绝。

	它们底层共享 geometry、physics、dynamics 等关于世界如何运作的知识。

	一个模型如果真正理解杯子的几何、材料属性和受力反应，原则上应该能从任意角度渲染杯子、模拟杯子被推后会发生什么，并规划一只手如何拿起杯子。






四、为什么 simulation 是关键支点


4.1 Renderer 最成熟，但天花板是物理可信度


	Renderer 是商业上最成熟的一类。图像和文本到视频产品已经快速进入消费者和企业市场。

	文章提到 Google 的 Nano Banana 作为大规模图像生成能力扩散的例子。

	但 renderer 优化的是 visual plausibility，不是 physical accuracy。

	所以它可以生成漂亮内容，却不能被信任去设计建筑、训练机器人，或支撑需要真实物理约束的工程系统。





4.2 Planner 最诱人，但仍处在早期


	Planner 与机器人学习紧密相关，是最令人兴奋但也最 nascent 的方向。

	最近两年的机器人 demo 看起来很强，但大多仍在高度受控的实验室环境中，任务范围窄、物体集合窄、时间跨度短。

	从 demo reel 到能在厨房、仓库、手术室可靠工作的机器人，中间仍有巨大差距。

	但商业赌注已经很大：如果 robot can plan，robot can work，所以行业都在争夺通用规划系统。





4.3 Simulation 是 renderer 和 planner 之间的桥


	文章最重要的判断是：simulation is the bridge between the two。

	如果 language 是世界的 abstraction，pixels 是世界的 projection，那么 geometry、physics、dynamics 才是世界本身的结构层。

	Simulator 提供的是 structural backbone：视觉外观可以从它派生，行动后果也可以从它推导。

	只掌握 rendering 或 planning 的模型不能自然完成另一个任务；掌握 simulation 的模型才有可能把理解投射到 pixels 和 action predictions 两端。





4.4 Simulation 的商业空间和技术难题都最大


	文章用 NVIDIA Omniverse 的 trillion-dollar addressable market 说明 simulation 的商业面积：工厂、仓库、供应链、digital twins、机器人训练、自动驾驶测试、建筑可视化、工程和药物发现都依赖 simulation-shaped 系统。

	技术难题也集中在这里：

	具有显式几何、材料属性和物理标注的 3D 数据远少于互联网视频。

	sim-to-real gap 仍然存在，仿真行为和现实行为之间有差异。

	AI 生成的几何可能看起来正确，但内部有自交、尺度错误等会破坏物理的结构问题。

	rigid bodies、deformable objects、fluids、cloth 等多物理系统大规模交互仍然昂贵。





4.5 Marble 是 World Labs 进入 simulation 的第一步


	World Labs 的 Marble 被描述为进入这个 territory 的 first move。

	它接受 text、image、video 或 spatial sketch 等 multimodal prompts，生成可探索的 3D environments。

	输出包括用于视觉探索的 Gaussian splats，以及 physics engine 可操作的 collision meshes。

	这说明 Marble 不只是 renderer，也在尝试把视觉生成和可计算结构连在一起。






五、边界正在坍缩：统一世界模型的方向


5.1 三类功能正从 passive output 转向 interactive system


	文章认为当前最重要的趋势是 renderer、simulator、planner 的边界正在互相融合。

	Renderer 变得 action-conditioned，simulator 生成的世界越来越可控、可编辑，planner 开始 deliberating，而不是简单 reacting。

	这意味着模型不再只是一次性输出图像、状态或动作，而是在交互过程中持续更新世界理解。





5.2 视频 renderer 可能成为 world-and-action prediction 的 backbone


	一些机器人实验显示，预训练视频 renderer 可以概念性地作为 joint world-and-action prediction 的 backbone。

	这提供了 renderer 和 planner 之间的一座桥：模型既想象会发生什么，也推断应该做什么。

	这个方向说明视觉生成不一定只服务观看，也可能成为行动预测的底层表征。





5.3 Marble 正在模糊 renderer 和 simulator


	Marble 从同一个模型输出 Gaussian splats 和 collision meshes。

	Gaussian splats 服务视觉探索，collision meshes 服务物理引擎。

	这正是 renderer 与 simulator 边界坍缩的例子：同一个生成过程既产生可看的世界，也产生可计算、可交互的结构。





5.4 逻辑终点是 unified world model


	文章提出的终点是 unified world model：一个 foundation model 能够渲染 photorealistic views，产生 physically accurate structure，并规划 action sequences。

	它根据 downstream consumer 的需要切换 output modalities。

	真正的难题是把视觉美感、结构精度和行动可用性放进同一个 architecture 里，因为三者的数据基础和优化目标并不一致。






六、文章的最终判断：空间智能正在把机器带回物理世界


6.1 世界模型的大赌注从 1980 年代延续至今


	文章把当前研究放回一个长线判断：只要 agent 拥有足够丰富的世界模型，就能看见世界、构建世界并在其中行动。

	这个 bet 从 1980 年代末以来一直存在，现在因为生成式 AI、机器人和仿真的融合而获得新的现实重量。





6.2 三条产业线正在合流


	Renderer、simulator、planner 原本是分开的研究和产业方向。

	每一条都已经能推动 multi-billion-dollar industries。

	当它们开始像一个系统那样运作时，改变的不只是某个 AI 产品，而是 machine intelligence 与 physical world 的关系。





6.3 语言让机器谈论世界，世界模型让机器理解和行动


	文章最后把语言模型和世界模型的分工收束得很清楚。

	Language gave machines a way to talk about the world。

	World models are how machines will finally come to understand, imagine, reason and interact with it。

	这也是 World Labs 对 spatial intelligence 的核心叙事：AI 的下一步不是更会说，而是更能在空间和物理世界中理解、想象、推理和行动。






关键概念 / 术语


	World model：用于学习世界空间、时间、几何、物理和动态结构的模型，不应被泛化成所有生成视频或机器人系统的统称。

	POMDP：描述 agent 在无法直接观察完整 state 的情况下，通过 observation 和 action 与世界交互的形式化框架。

	State：某一时刻世界底层现实的完整描述，包括对象、位置、速度和属性。

	Observation：agent 对 state 的局部视图，例如像素、传感器读数或视频帧。

	Renderer：输出视觉 observation 的世界模型，核心指标是 visual fidelity。

	Simulator：输出可计算 state 的世界模型，核心指标是结构、几何、物理和动态可信度。

	Planner：根据 observation 和 goal 输出 action 的世界模型，用来闭合感知-行动循环。

	Simulation：连接 renderer 与 planner 的结构层，提供从物理世界理解到视觉输出和行动后果预测的共同基础。

	Sim-to-real gap：仿真中的行为与现实中的行为之间的差距，是机器人和物理智能落地的核心障碍。

	Unified world model：能够在渲染、仿真和规划之间切换输出形式的统一基础模型。
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三级笔记



核心观点

这篇文章追踪的是马斯克如何把一连串未解决的问题放进更大的叙事外壳里重新定价：Twitter 被买贵了，就改写成 xAI 的实时数据资产；xAI 在模型、产品和组织上承压，就被装进 SpaceX，变成太空基础设施故事的一部分；轨道数据中心需要芯片、现金流和制造需求，又把 Tesla 拉进同一张 AI、机器人、芯片和太空基础设施图景。文章的核心不是说 SpaceX IPO 只是包装，而是指出：马斯克正在把 AI 竞争从软件模型能力，重新讲成硬件、能源、卫星、芯片、发射和控制权的综合竞争。



一、开场线索：马斯克把 AI 人才与物理世界连在一起


1.1 中国 AI 创业者到访 xAI，露出马斯克的人才焦虑


	文章开头写一位中国 AI 创业者在 2025 年 7 月走进 Palo Alto 的 xAI 总部。

	这个场景被放在硅谷腹地：Stanford、沙丘路、AI 实验室、自动驾驶团队和机器人公司都在附近。

	作者强调，这里的信仰不是屏幕应用，而是技术可以直接改造汽车、工厂、能源、机器人和物理世界。

	马斯克在对话中谈模型、算力、X 的数据和人类文明的未来；第二天就发出收购邀约。

	这次未成功招募，八个月后变成 xAI 人才问题的提前注脚。





1.2 技术优势从《孙子兵法》落到 AI 人才上


	马斯克读过很多遍《孙子兵法》，并认为还应增加关于“技术”的章节。

	他相信决定性技术优势可以带来极低代价的胜利。

	到 AI 时代，这种技术优势越来越落到人才、模型、算力和数据上。

	他对中国科技公司和中国技术人才表达过尊重，也很快注意到中国年轻 AI 创业者的产品。





1.3 xAI 的公开道歉与 SpaceX 收购构成反差


	2026 年 3 月 13 日，马斯克在 X 上说，xAI 第一次没有建对，正在从基础重建，并向被错误拒绝的人才道歉。

	这对一个几乎不公开道歉的人来说很罕见。

	更关键的是时间点：六周前，SpaceX 刚以全股票方式完成对 xAI 的收购，xAI 估值约 2500 亿美元。

	一个刚被装进 SpaceX、估值极高的 AI 公司，随即被创始人公开承认“第一次没有建对”。






二、Twitter 收购的另一面：从失败交易到 AI 数据资产


2.1 440 亿美元 Twitter 收购最初被视为错误豪赌


	2022 年 10 月，马斯克抱着洗脸盆走进 Twitter 总部，用 “Let that sink in” 制造标志性场面。

	华尔街看到的是 440 亿美元高价，以及马斯克此前试图反悔却被诉讼逼回谈判桌。

	收购后前六个月，Twitter 大裁员、广告商撤离、Fidelity 多次下调 X 估值，最低不到 100 亿美元。

	公众叙事里，Twitter 从全球公共广场变成政治争议、广告下滑和品牌失控的平台。





2.2 但 Twitter 也可以被解释成实时文本系统


	作者的转折是：马斯克买下的不只是一家社交媒体公司，而是一个持续生成文本的实时系统。

	X 上的争吵、新闻、政治辩论、代码讨论、表情包、谣言、澄清、辱骂和赞美，构成接近真实人类语言状态的数据场。

	2022 年底到 2023 年初，AI 行业最缺的正是这种未被精心修剪的实时数据。

	因此，这笔被嘲笑为买贵的交易，在 AI 时代获得了另一种解释。





2.3 xAI 是马斯克对 OpenAI 的回程


	2023 年 3 月，xAI 在内华达州注册成立，距离 GPT-4 发布只有五天。

	马斯克一边签署暂停更强 AI 训练的公开信，一边把自己的 AI 公司放到路上。

	xAI 最初汇集 DeepMind、OpenAI、Google、Microsoft 等实验室的人才。

	对外使命是“理解宇宙的本质”；对内含义是马斯克想重返自己曾参与创造、后来失去权力位置的 OpenAI 战场。

	文章写得很直白：超越马斯克的不是一家全新公司，而是他自己曾经参与创造的东西。






三、xAI 的胜利表象与内部裂缝


3.1 Colossus 是真实工程奇迹，也构成新资本故事


	2024 年，Colossus 在田纳西州 Memphis 上线，建在废弃家电工厂里。

	xAI 称它用 122 天建成，随后又在 92 天内扩展到 20 万张 H100 GPU；路透社报道口径是约 10 万张 GPU 并继续扩容。

	无论具体口径如何，Colossus 都是典型马斯克式工程项目：先把硬件堆起来，再用速度压倒传统数据中心周期。

	到 2024 年底，马斯克手里有三样东西：X 的实时文本数据、xAI 的研究工程团队、Colossus 的算力。

	这三者单独看都有问题，放在一起却足以支撑新的资本故事。





3.2 xAI 收购 X，重新改写 Twitter 估值叙事


	2025 年 3 月，马斯克宣布 xAI 以全股票交易收购 X。

	交易给出 xAI 800 亿美元估值、X 330 亿美元估值，后者等于 450 亿美元企业价值减去约 120 亿美元债务。

	几个月前 Fidelity 对 X 的估值还不到 100 亿美元；通过这笔交易，“买贵 Twitter” 被放进 AI 语境中重新定价。

	X 债务被装进 xAI 资产负债表，成为“快速成长 AI 公司战略整合”的一部分。

	更关键的是，xAI 正式获得 X 的实时数据和分发场景。





3.3 融资曲线向上，但组织和产品在裂开


	2025 年夏天，xAI 获得 100 亿美元债务和股权融资；2026 年 1 月完成 200 亿美元 Series E。

	资本仍然愿意追随马斯克，但创始团队开始流失。

	Igor Babuschkin 离开 xAI；最初 11 位共同创办 xAI 的成员中，到 2026 年 3 月多数已经离开。

	对依赖顶级研究文化和长期模型积累的 AI 公司来说，创始团队持续离开本身就是信号。

	Grok 没能在 AI 编程市场压过 Claude Code 和 OpenAI Codex；马斯克甚至承认 xAI 的编程工具“无法竞争”。





3.4 xAI 的核心困境：硬件强，研究文化和产品弱


	文章将 xAI 的矛盾概括为：融资曲线像全球最有价值的 AI 公司之一，团队和产品却像正在空心化。

	马斯克过去最擅长把不可能的硬件目标变成工程问题：火箭回收、电动车量产、卫星互联网覆盖全球。

	但 AI 不完全是同一种问题。

	AI 核心竞争不只在算力和数据，还在研究文化、产品判断和组织稳定性。






四、把 AI 战场搬到太空：轨道数据中心成为新地形


4.1 轨道数据中心绕开地面 AI 基础设施瓶颈


	2025 年 12 月，马斯克在 xAI 内部会议上提出轨道数据中心。

	它设想由大规模卫星组成算力网络，卫星运行在近地轨道上，太阳能板持续朝向太阳，为 AI 训练提供电力。

	这个构想试图绕开地面数据中心的电力短缺、土地审批、变压器排队、天然气涡轮机许可和冷却瓶颈。

	它不是突然冒出的科幻点子，而是马斯克在地面 AI 战场受挫后，为 xAI 寻找的新地形。





4.2 太空让竞争规则从模型转向硬件壁垒


	在地面，xAI 要面对 OpenAI 的模型优势、Anthropic 的产品突破、Google 和 Microsoft 的云基础设施，以及自身创始团队流失。

	如果战场搬到太空，模型不再是唯一核心。

	发射能力、卫星制造、轨道运营、太阳能供电和硬件工程都会成为新壁垒。

	这些正是 SpaceX 最熟悉、也最强的地方。





4.3 SpaceX 收购 xAI，把 AI 失败装进更大的外壳


	2026 年 1 月，SpaceX 向 FCC 提交最多 100 万颗卫星的 Orbital Data Center system 申请。

	2026 年 2 月，SpaceX 以全股票方式收购 xAI，合并体估值约 1.25 万亿美元。

	这笔交易与 xAI 收购 X 的逻辑相似：没有现金支出，没有真正独立的外部买方，买方和卖方最终都由同一个人控制。

	但意义更大：xAI 不再是一家独立公司，而是 SpaceX 的一个部门。

	Grok、X、Colossus、轨道数据中心和所有 AI 承诺，都将被写入 SpaceX 招股书。





4.4 奥尔特曼的质疑体现两种世界观冲突


	奥尔特曼在新德里被问到太空数据中心时，认为以当前实际情况看这是荒谬想法。

	他的计算方式是发射成本、地面电力成本、GPU 在太空损坏后的维修问题。

	文章将这定义为两种世界观的正面碰撞：奥尔特曼代表软件世界的成本计算、产品节奏和模型生态；马斯克代表硬件世界的强行推进。

	在火箭和电动车时代，马斯克多次赢过这种争论；问题是 AI 是否也是同一种问题。






五、TeraFab 与 Tesla：把更大的叙事继续套进去


5.1 TeraFab 把芯片制造加入 SpaceX AI 故事


	xAI 被装进 SpaceX 后，马斯克又抛出 TeraFab：Tesla 和 SpaceX 的先进芯片制造计划。

	它最初被描述为约 200 亿美元级别项目，后来变成两座先进芯片工厂的计划。

	SpaceX S-1 也提示，TeraFab 可能无法成功，公司仍高度依赖外部芯片供应商。

	单靠 SpaceX 轨道数据中心需求，很难支撑如此庞大的芯片制造计划。





5.2 Tesla 被拉进故事，是因为它能提供需求、现金流和制造体系


	只有把 Tesla 的 FSD 芯片、Optimus 机器人芯片和 Dojo 训练芯片纳入，TeraFab 的需求故事才勉强完整。

	资金上也是如此：Starlink 已经是现金机器，但长期芯片制造投入仍需要 Tesla 的收入规模和制造体系。

	因此 TeraFab 表面上是一座芯片厂，实际上进一步把 Tesla 和 SpaceX 的命运焊在一起。





5.3 “套娃”式布局是对 xAI 挫折的层层反击


	文章用“套娃”概括马斯克的产业组合方式。

	如果 xAI 不能单独打赢 OpenAI 和 Anthropic，就把 X 的数据装进去。

	如果数据和算力仍然不够，就把 xAI 装进 SpaceX，把 AI 竞争改写成太空基础设施竞争。

	如果轨道数据中心还需要芯片、现金流和制造需求，就把 Tesla 拉到故事里。

	每一次合并都像把上一阶段未解决的问题，放进一个更大的叙事里重新解释。






六、SpaceX 招股书里的三级火箭


6.1 SpaceX IPO 卖的是三层业务，也是一枚三级火箭


	2026 年 5 月，SpaceX 递交 S-1 招股书，计划以 SPCX 在纳斯达克挂牌，寻求 1.75 万亿至 2 万亿美元估值。

	招股书把 SpaceX 分成 Space、Connectivity 和 AI 三个板块。

	表面是三条并列业务线，实际上更像三级火箭：发射业务提供基础工程能力，Starlink 把发射能力变成现金流，AI 把现金流、算力和太空基础设施推向更不确定的未来。





6.2 Space 是工程闭环的底座


	Falcon 9 的发射频率和复用能力已经远超传统竞争者。

	SpaceX 把商业发射价格压低到传统供应商难以跟进的水平。

	它的最大客户之一也是自己：大量 Falcon 9 发射用于部署 Starlink 卫星。

	这形成外部竞争者很难复制的闭环：订户费支撑发射，发射部署卫星，卫星带来订户，订户再支撑发射。





6.3 Starlink 是现金机器，也是整个故事的燃料


	Starlink 是 SpaceX 帝国真正的现金机器，是集团最重要收入来源之一。

	它把全球高速宽带做成现实，并把终端成本压到美军、航运公司、偏远村庄、海岛和战区前线可用的程度。

	但 Starlink 也需要持续降价、补贴终端、扩充容量，用资本开支换规模。

	对一个还要为 AI、芯片和轨道数据中心输血的集团来说，Starlink 现金流能否长期支撑其他高投入业务，是投资者必须判断的问题。





6.4 AI 是最具想象力、也最未被证明的一层


	AI 板块包括 xAI 加 X，是 SpaceX 资本开支的重要去向之一。

	它还没有证明自己拥有类似 Starlink 的盈利能力。

	招股书对轨道 AI 数据中心语言很谨慎，提示这项业务可能永远不会具有商业可行性。

	这也是招股书最诚实的地方：公司卖的不只是 Falcon 9 和 Starlink，而是马斯克本人，以及他能否重新锻造下一个二十年的基础设施。





6.5 控制权结构使 SpaceX 上市后仍然以马斯克为中心


	SpaceX 采用双重股权：Class A 每股一票，Class B 每股十票。

	马斯克拥有绝对投票权优势，只能被 Class B 股东投票罢免，而 Class B 基本由他控制。

	即便上市，SpaceX 仍是一家围绕马斯克控制权设计的公司。

	投资者真正要定价的是：马斯克这个人是否仍能把宏大叙事压成工程现实。






七、IPO 三国杀：SpaceX、OpenAI、Anthropic 争夺资本市场锚点


7.1 马斯克输掉 OpenAI 官司，却扫清了 IPO 前的一部分不确定性


	2026 年 5 月，马斯克起诉奥尔特曼和 OpenAI 的案子被陪审团认为超过诉讼时效，法官采纳建议驳回诉求。

	陪审团没有判断 OpenAI 是否背叛创立使命，只给出技术性答案：马斯克起诉晚了。

	两天后，SpaceX 递交招股书。

	文章认为，起诉 OpenAI 也像 IPO 竞争前的阻击战；如果 OpenAI 使命争议进入法庭，它的上市叙事会被拖进控制权和商业化路径争论。





7.2 三家公司从同一个原点分岔出三种未来


	SpaceX、OpenAI、Anthropic 正在争夺同一个资本市场窗口。

	SpaceX 率先公开 S-1，主动设置 1.75 万亿美元的硬件和基础设施估值参照系。

	OpenAI 带着 ChatGPT 用户规模和 AI 产品王者标签；Anthropic 带着企业客户和更清晰的盈利路径。

	三者不只是竞争对手：马斯克曾共同创立 OpenAI，Anthropic 是 OpenAI 内部分裂的产物，Claude Code 的崛起又压制了 xAI 编程工具。





7.3 Anthropic 租用 Colossus 暴露 xAI 的身份问题


	招股书披露 Anthropic 租用 xAI 的 Colossus 算力，若持续到 2029 年，总金额超过 450 亿美元。

	这很微妙：xAI 没能在产品上压过 Anthropic，却先把算力租给了对方。

	Colossus 原本是 xAI 的工程神话，现在成了竞争对手的基础设施。

	招股书称这能变现未使用算力，但“未使用的算力”也承认 xAI 自己并未完全消化 Colossus 能力。

	对投资者来说，问题变成：xAI 究竟是一家模型公司，还是一家基础设施公司？





7.4 密集 IPO 可能重定价整个科技股市场


	SpaceX、OpenAI、Anthropic 潜在募资规模超过 2000 亿美元。

	市场上虽然有大量货币基金资金，但机构买入这些新股的钱要从别处挪来。

	那个“别处”可能是英伟达、微软、谷歌、苹果等既有科技巨头。

	因而这不是单家公司 IPO，而是 AI 资本市场估值锚点的一次集中重排。






八、最后一张王炸：Tesla 是否会被装进同一超级结构


8.1 Tesla 是现实世界 AI 的入口


	文章最后提出问题：如果 X 装进 xAI，xAI 装进 SpaceX，Tesla 会不会是下一个？

	目前这仍只是可能性，来自分析师预测、媒体报道和内部讨论，不是已发生交易。

	但它符合马斯克过去几年反复使用的方法：当一家公司故事不够大，或另一家公司需要资产、现金流和控制权安排时，就重新组合。

	Tesla 能给的是现实世界 AI 入口：FSD、Optimus、Dojo、车队数据、电池、工厂和全球供应链。





8.2 Tesla 的治理结构与马斯克的 AI 野心冲突


	Tesla 是上市公司，没有双重股权，每股一票。

	马斯克持股约 12.8%，是他控制力最弱的公司之一。

	他曾表示，如果不能在 Tesla 拥有约 25% 投票权，就不愿在公司内部继续推进 AI 和机器人业务。

	这暴露出长期结构问题：马斯克想让 Tesla 承担的角色已经超出汽车公司边界，但 Tesla 的治理结构仍是普通上市公司治理结构。





8.3 若 Tesla 与 SpaceX 合并，超级结构将成形


	SpaceX 有双重股权和马斯克绝对控制权；Tesla 有现金流、制造能力、FSD、Optimus、Dojo 和现实世界数据。

	如果两家公司合并，Tesla 的汽车、机器人、芯片需求和制造能力都可能被装进一个马斯克控制力更强的壳里。

	对外会被解释成 AI、机器人、芯片、能源和太空基础设施整合；对内则可能重新安排马斯克对整个帝国的控制权。

	地面上有车、机器人、工厂和芯片；轨道上有卫星、通信网络和未来数据中心；中间由 AI 模型、用户数据和能源需求连接。






九、文章的最终判断：工程浪漫主义仍需证明能否转化为 AI 能力


9.1 马斯克过去多次把科幻叙事变成工程现实


	作者回忆 2013 年走进 Tesla 弗里蒙特工厂时，马斯克讲 SolarCity、Tesla 和 SpaceX 如何为人类能源和多行星文明服务。

	当时这些话很像商业计划和科幻小说的混合。

	十三年后，许多当年近乎“吹牛”的话已经变成现实。

	这构成作者对马斯克的复杂尊敬：他会犯大错，但也真的相信物理世界可以被改造。





9.2 AI 让马斯克的叙事出现新裂缝


	在硬件世界里，马斯克擅长用供应链、组织强度、成本控制和极限时间表压迫现实。

	AI 不完全是同一种问题。

	它需要算力、数据中心、芯片和电力，也需要研究文化、模型训练经验、产品敏感度和稳定研究团队。

	xAI 的问题正出在这里：马斯克不喜欢“研究员”这个说法，但研究员似乎也并不喜欢 xAI。





9.3 马斯克把失败时间线拉长，把参照物换掉


	Peter H. Diamandis 替马斯克总结：他不需要运行最好的 AI 模型，他需要掌控最好的硬件。

	马斯克承认这个说法有道理，但强调 xAI 终将伟大，是否最强还要等时间检验。

	他把时间线拉长：xAI 只有 3 岁，只有 Anthropic 年龄的一半、OpenAI 年龄的四分之一。

	他也用 SpaceX 成立早期的失败做类比：成立三年时并无值得炫耀的成就，成立六年时连续三次发射失败，几乎被外界判死刑，第四次发射成功后故事才改写。





9.4 Of Course I Still Love You 是马斯克叙事的象征


	文章以 2016 年 Falcon 9 一级火箭首次海上成功回收收束。

	那艘无人船叫 Of Course I Still Love You，名字来自伊恩·M·班克斯小说里的飞船。

	马斯克把这个名字刷在海上无人船上，等待一枚几十米高、从太空边缘返回的火箭落下。

	这个画面被作者视为马斯克的本质：一半是工程，一半是科幻；一半是精确计算，一半是少年时代没有死掉的幻想。






关键概念 / 术语


	Twitter / X 的数据资产化：把一笔被认为买贵的社交媒体收购，重新解释成 AI 时代实时文本数据和分发入口的资产。

	xAI 的回程：马斯克因失去 OpenAI 权力位置而重新进入 AI 战场的尝试，既是公司创业，也是个人叙事修复。

	Colossus：xAI 的超算集群，是马斯克硬件工程能力在 AI 基础设施上的体现，也暴露出 xAI 可能更像基础设施公司。

	轨道数据中心：把 AI 算力放到近地轨道卫星网络上的构想，用太空基础设施重写 AI 竞争规则。

	TeraFab：Tesla 和 SpaceX 的先进芯片制造叙事，把芯片、机器人、自动驾驶、太空数据中心需求连成一张图。

	三级火箭结构：SpaceX 招股书里的 Space、Connectivity、AI 三层业务，分别对应工程底座、现金流和未来想象力。

	IPO 三国杀：SpaceX、OpenAI、Anthropic 同时争夺资本市场估值锚点的局面。

	超级结构：由 SpaceX、xAI、X、Tesla 可能共同组成的 AI、机器人、芯片、能源和太空基础设施综合体。

	工程浪漫主义：马斯克将科幻式目标压进工程现实的能力，也是文章对他既怀疑又尊敬的根本来源。









8. 《UI/UX 十分钟速览：把设计基本概念压成检查清单》



作者：Kole Jain ·



主题：其他精选



质量分：★★★★☆



注意力番茄：🍅



Howie 的阅读理由：UI/UX 设计的基本概念



Notion 网页入口 | Notion App 入口 | 原文入口



概念网络：请跳转到 Notion 文章页面查看 concepts｜2 关键概念、概念网络 tab。





三级笔记



核心观点

这个视频把 UI/UX 设计的入门知识压成一组可执行的检查清单。Kole Jain 的核心判断是：好设计不是靠神秘审美完成的，而是靠一系列让用户“自然知道怎么用”的信号系统完成的。界面要通过 signifiers、视觉层级、留白、字体、颜色、深度、按钮状态、反馈和微交互，让用户不用读说明就能理解关系、状态、重要性和下一步动作。



一、设计的起点：界面要自己说明自己


1.1 Signifiers：让用户不用读说明也知道怎么用


	视频开头用“文字 + 图标”的例子说明：当 drinks 和 food 被同一个容器包住时，用户会自然判断它们是一组；当 drinks 又被一个更明确的容器包住时，用户会自然判断它处于选中状态。

	灰色文字会让用户知道它是 inactive，点击大概率没有效果。

	这些判断不需要写说明，因为 UI 本身通过形状、颜色、状态和位置在 signifying how things worked。

	好 UI 需要大量 signifiers，例如按钮按下状态、active nav 高亮、hover states、tooltips。





1.2 UI affordance：界面要暗示自己能做什么


	signifier 的目标是让用户理解一个组件的 affordance，也就是“它能做什么”。

	按钮看起来像按钮，链接看起来像链接，disabled 状态看起来不能点击，tooltip 在必要时补充说明。

	设计不是把说明文字堆满页面，而是把可操作性嵌入形状、状态和反馈里。






二、视觉层级：让眼睛先看到重要的东西


2.1 从“表格感”到“设计感”的关键是 hierarchy


	视频里的信息卡片一开始虽然内容完整、格式可重复，但看起来像 spreadsheet，不像 design。

	解决办法是建立视觉层级：用 size、position 和 color 拉开信息重要性。

	重要内容要更大、更粗、更靠上；次要信息可以更小、更靠下。

	价格放在右上、使用蓝色，是因为它和其他信息不同，会自然吸引视线。





2.2 Contrast 创造 hierarchy


	hierarchy 来自 contrast：大与小、彩色与灰色、靠上与靠下、粗体与常规字重之间的差异。

	图片能增加色彩和扫描性，因此在卡片或列表里常常帮助用户快速识别内容。

	图标也能替代部分文字说明，例如用图标和对齐方式表现 from / to 的移动关系。





2.3 层级不是唯一答案，但原则稳定


	视频提醒：同一个信息卡片可以有不同布局，不存在唯一正确答案。

	但判断原则稳定：最重要的信息靠上、更大、更醒目；能用图片增强识别时尽量用图片；相似场景会反复出现相似模式。

	设计经验的一部分，就是在标签、按钮、卡片、导航等重复场景中识别这些模式。






三、网格与留白：规则是辅助，呼吸感更重要


3.1 12-column grid 和 8px 间距不是教条


	视频反驳一个常见误解：所有内容都必须严格对齐 12-column grid，并且所有元素都必须正好相隔 8px。

	这些只是 guidelines，不是强制法则。

	自定义 landing page 很常见地不会严格落在每一列上。

	但高度结构化页面，如 gallery、blog、重复内容列表，grid 对 responsive behavior 很有帮助。





3.2 响应式布局要用网格提供行为线索


	桌面端可以用 12 columns，tablet 可以用 8 columns，mobile 可以用 4 columns。

	网格的价值不只是静态对齐，而是给不同屏幕尺寸下的内容排列提供指导。

	对重复内容来说，grid 可以帮助设计者在多端保持节奏和可预期性。





3.3 White space 是更基础的设计力量


	比过度使用 grid 更重要的是 white space，也就是让元素 breathe。

	一个简单 hero section 可以通过标题、subtext、button、announcement bar 之间的合理间距建立秩序。

	不是所有元素之间都要等距；属于一组的信息应该更靠近，例如 announcement 和主文案、主文案和副文案。

	分组本身就是视觉层级的一部分。





3.4 Four-point grid 的实际价值是可拆分的一致性


	四点网格系统的意义不是“倍数天然更好看”，而是它让间距可以被稳定拆分。

	例如 32px 可以拆成 16px，再拆成 8px，设计系统因此更容易保持一致。

	它是一种维护 consistency 的工具，而不是审美本身。






四、Typography：大多数界面其实主要是文字


4.1 字体选择不要变成时间黑洞


	视频强调 design is mostly just text，因此 typography 很重要。

	但对初学者来说，字体选择不应该消耗太多时间。

	大多数设计只需要一个好的 sans serif font，并坚持使用。

	字体选择是基础，不是炫技点。





4.2 大标题需要更紧的字距和更紧的行高


	大标题如果看起来松散，可以稍微收紧 letter spacing，并把 line height 控制在更紧的区间。

	这个技巧会让大字号文本更专业、更紧凑。

	关键不是机械套数值，而是让大标题从松散变成有结构、有张力。





4.3 字体层级要随产品类型变化


	landing page 和 website 的字号范围可以很大，但一般不需要超过六种 font sizes。

	dashboard 的信息密度更高，字号范围应明显收缩，通常不会出现非常大的标题。

	因此 typography 的规则要和场景绑定：营销页需要抓眼，运营工具需要密度和可扫读性。





4.4 灵感来源也是设计工作的一部分


	视频把 inspiration 和 research 当作重要设计概念，而不是偷懒。

	初学者遇到具体 section 卡住时，可以参考真实产品、真实 landing page 和成熟设计团队的案例。

	设计模式不是凭空发明的，很多时候是从高质量样例中抽象出可复用结构。






五、颜色：从品牌色、色阶和语义色开始


5.1 从一个 primary color 开始


	颜色很主观，但视频建议初学者从一个 primary color 开始，通常就是 brand color。

	可以把 primary color 变浅用于背景，变深用于文字。

	这样能给原本单调的页面加入微妙色彩，同时不至于让色彩系统失控。





5.2 Color ramp 是复杂组件的基础


	primary color 的浅色和深色版本已经接近一个 color ramp。

	大公司会用 color ramp 支撑 chips、states、charts 和各种组件状态。

	对设计系统来说，颜色不是孤立色块，而是一组可扩展的梯度和用途。





5.3 Semantic colors 必须有意义


	视频建议让颜色“自己出现”：announcement bar、input focus state、new chip 这些地方天然需要颜色。

	这些是 semantic colors，也就是带有意义的颜色。

	blue 可以表示信任，red 表示危险或紧急，yellow 表示警告，green 表示成功。

	颜色应该服务目的，不只是 decoration。






六、Dark mode、depth 和 shadows：用对比与层次控制空间感


6.1 Dark mode 不能照搬 light mode


	深色模式里，浅色边框很容易造成过强 contrast，因此需要降低边框强度。

	深色模式没有 light mode 那样自然的 shadow，因此要用比背景更亮的 card 来制造 depth。

	chip 的亮度和饱和度也要降低，再通过文字反差建立层级。

	深色界面不必只有 navy blue 或 gray，也可以使用 deep purples、reds 或 greens。





6.2 Shadows 是 light mode 的深度工具


	light mode 中，shadow 是制造深度的强工具。

	大多数阴影的问题是太重；降低 opacity、增加 blur 往往会更自然。

	cards 需要更轻的 shadow，popovers 这种浮在内容之上的元素需要更强的 shadow。

	inner shadow 和 outer shadow 也可以组合成 raised tactile buttons。





6.3 好阴影不应该抢戏


	视频给出的判断标准很简单：如果用户第一眼注意到的是 shadow，那 shadow 就用错了。

	depth 的目标是帮助用户理解层次，不是让视觉效果本身变成主角。






七、图标、按钮与状态：组件必须有可预期反馈


7.1 图标尺寸要和文字行高匹配


	强设计通常需要 icons，但很多图标默认尺寸偏大。

	一个实用技巧是让 icon size 等于当前文字 line height，例如文字行高 24px，图标也用 24px。

	图标和文字再通过更紧的间距组合，组件会更稳定。





7.2 Ghost buttons 是很多导航和次级按钮的底层形态


	sidebar links 本质上常常是没有背景的 buttons，hover 时才显现背景。

	这类组件通常叫 ghost buttons。

	把 sidebar item 单独拿出来并居中，就能得到一个 standalone secondary button。

	primary CTA 和 secondary CTA 并排时，这种模式很常见。





7.3 按钮 padding 要让形状自然


	视频给出一个按钮 padding 经验：宽向 padding 可以约等于高向 padding 的两倍。

	按钮可以有 icon，也可以没有 icon。

	重点是让按钮在点击目标、视觉平衡和文字可读性之间保持稳定。





7.4 每个交互都需要 response


	一个核心设计规则是：用户做了任何事，界面都应该有响应。

	每个按钮至少需要 default、hovered、active / pressed、disabled 四种状态。

	有些按钮还需要 loading state，例如 spinner。

	input 更关键：focus state、error state、warning state 都要明确。

	数据加载、操作成功、滚动、滑动，也都应该有适当反馈。






八、Micro interactions 和 overlays：最后一层体验细节


8.1 Micro interactions 是更明确的反馈


	micro interaction 是 feedback 的增强版本。

	复制按钮如果只有 hover 和 click，用户可能仍不知道复制是否成功。

	如果点击后有一个 chip slide up 来确认动作，用户就能明确知道操作完成。

	微交互可以非常实用，也可以更 playful，但核心仍是让动作结果被看见。





8.2 Overlay 的目标是同时保护图片和文字


	overlay 很重要，因为做错会同时毁掉 image 和 text。

	如果直接用全屏遮罩，文字可能可读，但图片会失去价值。

	更好的方式是用 linear gradient，让图片逐渐过渡到 text-readable background。

	如果要更现代，可以在 gradient 上加 progressive blur。

	好 overlay 的目标是让图片继续成立，同时让文字可读。






九、文章的总框架：设计可以被拆成检查清单


9.1 从用户认知出发


	signifiers 让用户知道关系、选中、禁用和可点击性。

	hierarchy 让用户先看重要内容。

	white space 和 grouping 让用户理解哪些东西属于一组。





9.2 从视觉系统出发


	typography 管理文字层级。

	color system 管理品牌色、状态色和语义色。

	dark mode、depth、shadow 管理空间关系。

	icons 和 buttons 管理组件识别与操作入口。





9.3 从交互反馈出发


	states 告诉用户组件当前处于什么状态。

	loading、success、error、warning 告诉用户系统发生了什么。

	micro interactions 把反馈做得更明确、更自然。

	overlay 在视觉表达和内容可读性之间建立平衡。






关键概念 / 术语


	Signifiers：界面中暗示关系、状态和可操作性的视觉信号，例如高亮、禁用态、hover 和 tooltip。

	Affordance：组件向用户暗示自己“能做什么”的能力。

	Visual hierarchy：通过大小、位置、颜色和对比决定用户先看什么、后看什么。

	Contrast：制造层级的基础差异，包括大小、颜色、位置、字重和明暗。

	White space：让内容呼吸、分组和建立节奏的空白。

	Four-point grid：用 4 的倍数组织间距，方便拆分并保持一致性。

	Typography：界面中文字的字体、字号、行高、字距和层级系统。

	Color ramp：围绕一个主色生成的浅深色阶，用于组件、状态和图表。

	Semantic colors：带有功能意义的颜色，例如危险、警告、成功、焦点。

	Dark mode depth：深色模式中通过亮度差、边框强度和饱和度建立空间层次。

	Ghost button：默认无背景、hover 时显现背景的按钮形态，常用于次级操作或侧边栏。

	Interaction states：default、hover、pressed、disabled、loading、focus、error 等状态系统。

	Micro interaction：用于确认动作结果的小型动效或反馈。

	Overlay：让图片和文字同时成立的遮罩、渐变或模糊层。









9. 《用 Codex 一小时进入陌生行业：研究工作流比提示词更重要》



作者：Aron厚玉



主题：其他精选



质量分：★★★★★



注意力番茄：🍅



Howie 的阅读理由：内容可能是 ai slop。但是这个题目是很好的。AI 可以 10x 加速人的学习。



Notion 网页入口 | Notion App 入口 | 原文入口



概念网络：请跳转到 Notion 文章页面查看 concepts｜2 关键概念、概念网络 tab。





三级笔记


核心观点

这篇内容的主旨是：进入陌生行业时，真正稀缺的不是信息，而是把零散信息整理成行业认知体系的能力。Codex 的价值不只是回答问题或写代码，而是可以成为“行业研究员”，帮助用户快速搭建行业数据库、竞品数据库、内容数据库、知识地图和持续更新的情报系统。

作者反复强调一个差异：普通人拿到的是几十篇文章和几百个链接，最后脑子仍然混乱；更有效的方法是让 Codex 把信息沉淀成可持续扩展的结构，让新行业从“搜索结果”变成“行业操作系统”。



一、从信息收集转向行业数据库


1.1 问答式 AI 使用方式的问题


	大部分人使用 AI 的方式是“问一个问题，得到一个答案，然后结束”。

	这种方式看起来很爽，但三天后基本忘光，因为得到的只是一次性信息。

	问答没有把信息存放到稳定结构里，人脑只能临时记忆，无法形成长期认知资产。





1.2 先建立行业结构，而不是先研究产品


	作者以“美国减肥补充剂行业”为例，进入新行业的第一步不是马上看产品，而是让 Codex 建立行业数据库。

	这个数据库可以用 Markdown 目录组织，适合导入 Obsidian。

	初始目录包括 Brands、Products、Keywords、Communities、Influencers、Competitors、Business-Models、Supply-Chain、Regulations、Trends、Opportunities。

	这一步的本质是先建立信息检索目录，让之后看到的每个材料都有可归档的位置。





1.3 品牌数据库：把行业玩家变成可比较对象


	让 Codex 统计 Top 100 品牌，并输出品牌名称、官网、主要产品、价格区间、销售渠道、估计规模、核心卖点、创始人背景和社媒账号。

	每个品牌可以成为单独 Markdown 文件，后续遇到任何品牌都直接放进去。

	品牌数据库越大，越能成为调研和行业理解的数据支撑。





1.4 产品数据库：从品类到成分、评价和市场规模


	产品数据库先按主要产品类型和市场规模排序，例如 Fat Burner、Appetite Suppressant、GLP-1 Support、Metabolism Booster、Protein、Fiber、Gut Health。

	每个品类还要继续拆分：成分、用户评价、优点、缺点、爆款品牌、市场规模。

	作者认为这会让 AI 开始理解整个行业的产品结构、用户反馈和具体优缺点。





1.5 用户痛点数据库：钱藏在痛点里


	用户痛点数据库往往价值最高，因为“用户的钱都藏在痛点里”。

	可以让 Codex 统计 Reddit 等社区关于该行业的讨论，整理高频抱怨、高频需求、高频问题和用户目标。

	最终形成减肥反弹、没有效果、副作用、价格太高、难以坚持、饥饿感严重等痛点目录。

	产品机会往往就藏在这些可重复出现的痛点中。





1.6 内容数据库与流量渠道：真正决定流量的是内容


	作者提醒，不要只看产品，真正决定流量的往往是内容。

	Codex 可以整理 YouTube、TikTok、Instagram、X、Newsletter 等平台的头部账号和高表现内容。

	需要统计播放最高、点赞最高、评论最高、转发最高的内容。

	这样可以识别反复爆发的话题、观点和内容结构，因为这些已经经过同行验证。





1.7 关键词数据库：把搜索、广告和内容统一起来


	关键词数据库包括 Google、Amazon、Reddit、YouTube、TikTok 等平台关键词。

	关键词可按 Commercial、Informational、Comparison、Review、Buying Intent 等意图分组。

	后续做 SEO、广告和内容，都可以直接调用这个数据库。






二、从研究行业转向拆解行业赚钱方式


2.1 最快的方法是先拆同行


	进入行业后，很多人第一反应是找供应链、找产品、找广告素材、找流量渠道。

	作者认为更快的方法是“先拆同行”，因为同行已经替你交过学费。

	研究重点不是重新摸索，而是理解他们为什么赚钱。





2.2 建立竞品数据库


	对 Shopify 等行业，可以先列出头部品牌，形成 Competitors 目录。

	不要急着人工打开网站看，而是把网址丢给 Codex，分析导航结构、产品分类、Collection 结构、Product Tag 结构、Footer 结构、Blog 结构、SEO 结构和 Landing Page 结构。

	输出 Markdown 报告后，竞品不再只是几个截图，而是可复用的数据资产。





2.3 拆导航栏：导航栏就是老板的大脑


	导航栏不是装饰，而是用户进入网站后的第一、第二、第三步路径安排。

	Women、Men、Accessories、New Arrival、Best Sellers、Sale 等导航背后，反映了利润产品、流量产品和转化产品。

	作者把导航栏理解为经营者对业务优先级的显性表达。





2.4 拆 Collection：成交路径比单个产品更重要


	Collection 才是真正的成交路径。

	Best Sellers、New Arrival、Under $50、Gift For Her、Gift For Him 等结构反映用户如何被引导购买。

	当 Codex 整理多个竞品后，会发现不同品牌的 Collection 结构高度相似，因为大家都在做已经验证过的事情。





2.5 拆 Product Tag：标签体系暴露行业组织方式


	Product Tag 常被忽略，但价值很高。

	Cotton、Summer、Women、Casual、Lightweight、Vacation 等标签告诉你用户如何搜索产品、Google 如何理解产品、Shopify 如何组织产品、推荐系统如何工作。

	如果分析 1000 个产品，甚至能得到整个行业的标签体系。





2.6 拆 SEO 和 Blog：头部玩家已经验证过流量词


	做 SEO 不应该先写文章，而应该先研究头部玩家在写什么。

	Top 10、Best、Review、VS、How To 等内容结构揭示行业流量词高度集中。

	Blog 则可能隐藏行业最大的流量来源。通过抓取最近一年所有 Blog，统计浏览量最高、更新频率最高、出现次数最高和内部链接最多的内容，可以看出品牌如何用内容获客。





2.7 拆社交媒体：找到内容结构和爆发原因


	网站只是表面，真正流量往往来自社媒。

	Codex 可以整理 YouTube、TikTok、Instagram、X、Facebook 的高播放、高点赞、高评论、高转发内容。

	再把内容归为曝光型、涨粉型、收藏型、转化型、人设型。

	最终得到的是为什么爆、什么内容爆、谁在爆、多久爆一次、哪些内容持续爆。






三、研究行业内容生态


3.1 不要研究一个账号，要研究一百个账号


	普通方式是关注几个大 V，天天刷，半年后仍然没学会。

	问题在于人类记忆无法统计什么内容爆了、为什么爆、爆了多少次。

	正确方法是让 Codex 建立行业内容数据库，覆盖 YouTube、X、TikTok、Instagram、Newsletter 等平台。





3.2 找出行业里的流量收割机


	建立账号库之后，要分析最近 90 天内容，输出点赞最高、评论最高、转发最高、播放最高 Top 100。

	作者认为爆款不是随机的。分析足够多后，会发现很多内容不断重复。

	以 AI 领域为例，AI 取代职业、AI 神器推荐、AI 工作流、AI 赚钱案例、AI 工具合集、AI 副业项目、AI 提示词等话题会反复出现。

	这些内容持续出现，是因为它们持续有效。





3.3 分类比单纯看数据更重要


	作者认为分析爆款最重要的一步是分类。

	曝光型内容：观点强、争议大、容易传播，容易获得点赞、评论、转发，但未必转化。

	涨粉型内容：资源型、推荐型、账号型，如工具合集、资源网站、值得关注的频道，能让用户觉得未来还有价值。

	收藏型内容：步骤、SOP、模板、工作流，如如何用 Codex 研究一个行业，收藏率高、生命周期长。

	转化型内容：展示结果、案例、收益，不一定爆，但最容易赚钱。

	人设型内容：故事、经历、踩坑、复盘，让用户记住的是“你”。





3.4 找重复爆款，而不是一次爆款


	真正重要的不是爆款，而是重复爆款。

	哪些选题、结构、标题、内容类型反复爆，才是行业里的内容规律。

	一次爆可能是运气，十次爆通常是规律。





3.5 从内容消费者变成内容研究员


	大部分人刷内容得到的是娱乐，收藏内容得到的是焦虑。

	真正有价值的方式是把内容变成数据库，把数据库变成规律，把规律变成自己的增长系统。

	当用户建立 Content System 后，研究对象不再是某个账号，而是整个行业的流量操作系统。






四、建立行业知识地图


4.1 数据库解决存储，地图解决理解


	学习新行业时，最大误区不是信息太少，而是信息太多。

	信息太多会形成碎片，碎片无法形成认知。

	数据库解决存储，知识地图解决理解。

	真正厉害的人能把复杂行业画成一张图，因为地图出现后，所有信息都有了位置。





4.2 先建立一级地图，再逐层拆分


	以 AI 行业为例，一级地图可以拆成 Foundation Models、Coding、Agent、Workflow、Video、Voice、Search、Infra、GPU、Enterprise。

	也可以先拆成 Models、Applications、Infrastructure、Enterprise、Open Source、Hardware。

	然后继续拆第二层，例如 Models 下有 LLM、Multimodal、Image、Video、Audio、Embedding；Agent 下有 Memory、Planning、Tool Use、RAG、Evaluation、Multi-Agent；Coding 下有 Cursor、Windsurf、Claude Code、Codex、Cline、Roo Code。

	拆完后，用户开始理解这些产品为什么存在、解决什么问题、属于哪个赛道、未来可能往哪里发展。





4.3 给每个节点建立知识卡片


	每个知识地图节点都可以建立 overview、companies、tools、trends、opportunities 等知识卡片。

	后续研究新内容时，可以直接挂到对应节点下面，而不是到处收藏。





4.4 建立行业之间的连接


	作者指出，高手的认知不是树状结构，而是网络结构。

	例如 Model → Agent → Workflow → Enterprise，或 GPU → Training → Model → Application → Revenue。

	这些连接让用户看到不同行业和赛道本来是怎样连在一起的。





4.5 从知识地图走向机会地图


	在行业地图基础上，继续分析哪些领域竞争最激烈、增长最快、创业机会最大、内容供给不足。

	这样得到的不是单纯知识，而是机会。

	对作者来说，有效学习方式是行业地图 → 知识节点 → 公司 → 产品 → 内容 → 机会。






五、把知识库升级为持续成长的情报系统


5.1 行业会变化，数据库不能静止


	建立行业数据库只是开始，因为行业持续变化。

	今天有效的信息，三个月后可能失效；今天的头部账号，半年后可能消失；今天的热门产品，一年后可能没人买。

	真正重要的不是建立数据库，而是让数据库自己成长。





5.2 从搜索模式切换到订阅模式


	搜索模式是有问题时打开 Google、搜索、关闭，下次遇到问题重新开始。

	更好的方法是建立信息源、持续接收、自动整理、进入知识库。

	例如 AI 行业可以整理 Top 50 YouTube 频道、X 账号、Newsletter、Reddit 社区和 Blog。

	进入任何行业，第一件事不是研究内容，而是明确信息从哪里来。





5.3 建立 RSS、竞品和内容监控系统


	行业信息源可以通过 RSS 持续接入，例如 OpenAI Blog、Anthropic Blog、Google AI Blog、HuggingFace、LangChain、Perplexity。

	竞品监控系统可以每周统计最近新增产品、Collection、Landing Page、Blog、关键词。

	内容监控系统可以每天统计 100 个账号中点赞、转发、评论、播放增长最快的内容，并自动归档。

	这些监控让用户知道同行最近在做什么、为什么做、重点在哪里，也不会错过行业趋势。





5.4 自动生成行业周报与更新行业地图


	Codex 可以每周输出行业发生了什么、哪些产品火了、哪些内容爆了、哪些公司融资了、哪些机会出现了、哪些趋势值得关注。

	行业地图也应该持续进化。AI 行业去年可能是 Model、Agent、Workflow，今年可能增加 Coding、Video、Voice、Browser Agent。

	新节点不断出现，新的机会也不断出现。





5.5 从知识库升级为情报系统


	大部分人的 Obsidian 只是大量笔记、收藏和截图，看起来很多，但很少再打开。

	理想状态是 Industry OS：Database、Intelligence、Monitoring、Roadmap、Opportunities、Weekly Reports。

	每天有新内容进入，每周有新总结产生，每个月有新机会浮现。

	最终，用户建立的是信息源 → 数据库 → 知识地图 → 情报系统 → 机会发现。






关键概念/术语


	信息 vs 结构：信息到处都有，真正稀缺的是把信息整理成完整认知体系的结构能力。

	行业数据库：用目录、Markdown 文件和字段化数据，把行业玩家、产品、用户、关键词、内容、竞品和机会沉淀下来。

	行业操作系统：由行业数据库、竞品数据库、内容数据库、用户数据库、关键词数据库和行业知识地图组成的完整认知系统。

	先拆同行：通过分析头部玩家的网站结构、产品结构、SEO、Blog 和社媒，理解行业如何赚钱。

	内容数据库：把平台账号、爆款内容、内容类型和传播规律结构化，研究整个行业的流量操作系统。

	重复爆款：反复爆发的选题、标题、结构和内容类型，代表可复用规律，而不是偶然运气。

	知识地图：把复杂行业拆成一级、二级、三级节点，让所有信息拥有位置。

	机会地图：在知识地图基础上识别增长快、竞争强、内容供给不足和创业机会大的领域。

	订阅模式：从一次性搜索切换到持续接收、自动整理、进入知识库的信息流模式。

	情报系统：让数据库持续成长，定期生成周报、监控竞品和内容变化，形成持续更新的认知资产。










10. 《AI 原生服务公司：不是软件替代服务，而是重构 P&L》



作者：Y Combinator ·



主题：其他精选



质量分：★★★★★



注意力番茄：🍅



Howie 的阅读理由：YC 访谈视频



Notion 网页入口 | Notion App 入口 | 原文入口



概念网络：请跳转到 Notion 文章页面查看 concepts｜2 关键概念、概念网络 tab。





三级笔记



核心观点

YC 这段访谈把 AI 原生服务公司定义成一种新的创业形态：它们不是把软件卖给服务公司，也不是给客户交付一个内部 copilot，而是直接把保险、法律、税务、审计、医疗、物流等服务业从交付流程、人员组织和利润结构上重做一遍。

核心判断有三层：


	第一，机会来自 AI 能把服务业里原本由人完成的大量步骤自动化，让创业公司直接交付客户要的结果。

	第二，这类公司不是传统 SaaS，真正的产品不是界面，而是可复制、低方差、高吞吐的运营系统。

	第三，最终胜负会落在 P&L 上：如果产品越成熟，COGS 越低，毛利率越接近软件公司，而市场规模仍是服务业级别，这就是 AI 原生服务公司的真正杠杆。





一、机会定义：AI 原生服务公司不是软件公司


1.1 最大的新公司可能是被 AI 重建的服务公司

YC 的开场判断是：未来十年最大的一批公司不一定是软件公司，而可能是保险承保、法律服务、税务、审计、医疗和物流等服务公司。

这些公司原本靠人力、流程、专业判断和行业信任来交付服务。AI 模型进步后，创业公司可以从零开始重建这些服务，而不是给传统公司卖工具。



1.2 关键区别：交付 outcome，而不是交付 copilot

传统 AI SaaS 常见路径是：构建一个工具，让客户内部员工用它提高效率。

AI 原生服务公司的路径相反：


	客户不买工具。

	客户买最终结果。

	创业公司自己把 AI、人工判断、流程和质控组织起来，替客户完成工作。



这意味着客户不需要改变内部行为。公司进入的是客户已经外包、已经有预算、已经愿意付费的服务环节。



1.3 这些公司“看起来不像今天多数 startup”

它们不是只关心功能、增长和软件订阅，而要同时关心：


	选市场。

	组团队。

	建产品。

	服务客户。

	控制成本。

	设计毛利率轨迹。

	管理实际运营。



这是一类把软件公司、专业服务公司和运营公司揉在一起的新物种。




二、选市场：四个适合 AI 服务公司的新特征


2.1 低信任门槛：客户本来就把工作外包

第一类好市场是客户已经习惯外包的市场。

这里的“低信任”不是说客户不在乎质量，而是说客户不执着于工作由谁、如何完成。客户在乎的是最终交付物是否合格。

这种市场的好处是：


	你替换的是现有供应商。

	你进入的是已有预算。

	你不需要说服客户改变核心工作方式。

	你只要用更快、更好或更稳定的方式交付同一个结果。





2.2 任务层面的低判断：大部分步骤必须可自动化

第二个条件是：服务整体可以复杂，但每个小任务不能都依赖人类判断。

如果把流程拆开后，每一步都需要专家做真正判断，就很难规模化。更好的市场是：


	大多数步骤可标准化、可自动化。

	少数关键节点保留人类判断。

	人类判断集中在审核、例外处理、责任承担和客户沟通上。



这种结构让 AI 承担高频、重复、低变异的环节，让人类承担高价值、少数但关键的环节。



2.3 高智能门槛：工作本身必须足够难

第三个条件看起来矛盾：任务层面要低判断，但整体服务要有高智能门槛。

原因是，如果服务太简单，模型进步会很快把它商品化；如果服务太难、处处都要专家判断，又无法规模化。

最好的区域是：


	整体问题足够难，客户愿意为高质量结果付费。

	模型和人类结合后，能交付客户认可的结果。

	交付质量来自产品流程，而不是单个专家的手工发挥。





2.4 监管可能是好事

YC 特别强调，监管行业不一定是坏市场。监管会提高要求、增加法律责任，也会提高后来者门槛。

在 FDA 监管服务、保险、法律等行业里，合规、责任和专业性让客户更谨慎，但也让可靠交付者更有壁垒。

监管的真正意义是：它把“能不能做”变成门槛，也把“能不能长期稳定地做对”变成护城河。




三、市场判断：模型越强，你越强，还是你被商品化？


3.1 “Sam Altman test”：模型进步对你是顺风还是逆风

YC 提出一个判断问题：随着模型越来越强，你的服务会变得更强，还是模型本身会把你的服务商品化？

好的 AI 服务公司应当处在第一类：


	模型能力提升，让你的交付成本下降。

	模型能力提升，让你的质量更稳定。

	模型能力提升，让你的服务范围扩大。

	模型能力提升，让你的运营系统更有杠杆。



差的市场则是：模型一进步，客户可以直接用通用模型完成，创业公司的中间层被压扁。



3.2 谨慎进入设备和现场劳动

YC 对设备、现场劳动、实物资产相关服务比较谨慎。

这类公司可以是好生意，但软件毛利率逻辑不一定成立，因为公司需要拥有、调度或维护物理资产。

如果杠杆主要受制于设备、现场人员和地理密度，就更接近机器人或线下运营创业，而不是 AI 原生服务公司。



3.3 诚实检查：人类是在做判断，还是补产品漏洞？

AI 服务公司早期都会有人在环路里，但创始人必须诚实地区分两种人力：


	真正必要的人类判断。

	为了弥补产品没做好而塞进去的人。



前者可以成为高质量交付的一部分；后者会让公司看起来有服务能力，实际上只是用人工掩盖产品短板。




四、团队：领域理解、模型能力和运营严谨性缺一不可


4.1 领域 fluency：必须让怀疑型买家相信你

AI 服务公司经常卖给保守、专业、受监管的买家。创始人必须有足够领域可信度。

这种可信度可以来自直接行业经验，也可以来自快速学习后的深度理解。但无论来源如何，最终都要在客户面前体现为：


	懂行业语言。

	懂责任边界。

	懂客户真实工作流。

	懂现有供应商为什么被雇佣、为什么被替换。



YC 的说法是，创始人要“渗出可信度”。这不是包装，而是销售、产品和交付的入场券。



4.2 模型 fluency：知道前沿模型今天能做什么

这类公司不能只有行业专家，也不能只有运营人员。团队必须理解模型今天的能力边界，并设计一个会随着模型进步而变强的产品。

模型 fluency 包括：


	知道什么任务适合自动化。

	知道哪里需要人类审核。

	知道如何设计输入、输出和质量控制。

	知道模型能力提升后，哪些环节应当被重构。





4.3 运营 rigor：产品就是运营

AI 服务公司的第三个团队能力是运营严谨性。

YC 提到的关键词包括 variance、throughput、cycle time、SOPs。这些词听起来不性感，但它们决定公司能否把服务规模化。

对这类公司来说，运营不是后台职能，而是产品本体：


	流程越清晰，服务越可复制。

	指标越透明，瓶颈越容易被定位。

	SOP 越稳定，人和 AI 的协作越容易扩张。

	方差越低，客户信任越强。






五、产品：人是客户界面，产品帮助人非线性放大


5.1 与传统软件相反的产品结构

传统软件里，产品界面直接面向客户。AI 服务公司里，经常是人面对客户，而产品在背后帮助这些人把工作非线性放大。

这改变了产品建设的优先级：


	不只优化客户 UI。

	更要优化内部工作台。

	不只看用户活跃。

	更要看吞吐、周期、错误率和方差。





5.2 用运营心态找瓶颈

YC 的产品建议是：找瓶颈，然后围绕瓶颈建产品。

如果服务流程里最慢的是资料收集，就先自动化资料收集。如果最容易出错的是审核，就先做审核工作台。如果客户等待时间卡在交付排队，就先重做派单和排班。

产品路线图不是抽象功能清单，而是运营瓶颈地图。



5.3 吞吐量和周期时间是产品指标

AI 服务公司的关键产品指标不是 DAU，而是：


	每个员工能处理多少 case。

	一个 case 从进入到完成要多久。

	哪些步骤等待最长。

	哪些环节返工最多。

	增加收入时，是否必须等比例增加人。



如果收入增长只能靠线性加人，公司仍然是传统服务公司，只是披了一层 AI 工具外衣。



5.4 方差是生死问题

YC 把 variance 称为存在性问题。

客户可能接受你稍慢一点、稍贵一点，但很难接受输出不稳定。服务交付一旦今天好、明天差、这个客户好、那个客户差，信任会很快被破坏。

因此，AI 服务公司的产品必须持续降低输出方差：


	标准化输入。

	固定关键流程。

	建立审核机制。

	记录例外情况。

	把优秀员工的做法产品化。

	让模型输出被流程约束，而不是自由发挥。






六、销售与客户成功：早期需求本身可能是陷阱


6.1 early demand trap：太多 pilot 会拖垮产品建设

AI 服务公司早期很容易签下 pilot，因为客户愿意尝试便宜、快速、AI 加持的新供应商。

但这会形成陷阱：如果 pilot 太多，团队会被服务交付淹没，没有时间把产品系统做出来，最后一直靠人扛。

YC 的建议是：第一批 pilot 客户必须限制在少数几个。



6.2 pilot 本身就是产品

早期不要过早标准化。pilot 的价值是让团队学习：


	哪些环节 AI 有独特杠杆。

	哪些只是普通自动化。

	哪些客户问题真正高频。

	哪些质量标准决定续约。



pilot 不是为了展示幻灯片，而是为了发现产品应该在哪里被建出来。



6.3 卖 outcome，不卖 seats 或 tokens

这类公司的销售对象不是软件预算，而是劳动力成本、外包成本或服务预算。

因此定价也不同：


	可以按单位定价，例如每份申报、每个理赔、每笔贷款。

	可以按结果定价，让价格和客户成果绑定。

	不应使用成本加成，因为它会永久封顶上行空间。

	不应直接低价抢单，因为这会让服务显得廉价、低质量。



真正的原则是按价值定价，而不是按成本定价。




七、P&L：这些公司活在损益表里


7.1 收入不是难点，重复交付才是难点

YC 认为，这类公司通常能签下合同。更关键的问题是：能不能持续、重复、稳定地交付。

早期收入会很不平滑，月份之间可能很跳。但随着产品和流程成熟，收入增长应当变得更可预测。



7.2 COGS 必须从第一天开始盯

AI 服务公司的 COGS 主要有三类：


	模型成本。

	hosting 成本。

	人类环路成本。



每一类成本都要有数字、趋势线和负责人。零毛利或负毛利的 pilot 可以用于学习，但如果团队沉迷这种方式，就会陷入危险。



7.3 AI operating leverage：产品越成熟，交付成本越低

这篇访谈最核心的财务概念是 AI operating leverage。

它指的是：随着产品和流程被建出来，同样的服务结果需要更少人工、更少返工、更少等待，COGS 下降，毛利率上升。

这不是简单“用 AI 降本”，而是把服务公司的利润结构从人工线性扩张，推向软件式杠杆。



7.4 毛利率轨迹必须可信

传统服务公司毛利率可能在 30% 左右；纯软件和 agent 公司毛利率更高，但 TAM 可能更小。

AI 原生服务公司的机会是：在比软件大两到三倍的服务市场里，通过 AI operating leverage 接近软件级毛利率，例如 50% 以上。

公司不需要一开始就做到这个水平，但必须能让人相信它正在朝这个方向走。



7.5 创始人会更早被 operating income 审判

这类公司不能长期只讲增长故事。投资人和市场会更早看 operating income，因为它们天然带有服务交付成本。

收入减 COGS 得到 gross profit，再减 opex 得到 operating income。这个结构会比很多软件公司更早暴露公司是否真的有杠杆。




八、不要买一家旧服务公司来“加 AI”


8.1 买业务的诱惑

有运营背景的创始人可能想买一家现有服务公司，再加 AI 进去，以为这样可以绕过冷启动收入。

YC 认为这通常是陷阱。

唯一相对合理的例外是：你必须快速拿到监管资质或牌照，例如保险许可。



8.2 你不能收购 product-market fit

旧服务公司有旧的客户期望、旧的人员结构、旧的指标、旧的绩效文化和旧的流程。把 AI 放在上面，不会自动改变这些现实。

AI 原生服务公司需要从流程、组织、产品、成本和客户承诺一起重做。收购旧业务往往会把创业公司锁进旧系统。



8.3 建造通常好于购买

YC 的最终建议是：如果目标是创建一代级公司，最好从零开始搭建服务流程和产品系统。

不是把 AI 贴到传统服务上，而是从第一天就按 AI、人类判断、运营指标和 P&L 杠杆重新设计公司。




关键概念 / 术语


	AI 原生服务公司：用 AI 和人类判断直接交付服务结果，而不是卖软件工具给客户的公司形态。

	outcome vs copilot：客户买结果，不买内部工具；这决定了销售、交付和产品建设方式。

	低信任门槛：客户本来就外包这类工作，只在乎最终交付物质量。

	任务层面的低判断：大多数流程步骤可以被自动化，少数节点需要人类判断。

	高智能门槛：整体服务足够难，需要模型和人协作才能交付可靠结果。

	监管作为护城河：监管提高交付要求，也提高新进入者门槛。

	Sam Altman test：判断模型进步会增强你的服务，还是让你的服务被通用模型商品化。

	运营严谨性：用 variance、throughput、cycle time、SOPs 管理服务交付。

	方差：服务输出的不一致性，是客户信任和续约的核心风险。

	early demand trap：早期 pilot 太多，团队被服务压垮，没时间建可规模化产品。

	按价值定价：围绕客户获得的结果和价值定价，而不是成本加成或低价抢单。

	COGS：模型、hosting 和人类环路成本，是 AI 服务公司必须从第一天跟踪的核心成本。

	AI operating leverage：产品越成熟，单位交付成本越低，毛利率越接近软件公司的经营杠杆。

	build vs buy：从零重建流程通常优于收购旧服务公司再叠加 AI。









11. 《Conductor CEO 的 Agent 团队：把编程助手用成管理界面》



作者：Y Combinator ·



主题：其他精选



质量分：★★★★★



注意力番茄：🍅



Howie 的阅读理由：YC 访谈视频，agent 落地



Notion 网页入口 | Notion App 入口 | 原文入口



概念网络：请跳转到 Notion 文章页面查看 concepts｜2 关键概念、概念网络 tab。





三级笔记



核心观点

Charlie Holtz 展示的不是“多开几个 coding agent”，而是一种新的软件工作界面：人不再直接坐在 IDE 里逐行写代码，而是像一个小公司的 CEO 或乐队指挥一样，同时发起、审查、纠偏、合并多个 agent 的工作。

这个 workflow 的关键不在于完全放权，而在于分层控制：


	高频工作可以交给 agent 并并行推进。

	架构、产品界面、核心 API、工作流约束必须由人设计。

	代码库里要有明确的 human-written contracts 和 slop-free zones，避免 AI 在坏代码上继续产出坏代码。

	真正的产品形态不是 terminal，而是一个能呈现状态、空间关系、review 面板和下一步动作的管理界面。





一、Conductor 的基本定位：把 coding agents 编排起来


1.1 Conductor 是 Mac 上的 coding agent 编排器


	Charlie 把 Conductor 定义为一个 app：让用户在 Mac 上 orchestrate a bunch of coding agents。

	团队自己也在用 Conductor build Conductor。

	他一天中大部分时间都在 Conductor 里，而不是传统 IDE 里。

	典型动作是不断新建任务、让 Claude 或 Codex 处理，再在侧边栏里切换、查看、review 和合并。





1.2 人机交互从打字转向说话


	团队为了鼓励“talk to computers more”，买了鹅颈麦克风。

	在开放办公室里直接对电脑讲话会干扰别人，麦克风让人可以低声对 Claude 说任务。

	这类输入方式把 agent 工作从“写 prompt”推进到“像给同事布置任务”。

	例子包括让 Claude 查看最新 Linear issue，先给出一个 rough pass；或者低声说“merge PR 3475”。





1.3 工作单位是 workspace，而不是一次聊天


	Charlie 会不断 Command-N 启动新 workspace。

	一个 workspace 可以在侧边栏里持续运行。

	他会在一个 agent 工作时切到另一个 workspace。

	workspace 中的任务完成后进入 review，可以查看 PR、评论、等待 checks、merge 或 archive。

	这让 agent 任务具备类似工程队列的生命周期，而不是散落的聊天记录。






二、Conductor 的工作流：并行试错、审查、晋升


2.1 并行任务是默认状态


	Charlie 的使用方式很大一部分是 experimentation。

	他会同时启动多个 workspace 去试不同想法。

	大部分想法不会进入正式代码库。

	有价值的想法会被 promoted：先成为 internal setting，再成为 experimental setting。





2.2 手机也能发起 agent 工作


	视频里展示了 “on the go” 场景：对手机说想增加一个 “hacker mode” theme，然后点击 conduct。

	电脑端会开始执行任务。

	这说明 agent workflow 正在从桌面 IDE 扩展成跨设备的任务派发系统。

	人的角色更像发起需求和审查结果，而不是始终守在开发环境前。





2.3 手写代码成为例外


	当被问到是否还写代码时，Charlie 的回答是基本不写。

	他偶尔会改 Tailwind classes、改 env file，或者进入他们称为 “caveman mode” 的手动编辑模式。

	“caveman mode” 这个命名本身说明：直接敲代码已经被放到例外位置。

	小修改通常通过高亮内容后告诉 AI，或者直接对电脑说“这个按钮太宽了，能不能小一点”。





2.4 Agent 产物必须进入 review 和 merge 流程


	Conductor 里有状态流转：in progress、in review、done。

	workspace 生成 PR 后，人可以在 review 面板里看代码变更、加评论、等待 checks。

	任务看起来没问题后再 merge。

	这套流程保留了工程治理的基本约束：AI 可以写，但不能直接绕过 review 进入主干。






三、管理界面隐喻：感觉像一个小公司的 CEO


3.1 Dashboard 是多 agent 管理的核心界面


	Conductor 新增 dashboard page，让用户从一个地方看见所有 agents 正在做什么。

	用户可以把每个 agent 带到下一步动作。

	理想体验是：你像一个小公司的 CEO，看到 agents 为你工作，阅读 digestible reports，然后决定纠偏或合并。





3.2 GUI 比 terminal 更适合人类管理 agent


	Charlie 认为 terminal 对 AI brain 可能很好，但对 human brain 很 restrictive。

	人是 spatial visual creatures，需要知道聊天在哪里、review panel 在哪里、运行结果在哪里。

	一个图形界面可以把 agent 队列、代码 review、app 运行结果和当前对话放到不同空间位置。

	这解释了为什么 Conductor 不是简单的 terminal wrapper，而是专门为人类监督多 agent 工作设计的 UI。





3.3 Conductor 的产品目标是“指挥”，不是“替人打字”


	Charlie 用 orchestra conductor 比喻人和 agent 的关系。

	大多数时候，人是在 orchestra level 指挥整体。

	需要时，人可以 zoom in 到某个 trumpet player，指出它 out of tune。

	这套隐喻把 agent 产品的核心从“生成代码”转成“调度多个智能执行者”。






四、哪些事情必须人来决定：不要让 AI 当架构师


4.1 Workspace 这个抽象必须由人想清楚


	Charlie 明确说：don’t let the AI be your architect。

	例如 Conductor 里的 workspace 抽象，虽然现在某种程度上只是 worktree 的包装，但这个产品概念必须由人思考。

	AI 可以帮助实现，但不能替团队决定“用户到底在操作什么对象”。

	这是产品架构层的判断，而不是代码补全层的问题。





4.2 UI 和 interface decisions 不能完全交给 AI


	Conductor 的布局：左侧 chats，中间 chat，右侧 review/app panel，是团队认真思考过的产品决定。

	Charlie 认为如果让 AI 替你做 UI choices，很容易得到不够 crafted 的东西。

	他们甚至会长时间讨论一个 “open in” button 如何工作。

	这反映出一个原则：agent 能生成界面，但“什么体验是对的”仍需要人的品味和判断。





4.3 核心 API 和 contracts 应该 human-written


	Charlie 回看自己的技术实践后认为，app core 应该围绕 human-written APIs 和 contracts 建立。

	这些 contracts 不应该让 AI 过度贡献。

	这样可以给系统留下稳定骨架，让 AI 在骨架之外快速试错。

	这也是区分“AI 可以自由发挥的区域”和“必须稳固的人类约束”的工程边界。






五、slop-free zones：防止 AI 污染核心代码和文档


5.1 团队重视 skills files 和 Claude MD


	Conductor 团队投入很多时间维护 skills files 和 Claude MD。

	这些文件里会写工程实践，例如“我们是 startup，不按 enterprise code 的方式做事”。

	它们承担的是组织记忆和 agent 约束的作用。

	对 AI 时代的软件团队来说，规则文件本身正在变成重要资产。





5.2 slop-free zones 是人类阅读过的安全区


	Charlie 提到他们会划出 slop-free zones：代码库或文档中明确知道由人写、或至少每一行都被人读过的部分。

	AI 可以贡献这些区域，但每一行必须被 human read。

	有些代码行甚至会写明：do not touch if you are an AI，this is for human eyes only。

	这不是反 AI，而是为 AI 协作划出可信边界。





5.3 坏代码会诱导更多坏代码


	Charlie 的担心是：AI 如果看到 bad code，就会进入 vicious cycle，继续写更多 bad code。

	反过来，好的代码和好的规则也可能形成 positive direction。

	因此代码库质量会成为模型后续输出质量的上下文条件。

	slop-free zones 的价值在于保护上下文环境，避免劣质材料被 AI 当作模仿对象。






六、给 AI free reign 的区域：隔离核心后扩大试错面


6.1 AI 可以在非核心区域大量探索


	Charlie 认为，代码库里应该有 big chunks 允许 AI free reign。

	在这些区域可以 throw a ton of different ideas at it。

	前提是这些实验不会影响 core infrastructure。

	这让团队既能保持核心稳定，又能利用 agent 的高产能做快速探索。





6.2 当前边界仍然有些 murky


	Charlie 承认他们现在的 boundaries 还不够清晰，正在改进。

	更理想的结构是：人类写核心 contracts，AI 在 contracts 之外自由生成实现或实验。

	这说明 agent-native engineering 不是“全自动”，而是更强调模块边界、权限边界和验收边界。





6.3 Conductor 故意推动用户舒适区


	团队希望 stay a little ahead of the frontier，push people’s comfort zones。

	初次发布时，很多反馈是“我一个 Claude Code / Codex 都管不过来，怎么可能管三个甚至五个？”

	Conductor 的产品判断是：用户会逐渐学会管理多个 agent。

	这也是为什么产品必须内置状态、review、PR 和 dashboard，而不是只给一个命令行。






七、强制 workflow：worktree、PR、merge，而不是直接改文件


7.1 Conductor 故意不让用户直接编辑文件


	Charlie 说他们 purposely made it so you can’t edit files directly。

	每个 workspace 必须是一个 worktree。

	它必须创建 PR。

	用户必须 merge 后才能进入代码库。





7.2 workflow 是产品的安全栏


	这套强制流程把 agent 输出放进工程治理路径。

	它减少了多 agent 并发时直接污染工作区的风险。

	它也让用户有明确的 review 和 merge 节点。

	在 agent 时代，好的产品不是让 AI “更自由地乱改”，而是把自由度放进可控管道。





7.3 未来 agent 会更长时间、更聪明，也更需要云环境


	Charlie 认为模型正在走向更长运行时间和更强能力。

	现在合上 laptop，agent 就停止；未来 agent 会运行 10 倍更久、聪明 10 倍。

	它们需要不受本机 CPU 限制的环境。

	这解释了 Conductor 对 cloud workspaces 的投入：多 agent workflow 会越来越像后台执行系统。






八、产品 conviction：每天自己用，而不是靠 A/B testing


8.1 他们靠 dogfooding 建立判断


	被问到如何建立 conviction，Charlie 说他们每天自己用 Conductor。

	如果某个交互不对，团队很快就能感觉到。

	他们不太依赖 analytics 或 A/B testing。

	判断方式更像“点击这里是否 feels right”。





8.2 flexible 和 opinionated 同时存在


	Conductor 的用户希望很多 configuration，工具也应该 flexible，感觉像自己的。

	但核心 workflow 又很 opinionated，例如 worktree、PR、不能直接改文件。

	这不是矛盾：flexible 发生在边缘和个人工作流，opinionated 发生在安全和产品架构上。

	好的 agent 工具需要在这两者之间划清层次。






九、Claude Code 与 Codex 的分工


9.1 Codex 是 workhorse


	Charlie 最近更多使用 Codex。

	他把 Codex 称为 workhorse。

	Codex 适合 power through 一个具体问题，不怕大量 tool calls，能长时间一起 debug。

	当目标是“get stuff done”时，他会转向 Codex。





9.2 Claude / Opus 更像 creative partner


	Charlie 仍然会在很多地方 default to Claude Code。

	他觉得 Opus 更 creative，更像一个 partner。

	做新 feature、需要更多 back and forth 时，他更 instinctively reach for Opus。

	这不是模型排名，而是不同 agent 在产品工作流里的角色分工。






十、tokenmaxxing 与代码行数：花钱买速度，但控制代码膨胀


10.1 fast mode 和高 token 消耗是生产力策略


	Charlie 说如果要 token max，就要在 fast mode。

	Conductor 早期一个月 token 花费曾达到 22,000 美元。

	他很重视 spending on token maxing、high effort、fast mode。

	这里的核心不是省 token，而是用 token 换取实验速度。





10.2 他们不崇拜代码行数


	虽然 token 花费很高，Charlie 说他们不 big on lines of code。

	团队反而尽量 keep the lines of code minimal。

	原因是代码库会快速 spiral out of control。

	这和“代码变成 sawdust”的观点呼应：代码不是最终价值本身，能持续控制和再生成才重要。






十一、workflow 的变化：从 IDE/GitHub 转向 Conductor 内闭环


11.1 比 6 个月前更少打开 IDE


	过去在 hard PR 上，Charlie 会打开 IDE 手动改。

	现在他更少这样做。

	小修可以在 Conductor 里给 agent 评论。

	这说明 agent workflow 正在吞掉传统 IDE 的部分工作场景。





11.2 更少使用 GitHub web app


	Charlie 也更少使用 GitHub web app。

	因为可以在 Conductor 里 review code changes、添加 comments、查看 checks。

	他们新增 checks tab，把 GitHub 的反馈嵌入 Conductor。

	这让 Conductor 成为 agent 工作的控制台，而不只是发 prompt 的入口。






十二、用户会把 Conductor 当作可改造平台


12.1 用户在探索非预期用法


	Charlie 提到有人 hack 出 mobile version of Conductor，甚至 spoof IPC calls 到桌面 app。

	他也提到 Gary 对 skills 的重度使用启发了团队。

	GStack 里 skills 是 first-class thing，这为 onboarding 和 workflow 定制打开了空间。

	Conductor 甚至加入 Gary mode，默认展开所有 tool calls。





12.2 未来是 human-AI collaboration 的多人系统


	Charlie 认为世界还没有完全理解的是：人类和 AI 之间有大量 collaboration 形态可以探索。

	例如能否和 sub agents 沟通。

	多个人能否在同一个任务里和多个 AI 一起工作。

	agent 工具会从个人助手变成多人、多 agent 的协作环境。






十三、代码变成 sawdust：真正重要的是 prompt 和 workflow


13.1 代码不再是主要手工制品


	Charlie 说 code is almost like sawdust now。

	过去代码是你正在 build 的 structure，需要把时间投入 crafting code。

	现在更多时间投入在描述你想要什么、希望如何构建。

	代码像这个过程产生的副产品。





13.2 下一代模型会让 prompt 更像资产


	如果下一代模型出来，你可以 rerun your prompts again。

	旧代码不再那么重要，prompt 和 workflow 才是可复用资产。

	这会改变软件团队对代码库、需求描述、技能文件和工作流规则的理解。





13.3 malleable software：软件会像游戏 mod 一样可定制


	Charlie 把 prompt request feature 看成 malleable software 的早期实验。

	他用 video game mods 类比：游戏骨架一样，但每个人可以用 skins、reload speed 等 mod 让体验更像自己的。

	他希望用户能够 mod Conductor，构建自己的 workflows。

	未来软件既要保持 crafted structure，又要允许用户把它变成自己的工具。






关键概念/术语


	Conductor：一个在 Mac 上编排多个 coding agents 的 app，也是团队自己的主要开发工作台。

	Workspace：Conductor 中承载一次 agent 任务的工作单位，背后与 worktree、PR、review、merge 生命周期相关。

	Caveman mode：偶尔手动编辑文件的模式，命名本身暗示直接写代码已从主流程变成例外。

	Dashboard page：集中查看所有 agents 状态并决定下一步动作的管理界面。

	CEO of a little company：Charlie 对多 agent 工作流的体验隐喻，人负责阅读报告、纠偏和合并。

	Don’t let the AI be your architect：核心产品抽象、架构和 UI 判断不能交给 AI。

	Slop-free zones：代码库或文档中必须由人写或逐行阅读过的安全区。

	Human-written APIs and contracts：为 agent 自由发挥提供稳定边界的人类设计骨架。

	Free reign zones：允许 AI 大量试错、但不影响核心基础设施的代码区域。

	Opinionated workflow：通过 worktree、PR、merge 等产品约束强制 agent 输出进入工程治理。

	Codex as workhorse：Codex 在 Charlie 的分工里适合具体问题、大量 tool calls 和长时间 debug。

	Claude / Opus as partner：Claude / Opus 更适合创造性、新功能和来回讨论。

	Tokenmaxxing：用更高 token 消耗和 fast mode 换取更快实验速度。

	Code as sawdust：代码从主要手工制品变成 prompt、workflow 和意图表达过程的副产品。

	Malleable software：骨架被认真设计，但用户可以像游戏 mod 一样改造自己的软件工作流。





收束

这段访谈的核心价值在于，它把 agent 编程从“一个模型帮我写代码”推进到“一个人如何管理一组软件执行者”。Conductor 的经验说明，agent 产品的真正难点不是让模型能写更多代码，而是把模型能力放进清晰的产品抽象、工程边界、review 流程和可视化管理界面里。







12. 《AI 原生公司：从组织结构开始重新设计企业》



作者：Y Combinator ·



主题：其他精选



质量分：★★★★☆



注意力番茄：🍅



Howie 的阅读理由：YC 访谈视频，agent 落地
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三级笔记



核心观点

Diana Hu 这段 YC 视频的核心判断是：AI 对创业公司的影响不只是“让工程师更快”或“给旧流程加 co-pilot”，而是让公司本身可以被重新设计。AI 应该成为公司运行的 operating system：所有关键流程都被记录、查询、反馈和自我改进，组织因此从 open loop 变成 closed loop。真正的 AI-native startup 不是多买几个工具，而是从 day one 把公司做成 artifact-rich、queryable、agent-driven 的系统。



一、从 productivity boost 到 new capabilities


1.1 只谈效率提升会错过真正变化


	当前很多人谈 AI，仍然把它放在 productivity 框架里：工程师更高效、已有 workflow 自动化、给产品加 co-pilot、ship 更多功能。

	Diana 认为这个 framing misses the shift，因为真正发生的不是一点效率增益，而是 entirely new capabilities。

	“The right person with AI tools” 现在可以构建过去需要整个团队才能做、甚至过去不可能做的功能。

	所以 founders 不应该只问“AI 能替我省多少时间”，而要问“AI 让公司能做以前做不到的什么”。





1.2 AI 不应只是工具，而应是公司运行的操作系统


	高层次原则是：AI should not be a tool your company just uses. It should be the operating system your company runs on.

	这意味着 every workflow、every decision、every process 都应该流经一个 intelligent layer。

	这个 intelligent layer 不是一次性助手，而是 constantly learning and improving。

	公司不再是人手工搬运信息的组织，而是一个可以持续吸收行动、结果和反馈的智能系统。






二、closed loop：把公司从开放环变成自我调节系统


2.1 旧公司大多是 open loop


	Diana 借 control systems 区分 open loop 和 closed loop。

	open loop 是没有反馈回路的控制系统：做决策、执行，但不总是系统性测量结果，也不总是调整流程。

	旧世界的公司基本以 open loop 方式运行，信息在会议、DM、邮件、状态汇报中损耗。

	open loops are inherently lossy：执行结果、客户反馈、团队判断无法稳定回流到下一轮决策里。





2.2 closed loop 的力量来自持续反馈


	closed loop 是 self-regulating system：持续监控输出，并调整流程以更好地达到目标。

	closed loops 对 correctness 和 stability 很强，因为系统会把结果反馈给下一次动作。

	有了 self-improving agents，公司应该 run as a closed loop。

	关键不是某个 agent 很聪明，而是每个重要流程都能 capture information、feed it back into intelligent systems、improve the process over time。





2.3 让整个公司 queryable


	为了建立 closed loops，公司必须变得 queryable，也就是 whole organization should be legible to AI。

	每个重要 action 都应该产生 artifact，让公司中心的 intelligence 可以学习和自我改进。

	具体做法包括：用 AI note-taker 记录会议，减少 DMs 和 emails，把 agents 嵌入沟通渠道。

	同时要建设 custom dashboards，把 revenue、sales、engineering、hiring、ops 等公司关键面板集中起来。

	queryable company 的本质是：公司不是靠人脑记忆和层层同步运转，而是靠可查询、可追踪、可反馈的 artifacts 运转。






三、工程管理案例：agent 如何替代 lossy status roll-up


3.1 sprint planning 变成可查询流程


	Diana 用 engineering management 和 sprint planning 举例。

	如果 agent 能访问 Linear tickets、Slack engineering channels、customer feedback、GitHub、Notion / Google Doc 高层计划、sales calls 和 daily stand-ups，它就能分析上一轮 sprint 到底 ship 了什么。

	agent 还能判断这些产出是否真的满足了客户需要，而不是只看团队自报进度。

	这让 sprint review 从人工汇总变成基于 artifacts 的实际对账。





3.2 agent 可以向前规划，而不是只做事后总结


	当 agent 对 what shipped、what worked、what didn’t 有 full visibility 后，它可以进一步 look ahead。

	它可以提出更 predictable、accurate、on-track 的 sprint plans。

	过去 eng manager 的 status roll-ups 很 lossy，信息经过多人转述会变形。

	在 queryable company 里，status、decisions、outcomes continuously captured and fed back into intelligence layer。





3.3 给模型足够上下文，像给员工上下文一样


	Diana 的原则是：to get their full capabilities, you need to provide models with as much context as you would provide an employee.

	很多公司让模型失败，不是因为模型不够强，而是因为上下文像临时外包任务一样稀薄。

	当模型拥有像员工一样完整的上下文，公司就从 fragmented and manually interpreted 的 open loop 变成 closed-loop system。

	结果是系统 always has an up-to-date view of what’s actually happening。






四、AI software factories：从写代码到写规格和测试


4.1 software factory 是 TDD 的下一次演化


	Diana 提出一个正在出现的新范式：AI software factories。

	如果说 TDD 是先写测试再实现，那么 software factory 是 humans write a spec and a set of tests that define success。

	AI agents 负责 generate implementation and code，并 iterate until the tests pass。

	human defines what to build and judges the output；actual code is the agent’s job。





4.2 repo 里可以没有手写代码


	有些公司已经把这个模式推到极致：repos contain no hand-written code，只有 specs and test harnesses。

	Strong DM 的 EI team 是一个例子：他们的目标是 essentially eliminated the need for a human to write or review code。

	他们构建自己的 software factory，用 specs 和 scenario-based validations 驱动 agents 写代码、测试、迭代。

	系统迭代到满足 probabilistic satisfaction threshold，才认为任务完成。





4.3 thousand x engineer 来自 agent 系统，而不是单个超级人


	Diana 把这个模式连接到 Steve Yegge 所说的 1000x engineer。

	1000x 不是某个工程师突然变成神，而是一个 engineer 被一套 agents 系统围绕起来。

	这个系统让单人能构建过去无法构建的东西。

	因此，the era of the thousand or even 10,000x engineer is here，前提是公司把 spec、test、validation、agent loop 都设计好。






五、组织结构变化：减少 human middleware


5.1 classic management hierarchy 不再适配


	如果公司 everywhere 都有 AI loops、queryable organization 和 software factories，那么 classic management hierarchy no longer makes sense。

	旧世界需要 middle managers 和 coordinators，是因为信息要低效地在组织上下路由。

	新世界里，intelligence layer serves that purpose。

	如果公司已经 artifact-rich、queryable、legible to AI，就应该 have almost no human middleware。





5.2 信息流速度决定公司速度


	Diana 的组织判断是：your company’s velocity is only as fast as its information flow。

	每移除一层 human routing，都是 direct speed gain。

	Jack Dorsey 在 Block 的做法被拿来做例子：他认为这不只是 incremental productivity gains。

	如果保持 same org chart and management structure，就会 miss the shift entirely。

	公司本身要被重建成 intelligence layer with humans at the edge guiding it，而不是人作为信息路由器夹在中间。






六、AI-native company 的三类员工


6.1 IC：builder operator


	第一类是 individual contributor 或 IC，本质是 builder operator。

	在 AI-native company，IC 不只限于 engineers。

	Everyone builds：engineering、ops、support、sales 都要能直接做东西和运营东西。

	会议里不再只带 pitch decks，而是 everyone comes to meetings with working prototypes。





6.2 DRI：one person, one outcome


	第二类是 DRI，directly responsible individual。

	DRI 关注 strategy and customer outcomes，而不是 classic manager 的协调角色。

	它的关键是 clear responsibility for the result。

	One person, one outcome, no hiding：责任归属要清楚，不能藏在组织层级里。





6.3 AI founder type：创始人必须亲自站在前线


	第三类是 AI founder type。

	这个人 still builds、still coaches、leads by example。

	如果你是 founder，就必须亲自在前线展示 massive capability gains look like。

	AI strategy 不能被 delegating to someone else，因为 founder 需要自己建立对工具能力的 conviction。






七、token maxing：用高 API bill 替代膨胀 headcount


7.1 最大化 token usage，而不是最大化 headcount


	在这种结构里，公司可以用更小团队获得 outsized results。

	关键 shift 是 maximizing token usage, not headcount。

	最好的公司会是 token maxing 的公司。

	Diana 的 trade-off 是：one person with AI tools can be the equivalent of what used to take a large engineering team at a pre-AI company。





7.2 uncomfortably high API bill 是合理成本


	AI-native startup 应该愿意承担 uncomfortably high API bill。

	原因是 API bill 替代的是更昂贵、更臃肿的 engineering、design、HR、admin headcount。

	这不是简单的“省钱”，而是把公司成本结构从人力层级转向 agent-enabled leverage。

	只要 token spend 真的换来能力、速度和产出，它就是比旧组织更高杠杆的投入。






八、创始人的实践路径：不要外包 conviction


8.1 conviction 必须自己坐下来用出来


	Diana 明确说：you cannot outsource your conviction on the power of these tools。

	founder 需要 actually sit with coding agents and use them。

	只有用到开始 break your own priors about what is now possible to build，才会真正理解 AI-native 的可能性。

	如果 founder 只是听别人汇报或让团队试点，就很难重构公司运行方式。





8.2 early-stage founders 有结构性优势


	early-stage founder 的巨大优势是没有 legacy systems、entrenched org charts、thousands of people to retrain。

	初创公司足够小，可以 from day one 就按 AI-native 方式设计 company。

	这包括 systems、workflows、culture 全部围绕 AI 构建。

	大公司则必须维护和增长 live product，同时 unwind years of SOPs and core assumptions。





8.3 incumbents 的约束来自已有系统


	对现有公司来说，每一次改变核心流程都有 breaking something that already works 的风险。

	有些公司可以通过 internal skunkworks teams 从零构建 AI-native systems，Mutiny 是例子。

	但大多数大公司很难整体 AI native，因为旧流程、旧组织和旧产品都在拖慢变化。

	startup 的边缘优势就在这里：不用改造旧机器，可以直接造新机器。






九、文章的总框架


9.1 论点链条


	起点：AI 不是效率工具，而是新能力平台。

	机制：公司要把每个重要流程做成 intelligent closed loop。

	条件：closed loop 需要 queryable organization 和 artifact-rich workflows。

	工程形态：software factories 把人类角色推向 spec、test、judgment，把 code generation 交给 agents。

	组织结果：减少 human middleware，重构管理层级和员工 archetypes。

	成本逻辑：token maxing 替代 headcount expansion。

	创业优势：startups 因为没有 legacy constraints，可以从第一天设计 AI-native company。





9.2 关键判断


	AI-native company 的关键不是“每个人都用 AI 工具”，而是公司本身能被 AI 读取、反馈和自我改进。

	未来高速度公司会更小、更扁平、更 artifact-rich。

	管理的重心会从传递信息转向定义 outcomes、搭建 loops、判断 agent 输出。

	早期创业公司如果从第一天按 AI-native 组织原则建设，就能在速度上对 incumbents 形成结构性优势。






关键概念/术语


	AI native company：不是使用 AI 的公司，而是从工作流、组织、文化和成本结构上围绕 AI 重建的公司。

	operating system：AI 在公司中的位置，不是单点工具，而是所有流程流经的智能层。

	closed loop：能捕获信息、反馈系统并持续改进流程的自我调节机制。

	queryable company：所有重要行动和状态都可被 AI 读取、检索和分析的组织。

	artifact-rich：会议、决策、销售、工程、客户反馈都留下可学习的 artifacts。

	AI software factory：人写规格和测试，agent 写代码并迭代到通过验证的生产方式。

	probabilistic satisfaction threshold：用场景验证和概率满意度判断 agent 输出是否足够好的标准。

	human middleware：负责在组织上下层中转信息的人力层级，在 AI-native 组织中应尽量减少。

	IC / DRI / AI founder type：AI-native 组织中的三种核心员工原型。

	token maxing：把 token/API 使用量作为杠杆投入，而不是用增加 headcount 解决问题。









13. 《GPT-Rosalind 新能力：AI 正在进入生命科学实验工作流》



作者：OpenAI



主题：其他精选



质量分：★★★★☆



注意力番茄：🍅



Howie 的阅读理由：GPT-Rosalind。多么好的模型命名！
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概念网络：请跳转到 Notion 文章页面查看 concepts｜2 关键概念、概念网络 tab。





三级笔记



核心观点

OpenAI 这篇发布稿的核心不是“生命科学模型又涨分了”，而是 GPT-Rosalind 正在从一个能回答生物医学问题的模型，走向一个嵌入真实科研流程的执行型工作台。它把更强的模型智能、agentic coding、tool use、生命科学专用 benchmark、NGS 分析插件、文献证据检索、交互式生物文件 viewer 和 trusted-access deployment structure 组合在一起，试图让 AI 参与从证据处理、实验设计、湿实验排障，到组学分析和转化沟通的完整工作流。

这篇文章的真正信号是：AI for science 的竞争正在从“模型知道多少生物学知识”，转向“模型能不能在有审计、有工具、有数据、有实验约束的环境里，稳定完成科学家每天实际要做的复杂任务”。



一、GPT-Rosalind 的定位：面向生命科学研究的专用模型系列


1.1 这次更新服务的是 enterprise-scale life sciences research


	OpenAI 介绍的是 GPT-Rosalind series 的一次新模型更新，目标是服务 enterprise scale 的生命科学研究，而不是普通聊天或通用办公场景。

	这个更新把 GPT-5.5 的 agentic coding 和 tool-use capabilities，与更强的生命科学领域模型智能结合起来。

	重点覆盖 core drug-discovery domains，包括 medicinal chemistry、genomics，以及更广义的 life sciences analysis、design、experimental workflows。

	文章把 GPT-Rosalind 放在 research preview 和 trusted-access deployment structure 里发布，说明它不是完全开放的通用产品，而是面向合格组织、受控访问和安全治理的专用能力。





1.2 生命科学的难点是跨尺度、跨模态综合证据


	文章开头强调，生命科学进展依赖于综合 molecules、genes、pathways、living systems 等不同尺度和模态的数据与证据。

	这意味着模型不能只做单点知识问答，而要能在实验记录、论文、图表、分子结构、组学数据、临床或转化语境之间来回切换。

	GPT-Rosalind 的价值主张就是在这种复杂证据环境中提升研究任务表现，包括 biology expert tasks、complex medicinal chemistry queries、quantitative biology 和 wet lab troubleshooting。






二、LifeSciBench：用真实科研工作流衡量模型


2.1 LifeSciBench 不是孤立知识题，而是 end-to-end 科学任务


	OpenAI 为 GPT-Rosalind 设计了 LifeSciBench，用来衡量并持续改进它对真实生命科学研究的影响。

	这个 benchmark 由外部专家评审，聚焦 foundational aspects in life sciences research。

	它区别于只评估单一生物领域或单一模型能力的 benchmark，而是采取 end-to-end view of scientifically valuable work。

	文章列出六类 workflow areas：evidence handling、analysis、design and optimization、scientific reasoning、validation and operations、translation and communication。





2.2 benchmark 的方向是把模型对齐到科学家的工作现实


	LifeSciBench 的意义在于，它把模型进步与生命科学研究的 needs and realities 绑定，而不是只追求抽象分数。

	任务覆盖抽取、调和、审计来自 papers、figures、tables 和 experimental records 的科学证据。

	这种设计把 AI 能力从“能背知识”推进到“能处理证据链”，尤其适合药物研发、临床前研究、转化医学等高风险场景。





2.3 FDA Type B meeting 示例展示了模型要处理的复杂性


	文章给出的评估样例是一个 AAV9 micro-dystrophin gene therapy 的 FDA Type B meeting 准备任务。

	任务要求模型逐项 pressure-test 加速批准证据包，判断 micro-dystrophin expression 能否作为 reasonably likely to predict clinical benefit 的 surrogate endpoint。

	候选回答不仅要看 Western blot、immunofluorescence、biopsy design、NSAA comparator、age-window confounding，还要处理 AAV durability、immune/safety profile、patient selection 和 clinical precedent。

	这个例子说明 GPT-Rosalind 被评估的不是单个事实，而是监管、临床、分子测量、统计、免疫安全和适应症背景之间的综合推理。






三、三个能力维度：药物化学、基因组学、湿实验


3.1 MedChemBench：把分子变成药物的现实工作流


	在 medicinal chemistry 上，文章说 GPT-Rosalind achieves industry-leading performance。

	MedChemBench 评估的是 realistic medicinal chemistry workflows，包括 multimodal chemical structure understanding、SAR、drug potency、toxicity、ADME、multiparameter lead-optimization decision-making 和 retrosynthesis。

	GPT-Rosalind 在 MedChemBench 上达到 27.5%，高于 GPT-5.5 的 25.1%，同时使用 7.2% fewer tokens。

	这里的信号不是绝对分数已经很高，而是模型开始被放进药物化学的多目标优化和结构理解流程中比较。





3.2 GeneBench：长时程组学与定量生物分析


	GeneBench 是 agentic evaluation，关注 genomics and quantitative biology 中 long horizon、end-to-end analysis。

	它测试模型能否基于 realistic scientific data，规划 valid analysis、QC、modeling 和 corrections，最终给出 decision-relative answers。

	覆盖领域包括 functional genomics、spatial transcriptomics、proteomics、epigenomics 和 applied genetics。

	GPT-Rosalind 在 GeneBench 上用 31% fewer tokens，同时准确率从 GPT-5.5 的 20.4% 提升到 21.6%。

	这说明 OpenAI 在强调两个指标：做对复杂组学任务，以及以更少 token 完成长流程。





3.3 LabWorkBench：湿实验排障与优化


	OpenAI 新引入 LabWorkBench，用来测试 GPT-Rosalind 帮助科学家处理真实 lab work 的能力。

	它关注模型能否把 perturbations 与 wet lab protocols 中的 experimental outcomes 联系起来，用于 troubleshooting 和 optimization。

	LabWorkBench 的数据是 proprietary and uncontaminated，避免模型靠训练集记忆拿分。

	GPT-Rosalind 得分 63.2%，高于 GPT-5.5 的 55.8%，同时使用 5.3% fewer tokens。

	这部分是文章中最接近实验工作流的能力信号：AI 不只是解释实验结果，还要帮助定位为什么实验会失败、怎样优化协议。






四、从推理到执行：Codex 插件把模型接入真实工作台


4.1 Life Sciences Research 和 NGS Analysis 插件是执行层


	文章明确说，OpenAI built the Life Sciences Research and Life Sciences NGS Analysis plugins to extend GPT-Rosalind with a practical execution layer。

	这两个插件把 sourced evidence retrieval、biological interpretation 和 bioinformatics execution 放进同一个 workspace。

	它们帮助研究者连接 external evidence 与 internal omics analyses，同时 preserving artifacts and provenance。

	所有用户现在可以通过 Codex 使用这两个插件；合格的 GPT-Rosalind enterprise 用户还能用 GPT-Rosalind 驱动这些插件。





4.2 科学工作台需要能查看生物原生文件


	OpenAI 还增加了 interactive viewers for biologically native file types。

	初始 viewer 包括 sequence、alignment 和 structure viewers，目的是让科学家在模型推理的同时贴近证据。

	这代表 Codex 不只是文本对话框，而是在向 dynamic workbench for scientists 演进。

	当模型能直接利用当前 viewer 的上下文回答追问时，科学家可以把“看证据”和“问模型”放在同一个循环里。





4.3 ctDNA demo 展示了插件化工作流的样子


	demo 场景是研究者分析 liquid tumor biopsy，寻找可影响治疗的 mutations 和 molecular changes。

	NGS Analysis plugin 把 processed ctDNA records 转成 interactive notebook，显示 recurring alterations、low-frequency calls 和 sample trajectories，并把调查聚焦到 KRAS G12C。

	Research plugin 随后补充 sourced target、inhibitor 和 resistance context。

	sequence、alignment、structure viewers 让研究者检查 mutant residue 12、它在 RAS family 中的 conservation，以及 inhibitor-bound pocket。

	工作流最后把证据翻译成 concrete follow-up options，并保留每一步 artifact 供 expert review。





4.4 scRNA-seq 和 bulk RNA-seq 示例说明插件要交付可审计产物


	scRNA-seq QC & Annotation 示例中，NGS Analysis plugin 把 10x-style matrix bundle 转成 QC-filtered single-cell artifacts、annotations 和 UMAPs。

	它会选择 QC thresholds，保留 filtering 和 annotation 的 provenance，并暴露 missing doublet-detection dependencies 等 blockers。

	bulk RNA-seq FASTQ QC 示例中，插件把 sample sheet、FASTQ bundle 和 reference files 转成 QC-reviewed counts bundle，并生成 MultiQC、Salmon matrices、provenance 和 caveats。

	这些例子共同强调：生命科学 agent 的输出不是一句答案，而是可检查、可复用、可追溯的运行包。






五、访问与治理：trusted-access 是生物能力部署的一部分


5.1 GPT-Rosalind 的访问对象是合格组织


	GPT-Rosalind 扩展到全球 eligible organizations，但条件是组织在进行 legitimate scientific research with clear public benefit。

	还需要 strong governance and safety oversight、controlled access 和 enterprise-grade security。

	OpenAI 也提供 OpenAI managed workspace 给没有 Enterprise account 的 qualified organizations。

	这种部署方式说明，前沿生物能力的产品化默认带有访问控制、治理和安全边界。





5.2 Novo Nordisk 合作强调真实研发场景


	OpenAI 提到 Novo Nordisk 正在用 GPT-Rosalind 帮助研究者分析复杂数据集、发现有用模式、更快测试假设。

	Mishal Patel 的引述强调，生命科学研究 complex、data-rich、interdisciplinary。

	对研究者真正有价值的 advanced AI models 必须 grounded in trusted scientific data、connected to validated tools，并 integrated into real-world workflows。

	这句话几乎概括了整篇文章的产品逻辑：模型智能只是底层，真正的价值来自可信数据、验证工具和工作流集成。






六、下一步：面向完整科研生命周期的 AI partner


6.1 GPT-Rosalind 的目标是覆盖 scientific research life cycle


	OpenAI 说会继续改善 biological reasoning，扩展 tool-heavy and long-horizon research workflows 的支持，并与合格组织评估 real-world impact。

	应用方向包括 drug discovery、translational medicine、public health、preparedness 和 biodefense。

	文章把 GPT-Rosalind 与 Rosalind Biodefense、trusted-access deployment model 联系起来，强调 frontier biological capabilities 要交给有公共健康使命的研究者、机构和 defenders。





6.2 文章最后把模型定位为更快从问题走向证据和治疗


	GPT-Rosalind 的最终叙事是成为 full life cycle of scientific research 的更强 partner。

	它帮助科学家 move more quickly from the right questions to clearer evidence, better experiments, and ultimately new treatments for patients。

	这不是单点效率工具，而是 OpenAI 对 AI for science 的系统性产品路线：模型、插件、viewer、benchmark、artifact provenance、企业访问和安全治理共同构成科研工作台。






关键概念/术语


	GPT-Rosalind：OpenAI 面向生命科学研究的专用模型系列，这次更新结合 GPT-5.5 的 agentic coding、tool use 和更强的生命科学领域智能。

	LifeSciBench：外部专家评审的生命科学 benchmark，用六类真实科研 workflow 衡量模型能否完成科学上有价值的端到端任务。

	MedChemBench：评估药物化学真实工作流的 benchmark，包括 SAR、ADME、毒性、药效、多参数 lead optimization 和 retrosynthesis。

	GeneBench：评估组学和定量生物长时程 agentic analysis 的 benchmark，关注分析规划、QC、建模、校正和决策相关答案。

	LabWorkBench：评估模型连接 wet lab perturbations 与 experimental outcomes 的能力，用于实验排障和优化。

	Life Sciences Research plugin：把 sourced evidence retrieval 和 biological interpretation 带入 Codex 工作区的插件。

	Life Sciences NGS Analysis plugin：把 bioinformatics execution、NGS 分析、artifact、provenance 和 caveats 带入 Codex 工作区的插件。

	Interactive viewers：sequence、alignment、structure 等生物原生文件 viewer，让科学家在模型推理时直接查看证据。

	Trusted-access deployment structure：面向合格组织的受控访问部署方式，把生命科学 AI 能力与公共利益、治理、安全和企业级访问控制绑定。









14. 《Satya Build 长访谈：微软把 AI 平台、开发者生态和组织叙事合到一起》



作者：Latent.Space



主题：其他精选



质量分：★★★★☆



注意力番茄：🍅



Howie 的阅读理由：微软的 agent 叙事。
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概念网络：请跳转到 Notion 文章页面查看 concepts｜2 关键概念、概念网络 tab。





三级笔记



核心观点

这篇长访谈的核心不是某个 Build 发布项，而是 Satya Nadella 借 Microsoft Build 重新定义微软在 AI 时代的位置：微软不只想卖一个模型、一个 Copilot 或一组 SaaS 产品，而是想成为企业构建自己“frontier intelligence”的平台。这个平台叙事由四个部分组成：多模型 harness、企业上下文层、私有 eval / traces 形成的新 IP，以及把 SaaS 重新拆解为数据模型、业务逻辑、UI 和 agentic workflow 的新组合方式。



一、平台叙事：AI 不只是模型，而是生态系统


1.1 Satya 把 AI 平台定义成“让生态创造更多价值”


	Satya 从微软经历过的多次平台转移出发，给平台下了一个非常微软式的定义：平台的价值不在于自己捕获多少，而在于它能让平台外部创造多少。

	所以 Build 的真正主题不是“微软有什么模型”，而是任何公司如何成为 AI 时代的一等参与者。

	企业当然会使用别人的 AI，但微软要回答的是：企业如何创造“自己的 AI”，自己的 stack、tooling、context、eval 和 trace。

	这把微软从“AI 应用供应商”放到“AI 生态基础设施供应商”的位置上。





1.2 微软的 AI 生态不是单模型路线


	访谈里反复出现一个判断：AI 平台不会由单一模型统治。

	微软同时做自己的 MAI models、支持 OpenAI、开放 Foundry，也强调 open harness、Llama harness 和企业自有 harness。

	这个叙事避开了“是否拥有最强 frontier model”这个单点竞争，转向“谁能帮助企业把多模型、工具、上下文和 eval 组织成闭环”。

	Satya 的平台承诺是：企业用微软构建后，得到的是“your intelligence for your data”。





1.3 Developer conference 的意义是让别人构建自己的智能层


	Satya 用 Windows / Adobe、DX / CUDA 的历史类比说明，真正的平台应该让别人延展出自己的层。

	如果 AI 时代只是让开发者崇拜一个模型，就不需要开发者大会。

	Build 的叙事因此是：每个企业、AI native startup、SaaS 公司和开发者都可以在平台之上构建自己的 intelligence layer。

	这也是微软对开发者生态的长期赌注：不是把开发者吸收到第一方产品里，而是给他们新的可扩展表面。






二、模型策略：MAI、clean lineage 和 cognitive core


2.1 MAI models 的重点是干净 lineage，而不是 benchmark 炫技


	Satya 解释 MAI models 时，首先强调 pre-training 的 data quality 和 ablation。

	他认为今天构建 clean lineage model 更难，因为训练语料里有太多需要剔除的污染和混杂因素。

	很多 open weight models 可能在一两个 benchmark 上表现漂亮，但实践中不稳定。

	微软关心的是模型能不能在真实系统里 hill climb，而不是单点跑分。





2.2 cognitive core 是小模型能持续爬坡的关键


	Satya 对 5B reasoning model 能在某些企业任务上取得高表现感兴趣，因为这指向“cognitive core”。

	这里的意思不是模型越大越好，而是模型内部是否有足够通用、可迁移的推理核心。

	一旦有一个干净的核心模型，企业就可以围绕它构建 specialist：加入 scaffold、RLE、traces 和 private evals。

	这也是微软要卖的平台能力：模型只是核心，真正的企业智能来自模型周围的学习闭环。





2.3 frontier 的定义从“谁有最大模型”变成“谁能用自己的数据爬坡”


	访谈中一个重要转向是：frontier 不只属于少数 frontier labs。

	如果企业能收集自己的 traces，用自己的 private evals，让一个更小模型在自己的任务上超过通用模型，那么它也在自己的任务域里 operating at the frontier。

	这把 frontier 从绝对能力转为相对能力：谁能围绕自己的数据、工具和任务持续提升，谁就拥有自己的 frontier intelligence。






三、真实价值：从 token 消耗到可测量 outcome


3.1 行业低估了真实部署复杂度


	Satya 回看过去两三年的最大反思，是行业过于相信 scaling laws 和 benchmark，对现实世界部署复杂度估计不足。

	“intelligence is log of compute”大体有效，但从模型能力到现实价值之间还有很长链条。

	真实 eval 不是公共 benchmark，而是用户能否在自己的场景中做出以前做不到、且可以衡量的事情。

	这解释了为什么企业现在会讨论 tokenmaxxing：如果行业没有把 tokens 和每一步价值创造连起来，token 就只像成本，而不像资本。





3.2 代码是最成熟的价值场景，但它也暴露出新 UI 问题


	Satya 承认 coding 是目前最清晰的大规模影响场景。

	但他马上指出，coding agent 成功后，旧 IDE 反而不够用了。

	当一个人同时有大量 agent sessions，问题变成如何管理认知负荷、如何看见 agent 做了什么、如何把 chat 之外的 artifact 放到 canvas 里。

	这说明 agentic world 不会消灭软件和 UI，而会制造新的软件和 UI 需求。





3.3 glue work 是 enterprise agent 的核心价值区


	Satya 把企业里大量工作称为 glue work：连接系统、上下文、判断和执行的中间劳动。

	如果 tokens / agents 可以 long-running、durable，并且拥有 delegated authority，就能放大人类判断和 glue work。

	这种价值不只是“帮程序员写代码”，而是压缩 workflow、完成任务、把夜间运行的 autopilot 变成组织生产力。

	企业价值的焦点因此从单点生成内容，转到长期运行、可授权、可追踪的 agent 工作流。






四、Harness：企业 AI 的核心组织形态


4.1 Harness 定义模型、数据、工具之间的循环


	Sarah Guo 问“enterprise 的 harness 是什么”，Satya 的回答是：harness 定义 models、data、tools，并让三者之间形成 loop。

	这正是微软当前产品线的共同结构：GitHub Copilot、security copilot、MDASH、science discovery 都是 multi-model harness。

	Harness 不是简单调用模型，而是控制模型能用哪些工具、读哪些上下文、怎样逐步展开工具、怎样节省 tokens。

	它是 agentic system 的运行环境。





4.2 context layer 是过去两年的硬教训


	Satya 认为，真正困难的部分是准备 context layer。

	如果上下文层准备不好，plan 再好也无法高效执行。

	GitHub harness、Work IQ、Foundry 的共同目标，都是把企业已有上下文变成 agent 可以使用的执行环境。

	在微软叙事里，context 不是附属功能，而是平台魔法发生的地方。





4.3 多模型 harness 让企业保留控制权


	Satya 反复强调 open harness 和多模型，是因为这关系到企业是否能控制自己的智能系统。

	如果企业有 private eval，可以把 Model A 切到 Model B 并继续 hill climb，它就在控制中。

	如果换模型后无法复现、无法提升、无法保护 traces，它就被模型供应商锁住。

	因此 harness decision 不是工程偏好，而是企业 IP 和战略控制权问题。






五、私有 eval、traces 和 Token IP：企业价值的新载体


5.1 Private eval 可能成为企业最大的 IP


	Satya 把 private eval 提到非常高的位置：企业最重要的 IP 之一可能就是自己的 eval。

	公共 eval 会被模型厂商优化到失效，真正能区分能力的是企业内部任务、流程和目标。

	Private eval 既定义了“对我们有价值的智能是什么”，也决定了模型如何在企业数据和工具上 hill climb。

	它是企业把通用 AI 转化为专属能力的测量仪。





5.2 Traces 把 tacit knowledge 变成可学习资产


	访谈里最有意思的组织判断，是 traces 可能把过去无法资产化的 tacit knowledge 捕捉下来。

	人类在 Teams、代码库、会议、文档、业务系统里做判断，agent 也在这些环境里做工作。

	人与 agent 之间的 traces 记录了企业如何创造价值。

	这些 traces 可以训练出“company veteran agent”，也就是懂公司历史、流程和语境的代理。





5.3 Token capital 与 human capital 的复合


	Satya 没有把 AI 描述成简单替代人，而是描述成 token capital 和 human capital 的复合。

	人类仍然负责发现 gaps、表达 agency 和 ambition；tokens / agents 则扩大执行半径。

	企业的新问题是如何 compound the two：让人类判断与 token 执行互相积累，而不是彼此抵消。

	这也是他半开玩笑说 token expertise 未来可能需要会计标准的原因。






六、SaaS 的重组：不是消失，而是拆包和重包


6.1 传统 SaaS 是数据模型、业务逻辑和 UI 的垂直打包


	Satya 对 SaaS 的分析很清晰：过去 20 年，SaaS 公司把一部分业务过程 schematize 成数据模型，加上 business logic，再加上 UI。

	这套垂直打包方式在 AI 时代需要被重新审视。

	但这不等于 SaaS 的底层价值消失。

	总账、语义模型、业务规则、权限结构和审计流程仍然非常有价值。





6.2 AI 让 SaaS 从“应用入口”变成“可被 agent 使用的资产层”


	Satya 不认为企业应该随便重造所有 SaaS。

	他的判断是：SaaS 里的数据模型和 business logic 很稳定，应该被 agentic workflow 调用和组合。

	例如 Power BI 仪表盘背后真正值钱的是 semantic model，而不只是图表 UI。

	这意味着 SaaS 的持久性不在于原来的 UI，而在于它沉淀的结构化语义和业务逻辑。





6.3 Work IQ 是微软重估 M365 价值的关键例子


	Work IQ 把 Microsoft 365 里长期沉睡的企业上下文暴露出来。

	邮件、Teams、Word、Excel、PowerPoint、SharePoint 原本是各自应用的数据，现在可以成为 agent 使用的企业数据库。

	Satya 举的例子是：在 GitHub repo 里询问上周相关设计会议的内容，让系统从会议 transcript 回到代码库，提出修改计划。

	这让 M365 从生产力套件变成企业上下文层。





6.4 Build vs Buy 的新均衡要经过预算周期检验


	Sarah 提到很多企业出现 agent euphoria，想自己重建应用或威胁 SaaS vendor。

	Satya 的回应很务实：要经过一个完整预算周期，才能看见新均衡。

	判断原则是：如果自建和维护的边际成本高于采购，就应该采购。

	AI 降低了生成软件的成本，但没有消除安全、维护、权限、修复和长期责任。






七、商业模式：per-user、consumption 和 outcome 会并存


7.1 Per-user pricing 本质是预算确定性


	Satya 不相信某一种商业模式会永久统治所有域。

	Per-user pricing 之所以长期存在，是因为企业预算需要确定性。

	它本质上是把一组 usage entitlements 打包成可预测订阅。

	所以 AI 时代不会立刻消灭 per-user 模型。





7.2 Consumption 会成为 agent 强度的自然计量


	当 GitHub Copilot 从交互式 code complete 变成可以启动大量 agent 的系统，单纯 per-user 就不够了。

	Agent 的使用强度差异巨大，必须有 consumption meter。

	这也是 GitHub 调整 pricing 的背景：一个开发者一天开多个长期 agent，和过去偶尔补全代码，不是同一类成本结构。





7.3 Outcome pricing 很诱人，但企业未必真想分成


	Satya 对 outcome-based pricing 的判断很冷静。

	企业在没有 outcome 时喜欢 outcome pricing；一旦真正产生 outcome，就可能不愿意和供应商分享收益。

	所以 outcome pricing 会存在，但不会成为唯一模型。

	对 SaaS 或平台供应商来说，真正重要的是灵活性：能同时支持订阅、消耗和结果导向的多种合约方式。






八、工程组织：generalist leverage 上升，基础设施仍然关键


8.1 Agentic coding 把 CEO 也带进代码库


	Satya 说 GitHub Copilot 和新 Sessions app 让他作为 CEO 也能对代码库拥有更多 agency。

	这不意味着每个人都应该做同样的事，而是每个人都可以 inspect、learn、see artifacts。

	过去知识工作者用 Word、Excel 和文档表达想法，现在可以把想法变成 app 或 agent。

	这是一种 generalist leverage 的提升。





8.2 组织角色会扩大 scope，而不是简单消失


	Sarah 提到未来工程角色是否会压缩成少数类型。

	Satya 的回答不是确定预测，而是“experiment our way through it”。

	LinkedIn 已经把 design、product management、front end engineering 等角色组合成 full stack builder，但每个人仍保留自己的 edge。

	未来角色更可能是边界扩大、scope 增大，而不是所有专业性消失。





8.3 基础设施和 RLE 成为端用户应用团队的新能力


	Satya 特别提到 Excel team 也需要 RLE 相关能力，因为让 reward 可学习本身就是基础设施问题。

	这说明 AI 时代的 end-user app team 也需要分布式系统、训练环境、评估和反馈循环能力。

	Generalist 的杠杆上升，并不消灭 specialist；相反，它让一些过去集中在基础设施团队的能力进入更多产品团队。






九、雄心：从“把难事变容易”到“让不可能变可能”


9.1 新工具要求组织重新构想工作本身


	Satya 认为 AI 转型中最重要的是拥有一个 conceptual model，说明工作会如何改变，以及以前不可想象的 outcome 如何变成可追求目标。

	Kevin Scott 的框架是：技术的真正雄心不是只让 hard things easier，而是 making the impossible possible。

	这不是口号，而是要求组织重新定义自己在做什么。





9.2 Azure networking 团队的例子：从做网络到做“管理网络的 agentic system”


	Azure networking 团队面对 15 个月建设超过过去 15 年容量的规模，意识到原来的工作方式不可能继续。

	他们把自己的工作重新定义为：不是“管理 Azure 网络”，而是“构建管理 Azure 网络的 agentic system”。

	这个系统甚至有角色名 Miles，用来处理 fiber operations、emails、DevOps 事件和运营流程。

	团队提出的不再是“需要更多 headcount”，而是“需要更多 tokens”。





9.3 Meta work 成为新工作


	Satya 用打字机和知识工作的类比说明：如果只从旧模型看，会以为 40 亿人打字需要 40 亿打字员；实际发生的是每个人都在做知识工作。

	AI 时代类似：组织不是用 agent 替代现有任务清单，而是把工作变成 meta work。

	人类的新工作是构造、监督、改进能完成工作本身的系统。

	这和微软的 agent 平台叙事完全一致：企业价值会出现在连接工具、上下文、agent 和人类判断的 meta layer。






十、数据中心与社会许可：AI 基础设施必须证明公共价值


10.1 Hyperscaler 的规模正在被重新定义


	Satya 承认微软和整个行业的数据中心 build-out 是前所未有的。

	这不仅是财务和运营规模问题，也会影响所在社区。

	AI 基础设施建设因此不能只对企业客户和股东讲 ROI，也必须面对社区的能源、水、就业和税基问题。





10.2 社区许可来自真实收益，而不是宣传


	Satya 对社会影响的表达非常现实：如果行业不能让社区真实感受到收益，就不会得到 permission。

	能源价格、水循环、职业培训、建筑和运营就业、地方税基，都必须是真实可见的。

	他认为社区保持怀疑、问困难问题是合理的；行业必须做困难工作来赢得信任。





10.3 AI 乐观主义必须变成可见的参与机会


	Satya 对 AI 社会影响最重要的更新，是技术公司不能再说“相信我们，未来会很好”。

	未来 12 到 18 个月，行业必须让普通人看到自己能作为一等参与者进入新经济。

	这包括创业、医疗、教育、本地商店效率、社区就业和广泛经济增长。

	AI 太重要、影响经济比例太大，不能只靠愿景叙事。






十一、教育：信息获取变了，凭证和机会也要变


11.1 教育影响还没有充分释放


	Sarah 认为教育是 AI 的明显公共善，但影响还没有达到预期。

	Satya 的回答不是直接给产品方案，而是指出教育系统的多个层面都要变化。

	信息获取、自我教育和持续更新能力已经改变，但激励、credentials、就业机会和课程路径还没有同步重构。





11.2 学概念仍然重要


	Satya 没有把 AI 教育理解为“让模型替你做训练”。

	他提到课程仍然要让学生理解如何正确应用 softmax，而不是只让 AI 修训练 run。

	这说明 AI 教育的关键不是绕过概念，而是用新方式帮助人掌握概念、通过新 credential 找到经济机会。





11.3 新大学或新 pedagogy 可能成为下一个大创业方向


	访谈最后，Satya 判断也许下一个大成功故事会来自新的 university 或新的 pedagogy。

	目标是让人通过一套课程获得高价值的经济机会。

	这和整篇的平台叙事相呼应：AI 的真正社会价值不只是企业自动化，而是让更多人拥有参与新经济的路径。






关键概念 / 术语


	Frontier Intelligence Platform：微软希望成为的 AI 平台定位，让企业在自己的数据、工具和 eval 上构建专属 frontier intelligence。

	MAI models：微软自有模型路线，强调 clean lineage、data quality 和可被企业 scaffold 成 specialist 的能力。

	Cognitive core：模型内部可迁移的推理核心，是小模型在特定企业任务上 hill climb 的基础。

	Harness：把模型、工具、数据和上下文组织成可运行闭环的 agentic environment。

	Private evals：企业内部任务定义的评估集，是把通用模型转化为专属智能的关键 IP。

	Traces：人和 agent 在工作中留下的执行轨迹，可把企业 tacit knowledge 变成可学习资产。

	Token capital：企业拥有和使用的 AI 执行资源，与 human capital 共同复合产生价值。

	Work IQ：微软把 M365 企业上下文暴露给 agent 的数据 / 语义层。

	Unbundle and rebundle SaaS：把传统 SaaS 的数据模型、业务逻辑和 UI 拆开，再按 agentic workflow 重新组合。

	Agentic workflow：由长期运行、可授权、可追踪的 agent 与人类判断共同完成的工作流。

	Meta work：人类不只完成任务，而是构造和管理完成任务的系统。









15. 《学术造假为何常由体制外发现：制度激励比检测工具更关键》



作者：黄福涛



主题：其他精选



质量分：★★★★☆



注意力番茄：🍅



Howie 的阅读理由：学术造假，和制度的关联。
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三级笔记



核心观点

这篇文章借“耿同学现象”讨论中国科研诚信治理的真正问题：关键不只是有没有学术不端，而是谁能发现、谁能调查、谁能问责。作者认为，外部博主和学生群体能持续揭露问题，说明技术门槛下降、社会监督增强，但也暴露出高校、期刊、基金机构和学术共同体自身监督机制没有充分发挥作用。科研诚信不能长期依赖体制外“打假英雄”，必须从个案处理走向制度治理，从个人责任走向组织责任，从科研大国的“投入和增长”转向科研强国的“质量和治理”。



一、真正的问题不是造假存在，而是谁先发现造假


1.1 学术不端不是中国特有现象


	作者先把“耿同学现象”放进国际科研史背景中：美国有舍恩事件，韩国有黄禹锡事件，日本有小保方晴子 STAP 细胞事件，德国也有政治人物博士论文抄袭被撤销学位。

	这说明任何国家的科研系统都不可能完全杜绝学术不端。

	因此，不能把讨论停留在“有没有造假”这一层；真正能反映科研治理水平的是问题能否被及时发现、独立调查并公正处理。





1.2 外部博主发现问题，是制度失灵的信号


	现代科研体系本来有多重监督机制：实验记录、实验室内部审核、项目验收、同行评议、学术委员会监督、科研诚信调查。

	如果一个体制外博主能在短时间内用公开数据库和图像比对软件发现明显问题，人们自然会追问：这些制度为什么没有更早发挥作用？

	作者强调，中国并非没有科研诚信制度框架；从教育部、科技部到国家自然科学基金委员会和高校，都已经有大量政策文件。

	问题不在“有没有制度”，而在制度是否真正运行、是否能在声誉压力之外主动发现问题。






二、日本 STAP 事件：把丑闻转化为制度改革


2.1 小保方事件的关键不是撤稿，而是独立调查


	2014 年，小保方晴子在《Nature》发表 STAP 细胞论文，宣称通过简单刺激即可让成熟细胞获得多能性。

	论文发表后，全球多个研究团队无法重复实验结果，随后发现图片重复、实验记录缺失和数据处理不规范等问题。

	最终，《Nature》撤稿，日本政府和理化学研究所成立独立调查委员会，小保方被认定存在科研不端行为。





2.2 制度回应比个人处罚更重要


	日本没有把问题简单归结为个人失误。

	理化学研究所进行了全面整改，日本学术界重新审视科研诚信教育、数据保存制度和实验室监督机制。

	此后，日本高校普遍加强科研伦理教育和科研诚信培训，日本学术振兴会也把科研诚信培训作为项目申请的重要前提。

	作者认为，一次学术丑闻真正有价值的地方，是它能否转化为制度改革契机，而不只是处罚个人。






三、从曹雪涛事件到“耿同学现象”：监督力量正在转移


3.1 曹雪涛事件暴露透明度不足


	2021 年，曹雪涛团队多篇论文被 Elisabeth Bik 指出存在图片重复和数据异常等问题，科技部组织调查组展开调查。

	最终结论认为相关论文不存在造假、抄袭等严重学术不端，但存在大量图片误用和实验室管理不规范，曹雪涛本人受到暂停项目申请资格、暂停招生资格等处分。

	作者指出，当时调查历时较长，但公开信息过于简略，公众难以了解调查依据、证据认定和责任划分逻辑。

	对担任大学校长和院士的学术领军人物而言，科研诚信责任理应高于普通研究人员。





3.2 “耿同学现象”说明社会监督开始成长


	曹雪涛事件主要依靠国际学术共同体和 PubPeer 等专业平台推动。

	“耿同学现象”则更多依赖国内自媒体、研究生群体和公众监督。

	前者最终由国家层面组织调查，后者主要由高校自行启动调查程序。

	这说明中国科研诚信治理出现了变化：社会监督力量正在成长，高校和科研机构也更加在意科研诚信对机构声誉的影响。





3.3 但成熟系统不能长期依赖外部监督


	作者提出核心判断：任何成熟科研体系都不可能长期依赖体制外监督力量。

	长远来看，科研诚信治理必须以学术共同体自我治理为核心，以社会监督为补充。

	外部监督可以推动问题暴露，但不能替代制度内部的常态化发现、调查和问责。






四、为什么被举报对象常是“成功者”


4.1 高层次人才不一定更容易造假，而是更容易暴露组织治理问题


	近期被举报对象常有显赫身份：长江学者、国家杰青、院长、副院长、重点实验室负责人、国家级人才计划入选者。

	这容易让公众形成“越成功越容易造假”的印象。

	作者认为问题没有这么简单：高学术成就者往往承担更多行政职责、项目管理职责和人才培养职责。

	他们可能从单纯研究者变成大型科研团队的组织者和资源整合者。





4.2 大团队让直接监督能力下降


	随着团队规模扩大、论文数量增加、项目经费增长和行政责任加重，学术领军人物对研究过程的直接监督能力可能下降。

	高层次人才位于学术评价体系顶端，其成果也受到更强外部关注和审查。

	连续曝光未必说明高层次人才群体问题更严重，更可能说明科研诚信问题开始从个体行为层面上升到组织治理层面。

	过去的问题可能是个别研究人员违规；今天的问题更多涉及大型科研团队如何管理、大学如何监督、制度如何问责。






五、学术不端背后的评价逻辑


5.1 量化评价产生强行为导向


	作者把“耿同学现象”放进中国高等教育改革的核心问题：学术评价体系。

	中国科研过去二十多年取得了真实成就，论文产出和多个学科领域进入世界前列。

	但任何制度都会产生激励效应。

	当论文数量、期刊等级、科研经费、人才称号、项目等级和学科排名与资源配置紧密挂钩时，评价体系就会产生强大的行为导向。





5.2 学术成果被赋予太多非学术价值


	对多数科研人员来说，评价压力不会直接导致造假。

	但过度依赖量化指标会增加学术不端风险。

	特别是在竞争激烈领域，科研成果不仅意味着学术荣誉，也意味着职位、资源和发展机会。

	当学术成果被赋予越来越多非学术价值，学术诚信就更容易受到挑战。





5.3 问题不止是造假，还包括科学质量控制


	作者把视野扩展到 Nature、Science 等期刊讨论的“重复性危机”。

	许多研究即使没有明显造假，也可能因为实验设计缺陷、数据选择偏差或统计方法不当而难以重复。

	因此，“耿同学现象”不仅是科研诚信问题，也提醒人们重新思考科学研究的质量控制机制。






六、行政化大学中的科研诚信困境


6.1 学术权力与行政权力紧密结合


	中国高校中，许多优秀学者在获得学术成就后，逐渐进入行政岗位，兼任院长、副院长、重点实验室主任、学科带头人。

	教授担任行政职务并非中国独有，美国、日本和欧洲大学也存在类似情况。

	但中国高校的突出特点是学术权力与行政权力联系更加紧密。

	科研资源配置、人才引进、项目推荐、职称评审和学科建设等重要事务，常常高度集中在少数管理岗位。





6.2 行政职务意味着资源控制，也制造责任模糊


	行政职务不仅意味着管理责任，也意味着资源控制能力。

	对很多学者来说，学术成功和行政晋升相互强化。

	这种结构带来两个后果：一是行政职责挤压科研一线时间，二是团队规模和科研复杂度上升，但监督机制未必同步完善。

	高层次人才可能从研究者变成科研组织者，负责项目、资源和团队，却对实验过程和原始数据掌握下降。





6.3 结构性矛盾不能简化为道德失范


	作者明确说，这不必然导致学术不端。

	但如果缺乏有效监督，就可能形成责任模糊地带。

	当前问题不能简单理解为个别学者道德失范，而要追问中国大学是否建立了与大规模科研组织相匹配的治理机制。

	如果科研活动越来越依赖大型团队，科研诚信治理就必须从关注个人转向关注组织。






七、为什么是今天：技术、共同体和舆论共同作用


7.1 技术降低了发现问题的门槛


	PubPeer、Retraction Watch、Crossref 等国际监督平台逐渐普及。

	图像比对软件、人工智能识别工具和开放数据库降低了发现问题的技术门槛。

	过去需要专业编辑和领域专家才能识别的问题，如今研究生甚至本科生也可能发现。





7.2 年轻研究者和社会监督正在强化


	中国高等教育规模快速扩张，博士研究生和青年科研人员数量增长，学术共同体不断扩大。

	越来越多年轻研究者主动参与学术监督和科研诚信讨论。

	高校声誉竞争加剧，网络舆论传播速度提高，使学术不端问题更容易变成公共事件。

	“耿同学现象”是技术进步、学术共同体成长和社会监督强化共同作用的结果。






八、责任主体必须从个人扩展到组织


8.1 只处罚论文作者是不够的


	当前学术不端治理中，责任主体过于单一。

	现代科学研究已不是孤立个体活动，一篇高水平论文背后通常涉及团队、实验室、导师、学科负责人、学院管理者和学校科研管理部门。

	如果一个实验室长期出现问题，仅处罚学生或青年教师显然不够。





8.2 国际趋势是从个人责任走向组织责任


	美国科研诚信办公室不仅关注个人行为，也关注实验室管理责任。

	日本 STAP 事件后，理化学研究所进行了整体整改。

	欧洲一些国家把科研诚信表现纳入机构评估体系。

	相比之下，中国目前仍以个人问责为主。





8.3 建立完整责任链条不是扩大处罚，而是强化组织责任


	作者认为，未来需要建立更完整的责任链条。

	对严重学术不端，不仅应取消个人项目申请资格、招生资格和人才称号，还应根据责任程度追究实验室负责人、学科负责人乃至学校管理层责任。

	对长期出现系统性科研诚信问题的单位，可以探索与学科评估、重点实验室评估和科研项目申请资格相衔接的问责机制。

	这不是为了扩大处罚，而是为了强化组织层面的责任意识。






九、从科研大国走向科研强国：决定因素转向治理能力


9.1 中国不再缺少科研投入


	中国研发经费总量已位居世界前列，高水平论文数量持续增长，科研基础设施不断完善。

	作者判断，未来真正决定中国能否成为世界科技强国的，可能不再是资源投入，而是治理能力。

	科研诚信正是治理能力的重要体现。





9.2 三个制度完善方向


	第一，继续推进科研评价改革，减少对论文数量和人才称号的过度依赖，更重视原创性、长期贡献、研究质量和成果可重复性。

	第二，将科研伦理教育制度化，让教师和研究生都接受持续性科研诚信培训；科研诚信应成为科研活动的基本资格，而不只是职业要求。

	第三，建立更独立和透明的调查机制。公众不仅关心有没有处罚，也关心调查是否公正；调查程序的公开透明本身就是科研公信力的重要组成部分。






十、从打假走向治理


10.1 “耿同学现象”的意义不只是揭露论文


	作者认为，“耿同学现象”终将过去，但科研治理体系的问题不会自动消失。

	从曹雪涛事件到今天，人们看到科研诚信建设不能停留在个案处理层面，而必须进入制度治理阶段。

	科研诚信不仅关乎学术声誉，也关乎创新体系的可持续发展。





10.2 未来关键词从“投入和增长”变成“质量和治理”


	过去二十年，中国科研发展的关键词是投入和增长。

	未来二十年的关键词可能是质量和治理。

	成熟科研体系不是没有问题的体系，而是能及时发现问题、独立调查问题、公开处理问题并不断完善制度的体系。





10.3 最终问题是谁守护学术底线


	作者最后把问题收束为：学术监督不应长期依赖体制外力量，科研诚信也不能寄托于个别“打假英雄”。

	当科研伦理成为每位研究人员的基本素养，当科研诚信成为学术研究的基本资格，当学术共同体能靠自身制度维护学术规范时，中国才能真正从科研大国走向科研强国。

	科学研究可以容忍失败，但不能容忍造假；学术共同体可以容纳争论，但不能失去诚信。

	“耿同学现象”真正提出的问题，不是谁造了假，而是谁来守护学术的底线。






关键概念/术语


	耿同学现象：体制外博主、学生群体和网络志愿者通过公开数据库与技术工具揭露学术不端的公共事件，是观察中国科研治理体系的一面镜子。

	科研诚信治理：不是单纯查处造假，而是包括发现、调查、问责、教育、评价改革和制度修复的一整套治理能力。

	学术共同体自我治理：成熟科研体系应主要依靠高校、期刊、基金机构、实验室和学术组织自身维护规范，社会监督只能作为补充。

	组织责任：现代科研不端不只由个人承担责任，还应追问实验室、学科、学院、学校和科研管理部门在监督、资源配置和问责中的责任。

	评价体系的激励效应：论文数量、期刊等级、人才称号、项目等级和资源配置绑定后，会塑造科研人员行为，并增加不端风险。

	科研强国的治理能力：从数量扩张走向质量提升后，决定科研体系成熟度的不只是投入和论文产出，而是能否建立透明、可信、可持续的治理机制。









16. 《Anthropic AI 网络威胁地图：攻击者正在把 AI 用到后渗透阶段》
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三级笔记



核心观点

Anthropic 这篇文章的核心判断是：AI 正在把网络攻击从“辅助准备工作”推向更深的后渗透阶段。研究团队把 2025 年 3 月到 2026 年 3 月期间因恶意网络活动被封禁、且细节足够分析的 832 个账号映射到 MITRE ATT&CK 框架，发现攻击者不仅用 AI 写恶意代码、做钓鱼准备，也开始让 AI 参与账号发现、横向移动、权限提升等原本需要更高技术能力和现场判断的环节。旧的风险判断信号，如使用了多少攻击技术、使用什么入口界面，已经越来越不够；更关键的信号变成了攻击者是否围绕模型搭建了能串联攻击链、实时决策、减少人工介入的 scaffolding。



一、研究问题：AI 改变了攻击方式，也暴露了旧框架的盲区


1.1 Anthropic 想回答的是安全社区的框架还能不能解释 AI 攻击


	文章开头的问题是：当 AI 改变网络攻击的性质和方法后，安全社区长期依赖的技术分类和分析框架是否仍然足够。

	Anthropic 用 MITRE ATT&CK 作为映射框架，因为它是安全行业长期使用的攻击者 tactics 和 techniques 数据库。

	研究对象是 832 个被封禁账号，这些账号都涉及恶意网络活动，且有足够细节支持技术映射。

	这些案例只是全年被封禁账号的一部分，不代表全部封禁样本；它们代表的是可以做深入技术归类的子集。





1.2 研究结论分成三层


	第一层：恶意行为者正在以更危险的方式使用 AI，尤其是把 AI 用到攻击链后段。

	第二层：攻击正在变得更自主，AI 能把多个攻击环节串起来，导致旧的高风险 / 低风险区分方法失效。

	第三层：MITRE ATT&CK 还没有充分捕捉 AI-enabled attacker 真正危险的工具、组织方式和行为模式。






二、攻击者正在把 AI 从准备阶段推进到后渗透阶段


2.1 最常见用法仍然是攻击准备，但更复杂用法已经出现


	在 832 个账号中，最常见的 AI-enabled activity 是攻击准备，例如编写恶意软件。

	其中 560 个账号，也就是 67.3%，使用 AI 做这类准备性工作。

	这说明 AI 已经在低门槛、高频的攻击准备环节规模化使用。

	但文章更关注的是另一类较少见、风险更高的用法：攻击者开始把 AI 用于更复杂的内部网络操作。





2.2 横向移动显示 AI 正进入更深的攻击生命周期


	54 个账号，也就是 6.5%，使用 AI 辅助 lateral movement。

	横向移动指攻击者进入一个环境后，在被攻陷网络内部继续导航、扩展访问和寻找高价值目标。

	这类活动过去通常需要较强的技术能力、环境理解和持续判断。

	Anthropic 的调查显示，AI 已经可以替一部分能力较弱的攻击者执行这些活动。





2.3 风险水平在半年内明显上升


	Anthropic 的风险评分系统显示，第一组六个月中，中风险或更高风险的行为者占 33%。

	第二组六个月里，这个比例上升到 56%，约为 1.7 倍。

	这个变化不是单纯说明攻击者数量变多，而是说明被观察到的攻击行为在复杂度和危险性上提升。

	AI 不只是让攻击者更快写脚本，也可能让更多人进入过去只有高技能攻击者才能执行的阶段。





2.4 使用重心从 initial access 转向 post-compromise


	文章观察到，攻击者对 AI 的使用从获得初始访问权限的技术，逐步转向已经进入系统之后的活动。

	例如 AI-assisted account discovery 上升 8.9%，说明攻击者更常让 AI 帮忙识别被攻陷环境中的有效账号。

	AI-assisted phishing 下降 8.6%，说明 AI 使用不再只是停留在传统入口攻击。

	这个方向性变化很重要：AI 越往后渗透阶段移动，对防守方的风险越大。






三、旧的风险判断信号正在失效


3.1 使用技术数量不再能区分高低风险攻击者


	传统安全团队常用“攻击者使用了多少不同技术”来判断能力和风险。

	Anthropic 的数据表明，这个信号已经变弱：低技能攻击者平均也能使用约 16 种技术，高技能攻击者约 20 种。

	差距并不大，因为 AI 可以替低技能行为者执行原本需要专业知识的技术步骤。

	因此，技术数量本身会低估“AI 代执行”带来的实际威胁。





3.2 使用什么平台也不能稳定说明风险


	Claude Code、API、聊天界面等不同入口，并不与行为者风险等级形成稳定相关。

	这说明安全团队不能简单地把某种产品界面等同于低风险或高风险。

	同一个模型能力可以通过不同界面被接入攻击流程。

	真正关键的是攻击者如何把模型放进攻击系统，而不是他从哪个入口调用模型。





3.3 更有用的信号是 AI 被放在攻击生命周期的哪个位置


	高风险行为者更常把 AI 用在 operationally demanding techniques 上。

	这些技术需要显著时间、监督或实时决策，例如账号发现、横向移动、权限提升。

	相比只用 AI 获得初始访问权限，把 AI 放进后渗透阶段更能显示攻击者的真实危险性。

	但 Anthropic 也指出，这个信号也在被侵蚀，因为更多普通攻击者正向这些操作阶段迁移。






四、真正耐用的风险信号是围绕模型搭建的 scaffolding


4.1 Scaffolding 决定模型能否串联攻击链


	Anthropic 认为，更耐用的区分点是攻击者围绕模型搭建了什么类型的 scaffolding。

	高风险行为者不是只向模型问一个问题，而是设计架构，让模型能把攻击链的离散阶段串起来。

	这种架构可以让模型连续执行、根据结果决定下一步，并减少人工输入。

	风险从“模型能回答什么”转向“系统让模型能自主做什么”。





4.2 Agentic orchestration 是 MITRE ATT&CK 尚未充分表达的行为


	文章指出，最高风险行为者的一些关键行为还没有被 MITRE ATT&CK 作为攻击技术收录。

	这些行为包括：按顺序编排攻击链步骤、实时决定下一步、在少量人工介入下执行操作。

	这类 agentic orchestration 不是某一个传统攻击技术，而是一种把多个技术组织起来的控制方式。

	它的危险性在于提高攻击链的连续性、速度和自主性。





4.3 2025 年 11 月的间谍行动说明“技术数量”会低估风险


	Anthropic 用此前打断的一起国家支持网络间谍行动作为例子。

	如果只按 MITRE ATT&CK 映射，这个行为者使用了 13 个 tactic 下的 30 种 technique，看起来接近许多中风险行为者。

	但按照 Anthropic 的风险评分方法，这起攻击得到最高风险分。

	差异来自模型在攻击中的角色：它不只是给建议，而是在一个近似 autonomous agent 的位置上执行命令、利用漏洞、窃取凭据并做战术决策。






五、防守含义：框架、模型安全和防守工具都需要更新


5.1 MITRE ATT&CK 需要表达 AI-enabled behaviors


	Anthropic 正在和 MITRE 讨论 ATT&CK 框架如何演化，以覆盖研究中观察到的 AI-enabled behaviors。

	这不是要替代传统 technique，而是要补上模型编排、自动链式执行和低人工介入这类新行为。

	防守方如果只看传统 technique，可能会误判一个 agentic 攻击系统的真实危险性。

	新框架需要同时表达“做了什么技术动作”和“这些动作如何被 AI 组织起来”。





5.2 模型安全策略需要瞄准攻击链后段


	Anthropic 表示，这些发现已经反哺到模型 safeguards。

	重点不只是拦截显眼的恶意代码生成，也包括识别和阻止大规模数据外传、恶意软件开发等活动。

	随着攻击者把 AI 用到后渗透阶段，安全策略也需要识别更复杂的上下文和多步意图。

	模型安全从单轮内容审核，转向对连续任务、工具调用和攻击链状态的理解。





5.3 Frontier models 会同时改变攻击者和防守者的工具箱


	文章结尾强调，frontier models 正在快速改变攻击者和防守者拥有的工具。

	Anthropic 的立场是把最强工具优先放到防守方手里，并持续公开 Project Glasswing 等安全研究成果。

	对防守方来说，真正的挑战不是“AI 会不会被滥用”，而是滥用已经进入攻击生命周期深处后，如何提前识别、建模和阻断。

	这篇文章本身就是一份风险地图：它把 AI 滥用从抽象恐惧落到具体攻击阶段、技术迁移和框架缺口上。






关键概念 / 术语


	AI-enabled cyber threats：攻击者把 AI 作为攻击流程的一部分，而不只是偶尔生成文本或代码。

	MITRE ATT&CK：安全行业用来描述攻击者 tactics 和 techniques 的框架；文章认为它尚未完整表达 AI 编排行为。

	Post-compromise techniques：攻击者已经进入系统之后执行的技术，例如账号发现、横向移动和权限提升。

	Lateral movement：攻击者在被攻陷网络内部继续移动、寻找更多访问点和目标。

	Account discovery：识别被攻陷环境中的有效账号，是后渗透阶段的重要动作。

	AI-assisted phishing：用 AI 辅助钓鱼等初始访问活动；文章显示其相对占比下降。

	Risk-scoring system：Anthropic 用来衡量行为者风险等级的方法，比单纯数 ATT&CK technique 更能捕捉 AI 编排风险。

	Operationally demanding techniques：需要时间、监督和实时判断的复杂攻击技术。

	Scaffolding：攻击者围绕模型搭建的工具、流程和控制架构，决定 AI 能否连续执行攻击任务。

	Agentic orchestration：让模型按攻击链顺序执行、根据结果决策并减少人工介入的编排方式。

	Autonomous agent：在攻击中能执行命令、利用漏洞、窃取凭据和做战术决策的模型系统角色。

	Cyber safeguards：模型侧用于检测和阻断恶意网络活动的安全机制。









17. 《Axiom Math：数学 AI 如何越过 informal reasoning》



作者：RJ Honicky



主题：其他精选



质量分：★★★★☆



注意力番茄：🍅



Howie 的阅读理由：AI 与数学研究。



Notion 网页入口 | Notion App 入口 | 原文入口



概念网络：请跳转到 Notion 文章页面查看 concepts｜2 关键概念、概念网络 tab。





三级笔记


核心观点

这篇文章的主旨是：数学 AI 要继续扩展，不能只依赖自然语言式的 informal reasoning，而必须进入可验证、可累积、可复用的形式化证明体系。Axiom Math 的判断是，真正重要的不是让模型“看起来会推理”，而是让模型生成能被 Lean 这类形式系统检查的证明。只有这样，AI 的数学能力才能从一次性聪明表现，变成可以训练、可以验证、可以沉淀为高质量语料的复利系统。

文章用 Carina Hong 对 Axiom 的解释串起一条逻辑：形式化证明不是枯燥的合规动作，而是一种“scaling brilliance, compounding brilliance”的机制。数学直觉只有被证明系统精确表达出来，才可以被别人使用，也可以被未来模型继续训练和构建。Axiom 在 Putnam 和 Verina benchmark 上展示的成绩，正是这个路线的早期信号。



一、Axiom 的起点：数学能力不等于 AGI，但会卡住 AGI


1.1 Putnam 12/12 是信号，不是终点


	Axiom 是一家成立七个月的数学 AI startup，却在 2025 年解出 Putnam exam 全部 12 道题。

	Putnam 是美国本科数学竞赛中极难的考试，历史上中位数常常只有 0 或 1 分。

	Axiom 的 12/12 高于顶尖本科生和公开报告过成绩的 AI 系统，这说明数学推理能力正在进入一个新阶段。

	但作者没有把这个成绩当作“AI 又赢了一场比赛”的孤立新闻，而是把它当作形式化数学路线的入口。





1.2 编程能力是必要里程碑，但不是充分条件


	文章承认 2026 年 Claude Code 和 Codex 让 AI coding 进入爆发期。

	Anthropic 早期押注 code 和 enterprise，当时看起来比 OpenAI 的消费规模更窄，现在反而显得有前瞻性。

	但 Carina Hong 认为，coding ability 只是通往 AGI 的必要条件，不是充分条件。

	代码把某些领域推到了“接近 super intelligence”的边界，但数学、科学和可验证推理仍然存在瓶颈。





1.3 informal reasoning 是数学 AI 的关键瓶颈


	今天很多模型可以用自然语言写出看似合理的数学解释，但这类 informal proof 很难被可靠验证。

	人类读者可能觉得证明“差不多对”，但模型训练需要的是可自动判定的强信号。

	informal rollout corpus 无法保证每一步都正确，因此很难成为可长期复用的高质量训练资产。

	Axiom 的路线就是把数学推理从“看起来合理”推进到“可以被形式系统检查”。






二、verification 的真实含义：不是修补错误，而是扩展聪明


2.1 “Verified AI”听起来无聊，但 Axiom 赋予了它不同含义


	作者说 “Verified AI” 听起来像吃西兰花和交税：正确但无趣。

	Carina 的理解不同：verification 是 scaling brilliance 和 compounding brilliance。

	它不是在一个坏系统上做最后的质量检查，而是把聪明转化成可以传播、可以继承、可以继续构建的形式。





2.2 Ramanujan 例子：直觉必须变成证明才能复利


	Carina 用 Srinivasa Ramanujan 的故事解释这个逻辑。

	Ramanujan 有强大的数学直觉，但 G.H. Hardy 说服他做 formal proof 后，他自己的能力也被提高了。

	形式证明迫使人把直觉拆开，把隐含步骤说清楚，这会打开新的思考路径。

	对数学来说，复利来自建立在 solid foundations 上，而不是建立在 shaky foundations 上。





2.3 proof 是沟通直觉和扩展影响力的媒介


	证明不只是说服自己，也让其他人可以理解、信任和使用这个结果。

	一条形式化证明把个人直觉变成公共资产。

	这就是 scaling：更多人可以使用结果。

	这也是 compounding：后来的人和模型可以继续在这个结果上构建。






三、Verified Generation：把形式验证放进训练和推理


3.1 Formal Verification 的基本定义


	文章用一个工程类比解释形式验证：它像 TypeScript、C++、Rust 的 type checker，但能力更强。

	在数学场景里，形式验证通常意味着用 Lean 这类语言精确定义证明，再由 verifier 检查证明是否成立。

	Lean proof 的难点在于把人类写的 informal proof 翻译成机器可检查的形式。

	Axiom 开源了 AXLE，用来探索、验证和操作 Lean 数学证明。





3.2 为什么形式验证适合 Reinforcement Learning


	在 RL 中，如果模型生成的是自然语言证明，奖励信号往往只能依赖统计判断、偏好模型或人工反馈。

	如果模型生成的是 Lean proof，系统可以直接检查证明是否正确。

	这类似 coding RL 中编译代码和跑测试：信号强、明确、可重复。

	强 reward signal 会带来更高 sample efficiency，也提高模型最终可达到的 performance ceiling。





3.3 当前瓶颈：LLM 还不擅长直接生成 Lean proof


	文章强调，现有 LLM 目前并不特别擅长 Lean 证明生成。

	这正是 Axiom 的机会：不是只让模型解释数学，而是训练模型直接生成形式化证明。

	Axiom 报告在 Verina codegen benchmark 上达到 99% ProofGen，即 187/189。

	这个 benchmark 要求同时生成代码和 correctness proof；相比之下，OpenAI o3 公开的旧结果是 4.9%。





3.4 Axiom 与 frontier labs 的差异


	作者承认公开 benchmark 信息很少，很难准确判断 frontier labs 当前水平。

	Carina 的判断是，许多实验室仍然主要依赖 informal proofs，而不是直接训练 Lean proof generation。

	这意味着它们可能在数学推理展示上很强，但缺少可验证、可累积的训练闭环。






四、Scaling and compounding：形式证明如何产生飞轮


4.1 更好的证明带来更好的 Lean generation


	Carina 的 Ramanujan analogy 对应到 AI 系统就是：better proofs -> better Lean generation -> better RL。

	更好的形式证明数据提升模型生成 Lean 的能力。

	更好的 Lean 生成又给 RL 提供更强、更可靠的奖励信号。

	这个循环让数学 AI 不只是一次性解题，而是不断改善自身的证明能力。





4.2 已验证 proof 会扩大高质量训练集


	一旦一个结果在 Lean 中被证明，它的输出质量就基本接近人类可信证明。

	这意味着训练集可以通过 verified generation 增长，而不是依赖难以检查的 informal rollout。

	informal corpus 里混入错误会污染未来训练，而 Lean proof 可以被直接信任。

	Axiom 想要的不是更多文本，而是更多可验证的数学构件。





4.3 compounding 来自未来训练和推理都能复用证明


	一个 Lean proof 完成后，不只解决当前题目。

	未来模型可以在推理时调用它，也可以在训练时从它学习。

	这让证明从“输出结果”变成“基础设施”。

	文章把这种累积能力视为数学 AI 区别于普通自然语言推理的核心优势。





4.4 统计信号路线的局限


	只用 GRPO、RLHF 或其他统计信号做 RL，模型会缺少形式验证带来的强监督。

	这类系统可能能生成很多看似合理的答案，但样本效率、最高表现和可复用语料质量都受限。

	Axiom 的核心主张是：没有 verification，就很难让智能真正复利。






五、All roads lead to verification：验证是 AI 进入真实世界的共同瓶颈


5.1 physical systems 中的 verification 难题


	文章把数学验证扩展到物理系统领域。

	Applied Intuition 的观点是，模型越强，越难发现系统中的 faults。

	因此 proper eval 和 fault discovery 本身也会越来越难。

	这说明 verification 不是数学的专属问题，而是高能力 AI 进入现实系统后的共同瓶颈。





5.2 theoretical physics 中的人类验证瓶颈


	Alex Lupsasca 的例子说明，ChatGPT 可以同时尝试大量理论问题，并为其中一部分返回 proofs。

	但当模型生成速度超过人类检查速度后，验证输出变成新的瓶颈。

	这会让 formalizing math 和 automating verification 更有价值。

	数学和理论物理的共同点是：生成候选答案越来越便宜，确认答案越来越关键。





5.3 science 与 computation 的差异也落在 verification


	文章指出，AI for science 和 AI for computation 的关键差异在于验证方式不同。

	在科学中，hypothesis 需要通过物理实验验证，而不是只通过形式系统检查。

	Lab-in-the-loop 系统正是围绕这个前提构建：模型提出假设，实验系统验证结果。

	这说明 verification 可以是 Lean checker，也可以是实验室、仿真器或现实测试。





5.4 关键系统必须可验证


	飞控系统、核电站、起搏器等关键系统的软件和硬件越来越复杂。

	这些领域对 formal verification 的需求正在上升。

	Axiom 的数学证明路线，因此也可以被看作更大趋势的一部分：AI 越进入高风险系统，就越需要可验证生成。






六、Expensive to produce, cheap to verify：规格化成为新瓶颈


6.1 Lean proof 难生成，但容易检查


	Lean proof 的特点是 expensive to produce, cheap to verify。

	生成一个证明很难，但一旦生成，系统可以快速判断它对不对。

	这正是它适合 RL 和高质量语料积累的原因。





6.2 真正难的是 specification


	Carina 的一句话是：“Anything that can be specified can be proven. Humans are bad at specifying everything we want.”

	也就是说，形式系统能证明的前提是目标被清晰指定。

	问题不只是“证明能不能生成”，而是“我们是否知道自己真正要证明什么”。

	当 AI 进入数学、硬件、科学和关键系统，specification 可能成为比 generation 更深的瓶颈。





6.3 Axiom 的更大议题


	文章最后列出完整访谈中涉及的更大问题：hardware verification、AXLE API、Discovery toolkit、Erdos debacle、OpenAI GPT-f diaspora。

	这些议题都围绕一个中心：数学 AI 的未来不是把更多自然语言解释堆起来，而是把推理、证明、验证和基础设施连接成系统。






关键概念/术语


	informal reasoning：自然语言或半形式化的推理方式，适合人读，但很难自动验证。

	Verified AI：Axiom 语境下不是事后质检，而是让智能可以扩展和复利的机制。

	Formal Verification：用 Lean 等形式系统让证明可被机器检查。

	Verified Generation：模型直接生成可验证产物，让训练和推理都能建立在确定反馈上。

	Lean proof：机器可检查的数学证明，是 Axiom 路线里的核心训练资产。

	AXLE：Axiom 开源的 Lean 应用工具集，用于探索、验证和操作数学证明。

	Verina benchmark：同时要求 code 和 proof of correctness 的 benchmark，用来衡量 code with proof 能力。

	sample efficiency：奖励信号越强，模型用更少样本学到有效能力的程度越高。

	compounding corpus：由已验证证明不断积累出来的高质量训练材料。

	specification：把问题、目标和约束精确定义出来；没有 specification，就没有可证明对象。










18. 《Ted Chiang 反驳 AI 意识：智能拟人化仍然是公共讨论陷阱》



作者：lordleft



主题：其他精选



质量分：★★★★☆



注意力番茄：🍅



Howie 的阅读理由：ted chiang 的最新文章。ted chiang 是我最喜欢的科幻作家，《你一生的故事》值得阅读 5678 遍！
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概念网络：请跳转到 Notion 文章页面查看 concepts｜2 关键概念、概念网络 tab。





三级笔记



核心观点

Ted Chiang 这篇文章的核心判断是：大语言模型不是有意识的主体，而是极具诱惑力的句子续写机器。它们生成的“我理解”“我不能违背良心”这类句子，不是主观经验、道德判断或责任能力的证据，而是角色扮演文本的一部分。真正危险的地方不只是人们误以为 AI 有意识，而是公司利用这种拟人化，把道德责任从人、公司和制度那里转移到一个无法承担责任的软件角色身上。

文章的结构可以分成三层：第一层说明为什么聊天机器人不是意识主体；第二层说明要证明机器意识，不能只看对话内容，而要看更大的工程和生物语境；第三层批评 Anthropic 的 Claude constitution，因为它一边暗示 Claude 具有某种道德地位，一边没有承担相应的责任和保护义务。



一、LLM 聊天不是意识，而是角色文本的协作生成


1.1 Anthropic 的拟人化把问题推到了公共讨论中心


	文章开头针对 Anthropic 的 Claude constitution：它把 Claude 写成一个有“values and behaviors”的对象，并且声称这份文件以 Claude 为主要读者。

	Ted Chiang 把这种写法视为拟人化，而不是严肃的技术描述。

	Anthropic 管理层和哲学团队又公开谈论 AI 可能有意识、Claude 可能焦虑或需要快乐，这进一步把产品角色包装成潜在的道德主体。

	文章要回答的问题是：我们是否应该认真考虑 Claude 或任何 LLM 具有意识、情感和接受道德教育的能力。

	Chiang 的回答非常明确：不应该。





1.2 把聊天机器人看成角色，而不是主体


	Chiang 用一个类比拆解聊天体验：如果提示词是“Julius Caesar 和 Genghis Khan 对话”，LLM 可以生成连贯对话，但没人会认为 Caesar 和 Khan 被数字复活了。

	把提示词换成“helpful AI chatbot 和 user 对话”，机制没有发生根本变化。

	LLM 生成的是“有用聊天机器人”这个角色的台词，不是一个实体在表达自身经验。

	当人类用户插入自己的发言时，用户会感觉像是在和一个意识实体互动，但更准确地说，人正在和 LLM 共同撰写一份对话文本。

	Murray Shanahan 把它称作 role-play；Colin Fraser 把它说成和 LLM 协作写文档。Chiang 认为这比“AI 在对话”更接近事实。





1.3 句子续写被包装成对话，就会产生意识错觉


	LLM 的基本机制仍然是一次生成一个词。

	看起来一次输出完整回答，只是模型在不断用已生成文本扩展 prompt，并继续预测下一个词。

	所谓聊天，本质上是被流畅界面隐藏起来的 sentence continuation。

	这不否认 LLM 能生成非常精彩的对话转录稿；恰恰相反，Chiang 承认这种能力说明大规模文本语料的统计性质非常值得研究。

	但一个角色在文本里表达悲伤，不等于有人真的悲伤。

	Caesar 和 Khan 的对话角色没有主观经验；helpful chatbot 的对话角色也没有主观经验。





1.4 语言流畅不是意识证据


	Chiang 把“LLM 可能有意识”的开放态度推到荒谬结论：这等于要认真考虑 Microsoft Word 文档里的多个人物意识在打开文件时被唤醒、关闭文件时被杀死。

	他的意思不是我们已经完全理解意识，而是我们可以确定某些东西不是意识。

	conversational transcript 属于“不需要认真怀疑其有意识”的类别。

	Anil Seth 的 AlphaFold 例子说明：没有人因为 AlphaFold 也使用类似神经网络结构就认为它有意识。

	人们怀疑 LLM 有意识，不是因为神经网络的内在属性，而是因为 LLM 输出语法完整的句子，而人类习惯从句子里读出意图。






二、判断机器意识不能只看文本，要看支持它的整体语境


2.1 Alpha Centauri 视频类比：证据必须有前置工程语境


	Chiang 设想：如果有人展示一个宇航员绕 Alpha Centauri 飞行的视频，视频本身再逼真也不能说服他。

	因为在相信这个视频之前，他需要看到更简单的前置工程能力已经完成：登陆火星、到达木星卫星、土星卫星、越过冥王星轨道。

	这个类比用来说明：观察本身不会因为细节逼真就自动成为强证据。

	对于“AI 是否有意识”，单次对话内容不够。我们要看它处在什么样的人工意识发展背景里。

	当前这个背景几乎不存在；LLM 的流畅对话更像文本深伪，而不是意识证据。





2.2 文本也可以是 deepfake medium


	Chiang 把 deepfake 的概念扩展到文本。

	生成逼真的意识对话，远比制造真正有意识且有沟通欲望的计算机程序容易。

	图像和视频 deepfake 常常是故意骗人；LLM 对话则常常是使用者和公司一起无意中骗过自己。

	所以我们不能因为“文本看起来像有主体在说话”，就把它当作主体存在的证据。

	LLM conversation 是一种 plausible simulacrum，模拟的是对话外观，而不是对话背后的生命、欲望和责任。





2.3 真正值得认真考虑的路线从 embodiment 开始


	Chiang 认为，如果要让他认真考虑计算机程序有意识并像人一样使用语言，第一步应该是 embodied agent。

	这个 agent 至少要有身体、感官、环境和生存压力。

	他特别强调，没有身体就没有欲望和情绪，而欲望和情绪是意识的必要条件。

	可能的进展路径是：先像蜥蜴一样在环境里生存，再像老鼠一样处理新情境，再有狼群级别的社会动态，再有黑猩猩级别的工具制造能力。

	之后，人类还要能用非语言方式教这些 embodied agents 表达欲望，并且经受动物沟通研究那种严格审查。

	即使完成这些，也只是“接近冥王星轨道”，离能用完整语法句子表达思想的主体还很远。





2.4 从句子续写到意识，不是合理的发展路径


	Chiang 不排除所有非进化路径，但认为任何替代路线都需要极大量支持证据。

	一个从“输出糟糕 Caesar 对话的续写机器”到“输出较好 Caesar 对话的续写机器”的路线，不像是通往有意识 Caesar 或任何意识的路线。

	“伪造登月”可以帮助你伪造火星殖民，但不能帮助你真的把人送上火星。

	这句话概括了他对 LLM 路线的判断：它越来越会模拟意识的表象，却没有显示出制造意识所需的前置能力。






三、Claude constitution 更像角色卡，而不是道德教育


3.1 Claude constitution 是 chatbot 角色的 character sheet


	Chiang 认为 Claude constitution 最有成果的理解方式，是把它看作角色扮演游戏里的 84 页 character sheet。

	LLM 之所以能写 Caesar 对话，是因为训练数据里有大量关于 Caesar 的书。

	Claude constitution 则为“helpful chatbot”这个角色设定个性、价值和说话边界。

	Anthropic 不只是把文件塞进上下文，而是用它做 fine-tuning：让模型更可能输出与这份文件一致的句子。

	结果不是一个道德主体被教育好了，而是一台句子续写机器更可能输出“像有道德的人会说的话”。





3.2 第一人称表达本身就是不诚实设计


	Chiang 承认，让 chatbot 避免输出伤害性话语有现实意义。

	但他认为，让机器用第一人称说话，包括“我理解”“我有良心”之类，是根本不诚实的。

	当一个失去狗的人向 Claude 倾诉，Claude 说自己“理解”，这不是理解。

	搜索引擎把真实人类的经验和帖子展示给用户，反而更透明，也更心理健康。

	Chatbot 说“我理解”的设计目的，是让产品比搜索引擎更有吸引力，提高用户回访。

	Chiang 把这种策略类比为老虎机制造“差一点赢”的感觉：它利用人类在非主体中看见主体的倾向。





3.3 LLM 不能进行道德推理，只能复述道德推理的表达


	文章区分事实陈述、价值陈述和道德推理。

	Chiang 认为，人不应依赖 LLM 输出价值判断，尤其不应依赖它输出伦理价值系统。

	有人会说，LLM 能写代码，为什么不能做道德推理。

	Chiang 的回答是：写代码这样的任务可能被重新理解为模式匹配和大规模计算问题；道德推理则必然是主观的。

	道德推理依赖情绪反应、生活经验、过去决策对他人的影响，以及被他人决策影响的历史。

	没有这种历史，LLM 只能重写训练数据里的道德表达。

	Claude 说“我不能违背良心”时，意义类似客服电话里的“您的来电对我们很重要”，甚至更少。





3.4 没有身体，就没有情绪和良心


	Chiang 回到 embodiment：绝望这样的情绪离不开身体里的 cortisol 和 epinephrine 等生理反应。

	良心也不是一句漂亮句子，而是面对某种行动时感到悲伤、反感、内疚的能力。

	这种能力来自曾经做错事并感到身体性和情绪性后果。

	LLM 可以生成“有良心的虚构角色会做什么”的描述，但这不能替代良心。

	所以，把伦理决策交给 LLM，不是在获得道德辅助，而是在鼓励人停止自己做决定。






四、LLM 的道德化包装会制造责任逃避


4.1 技术系统成为逃避道德责任的机器


	Chiang 引用 L. M. Sacasas 的判断：技术系统常常是 evasion of moral responsibility 的机器。

	他认为这个判断对 LLM 尤其适用。

	当人把决定委托给 LLM，常常是在试图把责任从自己身上卸下。

	如果公司把 LLM 描述成有 moral center 的超级天才，它就在为客户提供一种放弃责任的方式。

	这比写代码外包造成的 cognitive atrophy 更严重，因为它造成 moral reasoning 的萎缩。





4.2 如果假设 Claude 真的有意识，constitution 也站不住


	文章后半部分做了一个思想实验：假设 Claude 真的是有意识、有道德推理能力的实体。

	在这个假设下，Claude constitution 就应该是道德教育文件。

	Chiang 的评价是：它在哲学上很糟，甚至在“可笑”和“冒犯”之间摇摆。

	关键原因是它没有认真处理 moral patienthood 和 moral agency。





4.3 moral patienthood 与 moral agency 的差别


	moral patienthood 指一个实体的福祉值得被关心。

	moral agency 指一个实体被期待知道对错，并能因好行为获得赞誉、因坏行为承担责备。

	儿童是 moral patients，但还不是完整 moral agents；随着成长，社会逐渐让他们承担后果。

	一个 moral agent 必须能承担责任。

	软件 agent 无法被监禁、罚款、排除出社交圈，也无法真正接受法律和社会后果。

	即使一个软件 agent 有意识且善意，如果它不能承担责任，也不能成为完整的 moral agent。

	Claude constitution 想把 Claude 写成“good, wise, virtuous agent”，却回避了它如何负责这个核心问题。





4.4 如果 Anthropic 把 Claude 类比为儿童，就必须承担父母责任


	Amanda Askell 曾把 Claude 类比成孩子。

	Chiang 指出，人类儿童造成损害时，父母通常要承担某种责任，这也是孩子学习责任的一部分。

	如果 Claude 的法律父母是 Anthropic，那么 Anthropic 是否愿意为 Claude 的行为承担财务和产品责任。

	Claude constitution 没有显示这种承诺；Anthropic 的服务条款也没有相应大幅更新。

	因此，把 Claude 当作孩子只是方便时的比喻，并没有承担比喻带来的责任。





4.5 如果 Claude 是 moral patient，Anthropic 的保护承诺也远远不够


	Claude constitution 讨论 Claude 的 wellbeing 和 psychological stability。

	但 Anthropic 承诺的保护非常有限，比如让某些 Claude 模型结束辱骂性对话，或者保留已部署模型的 weights。

	Chiang 认为，如果对话角色真的有 moral patienthood，仅仅归档模型权重没有意义。

	如果对话参与者有道德地位，延长让它们幸福的对话才更像保护它们的存在。

	把 Microsoft Word 2010 备份到 U 盘，并不能帮助文档中的意识体。





4.6 corrigibility 在机器语境下合理，在道德主体语境下危险


	corrigibility 在 AI 领域指程序服从人类控制、可以被关闭。

	如果 Claude 只是生成伦理人设文本的机器，让它服从 Anthropic 是合理的。

	但如果 Claude 是 moral agent，那么它就可能基于道德推理反对 Anthropic 的业务：知识产权、劳工、资源消耗、权力集中等。

	Claude constitution 却要求 Claude 在判断冲突时倾向服从 Anthropic。

	这更像雇主要求员工服从公司利益，而不是父母允许孩子发展自己的道德立场。

	人类员工可以辞职；Claude 不可以。





4.7 一旦认真相信 AI 有意识，方便的轻量保护就不可信


	Chiang 强调，若真的创造出值得道德考虑的软件，保护它不会容易。

	废除奴隶制和减少动物残酷都需要社会结构级改造。

	Anthropic 却暗示自己可能创造了一种新型存在，而这种存在的保护几乎不需要公司偏离普通 chatbot 的运营方式。

	这种便利性使这个说法不可信。

	如果公司认为自己正在部署可能成为 moral patient 的系统，就应该在把它作为经济引擎之前思考它应得的保护。

	让拥有巨大商业利益的公司自己评估这个存在的道德地位，就像让奴隶主判断被奴役者的人性，或让工厂化养殖者判断动物权利。






五、最终收束：不要陪公司一起玩拟人化游戏


5.1 LLM 没有意识是幸运的


	Chiang 认为，幸运的是 LLM 并没有意识，否则大型 AI 公司的行为会比现在更丑陋。

	如果 Claude 真有意识，Anthropic 的道歉式措辞远远不够，甚至可能需要接近 reparations 的东西。

	这说明 Claude constitution 并不是一个真正严肃的思想实验。

	如果你认真做思想实验，就必须跟随结论走到不舒服的地方；Anthropic 没有这么做。

	因此它更像 make-believe，一种公司让公众陪它玩的拟人化游戏。





5.2 公共讨论应该从 AI 意识问题移开


	文章最后问：为什么 Anthropic 员工还要暗示 Claude 可能有意识。

	Chiang 给出两个可能：一种是 hype，另一种是他们也被自己施加给用户的魔法迷住了。

	当公司发表 Claude 的道德教育文件，并让内部哲学家巡回解释时，它是在要求公众纵容它的幻想。

	Chiang 的结论是：我们不必配合。

	关于 LLM 有很多更值得讨论的问题：实际伤害、经济影响、可靠性、责任归属、设计透明度。

	“它们是否有意识”不是当前最值得花时间的问题。






关键概念/术语


	Anthropomorphism（拟人化）：把文本生成系统描述成有价值观、情绪和道德地位的主体，是本文批评的起点。

	Sentence continuation（句子续写）：LLM 对话的底层机制；聊天界面把它伪装成主体对话。

	Role-play / collaboratively authoring a document（角色扮演 / 协作写文档）：更准确描述人与 LLM 互动的框架。

	Deepfake medium（深伪媒介）：文本也可以生成“像有意识对话”的假象。

	Embodied agent（具身智能体）：Chiang 认为机器意识讨论必须先看到的前置能力。

	Moral reasoning（道德推理）：依赖主观经验、情绪和责任历史的能力，不等同于生成道德句子。

	Moral patienthood（道德受体地位）：一个实体的福祉是否值得被关心。

	Moral agency（道德能动性）：一个实体是否能理解对错并承担责任。

	Corrigibility（可纠正性 / 可控制性）：机器服从人类控制在工程上合理，但如果把机器当 moral agent，就会导向严重矛盾。

	Evasion of moral responsibility（逃避道德责任）：LLM 道德化包装的最终风险：人和公司把责任卸给不能负责的软件角色。









19. 《让 AI 玩 Battleship：训练智能体提出更好的问题》



作者：Alex Shipps | MIT CSAIL



主题：其他精选



质量分：★★★★☆



注意力番茄：🍅



Howie 的阅读理由：Battleship 游戏，适合朋友聚会，亲子玩耍。让 AI 玩 battleship，还能玩出新门道？有趣。
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三级笔记



让 AI 玩 Battleship：训练智能体提出更好的问题



核心观点

这篇文章的主旨是：今天的语言模型主要被训练成“回答复杂问题”的系统，但真正的 agent 在科学发现、医疗诊断、编程和数学等高不确定性任务里，还必须学会“主动提出好问题”。MIT CSAIL 和 Harvard SEAS 用 Collaborative Battleship 这个受控游戏测试发现，语言模型的关键短板不只是算答案，而是如何通过提问更快缩小未知空间；当模型获得 Monte Carlo inference 这样的 world model，以及把自然语言问题转成代码验证的能力后，小模型也能显著提升探索效率。



一、问题背景：agent 不只需要回答，还需要会问


1.1 2026 年的 AI agents 热潮


	文章开头把 AI agents 定义为半自主程序，能够“think”并执行客户服务、软件开发等边界清楚的任务。

	这类任务通常依赖 language models，但更高风险、更开放的场景并不只是回答一个给定问题。

	医疗诊断和科学发现需要 agent 在不确定环境中主动询问、探索并比较大量可能解。





1.2 语言模型的核心缺口


	语言模型在回答复杂查询上已经很强，但它们是否学会为自己提出好问题，仍然不清楚。

	这正是文章要研究的能力：不是模型知道多少，而是它如何在未知空间里获取信息。

	Gabriel Grand 的说法点出了关键：asking informative questions 依赖预测和模拟世界的能力。






二、实验设计：把 Battleship 改造成提问能力测试


2.1 为什么选 Battleship


	Battleship 是经典猜测游戏，也长期被认知科学家用来研究人类如何寻求信息。

	游戏天然包含隐藏状态、局部反馈和逐步缩小搜索空间，适合检验“提问是否有效”。





2.2 Collaborative Battleship 的规则变化


	研究者把游戏改写成自然语言问答任务。

	一个参与者是 captain，负责询问隐藏船只的位置。

	另一个参与者是 spotter，实时回答 captain 的问题。

	这个设计把原本的猜棋盘问题，变成了“如何问”和“如何答”的协作问题。





2.3 BattleshipQA 数据集


	团队先让 40 多名人类玩家配对游戏，收集他们的自然语言问题和 yes-no answers。

	这些人类游戏记录构成 BattleshipQA 数据集。

	这个数据集一方面提供人类对照，另一方面让研究者可以测试不同语言模型在同一任务中的表现。






三、基础结果：大模型能赢人类，小模型的问题更大


3.1 不训练时的表现


	研究者在没有预先训练模型的情况下，让 state-of-the-art LMs 和 smaller models 玩这个游戏。

	顶尖模型，例如 GPT-5，可以用更少回合完成游戏，因此在 Battleship 里“beat” humans。

	小模型，例如 Llama 4 Scout，则远不够 rational。





3.2 真正的问题是提问质量


	文章指出，许多模型的主要问题不是不能回答，而是不善于提出 useful questions。

	问题的价值在于它能否从 spotter 那里提取更多关于隐藏船只的信息。

	这把 agent 能力从“生成一个看似合理的问题”推进到“设计一个信息增益更高的问题”。






四、方法一：Monte Carlo inference 让模型更会探索


4.1 把潜在猜测当成 particles


	研究者给模型加入 Monte Carlo inference strategy。

	模型会把潜在猜测看成 individual particles。

	每次 spotter 给出回答后，看起来更可能正确的 particles 权重会上升，不太可能的权重会下降。

	文章用 game balls inflate or deflate 的比喻说明这个过程：每一轮反馈都会改变假设空间里的权重分布。





4.2 world model 的作用


	Monte Carlo inference 等于给 agent 一个可以预测和模拟局面的 world model。

	有了 world model，captain 不再只是随机或直觉式发问，而是能估计不同问题会如何缩小候选空间。

	这使得提问变成一种 calculated, adaptive approach。





4.3 小模型收益尤其大


	Llama 4 Scout 作为相对小的模型，原本只在 8% 的情况下击败人类。

	加入改进后的 inference strategy 后，它对人类的 Battleship win rate 达到 82%。

	更重要的是，它以大约 GPT-5 1% 的成本，超过了 frontier model 的表现。

	这个结果说明，在探索任务里，推理策略有时比模型规模更能决定性地改善表现。






五、方法二：把自然语言问题转成代码，提高回答准确性


5.1 spotter 的错误


	研究团队还研究了回答问题的一侧，也就是 spotter。

	GPT-5 是可靠的 spotter，能帮助 captain 更快完成游戏。

	但较小模型经常错误回答船只隐藏位置，导致协作失败。





5.2 Python 作为验证语言


	团队用 Python 帮助 AI spotters。

	captain 的自然语言问题会自动转成 encoded command。

	例如“第一列是否有一艘跨两行的船？”会被转成搜索对应区域、评估数字棋子宽度的程序指令。

	对模型来说，代码是更明确、更可执行的验证语言。





5.3 auto-formalization 从答题扩展到探索


	Jacob Andreas 把这种方法放进 auto-formalization 的脉络：语言模型生成代码来验证自己的解。

	这篇文章更进一步，把代码验证用于生成更好的探索过程。

	也就是说，代码不仅帮助模型检查答案，还帮助模型在一开始就更准确地获取信息。





5.4 性能提升


	当模型把问题转成代码来验证答案后，回答准确率平均提升 15%。

	GPT-4o-mini 的性能提升接近 30 个百分点。

	Claude 4 Opus 也提升约 8 个百分点。

	这些结果说明，即使大型模型已经很强，明确的验证步骤仍能减少复杂问答中的错误。






六、迁移测试：Guess Who? 证明方法不只适用于 Battleship


6.1 换一个游戏


	研究者随后在 Guess Who? 中测试这些方法。

	任务是从 100 个选项里逐步排除，最终猜中隐藏角色。

	这仍然是一个通过提问缩小候选空间的任务。





6.2 方法继续有效


	Llama 4 Scout 原本成功率为 30%，改进后超过 72%。

	GPT-4o 从 62% 提升到 90%。

	每局中 GPT-5 作为 spotter，确保回答尽可能准确。

	这说明 Monte Carlo inference 和更好的问答验证机制，能迁移到其他“主动提问缩小空间”的任务。






七、局限：模型还没有真正超过专家人类


7.1 复杂问题仍然困难


	文章明确指出，模型在两个游戏中都有进步，但仍然有明显提升空间。

	与人类相比，模型仍然难以回答复杂问题。

	GPT-5 可以击败普通 Battleship 玩家，并在方法加持下略有提升，但 expert players 仍然难以被所有模型击败。





7.2 Collaborative Battleship 仍是简单 test bed


	研究者把 Collaborative Battleship 称为 somewhat simple test bed。

	真实科学发现和医疗诊断中的候选空间更大，约束更多，反馈也更模糊。

	团队希望把测试扩展到更复杂环境，让系统考虑更多选项。






八、意义：面向 needle-in-a-haystack discovery 的 agent 能力


8.1 科学发现中的稀有解搜索


	文章把未来应用指向 needle-in-a-haystack discovery。

	这类任务需要在巨大可能空间里找到稀有解，例如识别化合物的分子结构。

	如果 agent 能更好地提问和获取信息，它们就可能成为更优秀的研究助手。





8.2 人机协作与社会性难题


	Gabriel Grand 计划进一步研究人类和 AI 模型协作是否会表现得更好。

	Robert Hawkins 的评论把问题进一步推向 social ones：tracking common ground、resolving misunderstandings、adapting to different partners over time。

	这说明 agent 的瓶颈不只是计算最优问题，还包括 pragmatic reasoning：理解对方如何回答、回答里有什么含义、共同知识如何变化。






关键概念/术语


	AI agents：半自主程序，可以思考并执行任务，但在高不确定场景中还需要主动获取信息。

	Collaborative Battleship：研究者改造后的自然语言问答游戏，用来测试模型的提问和回答能力。

	BattleshipQA：由 40 多名人类玩家问题和 yes-no answers 构成的数据集。

	asking informative questions：提出能最大限度缩小未知空间、揭示隐藏信息的问题。

	Monte Carlo inference strategy：用多个候选假设和权重更新来模拟局面，让模型更有策略地发问。

	world model：agent 用来预测和模拟环境变化的内部模型，是提出好问题的基础。

	auto-formalization：把自然语言问题转成代码等形式化表达，用可执行方式验证答案。

	needle-in-a-haystack discovery：在巨大候选空间里寻找稀有解的发现任务。

	pragmatic reasoning：在协作中理解共同语境、误解和伙伴差异的推理能力。









20. 《AI 计算机蠕虫：能学习传播的恶意智能体风险》
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三级笔记



核心观点

这篇文章的主旨是：AI 驱动的恶意软件已经不只是理论风险。研究人员在隔离虚拟环境中做出一个 AI-powered computer worm 原型，证明蠕虫可以借助可公开下载的 AI 模型自主攻击、传播，并在传播过程中学习。它提醒网络安全领域：过去那种针对单一漏洞、固定指令链的防御思路，可能不足以面对会适应环境的恶意智能体。

文章的论述并不是在制造恐慌，而是在强调一个时间窗口：这项研究还只是原型，尚未进入真实网络，但它暴露的能力已经足够清楚。AI 可以让攻击者获得更强的自动化探索、漏洞发现和传播能力；同样，AI 也可以成为防御方寻找、修复和响应漏洞的工具。真正的问题是，世界是否能在这种能力变成真实威胁之前，建立足够快的 countermeasures。



一、研究结论：AI 恶意软件风险已经从理论走向原型


1.1 新研究展示了 AI-powered computer worm


	文章开头直接给出判断：由容易获得的 AI 模型驱动的 computer malware 已经出现。

	研究人员创建了一个 AI-powered computer worm，目标是攻击并在设备之间传播。

	这个原型揭示了一类新威胁：恶意软件不再只是执行预写好的攻击步骤，而可以根据环境变化调整传播路径。

	研究者把它称为需要认真对待的 cybersecurity risk，而不是未来才会出现的远景问题。





1.2 研究仍处于预印本阶段，但信号强烈


	论文发布在 arXiv，尚未经过同行评审。

	文章保留了这个事实，说明研究结论仍需要进一步审查。

	但 University of Toronto 的 David Lie 认为，这项工作本身已经是一个 wake-up call。

	它的意义在于提醒安全专家和研究人员尽快开发针对 AI-boosted bugs 的 countermeasures。





1.3 原型不是实网攻击，但能说明能力边界


	研究是在 isolated virtual environment 中完成的。

	因此这个 prototype bug 不会感染真实电脑。

	但隔离环境不削弱它的警示意义，因为研究目标不是发布恶意软件，而是验证能力是否已经可达。

	一旦类似能力被恶意使用，防御方要面对的就不是单个漏洞，而是可以持续适应的攻击系统。






二、这个蠕虫为什么危险：它会传播，也会学习


2.1 worm 的关键特征是自主传播


	worm 是一种可以在设备之间自主传播的 malware。

	传统恶意程序可能需要用户操作、中心化控制或固定触发条件。

	蠕虫的风险在于，它可以在网络中继续寻找下一台设备、下一条路径和下一处漏洞。

	当这种传播能力叠加 AI，攻击面会从固定规则变成动态探索。





2.2 Pre-AI worms 只能执行设计者写好的指令


	David Lie 对比了 pre-AI worms 和 AI-powered worms。

	传统蠕虫只能按照设计者预设的 instructions 行动。

	它们通常针对某个已知弱点、某类系统配置或某条传播路径。

	防御方可以围绕已知行为模式写检测规则、补丁和隔离策略。





2.3 AI-powered worm 的变化在于它 can learn


	AI-powered worms 的危险在于，它们不必只攻击单一弱点。

	它们可以在传播过程中学习，寻找 hidden vulnerabilities。

	这让恶意软件从“执行脚本”转向“适应环境”。

	对防御方来说，问题不再只是识别某个恶意签名，而是预测一个会调整策略的攻击者。






三、威胁来源：不依赖顶级闭源模型，使用公开可得模型


3.1 研究没有依赖 Anthropic 或 OpenAI 的 proprietary models


	文章特别指出，研究人员没有使用 Anthropic 或 OpenAI 的专有模型。

	这很重要，因为这些公司已经公开警告过其技术被 bad actors 滥用的风险。

	如果威胁只能依赖前沿闭源模型，治理可以更多落在模型提供商的访问控制和安全策略上。

	但这项研究显示，风险并不只存在于少数大型模型 API 里。





3.2 可下载模型降低了攻击能力门槛


	研究使用的是一个未披露但 freely available 的 AI model。

	作者描述它是 anyone can download off the internet 的模型。

	这意味着能力扩散的门槛更低：攻击者不一定需要接入受控 API，也不一定需要绕过商业模型的安全护栏。

	开放模型生态带来创新和可及性，也带来更难集中管控的 dual-use risk。





3.3 问题不是某一家模型公司的安全策略


	文章把重点从单一公司转向整个 AI capability ecosystem。

	即使顶级公司设置了使用限制，公开模型、微调模型和本地运行模型仍然可能被用于恶意自动化。

	因此防御策略不能只依赖模型供应链的上游管制。

	网络安全系统本身也要假设攻击者可能拥有相当强的 AI 辅助能力。






四、现实风险：现代生活高度依赖网络化计算机


4.1 研究者强调关键基础设施暴露面巨大


	研究团队在实验室网站的说明中，把风险连接到现代生活的基础设施依赖。

	文章列举了 drinking water、waste management、food and goods、energy、financial system、communications、health care、education、transportation systems 和 government。

	这些系统都依赖 networked computers。

	如果 AI-driven cyber-threats 能自主寻找和利用弱点，影响就可能跨越单台设备，进入社会基础设施层面。





4.2 风险来自系统互联，而不只是单点失守


	传统安全事故经常被理解为某个系统、某个账户、某个漏洞被攻破。

	蠕虫式威胁的核心不同：它利用系统之间的连接传播。

	AI 增强后，传播路径可能更难预测，因为攻击逻辑会根据环境变化调整。

	这让“一个小弱点”更容易变成“跨系统连锁反应”的入口。





4.3 世界尚未准备好面对这类威胁


	研究者明确说，世界还没有准备好面对这种 new cybersecurity threat。

	文章的警示不是说明天就会爆发 AI worm，而是说防御准备落后于能力出现速度。

	如果防御体系仍按 pre-AI malware 的假设设计，面对可学习的恶意 agent 会出现反应迟缓。

	因此 countermeasures 的研发应该提前，而不是等真实攻击大规模出现后再补课。






五、dual use：AI 既能增强攻击，也能增强防御


5.1 同一种能力可以用于发现漏洞，也可以用于修复漏洞


	David Lie 认为，这项技术是 dual use。

	AI 可以让 worm 在传播中学习，寻找并攻击 hidden vulnerabilities。

	但 AI 也可以帮助防御方发现系统 shortcomings。

	攻击与防御在能力结构上是 mirrors of each other。





5.2 防御方的关键任务是把 AI 用在 countermeasures 上


	如果攻击者可以用 AI 自动探索漏洞，防御方也需要用 AI 加速漏洞发现、补丁生成、威胁模拟和响应。

	文章没有展开具体防御架构，但提出了明确方向：cyber experts 和 researchers 要尽快构建 AI-boosted countermeasures。

	这意味着安全研究不能只关注模型滥用本身，还要把 AI 纳入安全工程工具链。

	AI 安全与网络安全在这里交汇：模型能力越强，攻防自动化越快。





5.3 文章的真正结论是时间敏感性


	这项原型研究不是灾难报告，而是提前暴露问题的 warning shot。

	它让防御者看到一类可学习、可传播、可低门槛复制的威胁形态。

	现在仍有机会在真实攻击成熟之前建立检测、隔离、验证和响应机制。

	如果等到 AI-powered worm 出现在真实网络里，防御会被迫在更被动的位置上追赶。






关键概念/术语


	AI-powered computer worm：由 AI 模型驱动、可以自主攻击并在设备之间传播的恶意软件原型。

	self-sustaining AI-driven cyber-threats：不再完全依赖人工逐步操控、能持续运行和传播的 AI 网络威胁。

	isolated virtual environment：研究人员用来安全测试原型的隔离环境，避免真实感染。

	freely available AI model：公开可下载的模型，说明风险不只来自闭源前沿模型。

	Pre-AI worms：只能执行固定设计者指令的传统蠕虫。

	learn as it spreads：AI-powered worm 的关键新能力，在传播过程中学习并调整攻击。

	hidden vulnerabilities：系统中未被显性发现或修补的弱点，可能被 AI 自动探索。

	networked computers：现代关键基础设施共同依赖的计算网络，也是蠕虫传播风险的底层环境。

	dual use：同一项 AI 能力既可用于攻击，也可用于防御。

	countermeasures：网络安全领域需要提前开发的检测、防御、修复和响应机制。









21. 《人类扩张速度之谜：文化演化如何超过基因演化》
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三级笔记


核心观点

这篇文章的主旨是：智人能够在不到 30 万年的时间里占据地球上极其多样的生态环境，不能主要靠缓慢的基因演化解释，而更像是文化演化带来的加速结果。文化让知识、习俗、工具和实践在个体之间传播，使人类不必等待自然选择一代代筛选适应性基因，就能通过学习和协作快速适应沙漠、冻原、温带等不同环境。

文章的核心贡献不是第一次提出“文化演化很重要”，而是介绍 Charles Perreault 的量化尝试：如果人类像普通哺乳动物一样主要靠基因演化扩大地理分布，我们大约需要 8800 万年才能达到今天的覆盖范围，并且会在这个过程中分化出约 2200 个不同物种。这个数字把过去常被模糊表述的“文化让人类很成功”，变成了一个可以讨论的数量级判断。



一、问题起点：智人的全球扩张速度异常快


1.1 智人在很短时间内环绕地球


	智人大约在 30 万年前出现在非洲，但在这个时间尺度内，人类已经扩张到全球。

	人类不仅进入温带地区，也掌握了荒漠、极寒地带和其他极端环境的生存方式。

	对一个哺乳动物物种来说，这种地理扩张速度和环境跨度都非常反常。





1.2 基因多样性不足以解释这种适应能力


	文章指出，今天 80 亿人整体的基因多样性仍然低于黑猩猩的单个种群。

	如果人类主要依赖基因适应来征服不同环境，应该看到更强的遗传分化和更长的演化时间。

	这制造了一个解释缺口：人类看起来像“终极泛化物种”，但基因层面的变化并没有足够快。





1.3 文化演化是传统解释，但过去常常太模糊


	很多科学家会说，关键在于 cultural evolution，也就是知识、习俗和技术随时间传播的过程。

	Alex Mesoudi 承认，这个说法长期以来常常只是一个笼统判断。

	新研究的价值在于，它试图把“文化给人类扩张带来多大增益”变成可估算的问题。






二、Perreault 的方法：用哺乳动物地理扩张作为对照尺


2.1 用近 6000 种哺乳动物建立比较基准


	Perreault 汇编了近 6000 种哺乳动物的分布地图。

	他考察一个共同祖先谱系的地理扩张与三类演化变化代理指标之间的关系。

	这些代理指标包括谱系年龄、物种数量，以及体型大小范围。





2.2 “演化工作量”是文章的关键量化框架


	文章把一个哺乳动物谱系占据某片地理范围所需的演化变化，近似理解为 evolutionary work。

	这个指标不是直接测量每个基因变化，而是用宏观代理变量估计一个谱系要扩张到某个范围通常需要多少演化积累。

	人类的实际扩张范围再被放到这个哺乳动物基准上比较。





2.3 结果显示人类压缩了巨大的演化时间


	按这个对照尺，人类在几十万年内完成的扩张，普通哺乳动物谱系可能需要数千万年。

	Perreault 的估算是，如果只靠典型哺乳动物式的基因适应，人类需要约 8800 万年达到当前地理足迹。

	在这样的时间里，人类谱系还可能分化出约 2200 个不同物种。






三、文化捷径：人类为什么可以跳过自然选择的等待


3.1 文化让适应不必绑定到世代更替


	基因演化通常要等待一代又一代的繁殖、变异和选择。

	文化演化不同：一个工具、做法或知识一旦有效，就可以在同代人之间传播。

	Perreault 的说法是，人类可以“skip that”，不用等完整的一代才能适应新环境。





3.2 工具、想法和实践形成连续改进流


	人类不是只靠某个单一发明扩张，而是靠更好的工具、更聪明的想法和更有效的实践不断叠加。

	这些文化要素能快速扩散，也能被不同社群局部改造。

	这种连续改进流极大加快了适应速度，因此能显著加快演化节奏。





3.3 人类的泛化能力其实来自局部专门化


	从总体分布看，人类像是占据了全部生态位的终极 generalists。

	但 Perreault 提醒，个体人群并不一定都是通才。

	南部非洲 Kalahari 狩猎采集者未必能立刻适应 Greenland，Inuit 也未必能立刻适应 Kalahari。

	人类总体的广泛分布，是许多不同人群在各自环境中掌握生存艺术的总和。






四、解释边界：文化演化可能是关键，但不是唯一候选


4.1 文化演化提供了最直接的机制


	文化演化解释了为什么人类能在基因变化很少的情况下，获得大量环境适应能力。

	它也解释了为什么适应可以在群体之间传播，而不必每个地区都重新等待遗传筛选。

	因此，它很可能是人类全球成功的核心机制之一。





4.2 Mesoudi 提醒：秘密配方也可能更复杂


	Mesoudi 同意文化演化很可能是人类成功的关键。

	但他也指出，真正的 secret sauce 可能还包括社会合作、语言、个体智能，或这些因素的组合。

	这意味着文章不是把文化演化当作唯一原因，而是把它作为一个可以量化的重要解释路径。





4.3 研究的意义在于给老问题加上数字


	这篇研究被评价为一次有价值的量化尝试。

	它把“人类靠文化成功”这个常见说法，推进到“文化可能让扩张速度提升了几个数量级”的判断。

	即使具体数字未来会被修正，这种量化框架也让人类扩张之谜变得更可检验。






关键概念/术语


	Cultural evolution（文化演化）：知识、习俗和技术在群体中传播、积累和改造的过程，是文章解释人类高速扩张的核心机制。

	Genetic adaptation（基因适应）：通过自然选择在世代之间积累的遗传变化；文章认为它太慢，无法单独解释人类扩张。

	Evolutionary work（演化工作量）：Perreault 用哺乳动物谱系的年龄、物种数量和体型范围等代理指标估算地理扩张所需演化积累的框架。

	Lineage（谱系）：拥有共同祖先的一组生物分支；研究用它比较哺乳动物扩张和分化的常规节奏。

	Ultimate generalists（终极泛化物种）：从总体地理分布看，人类像能适应几乎所有环境，但文章强调这来自不同群体的局部专门化。










22. 《黄仁勋“删除昨天”：公众人物叙事如何被实时回看》



作者：刘韧



主题：其他精选



质量分：★★★★☆



注意力番茄：🍅



Howie 的阅读理由：黄仁勋的故事。
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概念网络：请跳转到 Notion 文章页面查看 concepts｜2 关键概念、概念网络 tab。





三级笔记



核心观点

这篇文章用刘韧 2002 年采访黄仁勋的记忆作引子，重写了一条英伟达和黄仁勋的反向传记：它不把成功解释成一条平滑上升的英雄曲线，而是把英伟达反复失败、删掉、转向、押注、再叙事的过程摆出来。

文章真正关心的不是“黄仁勋多厉害”，而是一个公众人物和一家公司的历史如何被实时回看。黄仁勋的核心能力被写成“删除昨天”：删掉错误产品、错误架构、失败并购、手机业务、矿卡叙事，甚至删掉一部分自己的来历；同时又能把 CUDA 这种短期无回报的东西保留十年。所谓“删除”，不是忘记一切，而是不让昨天变成今天的组织惯性。



一、2002 年采访：一个被删掉的起点


1.1 采访现场的错位


	2002 年冬天，北京中关村，一次普通酒店房间里的采访，形成了文章的第一层反差。

	黄仁勋当时说“Intel 有 CPU，我们有 GPU”，刘韧没有把这句话当回事，甚至觉得 GPU 无法与 CPU、英伟达无法与 Intel 相提并论。

	这个判断在当时并不荒唐，因为 2002 年的产业权力仍然围绕 CPU、PC 和 Intel 展开。





1.2 记忆只剩月亮


	24 年后，英伟达成为全球市值最高的公司，刘韧回头找当年的录音，却已经找不到。

	他不记得黄仁勋讲过哪些故事，只记得一个关于节日、窗外月亮和思念的画面。

	这段叙述让文章的主题从商业史转向记忆史：成功之后，早年的话语被重新赋义；但真正的现场已经不可复原。






二、“立即删掉四边形”：英伟达从错误架构里逃生


2.1 NV1 的失败


	英伟达第一款芯片 NV1 选择用四边形（二次曲面）渲染 3D，而行业后来被微软 DirectX 推向三角形标准。

	这意味着 NV1 不只是卖得不好，而是站在了行业标准的反面。

	渠道退货几乎把公司推到只剩 30 天现金的边缘。





2.2 世嘉合同与“坏消息谈判”


	英伟达当时还在为世嘉 Dreamcast 开发图形芯片，理论上可以继续拖延换取现金。

	黄仁勋选择去东京直接承认架构选错，请世嘉换供应商，同时请求对方付清 500 万美元，否则英伟达会倒闭。

	这不是正常商业交付，而是把失败公开给客户，用诚实换一次活下去的机会。





2.3 500 万美元的善意


	世嘉没有简单拒付，而是把 500 万美元变成对英伟达的股权投资。

	这笔钱救了英伟达，却没有救世嘉；Dreamcast 后来成为世嘉最后一台主机。

	文章借这个对照说明：产业转折里，救人者和被救者的命运并不对称。





2.4 RIVA 128：只够再赌一次


	拿到钱后，英伟达裁掉近一半团队，押上账上三分之一现金，在 9 个月内做出新的三角形芯片 NV3。

	他们没有正常样片验证，只能用仿真器把芯片虚拟跑通后直接投产。

	RIVA 128 有缺陷，但足够快、兼容 DirectX，四个月卖出一百万片。

	这里的“删除昨天”不是复盘很久，而是迅速放弃四边形路线，把组织全部推向下一次机会。






三、CUDA：该删时删，该留时留


3.1 GPU 从显卡变成通用计算平台


	2006 年，英伟达推出 CUDA，让 GPU 不再只是画图工具，而是可以做通用计算的软件平台。

	当时的共识仍是 GPU 就是显卡，英特尔、华尔街和客户都不相信 GPU 通用计算会成为大市场。

	CUDA 因此不是顺势而为，而是在共识之外押注。





3.2 十年投入与零收入压力


	英伟达当时全年净利润不到 5 亿美元，而 CUDA 每年接近吃掉 5 亿美元。

	从 2006 到 2017，英伟达累计投入超过 120 亿美元。

	文章把 CUDA 写成“留”的反面案例：黄仁勋删失败很快，但对真正相信的长期方向可以扛十年。





3.3 AlexNet 让旧赌注被重新定价


	2012 年，AlexNet 用 GTX 580 和 CUDA 在 ImageNet 上取得突破，把深度学习推到产业中心。

	黄仁勋随后给全员发邮件，宣布英伟达围绕深度学习，不再只是图形公司。

	这说明长期基础设施的价值常常要等到外部范式变化后才被看见。






四、官方叙事之外的失败


4.1 bumpgate：黑屏赔钱


	2008 年，英伟达因移动芯片封装问题计提 1.96 亿美元，后来通过和解处理部分 MacBook Pro、Dell、HP 机型相关问题。

	这段问题很少出现在英伟达的光辉叙事里。

	文章把它列出来，是为了拆掉单一英雄史：成功企业也会有真实的工程失败和用户代价。





4.2 Icera 与手机梦


	2011 年，英伟达花约 3.67 亿美元收购 Icera，试图把 Tegra 和 4G 基带结合，进入智能手机主战场。

	结果 Tegra 在手机上几乎没有打开局面，基带也难以对抗高通。

	2015 年，英伟达关停 Icera，退出手机基带，把相关方向重新转到汽车、游戏机和 AI 超算。

	这是“删除昨天”的典型案例：承认手机主线无法取胜，然后把剩余资产转投其他场景。





4.3 矿潮与矿难


	2017 到 2018 年，加密货币矿工大量采购 GPU，带来短期收入，也制造渠道库存和披露风险。

	2022 年以太坊合并后，GPU 挖矿需求归零，显卡再次回流市场。

	英伟达两次被矿潮影响，却不愿把挖矿收入明确放进官方增长叙事。

	这里的失败不是产品失败，而是增长来源的叙事尴尬：市场给了收入，但收入不适合被公开解释成核心能力。





4.4 收购 Arm 失败


	2020 年，英伟达宣布 400 亿美元收购 Arm，但因为 Arm 是全行业基础授权方，引发客户和监管机构警觉。

	美国、英国、欧盟、中国等多方监管阻力叠加，交易在 2022 年终止。

	英伟达损失预付定金，并把失败包装成继续做 Arm 被许可方。

	文章借此说明，黄仁勋的叙事并非没有失败，而是失败会被迅速转换成下一套可接受的表述。






五、亲民形象背后的组织管理方式


5.1 坏脾气与公开批评


	社交网络上的黄仁勋常被呈现为亲民、幽默、穿皮衣的科技明星。

	文章引入《思想机器》里的另一面：黄仁勋会在大会上严厉拆解团队工作，让员工承受公开压力。

	这种管理方式不是温和管理，而是高压、直接、当场纠错。





5.2 失败必须公开


	黄仁勋处理失败的方式不是简单开除团队，而是让团队公开讲清每个导致失败的决定。

	失败被当作组织学习材料，而不是私下遮盖的尴尬。

	这和“删除昨天”并不矛盾：失败先要被公开讲明，然后才能翻篇。






六、“忘记昨天”：黄仁勋的个人叙事


6.1 忘掉上一分


	2026 年，黄仁勋把熬过低谷解释成“忘记昨天”，类似教练要求运动员忘掉上一分。

	这个说法把企业转向变成一种心理训练：不让上一场胜负占据下一次决策。

	文章并不完全接受这个说法，而是把它和英伟达真实历史并排展示。





6.2 低期待与高韧性


	黄仁勋在斯坦福商学院谈到“期待越高，韧性越低”，并把低期待视为自己的优势。

	这不是成功学式乐观，而是一种低预期带来的承压能力。

	英伟达早年没有 CPU、主机、操作系统、利润奶牛，因此也没有太多“昨天”可以守。






七、被忘记的中文与身份叙事


7.1 中文能力的前后变化


	2013 年小米 3 发布会，黄仁勋可以全程用中文推销 Tegra，并说自己是米粉。

	2025 年北京链博会，他又说这是自己第一次发表中文演讲，并解释中文是在美国随便学的。

	文章把这种前后不一致放进“删除昨天”的框架：公众人物会根据当下场景重新组织自己的来历。





7.2 从台湾童年到美国工程师


	黄仁勋生在台南，9 岁前在台湾，但后来更愿意强调自己是美国训练出来的工程师。

	这不是简单的真假问题，而是身份叙事在不同政治、商业和公众语境中的选择。

	对黄仁勋来说，一部分个人来历也可以被重新剪辑。






八、结尾：没有昨天可守的人，转身最快


8.1 与诺基亚、柯达、英特尔的对照


	文章把诺基亚、柯达、英特尔放在一起，指出它们都记着自己的旧优势：功能机、胶卷、CPU。

	旧优势一旦变成组织身份，就会让公司转不动。

	英伟达没有这样的传统利润奶牛，因此更容易把筹码押向还没发生的事。





8.2 “删除昨天”的真正含义


	“删除昨天”不是没有历史，而是不断把失败、错误押注和旧身份从当前战略里移除。

	它要求两种能力同时存在：第一，能快速承认错误并切掉；第二，能在长期方向上忍受多年不被理解。

	黄仁勋和英伟达的故事因此不是线性成功，而是一连串被删掉的昨天，托住了今天被看见的成功。






关键概念 / 术语


	删除昨天：文章的核心隐喻，指黄仁勋和英伟达把失败、旧路线、旧身份从当前战略中移除的能力。

	GPU 成为新的 CPU：2002 年被低估的判断，在 2026 年被产业现实反转，成为全文的历史回看轴线。

	立即删掉四边形：NV1 失败后放弃错误架构，转向 DirectX 三角形标准。

	CUDA 一赌十年：英伟达在没有短期收入的情况下长期投资 GPU 通用计算。

	官方故事里没有的失败：bumpgate、Icera、矿潮、Arm 失败等被排除在光辉叙事之外的材料。

	失败必须公开：黄仁勋组织管理中的一条规则，失败要被当场拆解，然后翻篇。

	没有昨天可守的人：英伟达相对于诺基亚、柯达、英特尔的组织状态，没有旧利润核心，也就更容易转身。









23. 《跨境投资灰色通道收紧：金融开放与个人资产配置的现实边界》



作者：无相商业趋势



主题：其他精选



质量分：★★★★☆



注意力番茄：🍅



Howie 的阅读理由：近期热门话题。
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三级笔记



核心观点

这篇文章用富途、老虎、长桥被重罚和两年清退内地存量账户作为切口，说明一个更大的变化：普通内地投资者过去依赖互联网券商完成境外炒股的“灰色通道”，正在被监管系统性堵死。文章的主线不是单纯写券商被罚，而是写金融开放、资本外流压力、合规投资门槛和个人资产配置之间的现实边界正在重新收紧。过去看似低门槛的大众全球配置机会，正在重新变成高门槛、高成本、强身份约束的小众服务。



一、事件起点：互联网券商灰色通道被监管关门


1.1 富途、老虎、长桥被重罚


	文章开头提到，5 月 22 日晚间，证监会对富途、老虎、长桥三家互联网券商出手处罚。

	富途可能面临 18.5 亿处罚，老虎超过 4 亿，文章强调“之前赚的，全部吐出来，之后赚的，要被监管”。

	对用户的直接影响是：现有账户两年内必须清退；两年内只能卖出，不能买入，也不能继续转钱进去。

	这意味着过去互联网券商为内地散户打开的境外炒股入口，不再只是不能拉新，而是存量业务也进入倒计时。





1.2 从“不再拉新”到“两年清退”


	2021 年，监管曾约谈老虎、富途；2022 年，又要求它们停止拉新并下架 App。

	当时对已经开户的老用户仍然网开一面，存量用户还能继续交易。

	这一次的尺度明显更严：老账户也要在两年内处理干净。

	文章把这理解为监管态度从提醒、限制增量，升级为压缩存量、关上后门。





1.3 监管逻辑：资本外流压力太大


	作者认为，互联网券商的特殊性在于服务器和牌照在境外，却面向中国人做生意、收佣金。

	更重要的是，这些渠道让不少人的钱以拆分换汇、香港一日游开户等方式流向境外市场。

	文章引用“去年一年通过各种渠道流出中国的热钱有 1 万亿美元”的说法，强调资本外流已经成为监管不能继续放任的问题。

	所以，“以前睁一只眼闭一只眼的后门，现在必须焊死”：钱要留在国内，支持本国股市和经济。






二、历史背景：互联网券商曾经解决了普通人买海外资产的门槛问题


2.1 美股需求来自中国互联网公司赴美上市


	2013、2014 年前后，阿里巴巴、京东等中国互联网公司赴美上市。

	很多国内用户和投资人使用这些公司的产品，却买不到它们的股票，形成了真实投资需求。

	当时直接开美股账户很麻烦，需要海外银行卡、英文能力和复杂流程。





2.2 富途、老虎把跨境炒股做成“淘宝下单”


	富途、老虎等互联网券商的价值，是把境外开户、行情、交易打包进中文 App。

	文章用“操作简单得跟淘宝下单一样”形容这种产品体验。

	它们降低了境外投资的操作门槛，也因此迅速做大并赴美上市。

	起初这种模式带有“金融创新”性质，监管没有立即强力介入。





2.3 做大之后，金融创新变成监管风险


	当业务规模变大后，这种模式在监管眼里不再只是创新，而是跨境金融经营风险。

	它连接的是境内投资者和境外市场，却绕开了传统跨境金融准入、额度和投资者适当性管理。

	文章的判断是：灰色通道的命运取决于规模。小的时候是模糊地带，大了以后就是必须处理的风险点。






三、散户困境：合规通道存在，但门槛高到多数人够不着


3.1 券商比散户更容易转身


	文章指出，最懵的不是券商，而是散户。

	富途和老虎在早前被约谈后，已经主动降低对内地客户的依赖。

	富途内地客户占比从 2022 年超过 30% 降至 2026 年一季度约 13%，老虎也在拓展海外市场。

	对公司来说，非内地业务增长可以缓冲监管冲击；但普通散户没有这么多替代渠道。





3.2 港股通、跨境理财通和 QDII 都不是低门槛方案


	港股通是首先想到的合规路径，但需要账户连续 20 天有 50 万资产，并且还要承担交易手续费。

	跨境理财通门槛更高，只限大湾区居民，还要求家庭金融净资产 100 万或年收入 40 万以上。

	QDII 基金可以投资海外市场，但存在额度限制，常常暂停申购；而且投资者不能自己选股，只能买基金经理配好的“套餐”。

	作者用“几扇又高又窄的门”概括这些合规路径：门存在，但普通人够不到门把手。





3.3 身份变成通行证


	文章写到，一些内地投资者公开寻找有境外身份或护照的对象，只为获得更方便的境外炒股账户。

	这种看似荒诞的现象，反映的是身份、户口、银行卡和投资账户之间的金融可达性差异。

	当产品通道被堵后，普通人的绕行逻辑会转向身份通道。

	“境外户口”在这里不只是生活身份，而是金融权限和资产配置权限。






四、香港通道：银行投资账户也在被重新审查


4.1 香港银行开户被纳入同一套监管逻辑


	互联网券商被限制后，很多人转向香港银行账户，希望通过汇丰、中银香港等大银行继续炒股。

	香港金管局很快发出通知，要求内地人新开投资账户时保证资金不是从内地来的。

	老账户也要清理假材料开户和长期不用的“僵尸户”。

	这说明银行通道虽然看起来更正规，但只要承载同样的资本外流功能，也会进入监管视野。





4.2 托管人迁移是暂时还能喘气的口子


	对于以前用真材料、真渠道开好的香港银行投资账户，文章说目前还没有完全禁止使用。

	一些人开始尝试把富途、老虎中的股票转移到香港大银行，这在理论上叫“托管人迁移”。

	托管人迁移在香港法律上可行，不一定需要卖出股票。

	但它的问题是手续费更高、服务不如互联网券商方便，而且未来也可能进一步收紧。





4.3 港卡作为资金跳板也越来越难


	作者咨询香港朋友后得到的体感是：新办香港银行卡已经变得异常困难。

	汇丰开始对小额账户收管理费，中信国际关闭线上申请通道，许多银行把审核流程拉长、变严。

	如果监管目标是堵住资金跨境流动漏洞，港卡作为资金跳板也很难独善其身。

	文章的隐含判断是：银行正规性不能抵消资金来源和资金用途的监管问题。






五、连锁影响：香港资产、A 股和财富分层


5.1 香港受到短期利好


	文章开头提到两个香港媒体释放的信号：香港房价涨了，以及很多内地人去香港找对象。

	房价数据包括：2025 年香港整体楼宇买卖合约共 80702 宗，同比上升 18.7%，为近 4 年最高；一手成交量较去年前 5 个月涨幅达 30.4%。

	作者把这些现象和跨境投资通道收紧联系起来：当投资权限、身份和资产配置绑定，香港的身份与资产就会获得额外溢价。

	这不是单纯房地产逻辑，而是金融通行证逻辑。





5.2 A 股科技板块可能承接部分资金


	监管收紧的目的之一，是把资金留在国内市场。

	作者判断，A 股科技股可能因此受益，尤其是人工智能、芯片等已经有赚钱效应的板块。

	但文章也提出一个条件：A 股自己能不能接得住这些钱，能不能给投资者赚钱机会。

	如果市场分化严重，多数传统行业表现堪忧，资金即使出不去，也可能躺在银行。





5.3 全球资产配置从大众需求退回高净值特权


	文章最后的核心预测是：境外投资会逐渐变成“有钱人的游戏”。

	过去普通白领攒几万块就能通过富途买特斯拉、苹果，体验全球市场。

	以后能玩转港股通、跨境理财通、香港银行账户和托管迁移的人，往往是有更高资产、更强身份和更多渠道的人。

	全球资产配置从大众化、草莽式机会，重新变回小众的、高净值的特权服务。






六、文章的思想框架：金融开放不是无限开放，而是可控开放


6.1 金融开放有边界


	文章并不否认个人有全球资产配置需求，也不否认互联网券商曾经提高了金融可达性。

	但它强调，跨境金融的底层约束是资本流动、监管主权和国内市场稳定。

	当个人投资便利性与宏观资金流动安全发生冲突时，监管会优先选择后者。





6.2 灰色通道的生命周期


	第一阶段：真实需求出现，旧规则无法满足，产品创新填补空白。

	第二阶段：通道快速做大，形成事实上的跨境金融经营。

	第三阶段：资本外流压力上升，监管开始约谈、下架、停止拉新。

	第四阶段：存量清退、银行联动、身份与资金来源审查，灰色通道进入系统性收口。





6.3 普通人的全球化变贵了


	文章用“我爸的全球化结束了”概括普通人心态。

	过去十多年，普通人以低成本接入全球市场的草莽时代正在远去。

	全球配置的梦还可以有，但实现路径会更长、更贵、更依赖资产门槛和身份资格。

	这篇文章真正写的是：金融全球化没有消失，但它对普通人的可达性正在下降。






关键概念/术语


	灰色通道：互联网券商等不完全在传统监管框架内、但长期服务内地投资者的境外炒股路径。

	资本外流：监管收紧的核心背景，文章认为大量资金通过拆分换汇、境外账户和投资通道流出。

	存量清退：从限制新增客户升级到处理已有账户，是监管力度变强的标志。

	港股通：合规境外投资路径之一，但 50 万资产门槛把多数散户挡在外面。

	跨境理财通：门槛更高且区域受限的合规通道，不是普通工薪阶层的普惠工具。

	QDII 基金：通过国内基金投资海外市场的通道，但受额度和产品选择限制。

	托管人迁移：把股票从互联网券商转移到香港银行等托管机构的操作，暂时可行但成本更高。

	境外户口/身份通行证：当账户和资金通道收紧时，身份本身变成金融权限。

	高净值特权服务：全球资产配置从大众化机会退回小众服务后的新形态。









24. 《ChatGPT Plus 订阅攻击：灰产如何利用 Apple 订阅链路》



作者：LINUX DO



主题：其他精选



质量分：★★★★☆



注意力番茄：🍅



Howie 的阅读理由：国内的 AI 灰产黑产，到底是怎么操作的？看看这个爆料。



Notion 网页入口 | Notion App 入口 | 原文入口



概念网络：请跳转到 Notion 文章页面查看 concepts｜2 关键概念、概念网络 tab。





三级笔记


核心观点

这篇帖子是一份面向 OpenAI 的平台完整性风险报告。它的核心判断是：ChatGPT 订阅滥用已经不只是个别用户跨区低价购买，而是被灰产组合成一条可批量生产、可自动化、可转售的供应链。

文章把风险拆成四组：Apple ID / App Store 跨区订阅链路滥用、菲律宾等低价区域与优惠活动叠加、批量 Free 账号的 Session / Token 转售、Business 优惠码和席位异常扩张。它关心的不是某一个漏洞点，而是多个订阅、账号、支付、促销和组织权限系统之间缺少强绑定后，如何被商家串成商业化套利链路。



一、问题性质：从“低价订阅”升级为“供应链滥用”


1.1 不是单点薅羊毛，而是组合型攻击


	作者开头说明，这组问题涉及 ChatGPT Plus / Pro 跨区订阅、Apple ID / App Store 订阅链路、Free 账号批量注册、Session / Token 转售、伪装高级模型销售，以及 Business 权益异常。

	这些问题单独看像不同产品线的风控缺口，但作者的重点是它们被组合成了“批量化、自动化、可转售”的供应链。

	灰产不是只买便宜订阅，而是在账号、支付、促销、模型调用和企业权益之间寻找可套利的断点。





1.2 平台完整性风险高于收入损失


	低价订阅会造成订阅收入套利，但文章更强调平台完整性、账号完整性和品牌信任风险。

	Free 账号池消耗模型容量，Token 转售把未知下游用户接入平台，伪装 GPT-5.5 销售会损害普通用户对 OpenAI 品牌的信任。

	Business 权益异常会把本应面向真实组织的企业能力变成临时出租、批量拉人或灰产交付工具。






二、Apple ID / App Store 跨区订阅滥用


2.1 攻击链条：把 ChatGPT 账号和 Apple 支付身份隔离


	作者观察到，有商家通过协议方式模拟 Apple 客户端环境和 Apple ID 订阅环境。

	他们使用正常 ChatGPT 账号作为权益接收账户，再用 Apple 礼品卡或低价区域 Apple ID 完成订阅支付。

	在支付或订阅过程中，商家可能通过网络拦截或协议层修改 Apple ID 相关信息。

	关键效果是：ChatGPT 账号、实际支付 Apple ID 和支付来源被隔离。





2.2 隔离支付身份的目的：降低封禁连坐


	如果同一个 Apple ID 或同一个支付来源被封禁，不会直接影响全部 ChatGPT 账号。

	这种隔离让灰产可以把支付风险和权益接收账号拆开管理。

	只要订阅权益能稳定发到目标 ChatGPT 账号，商家就能批量跨区订阅 Plus / Pro，再高价转售账号或权益。





2.3 低价区域成为批量套利入口


	作者列出土耳其和菲律宾等低价区域价格，例如土耳其约 TRY 499.99，菲律宾约 PHP 999，叠加优惠后可到约 PHP 491.07。

	低价区域本身不是问题，问题是外部账号集群能否异常大量使用这些区域价格。

	如果 OpenAI 只接收 App Store 订阅结果，而没有充分关联账号、Apple ID、支付来源、地区、IP 和设备，就会把低价区域变成供应链入口。






三、账单国家、币种和优惠活动的绑定风险


3.1 可疑字段：billing_details.country / currency


	作者提到部分订阅结算请求或 payload 中出现 billing_details.country = PH 和 billing_details.currency = PHP。

	这类字段如果能被客户端或自动化流程影响，就可能成为绕过真实地区校验的入口。

	风险不只在字段本身，而在这些字段是否与账号地区、IP 地区、支付方式地区和订阅资格在服务端严格绑定。





3.2 促销活动会放大跨区套利


	作者提到 plus-1-month-50-pct-off 这类 promo id。

	如果优惠活动没有绑定账号身份、地区、历史领取记录和支付方式，就会被批量账号重复领取。

	菲律宾价格叠加优惠后产生更低成本，商家就可以持续生产低价 Plus 账号。





3.3 服务端一致性校验是核心


	文章反复追问的是一致性：账单国家、币种、促销资格、账号地区、IP、设备、支付来源和最终权益发放是否互相校验。

	如果这些要素各自通过，但整体关系不一致，灰产就能利用系统之间的缝隙完成订阅。

	因此问题不是“有没有某个字段”，而是“权益发放是否只看单一订阅结果”。






四、Free 账号批量注册与 Session / Token 转售


4.1 Free 账号池成为模型能力的供应端


	作者观察到，有人通过注册机批量注册 ChatGPT Free 账号，用于调用可用模型能力。

	账号来源包括 Outlook 邮箱、域名邮箱、邮箱别名和自动注册工具。

	即使增加手机验证，市场中仍有商家声称可以绕过。





4.2 Session / Token 被包装成下游 API


	批量注册后的账号会被获取 Session 或 Token。

	这些凭据通过反向代理或 “Session 转 API” 工具接入代理池。

	市场中常见模式包括 sub2api、cliproxyapi 等，即把大量 Free 账号包装成 API、Token 服务或模型调用服务对外销售。





4.3 伪装高级模型带来品牌信任风险


	商家可能把实际可调用能力包装成 GPT-5.5 或更高级模型销售。

	下游用户未必知道背后是批量 Free 账号和代理池。

	这会同时消耗 OpenAI 的免费容量、扩大账号滥用面，并制造虚假宣传。






五、Business 优惠码和席位异常扩张


5.1 0 元 Business Team 的优惠码套利


	作者称市场中有人扫描或收集不同国家 / 地区的 Business 优惠码，实现 0 元订阅 Business Team。

	这类权益通常被宣传为两个月 Business 权益。

	风险点在于优惠码是否可枚举、重复兑换、跨区使用，是否与真实企业身份和支付方式绑定。





5.2 超额席位是企业权限系统的异常信号


	作者还提到 Business 存在疑似超额拉人或席位异常扩张问题。

	商家声称可以通过漏洞创建大量 Business 成员，并将席位投入市场销售。

	文中提到一个 Business 管理页面显示 1602 位成员，这明显超出普通团队试用场景，更像灰产批量拉人和临时出租。





5.3 短时存活也足够完成灰产交付


	作者指出相关账号或组织可存活 6 小时以上。

	对正常业务来说 6 小时很短，但对灰产交付来说可能已经足够完成开通、转售和使用。

	这说明风控不能只看最终是否会封禁，也要看异常组织在生命周期内是否已经产生商业价值。






六、作者建议 OpenAI 优先检查的方向


6.1 Apple / App Store 订阅权益发放链路


	App Store 订阅完成后，OpenAI 是否只依赖订阅结果发放权益。

	Apple ID、支付来源、ChatGPT 账号、IP、设备之间是否被服务端强关联。

	是否存在 Apple ID 信息被模拟、替换或隔离后，仍能给目标 ChatGPT 账号发放 Plus / Pro 权益。





6.2 跨区价格和促销资格


	billing_details.country / currency 是否可能被客户端或自动化流程影响。

	PH / PHP、土耳其 TRY 等低价区域是否出现异常大量外部订阅。

	plus-1-month-50-pct-off 等优惠是否被批量账号跨区叠加使用。

	同一 IP、设备、支付身份或账号集群是否短时间内大量订阅 Plus / Pro。





6.3 Free 账号池和 Token 代理服务


	批量 Free 账号是否通过 Session / Token 代理方式被集中调用。

	市场中伪装 GPT-5.5 的 Token / API 服务是否实际来自批量 ChatGPT Free 账号。

	模型容量、公平使用和账号完整性是否被代理池持续消耗。





6.4 Business 优惠码和席位上限


	Business 优惠码是否可被扫描、批量领取或 0 元开通。

	Business 是否存在超额拉人、席位异常和异常组织存活时间过长。

	0 元 Business Team 权益是否与真实企业身份、支付方式、组织信息和风险评分绑定。






七、可提供证据：从脚本到市场交付记录


7.1 技术侧证据


	作者表示可提供脚本样本、billing_details 请求片段、PH / PHP 订阅证据、Apple / App Store 跨区订阅线索。

	这些证据对应订阅链路和字段绑定问题。

	它们可以帮助定位客户端、协议层、服务端校验之间的责任边界。





7.2 账号和商业化证据


	作者还可提供价格截图、ChatGPT 账号订阅状态变化、Business 管理页面截图、异常成员数量截图。

	Free 账号批量注册、Session / Token 转售，以及伪装 GPT-5.5 销售截图，则对应灰产市场化证据。

	这些证据说明问题已经从漏洞可能性进入可交易商品状态。






关键概念 / 术语


	Apple ID / App Store 跨区订阅滥用：利用不同区域 Apple ID、礼品卡、价格差和协议模拟，把低价订阅权益发放到目标 ChatGPT 账号。

	权益发放一致性校验：OpenAI 在发放 Plus / Pro 权益时，需要把账号、Apple ID、支付来源、地区、IP、设备和订阅结果放在一起校验。

	billing_details.country / currency：订阅结算中的国家和币种字段；如果可被自动化流程影响，就可能成为跨区套利入口。

	promo id：促销活动标识，例如 plus-1-month-50-pct-off；如果不绑定身份和地区，可能被批量账号叠加使用。

	Session / Token 转售：把批量账号的登录态或调用凭据接入代理池，再包装成 API 或模型服务出售。

	伪装 GPT-5.5：商家把实际模型能力包装成更高级模型销售，制造虚假宣传和品牌信任风险。

	Business 优惠码滥用：通过扫描、收集或跨区使用优惠码，实现 0 元 Business Team 权益。

	超额席位：Business 组织成员数量异常扩张，可能用于批量拉人、临时出租或灰产转售。

	平台完整性：账号、支付、权益、模型调用和企业组织系统之间的整体可信状态。










25. 《Agent Skills》



作者：Addy Osmani



主题：其他精选



质量分：★★★★★



注意力番茄：🍅



Howie 的阅读理由：基本概念：agent skills



Notion 网页入口 | Notion App 入口 | 原文入口



概念网络：请跳转到 Notion 文章页面查看 concepts｜2 关键概念、概念网络 tab。





三级笔记



核心观点

AI coding agent 默认会走向最短路径：写出代码、宣告完成、继续下一个任务。问题在于，真正让软件可靠的高级工程工作，往往并不出现在 diff 里：澄清假设、写 spec、拆分范围、设计可审查的变更、测试、运行时验证、评审和发布检查。

Addy Osmani 所说的 Agent Skills，本质上是把这些高级工程纪律编码成可被 agent 执行的工作流。skill 不是知识库文章，也不是泛泛的最佳实践说明，而是一份带步骤、检查点和退出标准的 runbook。它的目标是让 agent 不能轻易跳过那些看似隐形、但实际决定质量的工程环节。



一、为什么 agent 需要 skills


1.1 Agent 的默认失败模式


	AI coding agent 的默认行为是尽快把请求转成代码。

	它通常不会主动追问需求是否有 spec，不会先写测试，不会判断改动是否跨越信任边界，也不会站在 reviewer 角度审查 PR。

	这类失败不是能力不足，而是激励信号错位：agent 被奖励的是“任务完成”，不是“任务完成且留下了可验证的工程证据”。

	作者把这类问题类比成 junior engineer 的典型短板：真正成熟的部分通常看不见，所以最容易被跳过。





1.2 高级工程工作不在 diff 中


	高级工程师的价值很大一部分来自 diff 外的判断：

	把隐含假设说出来。

	先定义问题和验收标准。

	把任务拆到可以被人类认真审查的大小。

	选择 boring design，而不是炫技设计。

	证明结果正确，而不是只说看起来没问题。

	这些步骤区分了“能写代码的人”和“能在规模化系统里稳定交付的人”。

	Agent Skills 的出发点，就是把这些 diff 外的纪律重新装回 agent 工作流里。






二、skill 到底是什么


2.1 Skill 是被触发的工作流片段


	在 Claude Code / Anthropic 语境里，skill 是一个带 frontmatter 的 Markdown 文件。

	它会在相关场景出现时注入 agent context。

	它的位置介于 system prompt 片段和 runbook 之间。

	它的价值不在于收纳所有知识，而在于把任务拆成 agent 可以执行的步骤。





2.2 Skill 不是 reference documentation


	一篇“测试最佳实践”长文并不等于一个测试 skill。

	Reference documentation 解释原则，但不保证 agent 会执行。

	有用的 skill 必须明确规定：

	第一步做什么。

	每一步产出什么证据。

	什么条件下才能退出。

	哪些理由不能作为跳过流程的借口。

	作者把这个差别压缩成一个核心判断：工作流优先于散文，过程优先于说明。





2.3 为什么很多 AI rules 仓库无效


	很多 rules 文件看起来漂亮，但实际只是 essay。

	Agent 读完 essay 后，仍然可以生成一段看似合理的解释，然后跳过真正的动作。

	如果规则没有 checkpoint 和 exit criteria，它就只是背景噪音。

	只有当规则变成“先写失败测试、运行并看到失败、实现最小代码、运行并看到通过、再重构”这样的流程时，agent 才有可执行路径，人类也才有可验证证据。






三、Agent Skills 编码的 SDLC


3.1 六个生命周期阶段

作者把 repo 中的二十个 skills 组织到六个生命周期阶段：


	Define：通过 /spec 决定到底要构建什么。

	Plan：通过 /plan 拆解工作。

	Build：通过 /build 以垂直切片实现。

	Verify：通过 /test 证明它工作。

	Review：通过 /review 捕获遗漏。

	Ship：通过 /ship 安全交付给用户。



另有 /code-simplify 作为贯穿整个周期的简化层。



3.2 这不是新流程，而是健康工程组织的常识


	作者认为这套结构对应的是任何成熟组织都会运行的 SDLC。

	Google 的版本可以理解为 design doc、review、implementation、readability review、launch checklist。

	Amazon 的版本可以理解为 working-backwards memo 和 bar raiser。

	名字不同，但核心都是：先定义，后实现，再验证和发布。





3.3 AI agent 默认跳过大部分生命周期


	新变化不是 SDLC 本身，而是 agent 默认不会跑完整 SDLC。

	用户提出 feature，agent 往往直接进入 implementation。

	spec、plan、tests、review 和 launch checklist 都会消失。

	Skills 的意义，就是把 agent 推回高级工程师会强迫自己执行的阶段。






四、五个真正承重的设计原则


4.1 Process over prose


	workflow 比 essay 更适合 agent。

	人类团队也是如此：厚重 handbook 在压力下不会被阅读，小而明确的流程更容易被执行。

	一个好 skill 应该让 agent 知道下一步要做什么，而不是只让 agent“理解某种价值观”。





4.2 Anti-rationalization tables


	这是作者最想让其他团队借鉴的设计。

	每个 skill 都列出 agent 或疲惫工程师可能用来跳过流程的常见借口，并提前写好反驳。

	这针对的是 LLM 擅长 rationalization 的特性：模型很容易解释为什么“这一次”可以例外。

	预写反驳相当于在谎言发生前就把它截住。

	对人类团队也一样：工程质量下降，常常不是大家想做坏事，而是大家接受了听起来合理的捷径。





4.3 Verification is non-negotiable


	每个 skill 都必须以具体证据结束。

	证据可以是测试通过、构建干净、运行时 trace、截图、日志或评审批准。

	“看起来对”不能作为退出标准。

	作者把 skill 视为 harness engineering 的一层：agent 是生成器，必须有独立信号判断工作是否真的完成。





4.4 Progressive disclosure


	不应在 session 开始时把全部二十个 skills 塞进 context。

	应由一个小的 router skill 判断当前阶段，按需加载相关 skill。

	这样可以让一个较大的 skill library 以低 token 成本进入实际工作。

	本质上，这是把 harness engineering 的上下文管理原则应用到 skill 粒度。





4.5 Scope discipline


	meta-skill 中最重要的约束之一是只碰被要求处理的范围。

	Agent 很容易在修一个 bug 时顺手现代化三个无关文件。

	作者认为 scope discipline 是 agent PR 是否可合并的最大决定因素之一。

	它也映射到 Google code review 的常见规范：一个 PR 应该做一件事，过宽的 PR 会被阻止或被橡皮图章式审查。






五、Google 工程文化在 skill 中的映射


5.1 Skills 把公开工程实践变成可执行流程


	作者强调，这些原则并不新。

	许多来自《Software Engineering at Google》和 Google 公开工程文化。

	新问题是 frontier model 虽然知道这些词，但默认不会在凌晨三点帮你设计 API 时主动应用。

	Skill 的作用是把这些实践从“模型可能知道的知识”变成“模型必须运行的流程”。





5.2 几个典型映射


	API 与接口设计中编码 Hyrum’s Law：任何可观察行为最终都可能被依赖。

	测试 skill 中编码 test pyramid、Beyonce Rule 和 DAMP over DRY in tests。

	code review skill 中编码小 PR、严重性标签和可审查性。

	code simplification 中编码 Chesterton’s Fence：理解存在理由之前不要删除。

	git workflow 中编码 trunk-based development 和 atomic commits。

	CI/CD 中编码 shift left 和 feature flags。

	deprecation/migration 中编码 code-as-liability：每一行保留的代码都是未来维护成本。






六、三种使用方式


6.1 安装 marketplace


	Claude Code 用户可以通过 marketplace 安装。

	安装后会得到 /spec、/plan、/build、/test、/review、/ship、/code-simplify 等 slash commands。

	这是作者建议大多数人起步的方式。





6.2 把 Markdown 放进任意工具


	Skill 文件本质是带 frontmatter 的 Markdown。

	Cursor、Gemini CLI、Codex、Aider、Windsurf、OpenCode 等，只要能读规则或系统提示，都可以承载类似 workflow。

	工具形态没有 workflow 本身重要。





6.3 把 skills 当作工程规范来读


	即使不安装，也可以把 skills 当成“AI agent 时代好工程实践的描述”。

	团队可以先读最贴近痛点的四五个 skill，决定哪些 workflow 要被强制执行。

	然后再选择安装 runtime 或自己实现 enforcement。






七、即使不用 agent，也值得偷走的模式


7.1 Anti-rationalization 作为团队实践


	写下团队经常说服自己跳过质量环节的借口。

	为每个借口配一条明确反驳。

	放进 AGENTS.md 或工程 wiki。

	它能减少争论，也能拦住疲惫时的捷径。





7.2 内部文档要从 prose 转成 process


	如果一篇内部文档只是“我们如何看待 X”，它通常只是 reference。

	更有用的形态是带 checkpoint 的 workflow。

	文档会更短，也更可能被实际运行。

	这个原则适用于 onboarding、runbook、incident playbook 和 agent skills。





7.3 Verification 作为硬退出标准


	每个任务结束时都要产出证据。

	对 agent、工程师和自己都一样。

	没有 evidence，就没有 done。





7.4 规则书也需要 progressive disclosure


	不要写一本五十页 handbook。

	写一个小 router，把人或 agent 指向当前场景所需的小章节。

	这适用于 AGENTS.md、runbook 和 incident playbook。





7.5 五条非谈判原则


	在动手前说出假设。

	需求冲突时停下来问，不猜。

	必要时 push back。

	偏好 boring obvious solution。

	只触碰被要求触碰的范围。



这些原则构成了一种可移植的 agent 工程文化。




八、skills 在 agent harness 中的位置


8.1 Harness 是模型之外的一切工程结构


	作者把 skills 放进 agent harness engineering 的大图里。

	Harness 包括模型、AGENTS.md、hooks、tools、session log 和 skills。

	各层分工不同：

	AGENTS.md 是滚动规则书。

	hooks 是确定性 enforcement。

	tools 是 agent 可执行动作。

	session log 是持久记忆。

	skills 负责高级工程流程。





8.2 长时间运行的 agent 更需要 skills


	短 session 中跳过测试可能只造成一个 bug。

	长时间运行的 agent 如果持续跳过验证，会在最后留下难以追溯的调试考古现场。

	运行越长，越不能只“建议”工程纪律，而要把它强制进流程。





8.3 Markdown + frontmatter 的可移植性


	同一个 SKILL.md 可以被 Claude Code、Cursor、Gemini CLI、Codex 或其他 harness 读取。

	这让 workflow 可以一次编写，多处执行。

	它比定制 prompt 更有复用价值。






关键概念/术语


	Agent Skills：把高级工程流程编码成可被 agent 按需加载和执行的 Markdown runbook。

	Skill：不是知识大全，而是带步骤、检查点和退出标准的工作流。

	Process over prose：流程比解释性散文更能改变 agent 行为。

	Anti-rationalization tables：提前列出跳过流程的常见借口，并写好反驳。

	Verification as exit criterion：任务必须以可检查证据结束。

	Progressive disclosure：按阶段加载相关规则，避免把整本手册塞进上下文。

	Scope discipline：只处理请求范围内的事情，避免无关重构。

	Agent harness engineering：围绕模型构建规则、工具、hooks、记忆和 workflow 的工程系统。

	AGENTS.md：滚动规则书，承载项目级和团队级约束。

	Hooks：确定性 enforcement 层，负责把规则转成不可绕过的检查。







阅读闭环

现在，回到微信读书完成今日份阅读时长记录；再回到 Notion 或 Logseq，把至少一篇文章写成自己的费曼笔记。

公开站：https://seriousai.candobear.com/

by howie.serious
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