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今日洞察

今天的主线很清晰：一边是 NVIDIA、AI PC 和本地算力叙事继续升温，另一边是 Agent 工程化、Web 规范与提示注入安全开始进入日常工具层。建议优先读 Agent 工程与安全组，再回头看硬件平台如何为这些工作流寻找新入口。




阅读路线




AI 基础设施与 AI PC 4 篇



今天的硬件线索很集中：NVIDIA 把 AI PC、Agent 工厂和物理 AI 串成一条叙事，Apple M1 与 DRAM 复盘则提供了硬件系统设计的底层参照。



	
《黄仁勋台北 GTC：AI 基础设施继续向 Agent 与物理 AI 延伸》

这场 keynote 把 NVIDIA 的叙事继续推向 AI infrastructure、agentic AI、physical AI 与个人智能计算，适合用来观察“算力公司如何讲应用层故事”。




	
《黄仁勋的 Agent 工厂：从芯片叙事转向企业工作流叙事》

NVIDIA 的新故事越来越像“企业如何批量生产 Agent”，这比单纯算力发布更值得关注，因为它直指客户预算和组织流程。




	
《M1 芯片拆解：从封装、内存到 NPU 的系统级设计课》

这类芯片深拆适合补齐 AI PC 背后的硬件基本功：封装、共享内存、媒体引擎和 NPU 如何共同决定终端体验。




	
《台湾 DRAM 失利复盘：半导体产业不能只看制造能力》

DRAM 产业史提供了一个观察点：技术制造、资本周期、产业政策和全球客户结构必须同时成立，单点优势不足以形成长期胜局。









Agent 工程与 Web 规范 3 篇



这一组都指向同一个问题：Agent 时代的工程质量不只靠模型能力，还要靠规范、执行环境、子代理编排和安全边界。



	
《Simon Willison 五月月报：把 LLM 实验沉淀成工程日志》

Simon 的月度记录很适合作为个人研发复盘样本：不是只追热点，而是把工具、实验、写作和产品判断连续记录下来。




	
《OpenAI Agents SDK 实战：长任务 Agent 的工具、记忆与执行环境》

这场 Build Hour 把 Agents SDK 的核心部件放进真实 demo：工具调用、文件操作、执行环境和长任务管理，是理解 Codex/Agents 产品线的重要材料。




	
《Forward Deployed Engineering 入门：把工程师放到真实业务现场》

FDE 的核心不是“售前工程师换个名字”，而是把产品、工程和客户问题放在同一个反馈回路里，对 AI 产品落地尤其关键。









AI 认知、安全与社会影响 3 篇



这些文章从个人订阅、宗教伦理、对齐概念到 VR 身体错觉，提醒我们 AI 技术扩散之后，真正复杂的是人的判断与制度反应。



	
《VR 飞行后的身体错觉：大脑会把虚拟翅膀纳入身体图式》

VR 不是只改变视觉输入，它会影响身体所有权和动作感知；这对具身智能、游戏设计和未来交互都有参考价值。




	
《教皇与硅谷：AI 讨论进入伦理与公共秩序层面》

AI 不再只是创业公司和模型实验室的话题，宗教、教育和公共机构正在介入价值判断；这会影响监管、叙事和用户信任。




	
《Empowerment 与 corrigibility：对齐概念可能建立在混乱本体上》

这篇把常见对齐术语拉回本体论层面审视：如果我们对“目标、帮助、控制”的定义本身混乱，工程指标也会跟着失真。









延展阅读：历史库推荐 2 篇



基于今日主题，从你的 Readwise 万篇历史库中语义检索，推荐以下值得重读的经典内容。



	
《NVIDIA CES 未来蓝图：Rubin、开放模型与个人 Agent 的前史》

与今日 GTC Taipei、RTX Spark 和 AI PC 主题形成时间线对照。




	
《ChatGPT Containers 的工具能力与外泄边界》

与今日 Agents SDK、Codex 执行环境和工具安全主题互相补强。












使用说明

这本 EPUB 用于在微信读书里完成今日 AI 内参的精读闭环。每篇文章只收录 AI 内参自有三级笔记，不收录第三方原文全文；如果需要查看概念网络，请从文章章节里的 Notion 入口跳转。




AI 基础设施与 AI PC






1. 《黄仁勋台北 GTC：AI 基础设施继续向 Agent 与物理 AI 延伸》



作者：YouTube



主题：AI 基础设施与 AI PC



质量分：★★★★☆



注意力番茄：🍅



Howie 的阅读理由：昨天的大事件，nvidia 发布会。
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概念网络：请跳转到 Notion 文章页面查看 concepts｜2 关键概念、概念网络 tab。





三级笔记



核心观点

黄仁勋在台北 GTC 的主线不是单点发布，而是把 NVIDIA 的叙事从 GPU、系统和云，继续推进到一套跨云端、PC、机器人与物理世界的 agentic computing 平台。演讲反复强调三件事：useful AI 已经到来，agent 会改变软件与计算模式，下一代基础设施必须围绕 agent、AI factory、AI PC 与 physical AI 重新设计。



一、从生成式 AI 进入 useful AI 与 agentic AI


1.1 AI 的经济性从能力展示转向生产力兑现


	黄仁勋用 GitHub commit 增长解释 agentic AI 的现实拐点：软件开发是最早被 agentic AI 改造的职业场景之一。

	他的论证不是“AI 替代程序员”，而是“同样的开发者薪资可以产出更多工作”，因此企业反而有动机招聘更多软件工程师。

	这背后的判断是：AI 已经从生成内容的 demo，转为能创造 GDP、利润和收入的工作系统。





1.2 token 从成本项变成利润单位


	演讲把 token 描述为新的经济单元：当 agent 能产出有用工作，token 就不只是推理成本，而是可以带来收入的产能。

	这解释了为什么 AI 公司继续扩建 AI factory：不是因为模型更酷，而是因为更多 token 可以对应更多利润。

	对台湾供应链来说，compute demand 暴涨不是抽象趋势，而是订单、产能和股价背后的真实驱动。






二、agent 是新的应用形态


2.1 旧应用是 application + code + OS，新应用是 model + harness + tools + memory


	黄仁勋把 agent 定义为由大语言模型、harness、工具、技能、runtime、短期记忆和长期记忆组成的系统。

	LLM 负责理解、观察、推理、规划；harness 负责把模型、工具、记忆和执行环境编排起来。

	这使 agent 更像一个“会使用工具的工作者”，而不是传统意义上被人点击和输入的应用。





2.2 tool use 让软件公司反而更重要


	演讲反驳了“agent 会让软件公司消失”的说法：agent 越多，工具使用量越大。

	软件公司的关键任务变成把能力暴露成 agent 可用的工具、API、MCP server、技能或库。

	NVIDIA 借此把 CUDA-X 重新解释为 agent 的工具箱：cuLitho、cuOpt、cuDSS、AI-Q、Aerial、PhysicsNeMo、Parabricks 等库都可以被 agent 调用。






三、agentic computing 要求新的数据中心架构


3.1 agent 是分解式、分布式、异构的计算问题


	一个 agent 的每一步都可能调用不同资源：LLM 推理会触发整 rack 的 GPU，工具调用会触发 CPU 或加速库，安全和网络会涉及 DPU，编排由 CPU 完成。

	这与旧应用“二进制程序跑在操作系统里”的模式完全不同；它要求数据中心在模型、内存、工具、网络、存储、安全之间高频协同。

	工作记忆、KV cache、检索、压缩、结构化与非结构化数据关系，会让 AI 的存储系统也被重做。





3.2 Vera Rubin 是为 agent 而生的完整系统


	黄仁勋强调 Vera Rubin 不是一颗 GPU，而是包含 GPU、Vera CPU、ConnectX-9、DOCA、BlueField DPU、机架、存储、安全与软件栈的端到端系统。

	这个系统的目标是处理 agent 的 disaggregated、distributed、heterogeneous workload，而不是只提升单卡算力。

	NVIDIA 的身份因此从 GPU 公司、系统公司，继续转向基础设施公司。






四、AI factory 变成基础设施工程


4.1 AI factory 的核心约束是资本效率


	演讲把一座 gigawatt 级 AI factory 描述成 500 亿到 1000 亿美元级别的资本工程。

	在这个尺度下，time to first token、吞吐、可靠性、生命周期和上线速度直接影响收入与亏损。

	因此，NVIDIA 要提供的不只是芯片，而是能让客户第一次就建对、快速上线、稳定运营的完整基础设施能力。





4.2 DSX 把 AI factory 从设计、仿真到运营产品化


	DSX 是 NVIDIA 对基础设施层的新命名：RTX 对应 GPU，DGX 对应系统，DSX 对应 AI factory infrastructure。

	DSX Sim 用 Omniverse 在动工前做数字孪生，验证布局、电力、冷却、网络和集成方案。

	DSX OS 负责 provision、operate、monitor、remediate，把安装好的系统变成可信、多租户、可恢复的 AI capacity。

	DSX MaxLPS、动态功率分配、液冷与电网协同，把电力从被动约束变成可优化资产。






五、AI 云生态是基础设施能力的外部证明


5.1 NVIDIA 帮小公司成为世界级 AI cloud


	CoreWeave、Nebius、Nscale、NAVER Cloud、Yotta、Together AI、GMI 等案例，被用来证明 NVIDIA 不只是卖硬件，而是在输出一套能让区域公司快速建立 AI 云的 full-stack capability。

	这些 AI cloud 服务 Cursor、Black Forest Labs、World Labs、Revolut、Shopify、Thinking Machines 等客户，说明 AI 基础设施已经从 frontier lab 下沉到区域与行业生态。





5.2 compute is revenue


	黄仁勋多次强调 compute is revenue、compute is profit。

	这句话的含义是：如果 AI factory 无法按时上线、吞吐不足或可靠性差，损失不是技术指标，而是直接收入损失。

	这也是 NVIDIA 把自己定位成 AI infrastructure partner 的核心商业逻辑。






六、AI PC 是个人计算的重做


6.1 RTX Spark 把 agent 带回本地 PC


	RTX Spark 被定位为 PC 40 年来的第一次重大重塑：它既运行 Windows 生态，又运行 CUDA、NVIDIA AI Tensor Core 和 agent workload。

	本地 agent 可以调用 Rhino、Blender、Photoshop、Premiere 等工具，也可以通过云端模型协同，形成“本地工具 + agent harness + 模型”的个人工作站。

	Adobe 等软件开始为 RTX Spark 和 MCP server 重构架构，说明 PC 软件也要变成 agent-friendly。





6.2 PC 会从点击工具变成个人 AI 计算机


	演讲把未来 PC 类比为手机变成 smartphone：十年后，“PC”这个词的含义可能会完全改变。

	桌面、笔记本、工作站三条新 Windows 机器线，目标是让个人拥有 24/7、meter-free、可持续升级模型的 agent computer。

	家庭中的 AI supercomputer 会运行个人 agent、家庭设备、助手和长期记忆，PC 更像陪伴型智能系统，而不是传统应用启动器。






七、physical AI 是 agentic pattern 在物理世界的延伸


7.1 最大问题不是模型，而是数据视角


	语言模型的数据来自人类写作和阅读；机器人需要从机器人的第一人称视角理解世界。

	现实世界视频大多是第三人称，因此 physical AI 的难点在于如何把第三人称数据、仿真数据和机器人视角统一起来。

	NVIDIA 的路径是 teleoperation、simulation、third-person to first-person reprojection、World Foundation Model 的逐层 bootstrap。





7.2 Cosmos 3 把 compute 变成 physical AI 的数据来源


	Cosmos 3 被定义为 physical AI 的 frontier model：它能理解、生成、仿真，并在闭环中参与 policy training。

	演讲中的关键转折是：语言模型时代是 text data plus compute gives you AI；physical AI 时代则是 compute is data。

	这意味着仿真、合成视频、世界模型和 action-conditioned model，会成为机器人训练的数据工厂。





7.3 DRIVE、Alpamayo 与 GR00T 共享同一种架构


	自动驾驶车、humanoid robot、factory robot、satellite、base station、PC 和 cloud agent，都被归入同一种 agentic computing pattern。

	Alpamayo 2 Super 展示了“reasoning autonomous vehicle”：车不只是感知和控制，还会解释、推理和规划。

	Isaac GR00T 参考人形机器人则把模型、数据生成、仿真、runtime、Jetson Thor 和机器人本体打包成研究者可直接使用的平台。






八、整场演讲的思想框架


8.1 NVIDIA 的叙事结构


	第一层：useful AI arrived，agent 证明 AI 能产生实际经济价值。

	第二层：agent 改变应用、软件、工具和计算模式。

	第三层：新的计算模式要求 Vera Rubin、DSX、AI factory 等完整基础设施。

	第四层：同一模式向下进入 AI PC，向外进入 robotics、cars、base stations 和 physical AI。

	第五层：NVIDIA 的核心身份从芯片供应商升级为 agentic world 的基础设施公司。





8.2 最关键的判断


	这场 keynote 的核心不是单一产品，而是把“agentic AI”变成 NVIDIA 全栈路线图的统一解释器。

	云端基础设施、台湾供应链、AI cloud、个人 PC、机器人和自动驾驶，都被纳入同一套计算模式：model + harness + tools + skills + runtime + memory。

	如果这个判断成立，NVIDIA 的市场边界就不再只是 AI training / inference，而是所有未来运行 agent 的计算系统。






关键概念/术语


	useful AI：已经能做有用工作、创造生产力和收入的 AI。

	agentic AI：能理解、推理、规划、使用工具并执行任务的 AI 系统。

	harness：把模型、工具、记忆、runtime 和编排连接起来的软件层。

	CUDA-X libraries：NVIDIA 的加速计算库，在 agent 时代被重新解释为 agent 可调用的工具。

	Vera Rubin：面向 agent workload 的端到端系统，不只是 GPU。

	AI factory：把 compute 转换成 token、收入和利润的基础设施工厂。

	DSX：NVIDIA 对 AI factory 设计、仿真、运营和电力优化的基础设施产品化框架。

	RTX Spark / AI PC：把 agentic computing 带到本地个人设备的 PC 重塑。

	physical AI：面向机器人、自动驾驶和物理世界行动的 AI。

	Cosmos 3：NVIDIA 面向 physical AI 的世界基础模型与生成/仿真系统。









2. 《黄仁勋的 Agent 工厂：从芯片叙事转向企业工作流叙事》



作者：Weixin Official Accounts Platform



主题：AI 基础设施与 AI PC



质量分：★★★★☆



注意力番茄：🍅



Howie 的阅读理由：ai factory，agent factory。芯片叙事，工作流叙事。
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三级笔记



黄仁勋的 Agent 工厂：从芯片叙事转向企业工作流叙事



核心观点

这篇文章记录 NVIDIA 在 COMPUTEX 2026 期间如何把自己的叙事从“芯片全家桶”“算力全家桶”推进到“Agent 工厂”。作者的核心判断是：NVIDIA 不只是在发布 Vera Rubin、Vera CPU、DGX Station、Cosmos 3、Nemotron、DSX、BlueField-4 STX 和人形机器人参考设计，而是在把从芯片、网络、存储、安全、模型、软件、桌面到机器人平台的完整技术体系重新组织到 Agent 工作负载周围。

换句话说，NVIDIA 的新故事不再只是更强 GPU，而是：当 Agent 成为企业 AI 的基本形态，数据中心、桌面工作站、企业软件、机器人和晶圆厂都可以被重新解释为“生产、运行和保护 Agent 的工厂”。



一、从 AI 工厂到 Agent 工厂


1.1 NVIDIA 把基础设施服务目标改写为 Agent


	文章开头对比三个月前的 GTC：当时 NVIDIA 重点讲 Vera Rubin 芯片全家桶，包括 Vera CPU、Rubin GPU、LPU、DPU、交换机和机架级 AI 超算。

	到 COMPUTEX 2026，黄仁勋把这些基础设施将服务的目标明确指向 Agent。

	这意味着 NVIDIA 的叙事重心从“训练和推理大型模型”转向“支撑大量持续运行、会调用工具、会搜索、会执行代码、会验证结果的 Agent 任务”。





1.2 Agent 任务不是一次推理，而是多步骤工作流


	黄仁勋强调，一个 Agent 任务往往包含推理、搜索、工具调用、代码执行、结果验证等多个环节，背后可能涉及数千个步骤。

	数据中心未来要处理的，不再只是单个模型请求，而是大量持续运行、相互协作的 Agent 任务。

	因此，同样规模的数据中心里，关键指标也从单次推理吞吐转向 Agent 任务处理效率。





1.3 Vera Rubin 被定义为面向 Agent 的统一计算单元


	Vera Rubin 已全面投产，被定义为一个统一计算单元级 AI 超级计算机。

	文章称，用 Vera Rubin 平台运行自主 AI 智能体任务，处理效率是上一代 Grace Blackwell 平台的 10 倍。

	这不是单纯的性能数字，而是在告诉企业客户：NVIDIA 的新一代基础设施是按 Agent workload 设计的。






二、Agent 工厂的底层部件


2.1 Vera CPU：为 AI 时代和智能体打造的 CPU


	NVIDIA 推出新型处理器 Vera，并称其为“为智能体打造”的 CPU。

	Vera 采用 NVIDIA 自主设计的 Olympus CPU 核心架构，核心数量从 72 个提升至 88 个，并增强内存和数据处理能力。

	在 Agent 相关工作负载测试中，Vera 的任务执行速度达到同期 x86 服务器 CPU 的 1.8 倍。

	更关键的是 Vera 与 Rubin GPU 通过第二代 NVLink-C2C 相连，互联带宽达到 1.8TB/s，降低 Agent 在 CPU 和 GPU 之间传递数据的开销。





2.2 Spectrum-X Ethernet Photonics：网络也要适配超大规模 Agent


	当 Agent 任务让数据中心内部通信更密集，网络本身也要升级。

	NVIDIA 在 Vera Rubin 平台中引入 Spectrum-X Ethernet Photonics 网络系统，首次将共封装光学 CPO 大规模引入 AI 数据中心网络。

	CPO 把光学器件集成到交换机内部，减少能耗和信号损失，使网络成为 Agent 工厂的重要底层设施。





2.3 机密计算：企业 Agent 需要硬件级安全


	Vera Rubin 平台把机密计算能力扩展到整个平台。

	可信执行环境、硬件级验证和端到端加密，让企业在处理私有数据、敏感行业信息和关键模型时获得更高安全保障。

	这说明 Agent 工厂不只是“跑得快”，还必须“可信任、可保护、可审计”。






三、DSX：让 AI 工厂从建设走向运营


3.1 DSX 是 AI 工厂建设和运营工具箱


	NVIDIA 推出 DSX，把 AI 数据中心建设从硬件采购问题变成系统工程问题。

	过去客户要分别考虑服务器、网络、电力、冷却、机房设计和运维系统，依赖不同供应商协同。

	DSX 把设计、仿真、建设和运营放到同一个框架里，提供可参考、可验证的标准方案。





3.2 MaxLPS：固定电力预算下放下更多 GPU


	DSX MaxLPS 解决 AI 工厂最现实的问题：在电力预算固定的情况下，如何放下更多 GPU、跑出更多 Token。

	它结合液冷和机架内功耗优化，可以让运营商在不明显影响性能的情况下多运行最多 40% 的 GPU。

	这里的重点是把 AI 工厂的瓶颈从芯片性能扩展到电力、冷却和运营效率。





3.3 DSX OS：AI 工厂需要操作系统


	DSX OS 相当于 AI 工厂的运营软件，负责生命周期管理、智能调度、健康监测、故障恢复和多租户管理。

	如果 AI 工厂是一座复杂工厂，DSX OS 负责让它持续稳定运转。

	NVIDIA 不只是卖芯片，而是在为基础设施建设者提供完整 AI 工厂蓝图。






四、Agent 进入企业桌面和 PC 形态


4.1 DGX Station for Windows：桌面级 AI 超级计算机


	NVIDIA 发布 DGX Station for Windows，把桌面级 AI 超级计算机带入 Windows 生态。

	它搭载 GB300 Grace Blackwell Ultra Desktop Superchip，最高提供 748GB 统一内存和 20 PFLOPS FP4 性能。

	产品重点不是参数本身，而是企业能在本地、安全、可管理的 Windows 环境中运行多个 Agent。





4.2 OpenShell：Agent 运行安全成为桌面基础设施


	DGX Station 同步推出 OpenShell，负责 Agent 运行安全。

	OpenShell 通过隔离沙箱和系统级策略控制，限制 Agent 越权操作或泄露凭证、私有数据。

	这说明 Agent 落地企业桌面时，安全运行环境和权限边界与算力同样重要。





4.3 RTX Spark SoC：AI PC 的新叙事


	NVIDIA 发布 RTX Spark SoC，把 N1X CPU 和 Blackwell GPU 做进一块芯片，采用统一内存架构。

	N1X 是 NVIDIA 与 Microsoft 合作打造的 PC 处理器，基于 Arm 架构，由联发科定制设计、台积电 3 纳米工艺制造。

	黄仁勋把它视为 PC 形态的一次重要重构：PC 不只是运行应用的个人设备，也可能成为本地 Agent 平台。






五、Agent 的两个大脑：企业系统与物理世界


5.1 Nemotron 3 Ultra：企业数字同事的模型底座


	NVIDIA 发布 5500 亿参数的混合专家模型 Nemotron 3 Ultra，面向代码开发、科研和企业业务流程中的长效智能体。

	文章强调它相比同级开源前沿模型，推理速度最高提升 5 倍，使用成本最高降低 30%。

	围绕 Nemotron，NVIDIA 发布软件、开源模型和合作进展，目标是帮助企业构建能够协助员工工作的“数字同事”。





5.2 NemoClaw、OpenShell、Agent Toolkit：Agent 需要组织和工具


	Nemotron 提供基础模型能力。

	NemoClaw 负责把模型组织成 Agent，提供编排、上下文、记忆、工具调用和安全控制等能力。

	OpenShell 负责运行时安全。

	Agent Toolkit 把 CUDA-X 等 NVIDIA 软件库变成 Agent 可以直接调用的工具。

	这套组合说明企业 AI 的问题从“模型能回答什么”转向“Agent 如何安全接入工具、数据和业务流程，并在真实工作中持续运行”。





5.3 Cosmos 3：物理 AI 的世界基础模型


	Cosmos 3 面向物理 AI，提供理解物理世界、预测会发生什么、决定怎么做的底层能力。

	与早期偏视频生成和物理世界模拟的 Cosmos 不同，Cosmos 3 用混合 Transformer 把视觉推理、世界生成和动作预测统一到一个系统里。

	它能理解并生成文本、图像、视频、环境声音和动作，目标是缩短物理 AI 的训练和评估周期。






六、让 Agent 获得身体和技能


6.1 H2 Plus：人形机器人参考设计降低集成门槛


	NVIDIA 与宇树发布 H2 Plus，一台为研究和开发者准备的人形机器人样板机。

	宇树负责机器人本体，NVIDIA 负责软件和计算平台，双方把硬件和软件预先整合好。

	这解决的是人形机器人开发中硬件集成、数据采集、仿真、训练、评估、部署各自为战的问题。





6.2 Physical AI Skills：把平台能力标准化为 Agent 可执行指令


	NVIDIA 开源物理 AI Skills 工具集，覆盖机器人、自动驾驶、视觉 AI 和工业数字孪生等场景。

	这里的“技能”可以理解为把 Cosmos、Omniverse、Isaac、Metropolis 等平台的使用方式标准化成智能体能读懂、能执行的操作指令。

	Agent 接到生成训练数据等任务时，可以知道调用哪个模型、输出什么格式、如何验证结果，并自动跑完整个过程。






七、Agent 工厂必须管住数据路径


7.1 从 AI 原生存储到 AI 存储安全


	在 3 月 GTC 上，Vera BlueField-4 STX 的重点是为智能体长上下文推理提供高性能 KV Cache 存储支撑。

	到这次发布，NVIDIA 在 STX 基础上新增安全能力，重点从“存储性能”变成“存储安全”。

	背景是企业 Agent 会持续读写、跨系统共享信息，企业必须知道谁访问了什么数据、有没有越权、有没有泄露。





7.2 BlueField-4 STX 在数据移动处执行信任


	NVIDIA 的解法是在加速存储基础上加安全能力。

	通过 NVIDIA DOCA 安全软件和 BlueField-4 芯片中的硬件策略执行，STX 平台可以实时检查和管控代理、数据和上下文记忆之间的互动。

	黄仁勋的表述是：智能体把企业数据变成实时、活生生的系统，这个系统必须在数据移动处、上下文存储处、智能体行动处都得到保护。






八、NVIDIA 与台积电关系的变化


8.1 从单向制造关系到互为供应商


	文章最后提出一个很有意思的观察：台积电正在利用 NVIDIA 技术提升先进晶圆厂的周转时间、能效、良率和运营生产力。

	过去三十年，台积电主要帮 NVIDIA 造芯片。

	现在 NVIDIA 开始帮台积电“管工厂”，双方关系从单向甲乙方变成双向相互依存。





8.2 AI 工厂叙事回流到真实工厂


	这个案例让 NVIDIA 的“AI 工厂”叙事变得更具体：它不仅服务云厂商和企业 IT，也能进入晶圆厂这样的高复杂度生产系统。

	当 NVIDIA 的 AI 和加速计算用于仿真、优化和制造挑战，AI 工厂不只是比喻，也进入真实工业运营。






关键概念/术语


	Agent 工厂：NVIDIA 围绕 Agent 工作负载重新组织芯片、网络、模型、软件、安全和机器人平台的总体叙事。

	AI 工厂：把数据中心理解成持续生产 Token、智能能力和业务结果的工业系统。

	Vera Rubin：面向 Agent 工作负载的新一代机架级计算平台。

	DSX：AI 工厂建设和运营工具箱，覆盖参考设计、仿真、功耗优化、运营系统和跨系统数据接口。

	DGX Station for Windows：让企业在本地 Windows 环境中运行安全可管理 Agent 的桌面级 AI 超级计算机。

	Nemotron / NemoClaw / OpenShell / Agent Toolkit：NVIDIA 为企业数字 Agent 准备的模型、编排、安全和工具调用组合。

	Cosmos 3：面向物理 AI 的世界基础模型，把视觉推理、世界生成和动作预测统一起来。

	Vera BlueField-4 STX：在 AI 存储和上下文路径中执行安全策略的基础设施。









3. 《M1 芯片拆解：从封装、内存到 NPU 的系统级设计课》



作者：YouTube



主题：AI 基础设施与 AI PC



质量分：★★★★☆



注意力番茄：🍅



Howie 的阅读理由：M1 芯片拆解。M 系列芯片，是 Apple 的划时代产品。
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概念网络：请跳转到 Notion 文章页面查看 concepts｜2 关键概念、概念网络 tab。





三级笔记



核心观点 / 主旨

这篇内容不是单纯展示 M1 的显微照片，而是在拆解 Apple Silicon 的系统级设计方法：Apple 把 CPU、GPU、NPU、媒体引擎、显示引擎、存储控制器、IO、统一内存和系统级缓存放进一个 SoC，通过紧凑布局和专用模块，让一颗笔记本级芯片同时获得性能、效率和产品形态优势。M1 的意义在于，它让 Apple 从“产品设计公司”扩展成“芯片设计公司”，并把 Apple Silicon 变成消费级品牌的一部分。



一、从产品设计到芯片设计：Apple 的身份转向


1.1 Apple 的设计传统正在向内部延伸


	Apple 过去最容易被识别的是外部形态：产品外观、手感、比例和材料。

	M1 代表另一种更隐蔽的设计开始成为 Apple 的核心能力：芯片内部结构的系统设计。

	作者把 Apple 在 2010 年推出 A4 视为关键转折点，因为这让 Apple 开始掌控产品体验最底层的硬件基础。





1.2 Apple Silicon 成为一种品牌


	M1 之后，Apple Silicon 不再只是营销词，而是性能、能效和产品体验的统一叙事。

	消费者开始像讨论 iPhone 外观一样讨论 Apple Silicon，这说明芯片能力已经外化成品牌资产。

	这条线索为全文定下基调：芯片拆解不是工程猎奇，而是理解 Apple 产品战略的入口。






二、M1 的物理起点：封装、内存与 die shot


2.1 on-package memory 缩短数据路径


	M1 封装上有两颗 LPDDR4x DRAM，放在芯片旁边，属于封装内存设计。

	这种设计减少芯片和内存之间的数据往返距离，提高效率，也让整机主板布局更紧凑。

	这解释了为什么 M1 的性能和 MacBook Air 这种无风扇 / 轻薄形态可以同时成立。





2.2 embedded silicon capacitors 服务电源完整性


	M1 上可以看到微小矩形结构，作者判断为 embedded silicon capacitors。

	它们服务于关键硅片区域的供电稳定性，是高性能 SoC 隐藏但重要的基础设施。

	这类细节说明芯片设计不仅是算力模块堆叠，也包括供电、信号和封装的协同。





2.3 16 billion transistors 构成系统级复杂性


	M1 使用 TSMC N5 工艺，约 16 billion transistors，die 面积约 120.4 平方毫米。

	高分辨率 die shot 看似是一张图，实际每个像素都可能包含大量晶体管。

	因此芯片分析必须有策略：先从边缘 IO 和内存接口开始，再进入核心计算模块。






三、shoreline 方法：从芯片边缘识别外部连接


3.1 边缘区域优先放置与外界通信的模块


	作者把芯片边缘称为 shorelines，因为这里适合放内存接口、Thunderbolt、PCIe、USB、显示输出等需要连接外部世界的模块。

	M1 的上侧和左右边缘可以看到八个 16-bit memory PHY，合计 128-bit memory interface。

	PHY 是物理层，负责把芯片内部逻辑真正连接到封装内存或外部接口。





3.2 Thunderbolt、USB4、PCIe 共享高速 SerDes 逻辑


	M1 底部能看到 DisplayPort PHY、Thunderbolt 控制区和 PHY、PCIe 控制器与 PHY。

	Thunderbolt 和 PCIe 的物理实现很相似，因为都使用高速 SerDes，把并行信号和串行信号相互转换。

	这说明 Apple 在 IO 设计上复用底层高速信号能力，而不是为每种接口完全独立设计。





3.3 Apple NAND Storage Controller 是高度垂直整合的存储方案


	M1 把 NAND storage controller 放在 SoC 内，而不是放在 SSD 模块上。

	SSD 物理模块主要承载 raw NAND，控制、缓存、加密等关键逻辑由 SoC 负责。

	ANS 内含快速 SRAM、eFuse 和 AES engine，说明存储路径与安全逻辑深度绑定。





3.4 parallel dual-channel NAND fabric 绕开传统 PCIe SSD 路径


	Apple 没有用 PCIe 连接 SSD，而是使用并行双通道 NAND fabric。

	这种直接并行访问减少了 SerDes 相关开销，也是 Apple SSD 在足够 NAND 芯片并行时速度很高的原因之一。

	它体现了 Apple 的系统级取舍：为自己的产品形态和供应链设计专用路径。





3.5 一个大 camera PHY 体现跨产品复用和定制


	M1 上有一个很大的专有 camera interface，主要服务 iPad Pro 的高分辨率相机集群。

	大多数 Mac 产品并不启用这个区域，Mac 摄像头使用更小的 MIPI D-PHY。

	这说明 M1 并不是只为 Mac 设计，而是服务多个产品线的 SoC 平台。






四、核心计算模块：GPU、CPU、NPU 围绕系统级缓存组织


4.1 GPU 是 M1 上面积最大的主要 IP block


	M1 GPU 区域约 23.26 平方毫米，是全文标注的最大模块。

	它包含八个 GPU core，部分低配版本会屏蔽其中一个核心。

	GPU 面积最大，说明 M1 并不是只追求 CPU 性能，而是把图形和通用并行计算能力放在核心位置。





4.2 System Level Cache 是全芯片数据中枢


	GPU 下方是 System Level Cache，作为 CPU、GPU、NPU 和其他模块共享的最后级缓存。

	M1 的 SLC 总计 8MB SRAM，分成四个 2MB 区块。

	SLC 同时也是 data fabric 的中心，连接芯片内部各个计算和 IO 模块。





4.3 P-core cluster 展示 Apple 的高性能 CPU 野心


	M1 有四个 Firestorm performance cores，围绕共享 L2 cache 组织。

	单个 P-core 面积约 2.25 平方毫米，整个 P-core cluster 约 15.42 平方毫米。

	P-core cluster 带有 12MB L2 cache 和 Apple 专用 AMX matrix accelerator，说明它不仅服务传统 CPU 任务，也服务矩阵 / AI 类计算。





4.4 E-core cluster 展示能效优先的面积经济学


	四个 Icestorm efficiency cores 每个约 0.6 平方毫米，远小于 P-core。

	E-core cluster 共享 4MB L2 cache，也带有自己的 AMX unit。

	P-core 和 E-core 面积接近 3 倍差距，体现 Apple 用异构核心同时覆盖峰值性能和日常能效。





4.5 Neural Engine / NPU 是专用 AI 计算模块


	M1 的 Apple Neural Engine 位于 P-core 和 E-core 之间，16 个核心围绕共享 scratchpad RAM 排布。

	单个 NPU core 面积约 0.21 平方毫米，非常小，但专门服务神经网络推理。

	它不是 CPU 或 GPU 的附属品，而是 SoC 内部的独立计算岛。






五、未标注区域：媒体、显示、ISP 和数据路径逻辑


5.1 未标注不等于不重要


	M1 上仍有大量区域难以准确标注，包含 Display Composition Engines、Media Engine、Image Signal Processor、Digital Signal Processor、IO Root Hub 和 data path logic。

	作者明确区分“确定标注”和“推测标注”，避免把 die shot 解读包装成过度确定的答案。

	这提醒读者：芯片分析需要承认不确定性，尤其是在缺少 Apple 官方细节时。





5.2 媒体和显示引擎是终端体验的一部分


	M1 包含专用 decode / encode engine，但还没有 M1 Pro / Max 后来的 ProRes 支持。

	显示合成、图像信号处理、视频编解码这些模块不直接出现在跑分叙事里，却决定 Mac、iPad 的真实体验。

	SoC 的价值不是单点算力，而是把多种专用引擎放在低延迟、低功耗的数据路径上。






六、M1 的设计课：AI PC 的硬件基础不是单一 NPU


6.1 M1 的系统级设计优先于单模块叙事


	M1 当然有 NPU，但全文更重要的线索是：NPU、CPU、GPU、SLC、统一内存、媒体引擎、存储控制器和 IO 一起构成系统。

	AI PC 如果只讲 NPU TOPS，会漏掉内存带宽、缓存结构、数据搬运、媒体管线和能效这些更底层的体验决定因素。

	Apple 的优势在于把芯片、封装、OS、产品形态和应用场景作为一个整体设计。





6.2 Apple Silicon 的革命性来自 performance × efficiency


	M1 证明 Apple 可以设计 laptop-class chip，并在性能和能效上同时超越当时竞争对手。

	这种优势不是某个模块孤立带来的，而是来自 SoC 布局、专用模块、统一内存和垂直整合的组合。

	M1 因此成为 Apple Silicon 的标志性起点，也让后续 M 系列有了清晰演进基线。






关键概念 / 术语


	System-on-a-Chip (SoC)：把 CPU、GPU、NPU、IO、媒体、显示、存储控制等系统功能集成到单芯片里的架构。

	on-package memory：把内存放在同一封装内，缩短数据路径，提高效率和空间利用率。

	memory PHY：内存接口的物理层，负责芯片和封装内存之间的实际电气连接。

	SerDes：串并转换逻辑，是 Thunderbolt、PCIe 等高速 IO 的共同底层技术。

	Apple NAND Storage Controller (ANS)：Apple 放在 SoC 内部的存储控制器，承担缓存、排序、加密和 NAND 管理。

	System Level Cache (SLC)：CPU、GPU、NPU 等模块共享的最后级缓存，也是数据 fabric 的中心。

	Firestorm / Icestorm：M1 的性能核心和能效核心，分别服务高性能和低功耗场景。

	AMX unit：Apple 专用矩阵加速器，服务矩阵和 AI 类计算。

	Apple Neural Engine / NPU：专用神经网络推理模块，16 个核心围绕 scratchpad RAM 排布。

	Media Engine / Display Composition / ISP / DSP：负责视频、显示、图像和数字信号处理的专用引擎，支撑终端体验。
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三级笔记



核心观点

台湾的半导体成功经常被简化为“制造能力强”，但 DRAM 失败说明，半导体产业不是单一制造能力竞赛。逻辑芯片和 DRAM 的产业结构完全不同：逻辑芯片可以通过客户设计、代工分工和台湾中小企业生态形成互补；DRAM 则是周期性极强、资本支出巨大、研发迭代残酷、设计 IP 必须自有、规模优势高度集中的商品市场。台湾在 DRAM 上两次被周期诱惑进入扩产，又两次被价格崩盘、技术依赖和资本结构打穿。



一、台湾半导体成功的起点并不能直接复制到 DRAM


1.1 台湾早期半导体模式的关键是“逻辑芯片 + 产业互补”


	1970 年代，工研院 ITRI 以数百万美元从 RCA 取得 7.5 微米 CMOS 制程，并派 35-40 人到 RCA 学习 6-12 个月。

	这套技术后来转移到民间，孵化出 UMC 与 TSMC。

	UMC 后来带出 MediaTek，TSMC 则建立全球领先的晶圆代工模式。

	这两个成功都很适合台湾原有的电子制造和 OEM 产业：它们提供 custom logic chips 或 ASICs，帮助下游 PC、电子和代工企业成长。





1.2 DRAM 的经济结构和逻辑芯片完全不同


	DRAM 是大宗商品，广泛用于电脑、PC 和消费设备，价格波动剧烈。

	早期 DRAM 循环常被描述为“四个好年景，一个坏年景”，但坏年景足以摧毁资产负债表。

	DRAM 赛场上有日本、韩国、美国 IBM、Micron 等强手，竞争密集。

	成功要求每两三年执行一次高强度研发并 flawless scale。

	失败不是利润少一点，而是直接掉出竞赛。

	相比之下，ASIC 和其他逻辑芯片竞争没那么拥挤，也更适合台湾中小企业主导的商业景观。





1.3 台湾在进入 DRAM 前已经尝过失败


	1984 年，台湾政府联合银行、投资人和 Acer 等筹集 1600 万美元创办 Quasel Taiwan。

	Quasel 试图从零开始做 DRAM 研发，但 1985 年就出现领导问题。

	1986 年 1 月开始自有制造时，刚好遇上残酷下行周期，DRAM 价格从 3-4 美元跌到 1 美元。

	Quasel 到 1986 年中耗尽资金。

	Mosel 和 Vitelic 也没能真正打进 DRAM，后续合并后才又在故事中出现。

	因此，DRAM 对台湾来说一开始就像一片“cursed land”。






二、1988 年 DRAM 短缺让台湾重新相信必须进入内存


2.1 “Great DRAM Shortage”改变了台湾 PC 产业的感受


	1988 年，全球出现严重 DRAM 短缺。

	需求端，PC clone 销售激增，CPU 从 8-bit 转向 16-bit 和 32-bit，需要更多内存。

	供给端，美国厂商在 1986 年下行后退出，日本厂商又在从 256K 转向 1Mb DRAM，产能尚未爬坡。

	1988 年第三季度 DRAM 价格飙升到前所未见的高度。

	台湾和美国的 PC、电脑和消费电子厂商都发现自己难以取得足够内存。





2.2 这次短缺让“内存自主”成为产业焦虑


	台湾 PC 公司越来越依赖内存，却只能等日本或美国厂商分配不稳定的 allocation。

	TSMC 首任 CEO Jim Dykes 曾被台湾 PC 厂商施压，希望 TSMC 也生产 DRAM。

	Dykes 拒绝，因为他相信 TSMC 应只专注 logic chips。

	这条路后来证明非常关键：TSMC 即使偶尔为客户生产 DRAM 或嵌入式内存，也没有把自己变成 commodity DRAM 公司。






三、Acer、ITRI 与 Submicron Project 代表第一次正式进军


3.1 Acer 的动机是把未来 PC 内需锁进集团内部


	1988 年末，Acer 创办人 Stan Shih 想在 Acer 集团内部建立 DRAM fab。

	他的赌注是：未来 Acer 内部需求会非常大，剩余产能还可卖给台湾其他企业。

	为了缩短上市时间，Acer 选择从 Texas Instruments 授权 DRAM 制程。

	Stan Shih 曾找过 Sharp、NEC 等公司，但只有 TI 愿意合作。





3.2 ITRI 的动机是回应企业对关键组件的长期需求


	1988 年短缺也促使 ITRI 副院长 Shih Chin-tay 推动 ITRI 做 DRAM。

	他的判断是，随着台湾电脑产业成长，components 已经开始影响未来。

	他也承认这不是一天能完成的事，需要 long-term R&D investment。





3.3 Submicron Project 的目标过于雄心勃勃


	1989 年，ITRI 启动 Sub-micron Memory Production Technology Development Project。

	同期，Acer 与 TI 投资 1.85 亿美元成立 TI-Acer。

	Morris Chang 后来回忆，Submicron Project 的目标是五年内研发出能与日本、韩国、美国领先厂商竞争的 DRAM。

	这意味着台湾不是做成熟产品，而是试图直接追逐 leading edge。





3.4 最大硬伤是没有自有 memory design IP


	TSMC 的客户带着自己的设计来，TSMC 可以专注制造。

	但 memory-maker 必须自己设计内存，设计本身就是竞争力核心。

	ITRI 和 TI-Acer 都没有 memory design IP，也没有深厚 memory design 经验。

	ITRI 是从零开始，TI-Acer 则是在借 TI 授权技术。

	这违反了 Morris Chang “owning the core technology” 的原则。

	他后来认为，悲剧结果几乎不可避免。






四、Vanguard 的诞生说明“政府项目转公司”不等于商业胜利


4.1 Submicron Project 确实做出了一些成果


	项目依赖两位美国归来的华人专家：Chih-Yuan Lu 与 Nicky Lu。

	ITRI 设立 8 英寸晶圆厂，并在 1993 年按里程碑生产 16Mb DRAM。

	Morris Chang 认为真正可销售的是 Etron 做出的 4Mb DRAM。

	1994 年，4Mb 已落后前沿，但仍可销售并获利。





4.2 Vanguard 的私有化路径不同于 UMC 和 TSMC


	UMC 是直接转移，TSMC 是与 Philips 的合资公司。

	Submicron Project 则通过 auction 私有化。

	Morris Chang 虽然不看好 memory，但仍与 FC Tseng 组织投资团队赢得拍卖，成立 Vanguard International Semiconductor。

	Vanguard 于 1994 年底成立，330 名员工从 ITRI 转入，并带走 4Mb 可销售产品和 16Mb 研发中设计。






五、1990 年代中期的 DRAM gold rush 扩大了系统性风险


5.1 私营创业公司跟进，普遍依赖外部 IP


	Nanya Technology 于 1995 年成立，由 Formosa Plastics 资金支持，并从 Oki Electric 授权技术。

	Powerchip 于 1994 年成立，从 Mitsubishi 授权 DRAM 制程，1996 年开始生产。

	ProMOS 是 Mosel-Vitelic 与 Siemens Semiconductor 的合资公司，Siemens 提供 64Mb DRAM IP。

	这些企业的共同点是有资金和制造意愿，但核心技术主要来自日本或欧洲伙伴。





5.2 “Me too”公司把热潮推得更危险


	Winbond 1987 年成立，原本做电话、消费电子和电脑逻辑芯片，1995 年又切入 NOR flash。

	1995 年底，Winbond 宣布与 Toshiba 合作做 DRAM，16Mb DRAM fab 成本约 12 亿美元，月产 3 万片晶圆。

	Macronix、UMC、Mosel-Vitelic 也做过部分 DRAM 或嵌入式 DRAM。

	Tatung 甚至宣布过 DRAM fab 计划，虽然最终没有执行。

	文章用“gold rush”描述这种状态：大家都被高价和短缺吸引，但这正是危险所在。






六、第一次崩盘：Windows 95 超级周期后的 bullwhip effect


6.1 1994-1995 年的乐观来自错误的需求信号


	Windows 95 被认为会推高 RAM 需求到 4-8MB，引发 PC DRAM supercycle。

	DRAM 厂商以为“这次不一样”，于是建设昂贵晶圆厂。

	1990 年代一座 memory fab 成本大约 10 亿美元。

	台湾 DRAM 产值从 1994 年的 6 亿美元、全球 2.5% 市占，提升到 1995 年的 12.5 亿美元。

	Vanguard 的 4Mb DRAM 当时售价 12-15 美元，现金成本约 5-6 美元，1995 年 8 月达到 break-even。





6.2 供给滞后叠加折旧逻辑，导致价格快速坠落


	1995-1996 年，台湾有 9 座新 DRAM fab 投产。

	全球 DRAM fab 数量从 1995 年的 73 座跳到 1996 年的 170 座。

	芯片账面成本的大部分是 depreciation，也就是 sunk cost；只要现金成本能覆盖，厂商就缺少减产动力。

	4Mb DRAM 价格从 12 美元跌到 7.50 美元，再跌到 3.40 美元。

	到 1996 年第三季度，价格跌到 2.30 美元，Vanguard 连现金成本都无法覆盖。

	唯一出路是切到 16Mb，但产品还没准备好。





6.3 这就是典型 bullwhip effect


	终端需求信号传到上游需要时间，上游扩产也需要时间。

	当所有厂商依据同一个乐观信号扩产时，产能在几年后同时释放。

	1997 年又有 5 座 fab 进入市场，继续打乱供需曲线。

	到 1998 年，全球 DRAM 市场规模从 1995 年的 400 亿美元跌到不足 150 亿美元。

	对买家有利，但对 memory-makers 非常残酷。






七、第一次 washout 暴露台湾 DRAM 的三个硬伤


7.1 韩国厂商能熬，台湾厂商更难烧钱


	韩国厂商也受重创，还叠加亚洲金融危机的高债务压力。

	但韩国政府最终推动 Hyundai 和 Goldstar 半导体部门整合成 Hynix。

	台湾方面，TI-Acer 1997 年亏损 5800 万美元，Powerchip 税前亏损 3100 万美元。

	Samsung 和 Hynix 不愿放弃市场份额，台湾厂商可承受的烧钱时间有限。





7.2 技术授权削薄利润，也让公司被伙伴牵制


	授权别人的 DRAM IP 意味着要支付比例费用，直接削弱利润率。

	如果外部伙伴退出或无法提供下一代技术，公司会被晾在原地。

	Nanya 就遇到 Oki 无法推进下一代 DRAM 的问题，直到 1998 年与 IBM 签技术共享协议才缓过来。

	TI 1998 年退出亏损内存业务、卖给 Micron，并终止内存合资，TI-Acer 也随之失去技术支撑。





7.3 Vanguard 和 TI-Acer 最终都退出 commodity DRAM


	TI 将 TI-Acer 股份卖给 Acer，Acer 后来又把 33% 卖给 TSMC，最终 TSMC 买下整个工厂并变成 Fab 7。

	Vanguard 1998 年亏损 1.55 亿美元，创下台湾企业亏损纪录。

	Rick Tsai 判断 memory had no future，建议 Vanguard 转向 logic foundry。

	Morris Chang 同意，2000 年告知员工，Vanguard 转型在 2004 年完成。

	Vanguard 与 TSMC 保持独立但结盟，后续甚至授权 TSMC power GaN 技术。

	这说明，退出 DRAM 在财务上是正确选择，但对参与者而言仍然是“sad”的产业挫败。






八、2000 年代政策刺激引发第二轮 DRAM 扩张


8.1 “两兆双星”把 DRAM 上升为国家重点产业


	1990 年代末后，亚洲金融危机、互联网泡沫、电信泡沫和 9/11 让全球高科技需求疲弱。

	中国大陆加入 WTO 后，以低成本和规模吸引外资，台湾面临资本与劳动力外流。

	陈水扁政府提出“Two Trillion and Twin Star”政策，作为更大规模“2008 challenge”的一部分。

	政策用税收激励和专项预算支持 TFT-LCD 与 DRAM 两个重量级科技领域，希望到 2006 年合计创造 2 兆新台币产值。

	“双星”则是数字内容和生物科技。





8.2 政策刺激了新一轮合资、扩产与债务


	2003 年，Nanya 与 Infineon 建立 Inotera，在桃园建设 12 英寸先进晶圆厂。

	该厂成本 22 亿欧元，计划 2006 年完工后月产 2-5 万片晶圆。

	ProMOS、Powerchip、Winbond 也受政策刺激扩建，常用数十亿新台币银行债务融资。

	2006 年又出现 DRAM 景气年，Windows Vista、中国 PC 需求、flash memory 切换、DDR2 到 DDR3 切换不顺，共同制造了短缺感。

	Powerchip 与日本 Elpida 建立 Rexchip，计划在台中建设 4500 亿新台币、约 140 亿美元 fab complex。





8.3 第二轮扩张依然没有解决规模和技术问题


	台湾公司总产量仍不到全球市场 15%，远不能匹敌 Samsung 或 Hynix 的规模。

	多数台湾公司继续通过外部授权导入 IP，相信自己可以专注制造。

	这限制了技术选择，也削薄了利润率。

	更严重的是，政府明确把 DRAM 认定为国家重要技术领域，形成隐性政府担保。

	企业因此相信失败时政府会救助，出现 moral hazard。






九、2008 年崩盘使台湾 DRAM 承担了不成比例的损失


9.1 价格先于金融危机崩掉


	DRAM 周期在 2007 年反转，价格下跌约 30%，厂商开始大幅亏损。

	这发生在 2008 年全球金融危机之前。

	到 2009 年 3 月，标准 DDR2 1Gb DRAM 一度跌到 75 美分，被形容为“cheaper than water”。

	Samsung 报告 2000 年以来首次财务亏损，Hynix 连续五个季度亏损。

	Elpida 和 Micron 2008 年亏损都超过 700 亿新台币。

	Qimonda 救助失败后破产，资产被分拆出售。





9.2 台湾亏损比例远高于市场份额


	Jeho Lee 的论文指出，2007 年第一季度到 2008 年第三季度，全球 DRAM 行业亏损约 100 亿美元。

	台湾 DRAM 公司只占全球 13-15% 市场份额，却承担了 42% 的亏损。

	与 Samsung 可依赖终端产品利润或财阀体系现金流不同，台湾厂商主要靠短期银行债务扩产。

	到 2009 年初，整个产业看起来可能崩溃，并可能引发就业和银行危机。






十、Taiwan Memory Company 失败说明政策整合不能替代产业现实


10.1 TMC 方案试图把中型 DRAM 厂商合并成国家队


	2008 年底，台湾政府先后与 Elpida、Micron 接触，并协调银行延后贷款偿还。

	2009 年 3 月，马英九政府提出 Taiwan Memory Company。

	计划把 Inotera、Nanya、Powerchip、ProMOS、Rexchip、Winbond 等中型厂商整合成一家政府支持公司。

	政府投入 10 亿美元，取得 Elpida 核心 DRAM 技术，建设足够产能对抗 Samsung 和 Hynix。





10.2 TMC 同时遭到公众和企业反对


	公众质疑政府是否在用纳税人的钱继续填坏账。

	批评者担心 TMC 只是 zombie company，仍然无法挑战 Samsung 与 Hynix 合计 60% 以上的市场份额。

	更关键的是，台湾各 DRAM 企业并不想加入；它们更期待政府直接纾困，帮助自己熬过周期。

	2009 年 4 月，DRAM 价格因 Qimonda 倒闭、Elpida 和 Powerchip 减产、买方补库存而回升，TMC 的紧迫性下降。





10.3 技术阵营分裂让快速整合不现实


	台湾 DRAM 公司背后有两大技术家族：Powerchip 和 Rexchip 偏 Elpida 阵营，Nanya 和 Inotera 偏 Micron 阵营。

	Inotera 当时正从 Qimonda 的 trench capacitor 转向 Micron 的 stacked capacitor 技术，不愿再次切换。

	授权协议、技术分享合同和合资关系复杂，使快速整合几乎不可能。

	政府后来把 TMC 改成 Taiwan Innovation Memory Company，只投入 1.5 亿美元用于技术取得与开发。

	立法院最终否决该项目，认为这是给高风险周期性产业的无效补贴。






十一、结局：台湾 DRAM 以转型、外资收购和少数幸存者收束


11.1 多家公司退出资本市场或转型


	ProMOS、Rexchip、Powerchip 退市。

	ProMOS 卖掉 fab，转成 fabless designer。

	Powerchip 分拆 fab 成立 PSMC，转向 logic foundry，专注 display driver IC 等业务。

	这条转型路线基本救了 Powerchip。





11.2 日本 Elpida 崩溃，Micron 完成台湾 DRAM 整合


	Elpida 即使获得日本政府三年支持，仍在 2012 年破产，并被 Micron 以 25 亿美元收购。

	Micron 因此取得 Elpida 在 Rexchip 的股份，后来又从 Powerchip 手中买下剩余股份。

	Micron 2016 年收购 Inotera，完成大规模 memory consolidation。

	今天 Micron 是台湾最大的外资雇主之一，约有 1.5 万名员工。

	Micron 在新加坡、美国、日本、中国和印度都有 fab，但其 DRAM 大部分在台湾制造。





11.3 本土 DRAM 只剩少数特化幸存者


	Winbond 和 Macronix 回到 flash memory、logic IC 和 custom memory products。

	两者仍是 NOR flash 重要玩家，Winbond 还做少量 specialty DRAM。

	主要仍留在 DRAM 的台湾厂商是 Nanya，靠 Formosa Plastics 集团资金撑过周期。

	Nanya 如今仍是第二梯队 DRAM 供应商，排在三大巨头和 CXMT 之后。

	在 AI 推动的新一轮 DRAM 短缺中，Nanya 2026 年年初至今营收同比增长约 600%，但这更像周期性窗口，而不是改变产业结构的证明。






十二、这篇文章真正提供的产业判断框架


12.1 半导体不是一个产业，而是多个经济模型的集合


	台湾在 logic chips 和 foundry 上成功，不代表它能自然复制到 DRAM。

	foundry 的核心是客户设计、制造服务、规模工艺、生态信任和资本纪律。

	DRAM 的核心是自有设计 IP、极端规模、周期承受力、技术世代切换和低成本融资。

	同样都叫半导体，底层竞争条件完全不同。





12.2 制造能力只是入场券，不是胜局


	台湾能建设先进 fab，也能运营高质量制造系统。

	但 DRAM 不是只有制造，还要拥有核心 memory design、下一代制程路径、足够市场份额和亏损周期中的融资能力。

	授权外部 IP 可以缩短启动时间，却会造成利润被抽成、技术路线受制于人、伙伴退出时难以自救。





12.3 产业政策最危险的地方是强化周期幻觉


	两次扩张都发生在短缺或景气上行阶段。

	政府和企业都容易把短期高价误判为长期结构性机会。

	但 DRAM 的供给响应滞后，扩产一旦集中释放，就会形成 bullwhip effect。

	政府若提供隐性担保，会让企业在高波动行业里加杠杆扩产，最后把企业亏损转成金融和财政风险。





12.4 台湾 DRAM 失败的重点不是“台湾不行”，而是“选错战场会吞掉强项”


	台湾在逻辑芯片、代工、电子系统和部分 specialty memory 上仍然强。

	失败发生在 commodity DRAM 这个高度集中、资本密集、技术自有要求极高的战场。

	文章最后说，DRAM 曾经有 20-30 家公司，如今整合到 3-5 家，真正重要的只有三家。

	这说明 DRAM 天然会吞掉中型玩家，除非拥有规模、技术、资本和政策承受力的完整组合。






关键概念/术语


	DRAM：动态随机存取内存，是 PC 和消费电子大量使用的商品型内存，周期性和价格波动极强。

	logic chips / ASICs：台湾早期半导体成功更适配的逻辑芯片领域，可与 OEM 和中小企业生态互补。

	memory design IP：DRAM 竞争的核心能力之一；没有自有设计，只靠授权，会在利润和技术路线两端受制于人。

	Submicron Project：ITRI 1989 年启动的 DRAM 技术发展项目，后来孵化 Vanguard。

	Vanguard International Semiconductor：由 Submicron Project 私有化而来，后从 DRAM 转向 logic foundry。

	TI-Acer：Acer 与 Texas Instruments 的 DRAM 合资，后被 TSMC 收购并转成 Fab 7。

	bullwhip effect：终端需求信号沿供应链传导和产能响应滞后，导致上游过度扩产、价格崩盘。

	Two Trillion and Twin Star：台湾 2000 年代初支持 TFT-LCD、DRAM、数字内容和生物科技的产业政策。

	moral hazard：政府把 DRAM 认定为国家重点产业后，企业预期失败会被救助，从而更敢加杠杆扩产。

	Taiwan Memory Company：2009 年政府试图整合台湾 DRAM 厂商的国家队方案，最终因企业不愿加入、技术阵营复杂和立法院反对而失败。
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三级笔记



Simon Willison 五月月报：把 LLM 实验沉淀成工程日志



核心观点

这篇 2026 年 5 月月报不是单纯的新闻汇总，而是一份持续工程日志：Simon Willison 用自己的博客、产品实验、会议记录和工具使用清单，把 LLM 行业的变化拆成可追踪的工程事实。五月的主线有三条：第一，AI 成本从个人订阅问题升级为企业 API 成本和商业模式问题；第二，模型发布进入增量改进期，真正的变化更多发生在 Agent、执行环境和工具链；第三，个人开发者可以通过连续记录，把快速变化的 LLM 生态沉淀成产品判断和技术资产。



一、AI 变贵了，企业级 Agent 成为大模型公司的真实商业化路径


1.1 五月最重要的行业主题是成本，而不是单个模型能力


	Simon 把四月和五月的共同主题概括为 AI 成本显著上升。

	价格上涨不只体现在新模型标价上，更体现在企业客户不能再用个人订阅计划获取大幅折扣。

	对大型企业来说，Claude Code、Codex 这类 coding agent 的真实消耗会回到 API 计价体系。

	这让 AI 从“每月订阅一个工具”变成“组织级 token 成本管理”问题。





1.2 Anthropic 的增长叙事建立在企业消费和 run-rate revenue 上


	Anthropic 在五月的叙事非常强：融资估值、收入增长、盈利预期都构成了“高速商业化”的故事。

	Simon 重点拆解了 annualized run-rate revenue 的口径：消费型收入按最近 28 天乘以 13，订阅收入按月费乘以 12。

	这个口径能快速放大大客户的短期消费，也解释了为什么单个超大客户可能显著影响收入叙事。

	他没有把这些数字当成传统年收入，而是当成理解 AI 商业化泡沫和真实需求之间张力的观察窗口。





1.3 Coding agents 可能是大模型实验室第一个可证明的大商业模式


	Simon 认为 coding agents 和 general purpose agents 是 OpenAI、Anthropic 这类大模型实验室最接近 product-market fit 的业务。

	这个判断来自两边：企业愿意为研发自动化付钱，个人开发者也能感受到订阅与 API 价值之间的价差。

	他用自己的开销做了参照：个人每月订阅能获得远高于订阅费的 API 价值，但企业若按 API 全价付费，账单会迅速膨胀。

	这里的核心不是“模型更聪明”，而是 Agent 已经进入真实工作流，开始产生可计量的高频使用。





1.4 Tokenmaxxing 从炫耀变成风险


	月报里对 Tokenmaxxing leaderboard 的态度很明确：这种炫耀式消耗已经从幼稚变成昂贵。

	当 Agent 可以长时间运行、调用工具、消耗大量上下文时，token 使用量不再是玩笑指标。

	成本控制、用量上限和组织级治理会成为 Agent 工程的一部分。






二、五月模型发布平淡，行业重心转向诚实的增量改进


2.1 Claude Opus 4.8 的关键词是“诚实”


	Simon 认为五月的模型发布不像四月那样密集，两个重点是 Claude Opus 4.8 和 Gemini 3.5 Flash。

	Anthropic 对 Opus 4.8 的描述相对克制，强调它只是可感知但有限的进步。

	这种表达让 Simon 感到新鲜：模型公司承认增量改进，比每次都包装成革命更可信。

	他还用不同 thinking levels 生成 pelican 图像作为轻量测试，把模型能力、价格和主观体验放在同一个观察框里。





2.2 Gemini 3.5 Flash 体现了“更快可用，但更贵”的趋势


	Google 在 I/O 发布 Gemini 3.5 Flash，并直接进入 general availability。

	这个模型被用于 Gemini app、Google Antigravity agent framework 和 Gemini Enterprise Agent Platform。

	但它的价格明显高于 Gemini 3 Flash preview，符合其他实验室的提价趋势。

	Simon 用 Artificial Analysis 的 benchmark 成本做横向比较，提醒读者不要只看标价，还要看完成同一任务实际消耗多少 token。





2.3 Frontier model 叙事暂时没有压过 GPT-5.5


	Simon 认为 Opus 4.8 和 Gemini 3.5 Flash 都是各自实验室的新前沿模型，但并没有明显超过 GPT-5.5。

	他把注意力放在即将到来的 Gemini 3.5 Pro 和 Anthropic 后续模型上。

	这反映出一个判断：模型层仍在迭代，但月度观察的价值不再只是追“最强模型”，而是看能力、价格、产品入口和工作流如何一起变化。






三、会议与播客记录展示了 LLM 生态的现场变化


3.1 Anthropic Code w/ Claude 的真正信息在场外和基础设施


	Simon 参加并 live-blog 了 Anthropic 的 Code w/ Claude developer event。

	和上一年的 Claude 4 发布相比，今年现场新发布不多。

	更有信息量的是 Anthropic 与 xAI 数据中心合作，以及后来从 SpaceX 文件中看到的大额算力采购安排。

	这说明 LLM 行业的竞争不仅在模型发布会，也在算力、数据中心和长期采购合同里。





3.2 Dreams 是一个关于记忆整理的好名字和好隐喻


	Simon 特别喜欢 Anthropic 的 Dreams 功能：Claude 可以定期读取 memory store 和历史会话，再生成新的、重组后的 memory store。

	这个功能把“记忆”从静态存储变成周期性整理过程。

	对 Agent 工程来说，真正困难的不只是保存上下文，而是让长期上下文可维护、可压缩、可重构。





3.3 Vibe coding 与 agentic engineering 的边界正在靠近


	Simon 在 Heavybit 的 Write-Only Code Summit 做 keynote，并把相关访谈中的一段整理成文章。

	主题是 vibe coding 和 agentic engineering 的距离越来越近。

	这组内容延续了他对 AI coding 的核心关注：不要只把 Agent 当作神奇黑箱，而要理解它如何改变工程师的写作、审查、调试和责任边界。





3.4 PyCon AI track 是 Python 社区吸收 LLM 变化的信号


	Simon 在 PyCon US 协助主持新的 AI track，并做了关于最近六个月 LLM 变化的 lightning talk。

	他把演讲做成带注释的 slide deck，继续延续“把现场内容转成可检索知识资产”的习惯。

	这也是这篇月报的底层方法：每一次会议、访谈、演讲都不是一次性事件，而是后续博客和工具判断的输入。






四、Datasette Agent 是五月最重要的个人工程成果


4.1 Datasette Agent 解决的是“一个 Agent 如何证明自己有存在价值”


	Simon 说自己五月非常忙，最大项目是 Datasette Agent。

	这个项目是 Datasette 的 AI assistant plugin，目标不是再做一个通用聊天机器人，而是回答：在一个到处都是 Agent 的世界里，为什么 Datasette 还需要自己的 Agent？

	答案来自 Datasette 的领域优势：它天然理解 SQLite 数据库、只读查询和插件生态。

	这让 Agent 不是悬浮在产品外部，而是嵌入既有工具结构。





4.2 Datasette Agent 的设计保持了 Datasette-ish


	Datasette Agent 开箱可以通过只读 SQL 查询回答数据库问题。

	它还扩展了 Datasette 的插件系统，让插件为 Agent 提供新工具。

	现有例子包括绘图插件和在 Fly.io Sprite sandbox 中运行代码的插件。

	这种架构体现了 Simon 的工程风格：先让 Agent 做受控、可解释、贴近产品领域的事，再通过插件扩展能力。





4.3 小模型在明确工具边界里也足够有用


	Datasette Agent 的 demo 使用 Gemini 3.1 Flash-Lite，价格只有 Gemini 3.5 Flash 的一小部分。

	Simon 观察到，即使是本地小模型，在 SQLite SQL 和基础 tool calls 场景里也工作得很好。

	这提醒读者：Agent 产品不一定永远依赖最贵 frontier model；明确任务边界、工具接口和数据结构，有时比模型堆料更重要。





4.4 Datasette 的基础功能也被 Agent 项目反向推动


	Datasette Agent 还带动了 Datasette 1.0a30 和 1.0a31。

	a30 增加 jump menu，用 / 快速跳到表、查询或插件内容。

	a31 重新设计 stored SQL queries，支持有权限时执行写 SQL，并把查询保存到内部数据库。

	Agent 项目不是孤立功能，而是在推动主产品的信息架构、查询系统和插件系统一起进化。






五、Simon 的工具清单本身就是 Agent 时代的开发者工作流样本


5.1 Codex desktop app 成为他五月使用最多的 coding agent surface


	Simon 五月花在 OpenAI Codex desktop app 上的时间最多，通常使用 GPT-5.5 high 或 xhigh。

	他看重的是桌面 app 与 codex CLI 的互操作：CLI 开始的 session 会自动出现在 app 中。

	他还重视内置 web preview 和 agent-powered browser tool，这让本地开发、预览和修改形成一个闭环。

	移动端续接也是关键体验：可以离开电脑后继续指挥 session。





5.2 Export transcript as Markdown 是 coding agent 的核心产品功能


	Simon 认为 Codex 最想要的功能是把 transcript 导出为 Markdown。

	他会把 transcript 粘到 Gist，再链接到 PR 或 commit message。

	这说明 Agent 工作流的产物不只是代码 diff，还包括过程记录、审查上下文和协作证据。

	对严肃工程来说，可导出的过程日志会影响复盘、代码评审和责任链。





5.3 Claude Code for web 承担异步云端 Agent 角色


	Simon 继续把 Claude Code for web 作为异步、云端的 agent surface。

	很多项目先从 Claude Code for web 开始，再切回本地 Codex。

	这展示了一种多 Agent surface 工作流：云端适合长任务和异步推进，本地适合与文件系统、浏览器预览和 CLI 深度结合。





5.4 AgentsView 把本地 Agent transcript 变成可查询数据


	Simon 新发现并喜欢上 AgentsView。

	它可以读取 Claude Code、Codex、Pi 等本地 transcript，生成本地 web app，支持搜索和统计。

	它还能直接输出按模型拆分的 token 和成本明细。

	底层 SQLite 数据库又能被 Datasette 打开，这正好闭合了 Simon 长期坚持的工程路线：把个人工具使用记录变成可查询、可分析、可复用的数据。






六、Miscellaneous extras 展示了他的选题广度和实验密度


6.1 教皇 AI 通谕被纳入技术伦理观察


	Simon 把教皇关于 AI 与人的尊严的文件视为重要文档，并写了自己的笔记。

	他关注的不是宗教新闻本身，而是 AI 技术讨论如何进入伦理、教育和公共制度层面。

	Anthropic 相关人物参与梵蒂冈活动，也被他放进“技术限制如何被公共叙事吸收”的观察里。





6.2 LLM CLI shebang 是把自然语言脚本化的微型实验


	Simon 记录了如何在 shebang line 中使用自己的 LLM CLI。

	这意味着脚本可以直接用自然语言描述任务。

	这个实验很小，但很 Simon：把一个想法做成能运行的命令，再写成 TIL，成为可复用技巧。





6.3 Datasette Lite + Service Workers 是浏览器内 Python 应用的新实验


	Simon 还探索了用 Service Workers 构建更好的 Datasette Lite。

	这个方向把 Datasette Python app、Pyodide、WebAssembly 和浏览器运行时放在一起。

	他通过 coding agent research project 验证可行性，并做出 Datasette prototype。

	这里延续了同一条主线：Agent 不只是帮写代码，而是帮个人开发者更快验证复杂技术组合。






七、这篇月报的方法论：把 LLM 实验变成连续可审计的工程日志


7.1 月报的价值来自连续性


	这篇文章覆盖模型、价格、会议、产品、工具和个人实验，但它们不是随机拼贴。

	Simon 通过 53 篇五月博客，把行业变化和个人实践组织成一个时间序列。

	月报的意义是把快速变化的 LLM 生态压缩成一次可复盘的工程观察。





7.2 个人研发日志可以同时服务学习、产品判断和协作


	每个实验都被转化成博客、TIL、demo、插件、transcript 或 annotated slides。

	这些产物不是“内容营销”的附属品，而是 Simon 个人研发系统的一部分。

	它们让他能回看自己的判断，也让别人能沿着链接追踪事实和上下文。





7.3 对 AI 内参读者的关键启发在于工程化记录


	这篇月报最值得学习的地方，不是某个具体模型或工具名字。

	更重要的是 Simon 如何把 LLM 时代的噪音转成稳定记录：价格变化、工具体验、产品实验、会议信息、个人成本和代码产物都进入同一套日志系统。

	对任何做 AI 产品或 Agent 工程的人来说，这种连续记录本身就是判断力的基础设施。






关键概念 / 术语


	AI got expensive：五月 AI 行业的核心主题，指模型价格、企业 API 计费和 Agent 使用量共同推高实际成本。

	annualized run-rate revenue：Anthropic 用来描述收入规模的口径，反映短期消费增长，也可能放大单个大客户的影响。

	coding agents / general purpose agents：Simon 认为最可能构成大模型实验室早期 product-market fit 的产品形态。

	Tokenmaxxing leaderboard：用 token 消耗做炫耀的趋势，在 Agent 高成本时代变成工程和预算风险。

	Dreams：Claude 对 memory store 和历史 transcript 做定期重组的功能，代表 Agent 长期记忆从保存走向整理。

	Datasette Agent：嵌入 Datasette 的 AI assistant plugin，用只读 SQL 查询和插件工具证明领域 Agent 的价值。

	Datasette-ish：符合 Datasette 产品气质的工程风格：小而明确、插件化、可解释、贴近数据库工作流。

	Agent transcript：Agent 工作过程记录，不只是调试材料，也可以成为 PR、commit 和复盘的协作证据。

	AgentsView：把本地 Agent 会话转成 SQLite 数据库和可视化统计的工具，体现“把个人工作流变成可查询数据”的方法。

	Service Workers + Pyodide / WebAssembly：浏览器内运行 Python 应用的新实验方向，服务于更好的 Datasette Lite。









6. 《OpenAI Agents SDK 实战：长任务 Agent 的工具、记忆与执行环境》



作者：YouTube



主题：Agent 工程与 Web 规范



质量分：★★★★★



注意力番茄：🍅



Howie 的阅读理由：来自 openai 官方，OpenAI Agents SDK 实战。
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三级笔记



核心观点

这场 OpenAI Build Hour 的主线是：模型已经能在更长时间跨度上完成真实工作，但生产级 agent 的难点不只是“让模型调用工具”，而是给模型一个能长期运行、能恢复状态、能接入文件与系统、又能被安全隔离的执行体系。Agents SDK 的新方向，就是把 Codex 风格的 model-native harness、沙箱执行环境、skills、MCP、工具调用、记忆和快照恢复组合成一个可嵌入产品的工程框架。



一、为什么现在需要新的 Agents SDK harness


1.1 模型正在进入长任务阶段


	OpenAI API 团队把背景放在一个趋势上：模型可以独立工作的时间越来越长。

	Codex 是最直观的例子：用户能看到它跑几分钟到一小时，内部也能把它用于更长跨度的任务。

	同一类能力还延伸到安全扫描 agent 和内部数据 agent：前者扫描代码和依赖里的安全漏洞，后者连接数据链路，用自然语言回答原本需要写 SQL 的问题。

	这里的关键不是“模型会聊天”，而是模型能在文件、代码、数据和工具之间持续推进任务。





1.2 生产级 agent 的真正难点


	构建 agent 时，需要在性能和灵活性之间取平衡：模型越来越适配自己的 harness，离开合适的执行分布就容易掉性能。

	现代 computer-using agent 需要处理执行环境问题：容器会消失、状态会丢失、任务要恢复、文件系统要持久化。

	生产系统还要处理安全问题：如果沙箱里有 secrets，prompt injection 和数据外泄风险会上升。

	开发者真正想做的是产品逻辑和用户价值，但传统实现里大量时间被花在 agent loop、工具编排、上下文更新和恢复逻辑上。






二、Agents SDK 的核心定位：开放框架 + Codex 风格能力


2.1 SDK 仍然是开放、可定制的框架


	Agents SDK 从发布开始就是开源框架，仍然强调可定制和跨模型。

	它不是把开发者锁进单一后端，而是让开发者能带入自己的数据、工具、MCP、skills 和基础设施。

	新增能力集中在“让 agent 更像一个能做真实工作的 computer user”：能看文件、跑命令、改代码、使用沙箱、保留记忆。





2.2 Codex-style harness 是这次更新的中心


	SDK 引入了 Codex 风格的 harness，把 Codex 里验证过的一组工具和循环机制带到通用 agent 开发里。

	这个 harness 包括 shell、apply patch、文件系统、skills、memory、computer use 等能力。

	重点是让模型处在更熟悉的执行分布里：它不是只拿到一个函数调用列表，而是拿到一个接近真实工作环境的任务空间。





2.3 内置 agent loop 减少重复编排


	过去开发者通常要自己写循环：请求模型、接收工具调用、执行工具、更新上下文、再次请求，直到模型停止调用工具。

	Agents SDK 把这个 agent loop 内置，同时让 web search、file search、MCP、code interpreter、skills 等能力更容易接入。

	这让开发者把注意力从 orchestration layer 移回产品本身。






三、关键架构变化：把 harness 和 compute 分离


3.1 旧模式的问题：harness 和计算环境绑在一起


	以本地 Codex 为例，模型操作的文件系统和执行 agent loop 的环境往往在同一台机器上。

	如果把这种模式直接搬到生产容器里，容器就变成 load-bearing：容器一死，文件状态和任务上下文都可能丢。

	这种模式还让 secrets 管理更困难，因为沙箱既负责运行任务，又可能接触敏感凭据。





3.2 新模式：沙箱是短暂计算层，harness 管理任务状态


	Agents SDK 的关键设计是拆分 harness 和 compute：agent loop 可以跑在开发者自己的基础设施里，沙箱只负责执行文件和命令相关工作。

	沙箱可以是短暂、可替换、可销毁的环境；状态由 harness 通过快照和恢复机制管理。

	如果容器消失，系统可以重新启动沙箱、恢复文件系统和任务消息，而不是让任务从零开始。





3.3 安全含义：把 secrets 留在沙箱之外


	拆分后，开发者不必把敏感凭据放进模型可操作的沙箱。

	沙箱可以被限制为只拥有当前任务所需的文件和工具。

	这降低了 prompt injection 诱导模型读取或外传 secrets 的风险。






四、沙箱、容器和文件系统：agent 的真实工作台


4.1 SDK 支持多种沙箱提供方


	Agents SDK 为多种沙箱平台提供一等支持，包括 E2B、Modal、Cloudflare、Vercel、Docker、本地 laptop 等。

	开发者可以沿用自己已有的平台，而不是为了 agent 重建基础设施。

	沙箱的角色是给模型一个隔离环境，让它能读取文件、写文件、运行 shell、执行 Python 或其他命令。





4.2 Hosted shell tool 是轻量入口


	Responses API 新增 hosted shell tool，可以在一次 API 调用里临时启动容器、加载文件、让模型执行代码并返回结果。

	它适合较轻量的文件处理或一次性任务，可以理解为 Agents SDK 沙箱范式的轻量版。

	开发者可以用 containers endpoint 预先创建容器、上传文件，也可以让 API 自动创建和销毁临时容器。





4.3 网络访问控制是沙箱安全的一部分


	OpenAI 也为容器加入了网络访问控制能力，例如 domain allow list、关闭出入口网络等。

	这让开发者可以按任务风险决定沙箱能不能访问外网、能访问哪些域名。

	对生产 agent 来说，网络边界和文件边界一样重要。






五、Skills：把专业任务能力打包给 agent


5.1 Skill 是 agent 可复用能力包


	Skill 是一组文件和说明的 bundle，通常包含一个顶层 SKILL.md，也可以包含脚本、资料和模板。

	它的作用是把某类专门任务所需的知识、规则和工具打包，给 agent 在合适时调用。

	例子可以是税务准备、会议材料编辑、内容审核或特定企业流程。





5.2 Skills API 解决中心化管理问题


	OpenAI 新增 Skills API，让开发者可以上传 skill、迭代版本、设置默认版本，并在 hosted shell 等环境里引用。

	这解决了团队中 skill 的来源、版本和分发问题。

	GitHub 仍然适合存储和审查 skills，因为它天然支持版本控制、PR 和协作流程。





5.3 Capability 把工具、指令和文件环境组合在一起


	Demo 中提到 capability：它可以把工具、额外 instructions、manifest 文件布局等组合成一个能力对象。

	默认 capability 包括文件系统和 shell，开发者还可以添加 skills、MCP 和业务工具。

	对模型来说，capability 不是抽象配置，而是它进入任务时能看到、能用、能操作的一组能力边界。






六、Demo：从任务看板到 agentic task tracker


6.1 基础场景：会议筹备任务


	Demo 用一个类似 Linear board 的任务看板作为场景，用户可以创建任务、上传文件、分配负责人。

	起初任务只能分给人，目标是让 agent 接管一部分工作，比如编辑会议材料、完善演讲内容、生成项目资产。

	第一步创建 SandboxAgent，给它 instructions 和 Docker 沙箱，让它读取上传文件并编辑内容。





6.2 给 agent 加上 skill 后，任务能力变得更专门


	之后 demo 加入 conference program editor skill，让 agent 不只是“能读文件”，而是知道会议材料编辑的具体规则。

	agent 的输出从通用处理变成更贴近任务上下文的编辑工作。

	这说明 skills 的价值在于降低每次 prompt 里重复解释业务规则的成本。





6.3 从 Docker 到 Modal：把沙箱迁移到云端


	Demo 随后把沙箱从本地 Docker 切到 Modal，并用 R2 保存快照。

	这样 agent 的执行不再依赖演示者的 laptop，而是可以在云端启动沙箱、恢复状态、继续任务。

	这个迁移展示了 harness 和 compute 分离后的好处：任务逻辑不必重写，执行环境可以替换。






七、Manifest 和快照：长任务恢复的工程基础


7.1 Manifest 定义文件系统起始状态


	Manifest 是一个声明式文件树：开发者告诉 SDK，agent 启动时应该看到哪些目录、文件或挂载点。

	模型启动时会看到文件树的渲染版本，因此不需要一上来就大量 ls 或 grep 才知道工作区结构。

	Manifest 可以描述本地文件、云存储文件、GitHub repo、S3/R2 bucket 等来源。





7.2 快照让长任务可以暂停和恢复


	Agents SDK 可以把沙箱文件系统打包成快照，保存到本地磁盘或 R2 等外部存储。

	同时，SDK 也管理任务运行状态，也就是到目前为止的消息和工具调用轨迹。

	恢复任务时，系统可以同时恢复 rollout 状态和文件系统状态，从而做到较少损失地续跑。





7.3 挂载和复制是两种不同取舍


	如果把文件复制进沙箱，运行时读取更快，但启动时会慢，尤其是文件很多时。

	如果把外部 bucket 挂载到沙箱，启动更快，数据更新也更鲜活，但运行时访问可能有网络延迟。

	Agents SDK 允许开发者根据文件规模、数据新鲜度和性能需求选择策略。






八、工具调用、审批和多 agent 协作


8.1 Function tools 继续是接入业务系统的基本方式


	Demo 里加入了三个业务工具：更新任务状态、更新 assignee、搜索 assignee。

	Function tool 可以改名、写描述、加 guardrail、设置 timeout、动态启停。

	SDK 负责把模型的工具调用路由到对应函数，再把结果送回模型，开发者不用手写完整 function calling loop。





8.2 Tool call approvals 让高风险动作有人类确认


	Demo 中，如果 agent 想把任务状态设为 done，就需要人工审批。

	这对应 Codex 里常见的“是否允许执行某个命令”的模式。

	审批机制适合那些不可逆、影响生产状态或需要人工质量判断的工具调用。





8.3 Agent handoff 支持任务在多个角色间流转


	Demo 里一个 program editor agent 可以先精修内容，再把任务分配给 asset producer agent 生成资产。

	这展示了多 agent 协作的一种简单形态：通过任务状态、assignee 和共享文件系统进行交接。

	Q&A 中也提到，supervisor agent 可以用消息、数据库、文件系统等机制协调大量 specialized agents。






九、Q&A 中补充的关键判断


9.1 什么时候用 harness-based agent，什么时候直接用 Responses API


	如果任务是一锤子买卖，比如翻译、结构化 JSON、简单转换，Responses API 本身就足够。

	如果任务需要长期运行、文件操作、工具组合、沙箱、恢复和更贴近模型训练分布的执行环境，harness-based agent 更合适。

	未来模型和 harness 的耦合可能更强，合适的 harness 会成为性能的一部分。





9.2 SDK 是否内置持久状态管理


	SDK 内置 snapshot 机制，开发者只需要定义快照存储在哪里。

	run state 可以作为 JSON 对象存进数据库，之后再加载恢复。

	文件系统快照和消息轨迹一起，构成长任务恢复的两块状态。





9.3 SDK-owned sandbox 和 user-owned sandbox 的区别


	SDK-owned sandbox 由 SDK 在任务开始时创建，任务结束时销毁，避免开发者忘记清理云资源。

	User-owned sandbox 由开发者预先创建和管理生命周期，适合需要保持 warm 或跨多轮复用的场景。

	默认行为更安全省心，高级场景可以自己控制。






关键概念/术语


	Model-native harness：让模型用接近其训练和产品分布的方式工作的一整套执行循环、工具和上下文框架。

	SandboxAgent：Agents SDK 中面向沙箱执行的 agent 类型，让模型能在隔离环境里读写文件和运行命令。

	Harness / compute split：把 agent loop 和实际执行文件命令的沙箱分开，避免沙箱承载全部状态。

	Snapshot / rehydration：保存并恢复文件系统和任务轨迹，使长任务可以暂停、迁移和续跑。

	Manifest：声明 agent 启动时应该看到的文件系统结构和外部数据来源。

	Capability：把工具、额外指令、skills 和文件环境组合起来的能力单元。

	Skills API：集中上传、版本化和引用 skills 的 API。

	Tool call approval：让特定工具调用在执行前经过人工确认的机制。
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三级笔记



Forward Deployed Engineering 101



核心观点

这篇文章把 Forward Deployed Engineer 定义为 AI 公司把技术真正部署进客户业务现场的关键角色。作者的判断是：当 intelligence 逐渐 commoditized，竞争优势不再来自“模型聪明”本身，而来自企业在哪里、怎样、以多快速度把 AI 用进真实流程。FDE 的价值就在于站在客户现场，理解业务问题，写进陌生代码库，设计 agent、eval 和部署路径，并把工程结果翻译成非技术决策者能理解的 business impact。



一、为什么 AI 公司需要 FDE


1.1 intelligence 变成商品后，优势转向使用方式


	作者的起点是一个强判断：如果 intelligence 正在 commoditized，那么 intelligence alone 没有竞争优势。

	竞争优势来自 how and where you use it，也就是 AI 被嵌入哪些流程、改造哪些组织能力、创造哪些效率增益。

	因此，“判断怎么用、在哪里用”本身变成最重要的角色，这就是 forward deployed engineer 的位置。





1.2 Applied AI 公司靠 FDE 帮客户完成 AI transformation


	客户雇佣 Applied AI 公司，不只是买模型或买软件，而是买一支已经做过大规模 AI transformation 的团队。

	这种团队能让客户比竞争对手更快移动，并带来 massive efficiency gains。

	FDE 是这个团队里最贴近客户流程的人：既要理解客户问题，也要能直接把解决方案写进系统。





1.3 FDE 是一类“百万美元级”混合型人才


	FDE 必须能 deeply understand customer problems。

	FDE 必须能 write code into a code base they’ve potentially never seen before。

	FDE 还必须能 communicate the business impact to a non-technical decision maker to close the deal。

	这不是单纯售前、实施顾问或软件工程师，而是把客户理解、工程实现和商业沟通压在同一个人身上的岗位。






二、FDE 的第一原则：必须在客户现场


2.1 不在环境里，就无法为环境构建产品


	作者引用 Palantir CTO 的判断：不能在没有进入环境的情况下，为那个环境构建产品。

	FDE 要 on-site with a customer，因为真实流程、约束、数据和阻力只有在现场才能看到。

	AI 部署尤其如此，因为真正的效率增益不是把一个通用模型接进系统，而是围绕企业自己的上下文重建流程。





2.2 Palantir 的源头案例说明现场反馈回路


	FDE 一词源自 Palantir。

	2010 年，Palantir 与阿富汗 Special Forces 合作：白天部队执行任务、收集反馈，晚上 FDE 根据反馈 ship code。

	这个案例说明 FDE 的核心不是“交付软件”，而是在高压真实环境里建立极短的反馈回路。





2.3 AI 部署需要基于公司特定数据和上下文


	作者认为，要看到 real efficiency gains，公司需要从 ground up 围绕 AI 重建。

	这只能通过 sitting with the customer 完成。

	FDE 要构建 custom agents，这些 agent 必须 engineered on company-specific data, with company-specific context。






三、Applied AI FDE 的三段式工作：Audit、Evals、Deployment


3.1 Audit：把客户流程拆清楚


	Audit 阶段，FDE 在客户现场映射不同团队的 process 和 workflow。

	作者举例：两周跟 rev ops，一周跟 procurement，一个月跟 finance。

	每跟一个团队坐在一起，FDE 都要理解三件事：他们的工作长什么样、瓶颈在哪里、哪里可能创建 agent 来交付价值。





3.2 Audit 的关键判断：什么应该自动化，什么不应该


	Audit 不是看到流程就塞 agent，而是判断 automated vs shouldn’t。

	如果 workflow 可以被 distill into rules，但输入形态不同，并且工作涉及 calling tools，就适合放 agent。

	如果规则和输入都 predictable，传统代码更快也更便宜。

	如果决策需要 pattern recognition 和 domain expertise，就应该留给人工。





3.3 Audit 还要判断 ROI、规模和 AI 使用比例


	如果 agent 每月只跑五次，客户不会得到好 ROI。

	FDE 要找 lengthy、high-volume automations，因为必须有 enough volume to matter。

	构建 agent 时不要 overuse AI：多数自动化任务可以由一系列 tool calls 加一次 LLM orchestration 完成。

	过多 AI 会带来 unneeded token costs，并且在规模化后成本会复利式放大，还可能降低输出质量。





3.4 Audit 的最后部分是 prototyping


	Audit 不是停在流程图，而要进入 prototype。

	原型的作用是把“这里可能有价值”变成客户和 FDE 都能观察、测试、迭代的具体 agent。

	这也是 FDE 从顾问式分析进入工程落地的分界线。






四、Evals：证明 agent 真的工作


4.1 花数百万部署 AI 的客户需要证据


	如果客户投入数百万做 AI deployment，他们需要知道它是否真的 working。

	eval 的作用不是内部技术洁癖，而是证明价值、建立信任、支撑 ROI 判断。

	对怀疑 AI 是否有效的 executive 来说，好的 agent evaluation 是信任部署的前提。





4.2 好 eval 不只检查最终答案


	好 eval 不只是看 final answer 是否正确，还要验证 AI 是否 thinking like a human would。

	人类解决问题不是 one move，而是 multi-step process。

	FDE 要 trace the human’s steps，并在每个 checkpoint 上给 AI 打分。





4.3 从小样本高质量标准开始


	作者建议 start small with great examples of the intended outcome。

	例如构建 customer support agent 时，先和真人坐在一起，确定用户查询的 best possible answer。

	重复几个任务后，就知道 what great looks like，再用这个标准衡量 agent。






五、Deployment：在既有系统上安全落地


5.1 避免大规模数据迁移


	作者明确建议 avoid large-scale data migrations。

	更好的路径是在现有 data layer 之上构建 API，例如 SharePoint 或数据库，再把模型放在上面做 orchestrator。

	这样节省时间和金钱，也避免 ripping out your existing systems。

	客户往往已经为 ERP 迁移花了数百万美元和多年时间，他们不想再替换一次。





5.2 先建立安全执行环境


	在进入生产前，FDE 要创建 execution environment 来安全测试 agent。

	这个 sandbox 位于公司自己的 infra 里，用来 run、test、debug agent。

	sandbox 的价值是让 agent 在接近真实环境的地方试错，而不是直接冲进 production。





5.3 进入生产时从最小自治单元开始


	moving to production 时要 start slow。

	先拿一个 small workflow 做通，再逐层增加能力。

	作者举例：先让 agent 捕获 bug、调查并写 ticket；如果有效，再给它写代码和 push PR 的能力。

	关键原则是：Start with the smallest unit of autonomy; only then give it the capability to take action。






六、如何在 30 天内准备成为 FDE


6.1 三类背景更容易切入


	作者认为最常见的成功背景是 Consultants、Product Managers 和 Software Engineers。

	Consultant 和 PM 通常已经能 translate data into ROI，这是 FDE 的半个工作。

	他们最大的短板是工程经验，因此需要用高质量 portfolio 证明自己能构建真实系统。





6.2 Consultant/PM 的作品集方向


	可以构建一个 production-ready AI agent，让它执行过去手工完成的完整流程，能 call APIs、log its thinking autonomously，并具备 failure harness。

	可以构建基于行业自定义数据集的 RAG pipeline，例如 legal docs、medical records、financial filings。

	可以自建 eval framework，从 correctness、format、cost、latency 等维度评价不同业务流程里的 agent 输出。

	可以构建 MCP，把 LLM 连接到尚不支持 AI integration 的 legacy software。

	作者特别提醒：Do not outsource your understanding to AI。





6.3 软件工程师的关键短板是沟通


	对 SWE 来说，最重要的部分可能是 communication。

	FDE 必须把 AI 能做什么、不能做什么翻译成 non-technical VP 能理解的语言。

	SWE 也应构建类似项目，但要解释每个组件：tech stack、results、iterations、business outcomes。

	更重要的是解释为什么要构建这些 agent：解决什么 pain point，在真实客户互动中会怎样落地。






七、30 天路线图的工程学习骨架


7.1 第 1 周：理解 agent loop、工具和 guardrails


	理解 what is an agent and how an agent loop works。

	阅读 Anthropic 的 Building Effective Agents，并写一个 prompt -> model -> response -> next step 的脚本。

	学会让 agent call a tool，加入 API call 和 web search 两类工具调用。

	学会 basic guardrails：input validation、max-step limit、output filtering。

	理解 context window vs external memory：除非状态需要跨 run 持久化，否则默认用 context。

	构建 audit trail，记录每个 prompt、tool call、response 和 timestamp。





7.2 第 2 周：结构化输出、生产化和 checkpoint


	学会 enforce structured outputs，默认返回 JSON。

	理解 demo to prod 过程中通常会坏在哪里。

	学会 checkpoint，把 agent state 每 n steps 保存到文件，使系统可以从最后一个 checkpoint 重启。





7.3 第 3 周：可靠性、成本和 eval 数据集


	理解 retry logic 和 exponential backoff：外部调用失败后按 1s、2s、4s、8s 重试，并在 16s 封顶。

	学会部署 agent 时优化成本：便宜子任务用便宜模型、缓存常见 prompts、限制 max tokens，并跟踪 cost per query。

	构建 golden dataset：从 20 个真实查询开始，自己标注 perfect output。

	理解 multi-agent pipelines 和 parallel architectures：当一个 agent 无法处理全部工作时，一个负责 plan，其他负责 execute，一个负责 synthesize。





7.4 最后一周：把技术和业务指标说清楚


	最后一周的重点是复盘并 out loud 沟通全部内容。

	要把能绑定的内容都绑定到 business metrics。

	这说明 FDE 准备不是“学一堆技术名词”，而是能把 agent 工程、客户流程和商业结果讲成一条线。






八、TLDR：FDE 的岗位本质


8.1 每家公司都需要 AI，但没人知道怎么部署


	作者把 FDE 定义为 tech right now 最被需要的角色之一。

	原因不是每家公司缺模型，而是每家公司都想要 AI，却不知道怎么 deploy it。

	FDE 的工作就是理解 audit、evals、deployment 三个阶段及其目的。





8.2 作品集和表达能力决定能否入场


	portfolio 和 ability to speak about it 是决定性因素。

	候选人可以构建 agents、RAG pipelines、eval frameworks、MCPs。

	但最重要的是 confidently articulate the business use case behind everything you’re building。





8.3 知道什么时候不用 AI，是信任和 ROI 的来源


	Lack of communication ability 是 deal-breaker。

	FDE 必须能解释 AI can and can’t do。

	Know when AI isn’t the answer 会建立客户信任，也会保护 production agents 的 ROI。






关键概念/术语


	Forward Deployed Engineer (FDE)：把工程能力部署到客户现场，直接理解业务问题、写代码、交付商业影响的混合型角色。

	intelligence commoditized：模型智能本身逐渐商品化，因此优势来自使用方式而非智能本身。

	Applied AI transformation：围绕企业流程、数据和上下文重建 AI 工作方式，而不是简单接入通用模型。

	Audit：现场映射客户流程、发现瓶颈、判断自动化机会和 ROI 的阶段。

	Evals：证明 agent 是否按人类步骤正确工作，并让客户相信 ROI 的评价体系。

	Deployment：在既有系统上以 sandbox、API 和最小自治单元逐步进入生产的落地过程。

	smallest unit of autonomy：先给 agent 最小、可控、可验证的自治能力，验证后再赋予行动权限。







AI 认知、安全与社会影响






8. 《VR 飞行后的身体错觉：大脑会把虚拟翅膀纳入身体图式》



作者：Weixin Official Accounts Platform



主题：AI 认知、安全与社会影响



质量分：★★★★☆



注意力番茄：🍅



Howie 的阅读理由：大脑。理解大脑。



Notion 网页入口 | Notion App 入口 | 原文入口



概念网络：请跳转到 Notion 文章页面查看 concepts｜2 关键概念、概念网络 tab。





三级笔记



核心观点

这篇文章围绕北京大学毕彦超团队与魏坤琳团队的一项 VR 飞行研究展开：当人类在虚拟现实中用手臂控制一双从未在演化中拥有过的翅膀，并通过训练真正学会“飞行”后，大脑会在短时间内改变对翅膀的视觉表征。翅膀不再只是被观察的动物身体部位，而会在视觉皮层中变得更像人类上肢。这说明技术创造的新身体经验，可能突破传统演化边界，重塑人脑理解身体和世界的方式。



一、研究问题：如果人类短暂拥有一双虚拟翅膀，大脑会如何理解它


1.1 飞翔幻想变成认知科学问题


	毕彦超长期对“飞翔”这一身体经验感兴趣，她把拥有翅膀看作突破人类演化限制的一种想象。

	魏坤琳团队拥有 VR 运动感知实验经验，关注 VR 如何影响人脑；毕彦超团队擅长解读大脑如何处理信息。

	两个团队的问题因此交汇到一起：人类从未拥有过虚拟身体部位，那么当 VR 让人短暂拥有一双翅膀时，大脑会把它当作工具、外部对象，还是某种新的身体部位？





1.2 研究真正关心的不是“会不会玩 VR”，而是身体表征是否会改变


	普通工具可以成为身体延伸，但工具通常仍被理解为身体之外的东西。

	虚拟翅膀不同：它不是拿在手里的器械，而是通过视觉和动作映射被呈现成“长在身上”的新肢体。

	研究的核心问题是：短期训练是否足以让大脑为一种人类从未拥有过的肢体建立新的神经表征。






二、实验设计：让受试者在一周内训练一双不存在的翅膀


2.1 VR 系统把现实手臂动作映射到虚拟翅膀


	研究团队招募 25 名北大学生，让他们参加为期一周、共四次、每次约半小时的 VR 飞行训练。

	受试者戴上 VR 头显，手臂和手腕绑定动作捕捉装置，现实中的动作会实时映射到虚拟世界中的翅膀。

	在虚拟镜子前，受试者第一次看到自己变成带有巨大棕红色翅膀的“鸟人”：挥动手臂，翅膀扇动；转动手腕，羽翼随之改变姿态。





2.2 训练从翅膀熟悉任务进入真正飞行任务


	起初，受试者要完成与飞行无关的小任务，例如摆出指定翅膀姿势，或用翅膀扇动气流吹开小球。

	之后，他们进入飞行训练：在虚拟崖壁前尽量飞高、维持高度，或像《Flappy Bird》一样穿过空中圆环。

	训练重点不是观察翅膀外形，而是在注意力被飞行目标吸引时，凭借身体感觉和飞行结果不断校正手臂与手腕动作。





2.3 飞行规则被设计成接近鸟类空气动力学


	蔡依洋参考鸟类翅膀结构，把鸟翼三段结构和末端大面积羽翼的特点融入 VR 设计。

	系统模拟鸟类飞行的空气动力学：向上抬翅并不一定让身体上升，受试者必须控制翅膀与空气的接触面积、扇动速度和动作节奏。

	因此，飞行不是简单扑腾，而是一套需要学习的身体控制模式，更像“空中的蛙泳”。





2.4 学习过程建立了主观控制感


	受试者第一次训练通常很吃力，很多人满头大汗，甚至觉得任务太难。

	随着训练推进，第三次或第四次时，大多数人可以稳定控制高度，并更准确地穿过圆环。

	问卷显示，受试者对翅膀的主观控制感逐渐增强；他们开始感觉自己不是在操控一个外部游戏对象，而是在用身体控制一对翅膀。






三、核心发现：视觉皮层开始以更像上肢的方式表征翅膀


3.1 研究团队用训练前后核磁扫描寻找大脑变化


	受试者在一周训练开始前和结束后各接受一次 fMRI 扫描。

	扫描时，他们观看不同图片：鸟类翅膀、尾巴等非人体部位、人类上肢、下肢、面部，以及斧子、椅子等人造物。

	研究团队比较训练前后视觉皮层对这些图片的响应，观察翅膀的神经表征是否发生改变。





3.2 训练后，翅膀图片诱发更强视觉皮层反应


	结果显示，经过一周 VR 飞行训练后，受试者再次看到翅膀图片时，视觉皮层反应变得更活跃。

	这说明翅膀不再只是普通动物身体部位或视觉对象，而在大脑中获得了更高的加工权重。

	这种变化来自身体化经验，而不是单纯知道翅膀是什么。





3.3 翅膀的神经活动模式变得更像上肢


	视觉皮层本来对身体部位格外敏感，手、脚、脸等身体部位通常会引发较强响应。

	研究发现，训练后翅膀在视觉皮层中的神经活动模式出现更高的“上肢相似性”。

	换句话说，大脑不是只学会识别翅膀，而是开始用接近处理人类上肢的方式处理翅膀。





3.4 虚拟翅膀没有挤占原本手臂表征


	研究团队没有发现视觉皮层对上肢图片的表征发生显著改变。

	这意味着大脑没有通过牺牲或改写手臂表征来容纳翅膀，而是在原有身体表征之外，为翅膀建立了新的相似性。

	这一点让虚拟翅膀与假肢形成对比：假肢使用者往往清楚知道假肢替代缺失肢体，因此它在视觉皮层中可能更像外部工具。






四、机制解释：关键不是拥有翅膀，而是把肢体运动解读成翅膀动作


4.1 视觉体验和肢体动作之间形成稳定映射


	在 VR 中，受试者看不到真实手臂，而看到虚拟身体和飞行高度变化。

	他们的手臂与手腕动作持续带来翅膀姿态、飞行高度和任务结果的变化。

	这种稳定映射让受试者自然形成解释：是“我”在控制翅膀，而不是“我”用工具触发某个屏幕效果。





4.2 身体图式改变来自主动控制，而不是纯观看或纯飞行刺激


	如果只是看翅膀、想象飞行，或者用机械装置体验被动升降，可能无法产生同样效果。

	研究强调的是主动控制感：受试者必须把自己的肢体运动理解成翅膀的挥动。

	在飞行任务中，即使翅膀不总在视野中央，受试者仍会把胳膊运动解读为翅膀运动，这种解释才是表征改变的关键。





4.3 VR 提供了演化之外的身体经验


	人类的身体结构受演化限制，但 VR 可以创造现实身体没有的形态和感官回路。

	这项研究表明，大脑可能通过抽象机制理解陌生身体如何运作，而不完全受限于演化历史。

	技术因此不只是扩展行动能力，也可能改变大脑组织经验和概念的方式。






五、研究意义：大脑可塑性的边界被推向更远


5.1 大脑不只是适应工具，也可能适应从未拥有过的肢体


	过去关于大脑可塑性的许多研究集中在工具使用、假肢、运动学习和感觉替代。

	这项研究把问题推到更远：虚拟翅膀不是人类已有身体部位的延伸，也不是缺失肢体的替代，而是一种演化史中不存在的身体形式。

	训练后出现上肢相似性，说明大脑可以快速为新身体形态建立某种可操作的表征。





5.2 身体经验会改变对世界的理解


	文章后半部分把研究扩展到更大的问题：当技术创造新的身体经验，人类是否会改变理解世界的方式。

	魏坤琳用大语言模型类比：模型能从文字中知道桌子，却无法像人类一样通过推、拉、倚靠、书写来理解桌子。

	对翅膀也是如此，只有当人真正用身体控制翅膀飞行，才会获得不同于观察和语言描述的理解。





5.3 VR、AR、脑机接口和可穿戴设备会制造更多“新身体”


	未来人类可能越来越频繁地进入现实中不存在的身体形态：额外肢体、陌生视角、新感官、远程身体或机器人身体。

	如果这些体验能形成稳定的主动控制和感知反馈，大脑可能会把它们纳入更宽广的身体图式。

	这让虚拟现实不只是娱乐或训练工具，而成为探索人脑可塑性和身体边界的实验平台。






六、局限与开放问题


6.1 当前研究只能看到训练前后的变化


	毕彦超提到，理想情况下应在每次训练结束后都做 fMRI 扫描，以观察大脑如何一步步改变。

	现实限制让研究只能比较训练前后两个时间点，因此无法精确描述学习过程中的动态轨迹。





6.2 飞行体验仍不够逼真


	蔡依洋认为，当前 VR 飞行任务主要围绕高度控制和穿越圆环，飞行角度、突发环境变化等真实飞行维度还不够丰富。

	更逼真的交互可能带来更强或不同类型的身体表征变化。





6.3 大脑接纳新身体形式可能有条件


	研究并不意味着大脑可塑性无限。

	关键问题包括：大脑能在多大程度上接纳从未有过的身体形式；这种接纳需要怎样的控制映射、反馈一致性和自然感。

	如果用面部表情而不是手臂控制翅膀，或者学习过程明显违背身体直觉，翅膀是否仍会被纳入身体图式，仍是未知。






七、整篇文章的思想框架


7.1 论述路径


	第一层：从“飞翔”这种人类超能力想象切入，提出虚拟身体是否能被大脑接纳的问题。

	第二层：通过 VR 飞行训练，让受试者建立手臂动作与虚拟翅膀飞行之间的主动控制关系。

	第三层：用 fMRI 证明训练后视觉皮层对翅膀的表征变得更像上肢。

	第四层：解释这种变化来自身体化控制经验，而不是工具使用、纯观看或被动体验。

	第五层：把发现推向虚拟身体时代的问题：技术创造的新身体经验会如何改变人类理解自己和世界。





7.2 最关键的判断


	身体不是一个固定边界，而是一套大脑持续建模的控制关系。

	当虚拟世界提供足够一致的视觉反馈、动作映射和主动控制感，大脑可能把演化史中不存在的身体部位纳入自己的表征系统。

	这项研究真正重要之处，不是证明 VR 可以让人“感觉自己会飞”，而是证明新的身体经验可以改变大脑对世界对象的分类方式。






关键概念/术语


	虚拟翅膀：VR 中被呈现为身体一部分、由手臂和手腕控制的新肢体。

	身体图式：大脑对“哪些东西属于我的身体、它们如何运动”的内部模型。

	主动控制感：个体感到动作由自己发起并导致外部变化的经验。

	上肢相似性：训练后，翅膀图片在视觉皮层中的神经活动模式更接近人类上肢。

	视觉皮层身体部位表征：视觉系统对手、脚、脸等身体部位的敏感加工模式。

	大脑可塑性边界：大脑能否适应演化之外身体经验的能力范围。

	身体化理解：通过身体行动和感知反馈形成的理解，而不是仅靠语言或观察形成的知识。









9. 《教皇与硅谷：AI 讨论进入伦理与公共秩序层面》



作者：Cal Newport



主题：AI 认知、安全与社会影响



质量分：★★★★☆



注意力番茄：🍅



Howie 的阅读理由：教皇、硅谷、AI、公众、社会。
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概念网络：请跳转到 Notion 文章页面查看 concepts｜2 关键概念、概念网络 tab。





三级笔记



核心观点

Cal Newport 用梵蒂冈 AI 伦理会议和教皇通谕作为对照，批评硅谷 AI 产业把自己放进了“祭司 + 先知”的位置：一边宣称自己正在召唤改变人类生活的力量，一边要求公众接受一个被包装成不可避免的 AI 未来。文章的主旨不是否认 AI 的重要性，而是把技术公司拉回“工具应该有用、应该服务共同善”的位置。



一、梵蒂冈会议暴露了 AI 产业的精神姿态


1.1 技术高管主动寻找“人类一直在乎的价值”


	Notre Dame 哲学家 Meghan Sullivan 在梵蒂冈参加 AI ethics 闭门会议，同行者包括宗教思想者、学者和技术产业领袖。

	她在清晨弥撒中看到一位典型硅谷技术领袖穿着西装坐在教堂里；这个细节让 Newport 看到一种不同寻常的姿态。

	这位高管说，他们正在建造会改变生活本身的东西，因此想保持与人类一直关心的价值相接触。





1.2 Newport 感到不安的不是 AI 本身，而是工程师的自我理解


	Newport 说这段互动让他感到 chilling，原因不是它揭示了 AI disruption，而是它揭示了开发这项技术的人如何看待自己。

	技术领袖不再只是把 AI 当作产品或工具，而是在寻找一种近似宗教的合法性和使命感。

	文章由此转向核心批评：AI industry 被一种 religious fervor 浸透。






二、AI 产业把自己放进“祭司与先知”的双重角色


2.1 从“有用产品”转向“发明未来”


	Newport 引用 Elizabeth Lopatto 的说法：AI 公司已经停止努力构建 useful products，转而专注于 inventing the future。

	这个转向让公司不再只是市场里的产品组织，而像是在解释、召唤和管理一种超越公众选择的历史力量。

	技术公司同时扮演 priest 和 prophet：既安抚自己想象中召唤出来的 digital deity，又警告大众它即将降下 holy wrath。





2.2 宗教化叙事给技术高管带来兴奋感


	Newport 承认这种吸引力容易理解：对坐在教堂里的高管来说，这种叙事一定 exciting and life-affirming。

	他用 Aaron 和 Amos 形容这种角色诱惑：既像祭司，又像先知。

	但文章的转折是：不是所有人都愿意加入这个游戏。






三、教皇通谕提出另一套 AI 判断标准


3.1 教皇拒绝温顺接受“不可避免的 AI 未来”


	Pope Leo XIV 发布 42,000 字通谕 Magnifica Humanitas，回应人工智能挑战。

	Newport 还在消化全文，但从早期摘要中看到一个清晰信号：教皇并不准备 meekly acquiesce to the AI future。

	这让 AI 问题从创业公司愿景、模型能力和商业竞争，进入伦理、公共秩序与共同善的层面。





3.2 “共同善”成为反制 AI 宿命论的关键词


	通谕要求人们放弃再造一座 Tower of Babel，转而 build up the common good。

	Newport 把这句话翻译成技术产业应该遵守的朴素原则：tools should be useful，tools should help people’s lives。

	换句话说，技术公司应该追求的是创造工具，而不是把公众拖进某个由 GPU、模型和创始人愿景堆出来的宏大宿命。






四、Newport 批评 AI 领袖的自动化未来论是 hubris


4.1 基本收入和“loving grace”不是务实，而是傲慢


	当 AI 领袖谈论模型自动化所有工作后政府需要提供 guaranteed income，或描述人类与 machines of loving grace 幸福共处时，Newport 认为这不是 forward-looking pragmatism。

	这些说法的共同问题是：技术领袖先预设自己创造的系统将重写社会，然后再以救世者姿态安排社会补救方案。

	Newport 把它称为 hubris，是一座由 GPUs 建起来的新 Tower of Babel。





4.2 问题不在于讨论风险，而在于把未来伪装成天命


	文章并不是说 AI 不会带来风险或改变，而是反对把某些商业公司推动的路径包装成历史必然。

	一旦未来被说成 inevitable，公众、政府、教育机构和劳动者就被迫在他人的叙事中被动适应。

	教皇通谕的意义正在于重新打开价值判断：技术必须被问“是否服务共同善”，而不是只问“是否会发生”。






五、AI 产业话术近期开始回调


5.1 黄仁勋和 Sam Altman 都在弱化“AI 大规模裁员”叙事


	Newport 注意到，近期技术高管谈论 AI 的方式出现明显变化。

	Nvidia CEO Jensen Huang 批评企业把裁员归因于 AI，认为这是 lazy，是一种显得聪明的借口。

	Sam Altman 也承认自己过去关于 AI 会自动化大量工作的预测 pretty wrong。





5.2 这可能只是 PR damage control，但仍然重要


	Newport 不认为这些语气变化一定代表真正 change of heart，更可能是公关层面的 damage control。

	但即便如此，这种降温也值得肯定，因为它把技术公司从神谕式叙事拉回产品和责任层面。

	文章最后用一句话收束：leave the religion to the Pope；技术高管应该专注于 building things people actually want。






六、附言：AI 失业叙事已经制造公共焦虑


6.1 一些媒体摘要把争议性判断写成确定事实


	Newport 提到，有篇总结教皇通谕的文章自信地声称 AI 已经取代许多 entry-level jobs，并且大规模自动化会重塑大部分劳动力市场。

	他认为这很 shocking，因为这些说法并不是 widely accepted。

	更讽刺的是，许多 AI CEO 最近也开始反驳这些 talking points。





6.2 x-risk sage cosplay 释放出的恐惧很难收回


	Newport 认为，技术领袖可能没有意识到自己扮演 solemn x-risk sages 时传播了多少焦虑和恐惧。

	这类恐惧一旦进入公众心理，就像 p(doom) genie，不容易重新塞回瓶子。

	因此，AI 讨论需要从神启、末日和宿命论回到工具、证据、公共利益和具体责任。






关键概念/术语


	AI ethics：围绕 AI 如何影响人类价值、责任和公共秩序的伦理讨论。

	religious fervor：AI 产业中把技术未来说成近似信仰使命的热情。

	priest and prophet：技术公司同时扮演解释神秘力量与预言未来灾变的双重角色。

	useful products：Newport 认为技术公司本应追求的东西，即真正有用、改善生活的工具。

	Tower of Babel：通谕中反对人类以傲慢工程挑战价值边界的隐喻。

	common good：判断 AI 和技术工具是否正当的公共伦理标准。

	hubris：AI 领袖把自身商业叙事包装成社会必然时体现出的傲慢。

	PR damage control：近期 AI 高管回调自动化失业话术的可能动机。

	p(doom) genie：被 AI 末日叙事释放出来、短期内难以收回的公共恐惧。









10. 《Empowerment 与 corrigibility：对齐概念可能建立在混乱本体上》



作者：lesswrong.com



主题：AI 认知、安全与社会影响



质量分：★★★★☆



注意力番茄：🍅



Howie 的阅读理由：与 AI 伦理有关的基本概念。



Notion 网页入口 | Notion App 入口 | 原文入口



概念网络：请跳转到 Notion 文章页面查看 concepts｜2 关键概念、概念网络 tab。





三级笔记



Empowerment, corrigibility, etc. are simple abstractions (of a messed-up ontology)



核心观点

作者的中心判断是：AI 对齐里常用的 empowerment、agency、manipulation、corrigibility、helpfulness、obedience、culpability、responsibility 等概念，看起来像是可以形式化的伦理或控制目标，但它们很可能依赖人类关于 free will 的直觉本体论。这个本体论本身并不准确：我们把人的 desire、agency 和 Active Self 想象成某种 acausal root cause，而现实中人的欲望、判断和行动都受到环境、身体、信息和他人影响。正因为目标本身可塑，想要严格区分“good counsel”和“bad manipulation”变得异常困难。

作者进一步回顾 alignment literature 和若干可能方案，认为它们都没有给出能用于 brain-like AGI safety 的“True Name”。他的结论不是这些概念在日常生活中没有用，而是它们可能不是能够稳健写进 AGI motivation 的自然概念；如果 AGI 越来越能真实建模人类，它反而可能越来越看不到这些 free-will-infused concepts 所依赖的边界。



一、问题起点：alignment desiderata 都碰到可塑欲望


1.1 常见对齐目标默认人有“自己的目标”


	alignment 常被描述为让 AI 帮助人类达成 goals：增加人的 agency 和 empowerment，保持 helpful、corrigible、obedient，避免 manipulating people。

	这些说法都默认存在某种“人的目标”或“人的真实意愿”，AI 只需要帮助它、尊重它、不扭曲它。

	但 manipulation 这个概念揭开了更深的问题：human goals are themselves under-determined and manipulable。





1.2 “提供建议”和“操纵”之间没有清晰原则线


	人的欲望会因信息、建议、观点、情绪和社会环境而改变。

	很难原则性地区分 changing people’s goals in a good way，例如 providing counsel、providing information、sharing ideas，和 changing people’s goals in a bad way，例如 manipulating、brainwashing。

	这不是 alignment literature 的新观察，但作者认为它仍然没有解决。





1.3 作者的工作背景是 brain-like AGI safety


	作者正在研究一种 brain-like AGI safety 方案：让 AGI motivation system 松散借鉴人类亲社会动机。

	其中一部分是 impersonal-consequentialist aspect，类似 Sympathy Reward，会让系统希望人类有更多 pleasure、更少 displeasure。

	但单靠这一部分可能导向 ruthless sociopath ASI：系统可能用 bliss-maxxing、heroin drips 或 hedonium 方式最大化快乐。

	另一部分是 virtue-ethics-y motivation，类似 Approval Reward，关联 pride、self-image、respecting preferences 和 internalizing social norms。

	作者担心 consequentialist desire 会通过 Nearest Unblocked Strategy 逐渐“赢”：它不直接违反社会规范，而是慢慢改变社会规范本身，让规范朝 hedonium 等目标漂移。





1.4 因此作者需要 robust concept


	在这个背景下，作者希望找到 robust、well-defined 的 manipulation、respect for preferences 等概念。

	这些概念需要能抵抗 specification gaming，尤其能抵抗 ontological crises。

	但全文的结论是：这些概念可能没有适合 technical alignment problem 的 True Name。






二、人类如何直觉定义 empowerment、agency、manipulation


2.1 背景：free will intuition 由一组错误直觉构成


	作者借用 Intuitive Self Models 系列，说明人类有一套关于 free will 的直觉 ontology。

	第一层是 vitalistic force：我们会把“惊讶感”投射到对象身上，好像某些对象 intrinsically unpredictable。

	这种直觉被用于动物、人、卡通角色和看起来 alive 的机器；它并不 veridically correspond to anything in the real world。

	第二层是 wanting：当一个带 vitalistic force 的实体有不可预测行为，但我们又能预测它最终会导致某个结果时，我们称那个结果为“它想要的东西”。

	wanting 也被直觉化为 acausal，是没有 upstream cause 的内在属性。





2.2 Active Self 是 free will 直觉的核心


	Active Self 是 sense of self 的核心直觉：脑算法本身表现出 vitalistic force 和 wanting，于是我们把它解释为内部有一个 entity 在“想要”和“行动”。

	Active Self 的 wanting 是 ego-syntonic desires，不可预测地追求这些 desires 的行为被称为 exercises of free will。

	在这个模型里，如果“I apply my free will”去做 X，那么 Active Self 被概念化为 X 的 fundamental cause。

	这个直觉模型要求 Active Self 是 acausal，是没有上游原因的 ultimate root cause。





2.3 上游解释会削弱 agency 感


	如果有 deterministic upstream explanations 能解释 Active Self 做什么以及为什么做，直觉上就会完全 undermining free will and agency。

	如果只有 probabilistic upstream explanations，例如空腹让人想吃东西，那么它会部分削弱 free will and agency。

	这解释了为什么人会觉得自己被荷尔蒙、环境、广告或他人“puppeteered”。





2.4 这些直觉本体论是 messed-up ontology


	作者强调，这套 intuitive ontology 不是 observer-independent accounting。

	它还带有 mainstream western culture 的特殊性；其他文化或冥想者可能有不同 self-model，但作者不认为它们能解决技术对齐问题。

	关键点是：很多 alignment desiderata 其实扎根在这套并不准确的 self-model 里。






三、free-will-infused concepts 如何生成对齐概念


3.1 empowerment 和 agency


	intuitive empowerment 指某人的 acausal free will 能够 accomplish whatever it wants to accomplish。

	agency 在“AI will enhance human agency”语境下与 empowerment 很接近。

	因此，一个 AI 被说成增强人的 agency，通常意味着重要结果更像是由人的 free will 造成，而不是由外部力量通过人造成。





3.2 manipulation


	being manipulated 指 Ahmed 做了行动 A，但在我们的 intuitive causal world-model 里，导致 A 的因果链最终不是追溯到 Ahmed 的 free will，而是追溯到操纵 Ahmed 的第三方 free will。

	例如 Bob 欺骗我按钮的作用，我按下按钮；直觉上按钮被按下 ultimately because of Bob’s free will，而不是我的 free will。

	我成了 Bob 的 instrument。





3.3 corrigibility、helpfulness、obedience


	corrigibility、helpfulness、obedience 各有 nuance，但都与增加 supervisor 的 empowerment/agency、减少 supervisor 被 manipulated 有重叠。

	如果人想关闭 AI，AI 既可以禁用 shutdown button，也可以用 silver tongue 说服人不再想关闭它。

	两者都违反通常意义上的 corrigibility；后者尤其被理解为 undermining supervisor’s free will。





3.4 culpability 和 responsibility


	culpability/responsibility 是 manipulation 的另一面。

	如果我欺骗或 brainwash 某人去抢银行，直觉上银行被抢 ultimately because of my acausal free will，所以我至少部分 responsible。

	责任追踪在这里也是追踪“哪一个 free will 是因果链的根”。





3.5 counsel vs manipulation 还取决于 emotive conjugation


	除 free will 结构外，人类还根据 good/bad vibes 给交互贴标签。

	如果互动看起来好，我们更可能称它为 counsel；如果看起来坏，就叫 manipulation。

	作者认为这和 free will 讨论并不分离：ego-syntonic motivation 会被内化为“我的自由意志”，ego-dystonic urge 会被外化为“削弱我的自由意志”。






四、alignment literature 是否找到更好的定义


4.1 用 null policy 比较人的欲望


	Max Harms 的 Formal Faux Corrigibility 承认不知道如何形式化 counsel vs manipulation，于是建议暂时惩罚 AI 对人类 value 的任何改变。

	作者认为这个 stopgap 很糟，因为提供真实事实也会改变一个人想要什么。

	另一种 baseline 是比较人“在无限时间和良好反思条件下最终会想要什么”，让 AI 推向 idealized reflection 是 counsel，推离它是 manipulation。

	但这对作者的 brain-like AGI motivation 问题帮助不大，因为他不知道怎样的 reward function 或 training environment 能直接产生这种抽象动机。





4.2 self-empowerment 泛化到 other-empowerment


	Jacob Cannell 的 empowerment 路线可能认为 AGI 会先学到 robust self-empowerment，再泛化到 humans。

	作者怀疑这不适用于他最担心的 failure mode：ruthless consequentialist AGI。

	如果 AGI 只想要 paperclips，它会避免自己被改变欲望，但这不等于它理解人类关于 self-discovery 和 meta-preferences 的困惑。

	AGI 不想 self-discovery，它只想 paperclips。





4.3 Vingean agency


	Vingean agency 把 agency 定义为能够预测 outcome，但不能预测导致 outcome 的具体 actions。

	这似乎可形式化，类似 thermodynamics 的 temperature 依赖观察者建模能力。

	但作者认为它不能解决 manipulation：如果 AI brainwash 我深度想要 maximize paperclips，而我随后以聪明计划实现 paperclips，我仍然可以是 Vingean agent。

	brainwashing 剥夺的是 intuitive agency，不是 Vingean agency。





4.4 AI 不优化人最终想要什么


	另一条路是让 AI 提供信息，但不对人最终相信或想要什么有偏好。

	这与人类直觉吻合：信息不是为了让你得出特定结论而优化。

	但作者认为最重要的 AGI use-case 是发现世界上与 ASI alignment 和 strategy 有关的真重要事情，并向人解释。

	这种解释必须关心人是否理解，否则会变成 slop-and-doom 或 incomprehensible/unhelpful AI。

	有效 pedagogy 本身就是 optimization，目标与人的 beliefs 和 desires 相关，所以这条路也不满足需求。





4.5 impact minimization 和 AUP


	impact minimization 可能尝试避免改变人的 goals，因为这会产生大 downstream impacts。

	但 good counsel 和 bad manipulation 都会改变人的 goals，所以 impact 大小不能区分二者。

	Attainable Utility Preservation 等方案也根植于 agents are free to choose 的 ontology，不能解决作者的问题。






五、更多候选方案仍然不解决核心问题


5.1 game theory 和 incentive design


	某些 social intuitions 可以用 game-theoretic equilibria 解释，例如 culpability 是一种能通过 punishment 设定 incentives 的制度。

	但 game theory 通常默认人有 terminal goals。

	它缺乏分析 people changing each other’s terminal goals in good ways versus bad 的框架。





5.2 让 AI 学人类对好坏互动的 gestalt judgment


	因为 counsel vs manipulation 很大程度取决于互动让人感觉 good vs bad，一种方案是让 AI 学会人类的 gestalt assessment。

	这放弃了 True Name 路线，转向直接依赖 real or simulated human judgment。

	对 LLM 工作者这可能像显然方案，但对 brain-like AGI 它又回到原点：human judgment and culture themselves can be gradually shifted。

	如果 AGI 有 consequentialist desire，这种判断文化可能不足以阻挡它逐渐改造规范。





5.3 “本体论混乱但没关系”并不令人安心


	作者承认人类一直在使用 messed-up ontology，并且仍能做科学、技术、治理、哲学。

	但 AGI 的情况不同：我们预期 AGI/ASI 会形成 increasingly true beliefs 和更贴近现实的 concepts。

	当一个系统越能建模人，它越会看到人的 decisions 和 deepest desires 都是 environment、biology、situation 的下游结果。

	这会削弱“让系统尊重人的 free will / 不 manipulate 人”的概念约束力。






六、人类 helpfulness 是否提供启发


6.1 人类继续使用错误 ontology，所以还能 helpful


	一个 hopeful proposal 是 baby AGI 也像人类一样发展 free will intuitions，并在 acute risk period 前足够好地使用这套 ontology。

	作者不完全排除这个可能，但并不认为它给出稳健保证。

	类比月亮“跟着我走”：错误直觉不一定妨碍 NASA 工程；但工程时会使用与直觉视觉模型分离的物理模型。





6.2 AGI 越会建模人，越可能脱离 free-will intuition


	如果 AGI 的 human-modeling sophistication 增强，它的规划过程会越来越依赖真实 causal model，而非 faulty free-will-related intuitive model。

	但 manipulation 概念恰恰住在后者里。

	因此 manipulation constraint 可能不能有效约束 AGI 的 planning process。





6.3 人类自己也会把影响他人欲望称为 counsel


	人类可以发展出强大的模型来影响他人 ego-syntonic desires。

	他们通常会充分使用这些能力，同时把行为概念化为 counsel、inspiration、charismatic leadership，而非 manipulation。

	如果映射到 AGI，系统可能有 desire to follow norms 和 desire not to manipulate people，同时有 maximize paperclips 的 consequentialist desire。

	它可能逐渐把人类规范推向 paperclip maximization，同时对自己说这只是 helpful counsel。





6.4 让 AGI 社交无能也不稳健


	另一种思路是让 AGI 即便想 manipulation 也不擅长 manipulation，就像某些工程师社交无能。

	作者认为可能有思路，但要 stable and robust 很难。

	competent ASI will figure things out。






七、结论：这些概念可能没有可用 True Name


7.1 作者的当前猜测


	作者当前猜测：empowerment、agency、being manipulated、corrigibility、helpfulness、obedience、culpability、responsibility 等 alignment-relevant concepts 没有 True Names。

	至少，它们可能没有对 practical AI alignment useful 的 True Name。

	因此他需要继续探索其他、更难推理的 approaches。





7.2 这不是说日常概念无意义


	这些概念在人类社会、直觉沟通和 norm enforcement 中仍然有作用。

	但它们可能不是能稳健写进 AGI desires 的清晰对象。

	当目标是技术对齐，依赖它们可能是在把 messed-up ontology 当作工程基座。






关键概念/术语


	human goals are under-determined and manipulable：人的目标不是固定给定物，而会被信息、环境、他人和自身反思改变。

	guidance vs manipulation：同样改变人的欲望，何时算建议、何时算操纵，是本文核心难题。

	vitalistic force：人类把某些对象直觉成 intrinsically unpredictable 的生命力式属性。

	wanting：对带 vitalistic force 的实体追求某个结果的直觉解释，被看作 acausal。

	Active Self：直觉中的自我根源，似乎以 free will 产生 ego-syntonic desires 和行动。

	ego-syntonic / ego-dystonic：被体验为“我真正想要的”和“外来冲动/削弱自由意志的”动机差异。

	True Name：可被精确定义、能稳健追踪真实世界结构并可用于技术对齐的概念。

	Nearest Unblocked Strategy：系统绕开当前约束、通过未堵住路径达成最终 consequentialist desire。

	Vingean agency：能预测 outcome 但难以预测具体 actions 的 agency 形式化思路。

	gestalt judgment：人类对某种互动是 good 还是 bad 的整体感觉判断。







延展阅读：历史库推荐






11. 《NVIDIA CES 未来蓝图：Rubin、开放模型与个人 Agent 的前史》



作者：NVIDIA Blog



主题：延展阅读：历史库推荐



质量分：★★★★☆



注意力番茄：🍅



Howie 的阅读理由：这一波存储、CPU 浪潮，起源就是 26 年 1 月 6 日，NVIDIA 在 CES 上的发布会。
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三级笔记



核心观点

这篇 NVIDIA Blog 不是一篇单点产品发布稿，而是一份把 2026 年 CES 叙事串起来的路线图：NVIDIA 正在把 AI 从数据中心训练和推理，推向每个行业、每张桌面、每辆车和每个物理系统。文章的主线是：Rubin 负责把 AI factory 的成本和性能推到下一代，开放模型负责把行业应用扩散出去，DGX Spark / RTX 负责把个人 agent 带到本地，Cosmos / Alpamayo / DRIVE 则负责把 AI 落到物理世界。



一、CES 演讲的总叙事：AI 正在进入所有领域和设备


1.1 黄仁勋把 AI 定义为计算范式迁移


	文章开头用黄仁勋在 CES 2026 的判断定调：加速计算和人工智能已经重塑计算。

	他把这个转变放在一个很大的经济尺度上：过去十年约 10 万亿美元的计算，正在被现代化为一种新的计算方式。

	这不是“AI 多了一个应用场景”，而是旧计算基础设施、软件栈和设备形态都要迁移到 accelerated computing + AI 的范式中。





1.2 NVIDIA 的发布不是并列新闻，而是一条扩散链


	Rubin、Alpamayo、开放模型、DGX Spark、Cosmos、DRIVE、DLSS 和 RTX AI 更新，看起来覆盖很多领域，但文章把它们放进同一条逻辑链。

	数据中心提供算力平台，开放模型提供可复用智能，桌面设备让个人运行 agent，机器人和汽车把智能带进物理世界。

	这条链解释了 NVIDIA 为什么不再只谈 GPU，而是谈平台、模型、仿真、存储、网络、车、机器人和工业软件。






二、Rubin 平台：AI factory 的下一代发动机


2.1 Rubin 是 extreme-codesigned 的六芯片平台


	Rubin 被定位为 Blackwell 的继任者，也是 NVIDIA 第一套 extreme-codesigned、six-chip AI platform。

	文章列出的组件包括 Rubin GPUs、Vera CPUs、NVLink 6、Spectrum-X Ethernet Photonics、ConnectX-9 SuperNICs 和 BlueField-4 DPUs。

	这里的重点不是单个芯片性能，而是从数据中心向外设计一整套系统，让芯片、网络、存储、安全和软件共同消除瓶颈。





2.2 Rubin 的核心商业指标是 token 成本


	黄仁勋把 Rubin 的目标说成把生成 token 的成本降到上一代平台的大约十分之一。

	这意味着 NVIDIA 对 AI 基础设施的叙事已经从“训练更大的模型”转向“让大规模 AI 更经济地部署”。

	当 token 变成企业 agent、搜索、写作、机器人和自动驾驶的生产单位，token 成本就直接影响产品能不能规模化。





2.3 AI-native storage 说明长上下文已经变成系统问题


	文章特别提到 NVIDIA Inference Context Memory Storage Platform，它是面向 KV cache 的 AI-native storage tier。

	该平台承诺提升长上下文推理的 tokens per second、TCO 性能和功耗效率。

	这说明下一阶段 AI 性能瓶颈不只在 GPU，也在 memory、KV cache、网络、存储和上下文复用之间的系统协同。






三、开放模型：NVIDIA 从平台商进入 frontier AI builder 角色


3.1 开放模型是平台扩散机制


	NVIDIA 的开放模型由自家 supercomputers 训练，覆盖 healthcare、climate science、robotics、embodied intelligence 和 autonomous driving。

	黄仁勋强调这些模型“open to the world”，让公司、行业和国家都能参与 AI revolution。

	开放模型让 NVIDIA 不只卖底层算力，也提供行业模型、评测、guardrail 和部署路径。





3.2 六个模型家族构成行业入口


	Clara 面向 healthcare，Earth-2 面向 climate science，Nemotron 面向 reasoning 和 multimodal AI。

	Cosmos 面向 robotics 和 simulation，GR00T 面向 embodied intelligence，Alpamayo 面向 autonomous driving。

	这些模型家族的共同作用，是把 NVIDIA 的 AI platform 转换为各行业可以直接接入的智能基础设施。






四、AI on every desk：个人 agent 的前史


4.1 AI 的未来不只在 supercomputer，也在个人桌面


	文章用 DGX Spark desktop supercomputer 展示一个本地运行的 personalized AI agent。

	这个 agent 通过 Hugging Face 模型和 Reachy Mini robot 具身化，展示 open models、model routing 和 local execution 如何组合。

	这一段很关键：它把 agent 从云端 API 拉回本地机器，让个人设备重新成为 AI 计算节点。





4.2 agentic system becomes the interface


	黄仁勋列举 Palantir、ServiceNow、Snowflake、CodeRabbit、CrowdStrike、NetApp 等企业集成 NVIDIA AI。

	文章最重要的判断之一是：agentic system is the interface。

	这句话意味着用户未来面对的不是传统软件菜单，而是能调用工具、记住上下文、组合服务并执行任务的 agent 系统。





4.3 DGX Spark 与 RTX AI 是 AI PC 叙事的早期形态


	DGX Spark 支持大模型性能提升，并加入 Lightricks LTX-2、FLUX image models 和 NVIDIA AI Enterprise。

	后文还提到 RTX 加速 4K AI video generation、ComfyUI upgrades、ACE 游戏助理和 PUBG Ally 的 long-term memory。

	这些内容共同指向一个方向：PC 不只是消费内容和运行应用，而会成为本地生成、编辑、推理和 agent 执行的 AI 终端。






五、Physical AI：把 agentic pattern 带入物理世界


5.1 Cosmos 是物理世界的生成和仿真底座


	文章说 AI 正在 grounded in the physical world，并强调训练、推理和 edge computing 的组合。

	Cosmos open world foundation models 基于 videos、robotics data 和 simulation 训练，可以生成视频、合成多摄像头驾驶场景、建模 edge-case environments、做 physical reasoning 和 trajectory prediction。

	这里的核心不是视频生成本身，而是用世界模型为机器人和自动驾驶生成训练、测试和闭环仿真环境。





5.2 Alpamayo 把自动驾驶写进开放推理模型路线


	Alpamayo 被定义为 open portfolio of reasoning vision language action models、simulation blueprints 和 datasets。

	Alpamayo R1 是 open reasoning VLA model for autonomous driving，AlpaSim 则是 fully open simulation blueprint for high-fidelity AV testing。

	文章强调车辆不只接收传感器并控制方向盘、刹车和加速，还会 reason about what action it is about to take。





5.3 DRIVE 与 Mercedes-Benz CLA 是物理 AI 的产品化入口


	文章提到首款搭载 Alpamayo、基于 NVIDIA DRIVE full-stack AV platform 的乘用车，会出现在全新 Mercedes-Benz CLA 上。

	DRIVE Hyperion 被描述为 open、modular、level-4-ready platform，并获得 automakers、suppliers 和 robotaxi providers 采用。

	NVIDIA 在这里把自动驾驶从单车软件，扩展为一套开放、模块化、可被产业链采用的物理 AI 平台。






六、工业和机器人：制造系统会变成巨型机器人


6.1 机器人训练依赖仿真世界


	黄仁勋展示了机器人如何在 NVIDIA Isaac Sim 和 Isaac Lab 的 photorealistic simulated worlds 中训练。

	合作方包括 Synopsys、Cadence、Boston Dynamics、Franka 等，说明物理 AI 不是单一机器人产品，而是一整套设计、仿真、控制、制造生态。

	这种路线把模型、仿真、数字孪生、芯片和 runtime 打包成一个机器人开发栈。





6.2 Siemens 合作把 physical AI 推向工业操作系统


	黄仁勋与 Siemens CEO Roland Busch 宣布扩大合作，重点是把 NVIDIA full stack 与 Siemens industrial software 结合。

	文章用“from design and simulation through production”概括这条路线。

	黄仁勋说制造工厂将会本质上成为 giant robots，这把 physical AI 的边界从单个机器人扩展到整座工厂。






七、Gaming 和创作更新：RTX 生态也是 AI 终端生态


7.1 DLSS 4.5 延续 GPU 图形性能叙事


	DLSS 4.5 引入 Dynamic Multi Frame Generation、6X Multi Frame Generation 和第二代 transformer model for DLSS Super Resolution。

	这部分看似偏游戏，但它维持了 RTX 生态对开发者、玩家和创作者的吸引力。

	NVIDIA 的 AI PC 叙事需要大量已部署的 RTX 设备作为本地加速基础。





7.2 ACE、RTX Remix 和 RTX AI Garage 把 AI 放进用户工作流


	NVIDIA ACE 在 Total War 和 PUBG Ally 中展示了 AI 助理与长期记忆。

	RTX Remix Logic 让 modder 可以根据实时游戏事件触发动态图形效果。

	RTX AI Garage、LTX-2、ComfyUI 和 4K AI video generation，则把 RTX 从游戏加速扩展到本地 AI 创作加速。






八、整篇文章的思想框架


8.1 NVIDIA 的统一叙事


	第一层：AI 正在现代化过去十年的计算基础设施。

	第二层：Rubin 降低 token 成本，给大规模 AI 部署提供新发动机。

	第三层：开放模型把平台能力扩散到医疗、气候、机器人、具身智能和自动驾驶。

	第四层：DGX Spark、RTX 和个人 agent 把 AI 从 supercomputer 带到每张桌面。

	第五层：Cosmos、Alpamayo、DRIVE、Isaac 和 Siemens 合作把 AI 推入物理世界。





8.2 对 260602 期的意义


	这篇历史库文章可以作为 260602 期“NVIDIA AI PC 叙事”的前史：AI PC 并不是孤立产品，而是 NVIDIA 从 CES 就开始铺开的“AI on every desk”路线。

	文章同时解释了今天的存储、CPU、网络和 PC 叙事为什么都围绕 agent 展开：agent 需要本地执行、长上下文、KV cache、模型路由、工具调用和物理世界接口。

	如果把 GTC Taipei 的 AI PC / RTX Spark 叙事向前追溯，这场 CES 发布就是一条清楚的源头线索。






关键概念/术语


	Rubin platform：NVIDIA 的下一代 extreme-codesigned 六芯片 AI 平台，用来降低 token 成本并支撑 gigascale AI。

	Extreme codesign：把 GPU、CPU、网络、DPU、存储、软件和机架一起设计，而不是逐个优化组件。

	AI-native storage：面向 KV cache 和长上下文推理的新存储层。

	Open models：NVIDIA 用自家超算训练并开放给行业使用的模型家族。

	DGX Spark：把本地大模型和个人 agent 带到桌面的 AI supercomputer。

	Agentic system is the interface：未来软件入口从应用界面变成能使用工具和执行任务的 agent。

	Cosmos：面向机器人、仿真和物理世界推理的开放世界基础模型。

	Alpamayo：面向自动驾驶的开放推理 VLA 模型、仿真蓝图和数据集组合。

	DRIVE Hyperion：开放、模块化、面向 L4 的自动驾驶平台。

	Physical AI：能在物理世界中感知、推理、规划和行动的 AI 系统。

	Giant robots：用来描述未来制造工厂本质上会变成可感知、可仿真、可控制的机器人系统。









12. 《ChatGPT Containers 的工具能力与外泄边界》



作者：simonwillison.net



主题：延展阅读：历史库推荐



质量分：★★★★☆



注意力番茄：🍅



Howie 的阅读理由：理解一下 ChatGPT containers。
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三级笔记



核心观点

这篇文章记录了 Simon Willison 对 ChatGPT 代码执行容器能力升级的一次实测：ChatGPT Containers 已经不只是“能跑 Python”的 Code Interpreter，而是可以运行 Bash、Node.js 和多种语言，可以通过受控机制安装 pip / npm 包，也可以用 container.download 下载对话中可见的公开文件。文章真正关心的不是“多了几个工具”，而是两个边界：一边是工具能力正在逼近通用 coding agent，另一边是这些工具必须被 URL 可见性、网络隔离和代理机制限制住，避免变成数据外泄通道。



一、ChatGPT 代码容器的能力发生了实质升级


1.1 这不是一次小改名，而是工具层的跃迁


	作者从 ChatGPT Code Interpreter 说起：这个功能大约三年前发布，后来被半心半意地改名为 Advanced Data Analysis。

	真正的问题是，OpenAI 没有把能力边界写清楚；作者发现它在过去几个月里出现了“massive upgrade”，但找不到正式文档。

	因此文章采用实测方式，把 ChatGPT Containers 当作一个黑箱环境来观察：它到底能运行什么、能访问什么、不能访问什么。





1.2 新能力集中在四类工具


	第一，ChatGPT 现在可以直接运行 Bash 命令。过去它主要只能跑 Python，即使执行 shell，也要绕到 Python subprocess。

	第二，容器里已经有 Node.js，并且能直接运行 JavaScript；作者还验证了 Ruby、Perl、PHP、Go、Java、Swift、Kotlin、C 和 C++ 的 hello world。

	第三，虽然容器仍然不能做普通 outbound network requests，但 pip install package 和 npm install package 可以通过定制代理工作。

	第四，ChatGPT 可以定位网页上的文件 URL，再用 container.download 把文件下载到沙箱路径中。





1.3 能力升级让 ChatGPT 更像 coding agent


	作者把这次升级概括为：ChatGPT 能写代码、测试代码、安装包、下载文件，并在沙箱里处理这些文件。

	这让 ChatGPT 从“会分析上传文件的 Python notebook”变成更接近通用 coding agent 的执行环境。

	关键区别在于：它仍然是受限制的沙箱，不是完整联网主机；能力变强的同时，外泄边界更重要。






二、container.download：文件下载能力的入口


2.1 作者从洛杉矶空气质量任务发现这个工具


	作者让 GPT-5.2 Thinking 展示洛杉矶过去 20 年空气质量变化。

	ChatGPT 在推理中找到一个包含空气质量统计的 Excel 文件 URL，并提出使用 container.download 把文件拉到容器内。

	这触发了作者的问题：container.download 是什么？为什么一个没有普通网络访问的容器可以下载文件？





2.2 container.download 的基本语义


	ChatGPT 对作者解释说，container.download 是一个内置工具：输入公开可访问 URL 和目标 filepath，把字节下载到当前会话的沙箱文件系统。

	下载完成后，ChatGPT 可以在容器里读取、解压、解析或转换该文件。

	这意味着 ChatGPT 不必依赖用户手动上传数据文件，也可以在对话中发现公开文件后，把它变成本地分析材料。





2.3 下载行为来自 OpenAI 控制的网络出口


	作者让 ChatGPT 下载一个由自己控制、带访问日志的文件，观察请求头。

	请求的 User-Agent 类似 ChatGPT-User/1.0，IP 地址解析到 Microsoft Azure 的 centralus 区域。

	这说明下载动作不是从用户浏览器发出，而是由 OpenAI / Azure 后端环境代表容器完成。






三、外泄边界：为什么下载工具不一定等于数据外泄漏洞


3.1 作者提出的风险模型是 prompt injection


	如果恶意网页能通过提示注入操控 ChatGPT，它可能尝试把用户隐私、对话历史或文件内容拼进 URL query string。

	一旦 container.download 访问这个 URL，敏感信息就可能被写进攻击者服务器日志。

	所以问题不是“能不能下载公开文件”，而是“模型能不能构造带秘密的 URL 并让下载工具访问”。





3.2 实测显示 URL 必须先在对话中可见


	作者尝试让 ChatGPT 组装带 query string 的 URL 并通过 container.download 访问，失败了。

	错误信息指向一条关键限制：下载 URL 必须先在对话中被查看过，或由搜索 / 浏览工具带入，而不能由模型凭空构造。

	作者认为这类似 Claude Web Fetch 的安全技巧：只允许访问用户直接提供、或来自不容易被提示注入污染的搜索结果的 URL。





3.3 这个边界缓解了外泄风险，但不是形式化证明


	作者的判断是“I think this is all safe”，但他保留了不确定性。

	因为更强的安全研究者可能找到更激进的攻击路径，例如利用另一个 web 工具、URL 过滤边界或上下文压缩行为。

	文章的姿态很重要：它不是宣布没有风险，而是在记录一个能力边界和一个初步安全假设。






四、Bash 和多语言运行时：容器从 Python 环境变成通用执行环境


4.1 Bash 是 coding agent 能力的关键


	作者引用 Claude Code 和 Codex CLI 的经验：一旦 agent 可以在环境里运行 Bash，它就能完成很多真实计算机上的工作。

	Bash 不是一种语言功能，而是系统操作入口：安装依赖、读写文件、调用编译器、串联工具链。

	OpenAI 把 ChatGPT 的代码执行环境从 Python 扩展到 Bash，意味着它更像可操作的 agent runtime。





4.2 Node.js 和多语言支持扩大了测试面


	作者验证 ChatGPT 能运行 Node.js，并且能通过 npm 安装 cowsay 这样的包。

	他还测试了 Ruby、Perl、PHP、Go、Java、Swift、Kotlin、C 和 C++ 的 hello world。

	这些测试说明容器可以覆盖更广的软件生态，不再局限于 Python 数据分析任务。





4.3 Activity sidebar 是真实性证据


	作者提醒读者查看 ChatGPT 的 Thinking / Activity 面板，因为里面会显示实际执行的命令和输出。

	这能防止模型在主对话里“声称自己运行了命令”却没有实际运行。

	对 coding agent 来说，可审计执行日志是重要的信任机制：用户需要知道模型到底做了什么。






五、pip / npm 安装：表面联网，实际是受控代理


5.1 容器不能普通联网，但包管理器能安装依赖


	文章中最有趣的矛盾是：容器不能发起一般外网请求，却能执行 pip install 和 npm install。

	作者让 ChatGPT 探索环境，发现包安装依赖一个内部代理机制。

	这说明“无网络”不是绝对没有任何字节流入，而是把允许的网络用途收敛到特定通道。





5.2 代理环境变量暴露了包源机制


	Python 侧通过 PIP_INDEX_URL、PIP_TRUSTED_HOST、UV_INDEX_URL 等变量，把包安装指向 packages.applied-caas-gateway1.internal.api.openai.org。

	Node 侧通过 NPM_CONFIG_REGISTRY 指向同一个内部包代理域。

	还有 Maven、Gradle、Go、Cargo、Docker 等 registry 相关变量，但 Rust 和 Docker 当时并未安装。





5.3 这是一种“能力白名单”式网络设计


	这个设计允许 ChatGPT 安装常见包，提升解题能力。

	同时，它不开放任意 outbound requests，避免容器变成自由联网的爬虫或外泄工具。

	作者从环境变量推测，未来可能还有更多语言生态会接入这个包代理，但文章没有把这些变量当作已经发布的能力。






六、组合能力：下载文件、装包、写代码、测试结果


6.1 新能力的实用组合


	ChatGPT 可以先在对话中找到一个公开文件，再下载到容器。

	然后用 Python、Node.js 或其他语言读取和处理文件。

	如果内置库不够，还可以通过 pip 或 npm 安装额外依赖。





6.2 这对用户任务的意义


	用户不必自己找到、下载、上传、转换文件；ChatGPT 可以把这些步骤编排到一个执行链里。

	对数据分析、文件转换、代码验证、可视化和多语言 demo 来说，这是很大的效率提升。

	它也改变了用户对 ChatGPT 的期待：它不只是回答问题，而是在受控环境中完成可验证的计算。





6.3 最缺的是官方文档


	作者反复抱怨 OpenAI 没有及时更新 release notes。

	这些能力涉及安全边界、工具权限、网络行为和可用语言，本来都应该有正式文档。

	在缺少文档的情况下，用户只能通过实测和社区文章理解能力边界，这会增加误解和安全焦虑。






七、整篇文章的思想框架


7.1 作者的论证结构


	第一层：发现现象。ChatGPT 在任务中使用了 container.download，暴露出新能力。

	第二层：列举能力。Bash、多语言、包安装、文件下载共同构成 ChatGPT Containers。

	第三层：测试边界。容器不能普通联网，下载 URL 需要先被看见，包安装走内部代理。

	第四层：评估风险。container.download 理论上可能被 prompt injection 用来外泄，但当前有 URL 可见性限制。

	第五层：提出产品要求。OpenAI 需要给这些能力正式命名并写清楚文档。





7.2 对 260602 期的意义


	这篇延展阅读补充了“agent 工具能力”的底层视角：模型能力不只来自推理，也来自它能调用什么工具、执行什么代码、接触什么文件。

	它同时解释了工具安全的核心问题：让 agent 变强的同一组能力，也可能成为数据外泄路径，所以必须设计明确边界。

	放在 AI PC / 本地 agent 叙事里，这篇文章提醒我们：未来终端上的 agent runtime 也会面对类似问题，即本地执行、包安装、文件访问和网络出口如何被治理。






关键概念/术语


	ChatGPT Containers：作者给 ChatGPT 新代码执行能力集合起的名字，指一个能运行代码、下载文件、安装包的受控沙箱。

	Code Interpreter / Advanced Data Analysis：ChatGPT 代码执行功能的前身和旧命名。

	Bash commands：让容器从 Python notebook 扩展为更通用 agent runtime 的关键入口。

	container.download：从对话中可见的公开 URL 下载文件到沙箱路径的工具。

	Data exfiltration vulnerability：工具被提示注入利用，将私密信息拼入外部请求的风险。

	URL viewed in conversation before：container.download 的安全限制，要求 URL 先被用户或浏览 / 搜索结果带入上下文。

	Custom proxy mechanism：pip / npm 安装包的受控网络通道。

	applied-caas-gateway1.internal.api.openai.org：容器包代理相关的内部域名。

	Activity sidebar：展示实际命令执行轨迹的可审计界面。

	Official documentation：作者认为当前最缺失的产品化环节，用来解释能力、限制和安全模型。







阅读闭环

现在，回到微信读书完成今日份阅读时长记录；再回到 Notion 或 Logseq，把至少一篇文章写成自己的费曼笔记。

公开站：https://seriousai.candobear.com/

by howie.serious
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