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今日洞察

今天的主线很清楚：AI 编码正在从“模型能不能写代码”转向“工程系统能不能承载 agent 工作流”。Git worktree、Claude Code 配置、Codex 客户闭环、SQLite durable workflow 和 MCP 争议共同说明，下一阶段的竞争点会落在隔离、编排、状态和可靠性上；同时，AI 产业叙事也在从宏大预言回到估值、医疗、就业、教育和供应链这些更硬的现实约束。




阅读路线




开发者工具 8 篇



今天的开发者工具主题非常集中：Git worktree、Claude Code、Codex、SQLite durable workflow 和 MCP 争议都指向同一件事，AI 编码要进入日常生产，必须先把隔离、配置、状态和编排做扎实。



	
《Git Worktree：被低估的并行开发基础设施》

ThePrimeagen 重新发现 git worktree 的价值：同一仓库可以同时承载多个干净工作区。对 AI 编码尤其关键，因为它能隔离实验、评审和修复，减少 agent 改动互相踩踏。




	
《13 个高级 Git 技巧：让版本控制真正服务生产力》

Fireship 用短视频串起 bisect、reflog、worktree 等高级 Git 技巧，重点不是炫技，而是把排错、回滚和并行开发变得更稳定。适合作为团队 Git 训练的速查清单。




	
《Claude Code 配置全景：文档之外的工程控制面》

作者读源码后整理 Claude Code 可配置项，补足官方文档没有讲清的部分。它对想把 Claude Code 纳入稳定开发流程的人很有价值：配置就是可控性。




	
《Claude Worktree 工作流：把多线程编码变成默认姿势》

Matt Pocock 展示了把 Claude 与 git worktree 绑定使用的开发习惯：每个任务一棵独立工作树，减少分支切换和上下文污染。适合把 agent 编码从“单次尝试”升级成可并行、可回滚的日常工程流程。




	
《Braintrust 用 Codex 把客户请求转成代码》

OpenAI 案例讲 Braintrust 如何把客户反馈、实验和代码修改连接起来。对产品工程团队来说，重点是把 Codex 放进反馈闭环，而不是只当独立编码工具。




	
《MCP 已死？从协议热潮看 agent 集成的下一步》

文章质疑 MCP 作为 agent 集成标准的长期生命力。即便结论未必成立，它提出的关键问题值得看：工具协议如何从 demo 走向权限、状态和业务可靠性。




	
《动态工作流编排 subagents：把大任务拆成可复跑系统》

Claude Code 文档介绍用脚本动态编排多个 subagent，适用于审计、迁移和交叉验证研究。它把“多 agent”从聊天界面推进到可复跑的工程流程。




	
《SQLite 做持久工作流：小数据库的大可靠性》

文章主张用 SQLite 承载 durable workflows，核心是把状态、重试和恢复放进一个简单可靠的本地数据库。对小团队和 agent workflow 都是很务实的架构提醒。









AI 产品与产业 8 篇



AI 产业主题横跨估值、国际竞争、医疗落地、就业叙事和产品伦理，核心问题是：AI 如何从模型能力转成可持续的组织、市场和社会系统。



	
《DeepSeek 估值悖论：基础设施层如何被重新定价》

文章把 DeepSeek 的高估值放在中国 AI 基础设施定价的框架下看：问题不只是单家公司值多少钱，而是市场是否开始给国产 AI 底座一个新的估值锚。




	
《AI 失业预言降温：Altman 与 Amodei 的叙事回调》

文章观察两位 AI 领军人物对“工作末日”说法的回收，说明行业叙事正在从极端冲击转向更审慎的过渡表述。值得关注这背后的监管、融资和公众信任压力。




	
《中美 AI 竞争进入生态博弈阶段》

文章强调 AI 竞争的胜负手不再只是模型指标，而是社会经济体系能否把 AI 生产力转成商业霸权。这个视角有助于从生态、组织和应用扩散速度看技术竞争。




	
《AI 会让前端重演“失落十年”吗》

文章借前端历史讨论 AI 辅助开发的风险：工具变多不等于系统更简单，抽象层泛滥可能重新制造复杂度。适合提醒团队在拥抱 AI 时保留工程判断。




	
《波士顿儿童医院：AI 如何打开罕见病诊断空间》

OpenAI 案例展示医院如何用 AI 减轻运营负担，并辅助罕见病诊断。它的价值在于把 AI 从通用效率叙事落到高专业、强约束的医疗场景。




	
《你为什么而建造：创业者的第一性问题》

Matt Clifford 的访谈把“build for what”放在技术行动之前。对 AI 创业和产品选择来说，这个问题能过滤掉纯粹追热点的项目。




	
《AI 繁荣的记忆瓶颈：HBM 成为算力天花板》

Scientific American 关注高带宽内存如何限制 AI 芯片供给。它提醒我们 AI 竞争不只在 GPU 数量，也在存储、封装和供应链。




	
《请使用 AI：把工具焦虑改写成实践伦理》

文章主张不要把 AI 只当威胁或偷懒工具，而要主动学习如何使用。它适合作为面向普通创作者和知识工作者的 AI 采用宣言。









商业与市场 3 篇



商业与市场部分从美股结构、利润率、复利账户到能源材料联动，提醒我们观察 AI 与资本市场时，要同时看叙事、现金流和底层资源约束。



	
《标普利润率新高：漂亮均值背后的行业集中度》

文章指出标普 500 的利润率纪录是加权平均结果，真正需要拆开看行业和头部公司的贡献。对理解“指数繁荣”和真实经济质量之间的差距很有帮助。




	
《死经济理论：当互联网流量遇到自动化内容》

这篇长文讨论经济活动被自动化、平台激励和低质量内容侵蚀的可能性。它可以和“死互联网理论”并读，用来观察 AI 内容供给过剩后的市场信号失真。




	
《美股“永动机”背后的结构性动力》

文章拆解美股长期强势的几个机制：指数集中、科技巨头盈利叙事、企业回购和被动资金流入。它提醒投资者别只看价格创新高，还要看结构是否仍然成立。









学习与认知 3 篇



学习与认知部分更偏个人层面：聊天记录、语言幽默、审美和写作都在说明，技术可以帮我们记录和生成，但判断力仍需要训练。



	
《AI 影响审美的边界：生成之外仍是人的判断》

少数派文章讨论 AI 对审美的影响，结论偏克制：AI 会改变素材和流程，但人的感受、判断和创造仍不可替代。适合作为 AIGC 审美焦虑的平衡视角。




	
《写作有科学：从混乱丛林里找到表达路径》

Science 文章讲研究者如何理解写作的可学习方法。它提醒科研和知识工作者：写作不是天赋测试，而是一套可以拆解、练习和反馈的技能。




	
《20 年聊天记录复盘：用数据照见关系模式》

作者分析自己二十年的聊天记录，尝试从消息频率、互动对象和长期变化里理解关系维护。它提供了一个把个人数字痕迹转成自我认知材料的样本。









阅读与信息流 1 篇



阅读与信息流部分关注个人信息基础设施：自托管 RSS 排序和图形化 AI tutor 都在探索怎样让信息与学习更贴近个人节奏。



	
《每个家庭一个世界级 tutor：图形化 AI 家教的产品想象》

Brilliant 介绍 Koji 这个图形化 tutor，重点在交互式解释和视觉反馈。它说明 AI 教育产品不只是聊天问答，还可以重构学习对象和练习方式。












使用说明

这本 EPUB 用于在微信读书里完成今日 AI 内参的精读闭环。每篇文章只收录 AI 内参自有三级笔记，不收录第三方原文全文；如果需要查看概念网络，请从文章章节里的 Notion 入口跳转。




开发者工具






1. 《Git Worktree：被低估的并行开发基础设施》



作者：YouTube ·



主题：开发者工具



质量分：★★★★★



注意力番茄：🍅



Howie 的阅读理由：基础概念：git worktree



Notion 网页入口 | Notion App 入口 | 原文入口



概念网络：请跳转到 Notion 文章页面查看 concepts｜2 关键概念、概念网络 tab。





三级笔记



Git Worktree：被低估的并行开发基础设施



核心观点

Git worktree 解决的是开发者在同一个仓库里频繁切换上下文时的摩擦：不用 stash、临时提交、反复 checkout，也不用把半成品工作塞回当前分支。它让同一个 Git 仓库可以同时拥有多个独立工作目录，每个目录对应一个 branch 或 commit，从而把功能开发、紧急修复、实验分支和生产问题处理分开承载。

这篇内容的重点不只是介绍一个 Git 命令，而是说明一种更适合并行开发的仓库使用方式：把“切换分支”变成“切换目录”，让每条工作线都有自己的文件状态、编辑器上下文和自动化钩子。



一、传统 Git 工作流的核心痛点：上下文切换太重


1.1 开发工作经常被迫中断


	开发者常见场景是：正在处理一个 feature，突然需要查看一个 bug、修一个线上问题，或者临时切到另一项任务。

	传统单工作区模型下，一个仓库一次只能 checkout 一个 branch 或 commit。

	当前工作区里如果有未完成修改，切换前通常只能选择 stash、临时 commit，或者把改动清理掉。





1.2 stash 和临时 commit 都会制造认知负担


	stash 会把当前思路封存起来，回来时还要重新理解当时改到哪里。

	临时 commit 常常留下“之后 squash”之类的占位提交，后续容易忘记清理，也会影响团队评审体验。

	真正的问题不是 Git 不支持切换，而是切换动作迫使开发者打断当前 mental state。





1.3 多任务开发需要隔离，而不是反复覆盖同一个目录


	功能分支、主分支、紧急修复分支、实验分支本质上是几条并行工作线。

	如果所有工作线共享一个文件目录，开发者必须不断保存、恢复、切换，容易出错。

	Git worktree 的切入点是：让每条工作线拥有自己的目录和文件状态。






二、Git worktree 的基础模型：一个仓库，多个 checkout


2.1 worktree 允许同时 checkout 多个 commit


	Git worktree 的核心能力是让同一个 repository 同时拥有多个工作目录。

	每个目录都可以指向不同 branch 或 commit。

	这意味着开发者可以同时保留 master、feature、bugfix、production-fix 等不同目录。





2.2 它改变的是工作区组织方式


	传统 clone 是一个仓库目录对应一个 checkout。

	worktree 模式下，Git 数据可以集中在一个 bare repository 中，多个工作目录分别挂载出来。

	开发者不再在同一个目录里切来切去，而是进入不同目录处理不同任务。





2.3 每个 worktree 有独立文件状态


	在某个 worktree 里修改文件，不会污染另一个 worktree 的文件内容。

	同一个文件在不同分支里的状态可以同时存在于不同目录中。

	这让“回到刚才那条任务线”变得更直接：进入对应目录即可，不必先恢复工作区。






三、基本操作：创建、添加和删除 worktree


3.1 用 bare clone 作为 worktree 的底座


	作者演示先用 bare clone 建立一个裸仓库。

	bare repository 保存 Git 元数据，不直接作为日常编辑目录。

	后续通过 git worktree add 从这个裸仓库派生出多个可编辑工作目录。





3.2 通过 git worktree add 创建工作目录


	git worktree add master 可以把 master 最新状态作为一个独立目录添加出来。

	也可以添加其他 branch 或 commit，对应生成不同目录。

	目录名本身就成为工作线的显性标识。





3.3 通过 git worktree remove 清理工作目录


	不再需要某个工作目录时，可以用 git worktree remove 删除。

	如果目录中还有未处理修改，Git 会阻止普通删除，必要时才使用 force。

	这个保护机制提醒开发者：worktree 仍然是一个真实工作区，不是随手丢弃的缓存。






四、为什么它对日常开发特别有价值


4.1 紧急任务不再破坏当前分支


	遇到 production issue 时，可以直接进入或创建一个专门的 hotfix worktree。

	当前 feature worktree 保持原状，不需要 stash 或临时提交。

	修完再回到原目录，之前的编辑状态仍然在那里。





4.2 并行分支变得可见、可管理


	worktree 把抽象 branch 变成磁盘上的具体目录。

	开发者可以用目录结构表达“我现在有几条工作线”。

	这种可见性降低了切错分支、改错代码的概率。





4.3 标准 Git 操作仍然保持不变


	在每个 worktree 内部，仍然可以正常 commit、push、pull。

	worktree 不是 Git 之外的一套替代系统，而是 Git 原生机制的一种工作流组织方式。

	它降低的是上下文切换成本，不改变 Git 的基本语义。






五、编辑器集成：把 worktree 变成顺手的日常工具


5.1 命令行可用，但频繁输入仍然麻烦


	作者在理解 worktree 后，很快开始把自己的工作项目迁移到 bare checkout + worktree 模式。

	但纯命令行创建、切换、删除 worktree 仍然有操作负担。

	因此他写了一个插件来封装常用操作。





5.2 插件组合提供更快的切换体验


	git-worktree 插件负责封装 worktree 操作。

	status line 用来提示当前所在 branch 或 worktree，避免改错代码。

	Telescope 集成提供可视化选择，让 branch/worktree 切换像选择列表一样直接。





5.3 切换 worktree 也意味着切换当前文件上下文


	作者演示了在同一个文件路径下切换到另一个 worktree。

	如果目标 worktree 里存在同名文件，编辑器可以切到对应版本。

	如果目标分支里文件不存在，编辑器会回退到合理位置，提醒用户上下文已经变化。






六、自动化钩子：把重复配置变成 worktree 事件


6.1 大型项目的初始化步骤很容易漏


	作者提到工作中的大型 C++ 项目包含 submodule。

	每次新建 branch/worktree 后，如果忘记更新 submodule，后续 configure 阶段会失败。

	这种失败常常要花几分钟排查，本质上是重复初始化动作没有自动化。





6.2 worktree 事件可以触发项目自动修复


	插件允许监听 worktree 变化事件，例如 create、switch、delete。

	当检测到某个特定 repository 创建新 worktree 时，可以自动执行 submodule update。

	这样开发者不必把重复步骤记在脑子里。





6.3 事件钩子把工作流从“记忆驱动”变成“系统驱动”


	好的开发工具不只是提供命令，还应该把固定流程固化为自动行为。

	对 worktree 的创建、切换、删除做 hook，可以把项目特有的准备工作挂上去。

	这让 worktree 不只是分支隔离工具，也成为开发环境编排入口。






七、这篇内容真正强调的工作流转变


7.1 从“保存当前状态再切换”到“保持多个状态并行存在”


	传统工作流把开发者推向单线程：当前目录只能承载一个上下文。

	worktree 让多个上下文并行存在，切换时不用破坏任一条工作线。

	这对高频中断、高并发任务和多分支评审尤其有价值。





7.2 从“branch 是抽象引用”到“branch 是可进入的工作区”


	branch 不再只是 git branch 列表里的名字。

	每个 branch 可以对应一个具体目录、编辑器窗口和运行环境。

	这种实体化会改变开发者组织项目的方式。





7.3 从“工具命令”到“开发基础设施”


	Git worktree 表面是一个 Git 子命令。

	但当它与编辑器、状态栏、选择器、项目初始化 hook 结合后，就变成并行开发基础设施。

	对 AI coding / agent workflows 来说，这种隔离尤其关键，因为多个 agent 或多个实验分支需要天然边界。






关键概念/术语


	Git worktree：Git 原生能力，允许同一个 repository 同时拥有多个独立工作目录。

	bare repository：只保存 Git 元数据的仓库形态，可作为多个 worktree 的共同底座。

	checkout：某个 branch 或 commit 在文件系统中的工作区展开状态。

	stash / 临时 commit：传统单工作区下保存未完成工作的两种折中办法。

	worktree add / remove：创建和清理独立工作目录的基本命令。

	status line：编辑器中提示当前 branch/worktree 状态的界面元素。

	Telescope 集成：通过选择器快速切换 worktree 的编辑器交互方式。

	worktree hook：在创建、切换、删除 worktree 时触发自动化任务的机制。









2. 《13 个高级 Git 技巧：让版本控制真正服务生产力》



作者：YouTube ·



主题：开发者工具



质量分：★★★★☆



注意力番茄：🍅



Howie 的阅读理由：agent 时代的基础设施，git



Notion 网页入口 | Notion App 入口 | 原文入口



概念网络：请跳转到 Notion 文章页面查看 concepts｜2 关键概念、概念网络 tab。





三级笔记



核心观点

这段内容把 Git 讲成一种生产力基础设施：真正高效的开发者，不只是会 add、commit、push，而是能用 Git 缩短日常操作、修正错误、隔离半成品、读懂历史、定位 bug、整理提交、自动化质量检查，并在必要时安全地回到可工作的状态。

它的主线不是“13 个命令清单”，而是一个开发者从写代码到协作交付的完整版本控制工作流：先让提交更快，再让错误可修，再让工作现场可切换，再让历史可读、可诊断、可重写，最后掌握破坏性命令的边界。



一、先把最常用的提交动作变短


1.1 git commit -am：把 add 和 commit 合并


	Git 入门通常从 git add 接 git commit 开始，本质是在保存一次代码快照。

	对已经被 Git 跟踪的文件，可以用 git commit -am "message" 直接把 add 和 commit 合并成一步。

	这个技巧解决的是高频摩擦：每天都要做的提交动作，不应该占用太多注意力。

	它的边界也很清楚：新文件仍然需要先被显式加入跟踪，不能把 -am 理解成万能提交。





1.2 Git alias：把常用动作变成自己的短命令


	Git config 支持 alias，可以缩短已有命令，也可以组合出新的自定义命令。

	例子是创建 ac 这样的 alias，让它代替 add + commit 的组合。

	alias 的价值不只是少打字，而是把个人或团队的高频动作固化成一套更顺手的接口。

	这也暗示了 Git 的一个重要特征：它本身不是单一命令集合，而是可以被配置成适合自己工作流的工具箱。






二、提交错了以后，先修正，不要慌


2.1 git commit --amend：修正最后一次提交


	如果最后一次 commit message 写错了，不必 reset 后重新创建提交，可以用 --amend 改写最后一次提交。

	如果忘记把某些文件放进最后一次提交，也可以先 stage 文件，再用 --amend 把它们并入同一个 commit。

	如果想保留原来的 commit message，可以加 --no-edit。

	这个技巧对应的是“本地历史的微修复”：在还没有推送到远端之前，把最近一次提交整理干净。





2.2 git push --force：远端历史改写的危险开关


	如果本地 amend 后已经涉及远端历史，就可能需要 force push。

	force push 的风险在于：远端分支上别人已经推送、而本地没有的 commit 可能被覆盖。

	这不是普通同步命令，而是“用本地状态覆盖远端状态”的强操作。

	生产力来自理解边界：可以用，但必须知道它会改变共享历史。





2.3 git revert：用新提交撤销旧提交


	如果错误代码已经推送到远端，git revert 更适合协作场景。

	revert 会生成一个新的提交，把目标提交造成的变化反向应用回去。

	它不像 reset 或强推那样删除历史，而是在保留历史的前提下恢复状态。

	这个命令体现了 Git 协作里的核心原则：公共历史优先可追溯，修错也要留下清楚记录。






三、让工作环境不再绑定到一台电脑


3.1 GitHub 网页编辑器：按句点打开浏览器版 VS Code


	在 GitHub 仓库页面按 .，可以打开浏览器版 VS Code。

	它适合快速浏览、编辑、提交 PR，尤其是临时没有本地开发环境时。

	这个能力把“查看仓库”转成了“轻量修改仓库”，让低风险改动不必依赖完整本地环境。





3.2 GitHub Codespaces：把完整开发环境搬到云端


	如果需要运行终端命令、安装依赖或执行更完整的开发流程，就需要 Codespaces。

	Codespaces 提供云端 VS Code 与远程计算环境，能补足网页编辑器不能运行终端的限制。

	对 Git 工作流来说，它解决的是环境连续性问题：只要仓库在，工作现场就可以被云端重建。






四、把未完成工作暂存起来，保护当前现场


4.1 git stash / git stash pop：临时收起半成品


	当改动还不能 commit，例如会破坏其他功能、尚未整理干净，git stash 可以把当前工作区改动移走并保存起来。

	等需要继续时，用 git stash pop 把改动带回工作区。

	stash 的核心用途是保存“未完成但还不能进入历史”的工作。

	它让开发者可以在不污染 commit history 的情况下切换任务。





4.2 命名 stash：让临时状态可检索


	高频使用 stash 时，可以用 git stash save <name> 给 stash 命名。

	之后用 git stash list 找到对应条目，再用 git stash apply <index> 恢复。

	命名 stash 把“一堆临时现场”变成了可管理列表。

	它适合多任务并行、临时中断、排查线上问题等场景。






五、让分支和历史更可读


5.1 重命名默认分支：从 master 到 main


	文中提到历史上默认分支常叫 master，现在更常见的命名是 main。

	可以用 git branch -m main 进行本地分支重命名。

	这个部分不是复杂技巧，而是提醒开发者让仓库命名跟上当下团队协作习惯。





5.2 git log --graph --oneline --decorate：把历史看成图


	普通 git log 在项目复杂后会越来越难读。

	加上 --graph、--oneline、--decorate 后，可以用更紧凑的形式看到 commit、branch、tag 之间的关系。

	这让 Git 历史从一串文本变成一个可浏览的分支图。

	对团队协作而言，可读历史是定位问题、review 变更和理解分支关系的前提。






六、用历史定位问题，而不是凭感觉猜


6.1 git bisect：用二分搜索找坏提交


	当当前版本有 bug，而某个早先版本正常时，git bisect 可以在两个 commit 之间做二分搜索。

	开发者标记当前坏版本和已知好版本后，Git 会逐步切换到中间提交。

	每一步只需要告诉 Git 这个 commit 是 good 还是 bad。

	最终 Git 会定位到引入问题的具体提交。





6.2 bisect 的真正价值：把排错从直觉变成算法


	bisect 解决的是复杂项目中最常见的问题：bug 出现了，但不知道从哪次提交开始。

	它把“翻历史猜原因”变成一个确定性的缩小范围过程。

	这对于大型团队尤其重要，因为问题往往不是来自当前正在看的代码，而是某个历史变更。






七、整理 feature branch，让提交历史像一个清楚的故事


7.1 交互式 rebase：pick、reword、squash


	feature branch 上常常会有多个零碎 commit，合并前可以用 interactive rebase 整理。

	pick 表示保留提交。

	reword 表示改写 commit message。

	squash 表示把多个提交合并进前面的提交。

	整理后的历史更适合 code review，也更容易被后来的维护者理解。





7.2 fixup 与 --autosquash：提前声明提交要被合并


	做新提交时可以使用 fixup 或 squash 相关标记，提前告诉 Git 这个提交将来要并入某个目标提交。

	之后执行 rebase 时加 --autosquash，Git 可以自动安排这些提交的位置和合并方式。

	这把“事后手动整理历史”进一步变成了“提交时就为未来整理做标记”。

	它适合频繁修补同一功能、但希望最终 PR 历史保持清爽的开发者。






八、用 hooks 把质量检查放进 Git 事件里


8.1 Git hooks：在 Git 操作前后触发脚本


	Git 在 commit 等操作发生时会触发事件。

	hooks 允许在这些事件前后运行脚本。

	在 .git/hooks 目录里可以看到不同事件对应的 hook 脚本。

	hooks 的价值是把团队约定和质量检查嵌入工作流，而不是依赖人记得去做。





8.2 Husky：让 JavaScript 项目更容易配置 hooks


	对 JavaScript 开发者，Husky 可以简化 Git hooks 配置。

	常见用途是在 commit 前运行 lint、test 或格式检查。

	这样可以在代码进入历史之前拦截明显问题，提高整体代码质量。

	这说明 Git 不只是版本管理工具，也可以成为工程质量门禁的一部分。






九、知道如何安全地“毁掉东西”


9.1 git fetch + git reset --hard：让本地回到远端状态


	如果本地改动已经混乱，而远端仓库状态是可信的，可以先 git fetch 拉取远端信息。

	再用 git reset --hard 把本地分支强制重置到目标远端状态。

	这个命令会丢弃本地未保留的改动，因此它是恢复现场的工具，也是高风险操作。

	关键不是记住命令，而是记住它会让本地未保存变化消失。





9.2 git clean：删除未跟踪文件


	reset 处理被 Git 跟踪的文件，但不会自动清理未跟踪文件或构建产物。

	git clean 可以移除这些未跟踪文件。

	它常和 reset 搭配，用来把工作区恢复成更干净的状态。

	同样，它也是破坏性命令，使用前必须确认没有需要保留的本地文件。





9.3 删除 .git：退出版本控制


	文末提到如果想彻底去掉 Git，可以删除隐藏的 .git 目录。

	这会让目录失去 Git 仓库身份，历史、分支、配置都不再作为仓库元数据存在。

	它是极端操作，更多是为了说明 .git 目录才是 Git 仓库状态的核心所在。






十、快速回到上一个分支


10.1 git checkout -：切回刚离开的分支


	如果刚切出某个分支却忘了它的名字，可以用 git checkout - 回到上一个分支。

	这是一个很小但高频的效率技巧。

	它服务的是开发现场里的真实动作：开发者经常在分支之间来回切换，而不一定记得刚才的完整分支名。






关键概念/术语


	提交快照：Git 的基本工作单位，每次 commit 都是在保存当前代码状态。

	alias：把常用命令缩短或组合成个人命令，提高高频操作效率。

	amend：改写最后一次提交，适合本地历史微调。

	force push：用本地历史覆盖远端历史，必须谨慎对待共享分支。

	revert：用新提交撤销旧提交，适合保留公共历史。

	stash：保存未完成工作现场，不让半成品进入 commit history。

	pretty log：把提交历史图形化、单行化、装饰化，提高可读性。

	bisect：用二分搜索定位引入 bug 的具体提交。

	interactive rebase：整理 feature branch 历史，让 commit 序列更清楚。

	autosquash：通过 fixup/squash 标记自动整理提交。

	hooks：把脚本挂到 Git 事件上，自动执行检查或流程。

	reset hard / clean：恢复或清空本地工作区的破坏性工具。

	checkout dash：快速回到上一个分支。









3. 《Claude Code 配置全景：文档之外的工程控制面》



作者：buildingbetter.tech



主题：开发者工具



质量分：★★★★☆



注意力番茄：🍅



Howie 的阅读理由：claude code 配置
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概念网络：请跳转到 Notion 文章页面查看 concepts｜2 关键概念、概念网络 tab。





三级笔记



核心观点

这篇文章的主旨是：Claude Code 的真正控制面不只在官方文档里，而是藏在已经分发到本机的 npm 包源码中。作者通过阅读 @anthropic-ai/claude-code@2.1.87，整理出一组未公开或文档未充分说明的配置能力：hooks 可以返回结构化 JSON 改写工具行为，skills 和 agents 有更多 frontmatter 字段，auto mode 的许可分类器可以读取自然语言环境说明，memory / dream 形成跨会话学习循环，permission 规则有完整的 glob 语法。这些能力合在一起，把 Claude Code 从一个命令行助手变成一个可编程、可审计、可长期学习的工程环境。



一、文章的入口：源码才是完整文档


1.1 作者的基本发现


	Claude Code 的官方文档只覆盖基础用法，源码里存在大量可配置字段、响应格式和实验性开关。

	作者明确把发现限定在 @anthropic-ai/claude-code@2.1.87，提醒这些未文档化能力可能随版本变化。

	带有 EXPERIMENTAL 的字段是 Anthropic 工程师自己标注为不稳定的能力，应被当成快照，而不是长期契约。





1.2 Claude Code 的配置面分层


	settings：个人级 ~/.claude/settings.json，项目级 .claude/settings.json。

	skills：个人级 ~/.claude/skills/<name>/SKILL.md，项目级 .claude/skills/<name>/SKILL.md。

	agents：个人级 ~/.claude/agents/<name>.md，项目级 .claude/agents/<name>.md。

	hooks：建议放在 ~/.claude/hooks/，并确保脚本有可执行权限。

	项目级 .claude/ 可以进入 git，成为团队共享的工程约束；个人级配置则保留个人偏好。






二、Hooks 是可编程中间件，而不是简单回调


2.1 文档缺口：hooks 可以“说回去”


	官方文档强调 hooks 通过 stdin 接收 JSON、用 exit code 2 阻断操作。

	源码显示，hooks 还可以在 stdout 返回 JSON，用事件特定字段实时改变 Claude Code 的行为。

	这意味着 hooks 不只是拦截器，而是工具调用链上的可编程 middleware。





2.2 不同事件能返回不同控制字段


	PreToolUse 可以返回 updatedInput、permissionDecision、permissionDecisionReason、additionalContext。

	SessionStart 可以返回 watchPaths、initialUserMessage、additionalContext。

	PostToolUse 可以返回 updatedMCPToolOutput、additionalContext。

	PermissionRequest 可以返回 decision，并附带更新后的输入或权限。





2.3 hooks 的三种典型用途


	改写命令：例如在 git push 后自动追加 --dry-run，让 Claude 以为执行原命令，实际先跑安全预演。

	注入上下文：SessionStart 时读取当前 git branch 和 dirty 文件数，把项目状态放进会话。

	自动审批：对 ls、cat、git status 等只读命令直接返回 allow，减少低风险交互成本。





2.4 三个未文档化 hook 字段


	once: true：hook 只运行一次，适合首次初始化，例如没有 .env 时从模板复制。

	async: true：后台执行，不阻塞主流程，适合审计日志。

	asyncRewake: true：平时后台执行；如果脚本返回 code 2，则重新唤醒模型并阻断操作。它适合秘密扫描、危险变更检查等“正常时无感，异常时介入”的场景。






三、Skill frontmatter 是任务调度控制面


3.1 模型与推理强度


	model 可以指定 skill 使用的模型，例如低成本任务用 haiku，复杂分析用 opus。

	effort 可以设置 low、medium、high、max，对应模型在该 skill 中的思考深度。

	这让 skill 不只是提示词文件，而是能携带运行预算和推理策略的任务单元。





3.2 Skill 作用域内的 hooks


	hooks 可以写进 skill frontmatter，并且只在该 skill 激活时注册。

	作者用 TypeScript 场景说明：每次 Write/Edit 后同步 typecheck，异步 lint。

	这种设计的价值在于约束随任务出现、随任务结束，不污染全局配置。





3.3 Skill 的 delegation 与安全开关


	agent 可以把 skill 委派给指定 custom agent。

	disable-model-invocation: true 可以阻止自动触发，只允许显式调用，适合破坏性或敏感技能。

	shell: bash 可以指定执行 shell，避免跨 shell 行为差异。






四、Agent frontmatter 把 agent 做成长期角色


4.1 可见性与记忆


	color 给 agent 设置 UI 颜色，便于多个 agent 并行时区分。

	memory 是关键字段，可以设置为 user、project 或 local，让 agent 跨调用积累经验。

	作者把它描述成“会学习的 agent”：安全审查 agent 可以记住过去的发现，代码库向导可以逐渐掌握项目结构。





4.2 跳过项目上下文与持续提醒


	omitClaudeMd: true 可以让 agent 不加载项目级 CLAUDE.md，用于 fresh-eyes review。

	criticalSystemReminder_EXPERIMENTAL 会在每轮重新注入一段提醒，适合把高优先级约束留在压缩之后仍可见的位置。

	由于字段名本身带 EXPERIMENTAL，作者提醒不要把它当成关键基础设施。





4.3 MCP 依赖声明


	requiredMcpServers 可以声明 agent 依赖的 MCP server 模式。

	如果依赖服务不可用，agent 不会出现，避免用户调用一个注定缺工具的 agent。






五、Auto mode 的安全判断可以读自然语言


5.1 YOLO Classifier 的配置结构


	autoMode.allow 放自动允许的工具或命令模式。

	autoMode.soft_deny 放必须确认的危险模式。

	autoMode.environment 最特别：它不是规则模式，而是一组自然语言环境说明。





5.2 自然语言环境说明的意义


	你可以写“这是本地开发机，没有生产数据库权限”“测试数据库是隔离的”。

	分类器会把这些语境纳入模糊命令的安全判断。

	这相当于给权限系统一份环境 briefing，而不是只靠硬编码白名单和黑名单。






六、Memory / Dream 构成自我改进循环


6.1 两个开关


	autoMemoryEnabled 让 Claude Code 在会话后自动提取可持久化记忆。

	autoDreamEnabled 让后台进程每 24 小时、在积累足够会话后进行记忆整合。





6.2 这个循环在学习什么


	偏好、项目模式、架构决策、常见操作路径都会被抽取为 memory。

	dream 阶段负责合并重复、处理矛盾、把相对日期转绝对日期、删除过时条目。

	作者强调这不是模型重训练，而是通过外部记忆让工具在项目中“越用越懂”。






七、Magic Docs 与 permission 语法补齐文档空白


7.1 Magic Docs 的精确格式


	Magic Doc 必须是 H1，格式匹配 # MAGIC DOC: ...。

	下一行可以用斜体写作用域说明，限定后台更新 agent 应该维护的内容范围。

	删除 header 就停止跟踪。





7.2 Permission rule 的完整模式语言


	Bash、Read、Write、MCP 工具都可以用模式声明权限。

	* 做边界内匹配，** 做递归目录匹配。

	MCP 工具用 mcp__<server>__<tool> 或通配声明。

	hooks 的 if 字段也使用同一套语法。






八、Fork context 与缓存经济学


8.1 Fork 的价值


	context: fork 让 skill 在后台子 agent 中运行，适合安全扫描、依赖分析、文档生成、测试等重任务。

	fork 后主会话保持响应，后台任务完成后再通知。





8.2 模型选择会影响缓存命中


	源码里有 CacheSafeParams 这类契约，说明 fork 会共享父会话的 prompt cache 前缀。

	如果 fork skill 使用不同模型，请求前缀不再一致，缓存可能失效。

	作者的建议是：forked skill 要么不指定模型，要么用 model: inherit，避免为了省小钱丢掉缓存收益。






九、文章的总体判断


9.1 Claude Code 正在变成什么


	hooks 让工具调用变成可编程链路。

	persistent memory 让 agent 不再是一次性角色，而是会积累项目经验的专家。

	auto-mode classifier 让权限系统能理解项目环境。

	magic docs、permission glob、skill/agent frontmatter 让工程约束可以文件化、版本化。





9.2 这篇文章对开发者的启发


	如果只读官方文档，会低估 Claude Code 已经具备的工程控制能力。

	如果把 .claude/ 作为团队工程资产来维护，就能把 AI 开发流程从“临场聊天”推进到“可审计、可共享、可持续演化”的工作流。

	但未文档化能力有版本漂移风险，最稳妥的使用方式是做版本标注、最小依赖和回归验证。






关键概念 / 术语


	YOLO Classifier：Claude Code auto-mode 内部的许可分类器，用于判断哪些操作可自动批准。

	event-specific hook response：hook 根据事件类型返回的结构化 JSON，可改写输入、权限和上下文。

	Skill frontmatter：skill 文件顶部的运行配置区，实际可控制模型、effort、hooks、agent delegation 等。

	persistent agent memory：agent 跨会话保存项目经验的能力。

	autoDreamEnabled：后台整理记忆的 dream consolidation 开关。

	Magic Doc：用 H1 标记并由后台 agent 自动维护的文档。

	permission rule syntax：Claude Code 权限规则的 glob 风格模式语言。

	context: fork：让 skill 在后台 fork agent 中运行的机制。









4. 《Claude Worktree 工作流：把多线程编码变成默认姿势》



作者：YouTube ·



主题：开发者工具



质量分：★★★★☆



注意力番茄：🍅



Howie 的阅读理由：基础概念学习：git worktree
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概念网络：请跳转到 Notion 文章页面查看 concepts｜2 关键概念、概念网络 tab。





三级笔记



Claude Worktree 工作流：把多线程编码变成默认姿势



核心观点

Matt Pocock 的核心判断是：Claude Code 内置 Git worktree 支持之后，agent 编码可以从单一工作区里的串行试错，变成每个任务独立工作树、独立分支、独立生命周期的并行工程流程。它的价值不在于发明了 Git worktree，而在于把一个原本很多开发者知道但很少日常使用的 Git 能力，吸收到 Claude Code 的交互流程里，降低并行开发和 agent 隔离的使用门槛。



一、Git worktree 的基础价值：一个仓库，多份干净工作区


1.1 Worktree 解决的是分支切换和状态污染问题


	Git worktree 允许同一个 repository 同时 checkout 多个分支，每个分支有自己的目录和工作区状态。

	在传统做法里，开发者常在同一个目录里切分支、stash、pull、恢复改动；一旦多个任务交错，就容易污染工作状态。

	Worktree 把不同任务拆到不同文件夹：主仓库仍在 main，一个新任务可以在 UI updates 这样的独立目录里完成。





1.2 IDE 可以把多个 worktree 当作并列 source control


	Matt 演示在 VS Code 里创建新 worktree 后，source control 面板会同时看到主仓库和新 worktree。

	这意味着开发者可以在同一个 IDE 里 stage、commit、publish branch、创建 PR，而不需要离开熟悉的图形界面。

	Worktree 不是只适合命令行高手的隐藏能力；只要 IDE 支持得好，它可以成为日常开发的一部分。






二、Claude Code 的 worktree 支持：把隔离流程自动化


2.1 claude --worktree 把 worktree 生命周期绑定到一次 agent 会话


	Claude Code 会在 .claude/worktrees 之类的位置创建一个独立 worktree，并自动生成一个分支名。

	Agent 在这个工作树里执行文件修改、git status、git log、commit 等操作。

	这样每个 agent 的工作不直接挤在主目录里，减少多 agent 或多任务互相踩踏的概率。





2.2 Claude 并没有替代 Git，而是把 Git worktree 包进自己的工作流


	Matt 观察到，Claude 的实现本质上仍然是在底层使用 Git worktree。

	差别在于 Claude 帮开发者处理命名、目录创建、会话结束时保留或删除 worktree 等生命周期问题。

	这类能力的意义是“吸收复杂度”：工具没有改变底层机制，却把机制包装成更容易被经常使用的默认路径。






三、真实使用里的第一个坑：推送分支必须说清楚


3.1 Worktree 不等于自动安全分支


	Matt 的第一次实验暴露了一个 paper cut：Claude 创建 worktree 后，commit 看起来可能仍然和 main 的来源关系很近。

	如果开发者没有明确让 agent push 到它自己的 worktree branch，工具可能尝试沿用创建 worktree 时的上游分支。

	在 main 没有保护的仓库里，这会带来误推 main 的风险。





3.2 正确心智模型是：worktree 负责隔离目录，branch/push 仍要显式管理


	Worktree 给你独立工作区，但远端分支策略仍然需要清楚表达。

	Matt 后续实验里，Claude 的安全 hook 阻止了直接 push，并提示了应当运行的 git push origin <worktree-branch>。

	关键经验是：使用 Claude worktree 时，要让 agent 明确把改动 push 到特定分支，然后通过 PR 回到 main。






四、为什么它适合 AI 编码：并行化变得更便宜


4.1 每个想法都可以快速变成一个隔离实验


	Matt 喜欢这个功能的原因，是它让每次新想法、新修复、新 UI 尝试都可以迅速开启一个独立 worktree。

	任务完成后可以提交、推送、开 PR；任务不值得保留时可以删除 worktree。

	这种流程让 parallelization “更自由”：并行不再要求开发者手工维护一堆脆弱的本地状态。





4.2 Subagents + worktrees 把多 agent 从聊天能力推向工程编排


	Matt 特别注意到，subagents 也支持 worktrees。

	这意味着主 agent 可以从上层编排多个子任务，每个 subagent 在自己的工作树里改代码，再把 PR 回到主线。

	这不是简单地“多开几个对话”，而是把多 agent 工作落到 Git 分支、目录、PR 这些工程对象上。






五、作者的更大判断：AI 编码需要重新学习工程基本功


5.1 AI 编码不是完全不同的新物种


	Matt 在结尾强调，AI coding 和 human coding 并没有本质不同，只是约束更显性。

	开发者需要教 AI 那些软件工程已经知道几十年的基本功。

	这些基本功包括 TDD、有效并行化、合理规划、快速反馈、清晰的版本控制边界。





5.2 Worktree 是把传统工程基本功带入 AI 时代的一个例子


	Git worktree 不是 AI 时代才出现的新工具，但 AI agent 让它的价值突然变大。

	当代码修改者从一个人变成多个 agent，会话隔离、分支隔离和可回滚路径就从“方便”变成“基础设施”。

	Claude Code 把 worktree 做成内置流程，本质是在提醒开发者：agent 越强，工程约束越不能省。






关键概念/术语


	Git worktree：同一个 Git 仓库里同时 checkout 多个工作目录，让不同分支可以并行存在。

	Claude --worktree：Claude Code 启动独立 worktree 的模式，把 agent 会话和一棵工作树绑定起来。

	Separate git state：每个 worktree 可以有自己的分支和文件改动状态，避免主目录被任务污染。

	Lifecycle of each worktree：worktree 从创建、修改、提交、推送到删除的完整生命周期，可以跟一次 agent 工作绑定。

	Parallelization：多个任务或 agent 并行推进，关键前提是隔离工作区和清楚的合并路径。

	Paper cut：真实使用中暴露的小问题；这里指 worktree 分支与 push 目标不够直观，可能误推 main。

	Engineering fundamentals：TDD、规划、快速反馈、版本控制等长期有效的软件工程基本功，在 AI 编码里仍然重要。









5. 《Braintrust 用 Codex 把客户请求转成代码》



作者：openai.com



主题：开发者工具



质量分：★★★★☆



注意力番茄：🍅



Howie 的阅读理由：openai 官方案例，agent 的企业落地
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概念网络：请跳转到 Notion 文章页面查看 concepts｜2 关键概念、概念网络 tab。





三级笔记



核心观点

Braintrust 的案例不是在说 Codex 让工程师“写代码更快”这么单一的效率提升，而是在说一个产品工程团队如何把客户反馈、实验环境、代码修改和 preview branch 连成更短的反馈闭环。Codex 的价值被放在一个具体工作流里：客户提出需求，工程师把需求交给 Codex，在受控环境里快速生成可展示的实现，再把工作版本拿回客户面前继续讨论。



一、Braintrust 的基本语境


1.1 公司定位


	Braintrust 是面向 AI 产品团队的 observability 和 eval 平台，核心用户本来就需要高频试验、评估质量和改进产品。

	这类团队对“速度”的需求不只是省时间，而是能否更快把问题变成可运行的假设。

	OpenAI 把这个案例放在 Codex 客户故事里，重点是展示 Codex 如何进入企业工程团队的真实协作流程。





1.2 采用速度


	文章给出的采用信号是：一个月内，Braintrust 团队一半成员迁移到 Codex。

	这说明 Codex 在团队里不是孤立试用，而是开始成为共享开发工具。

	对 founder and CEO Ankur Goyal 来说，最大变化不只是 faster coding，而是 faster feedback loop with customers。






二、客户请求如何变成 preview branch


2.1 旧流程：需求进入 backlog


	过去，客户提出 feature request 后，通常会进入 backlog，再等待后续优先级排序。

	这个流程的问题不是“不做”，而是反馈周期太长：客户需求、产品判断和工程实现之间隔着排队、排期和上下文切换。

	对高频迭代的 AI 产品团队来说，backlog 会把很多本可现场验证的想法变成延迟决策。





2.2 新流程：现场生成可展示版本


	Codex 让 Braintrust 团队可以把客户请求直接复制进开发流程。

	工程师可以创建 preview branch，把完成后的请求在几分钟内展示给客户。

	这使客户讨论从“你想要什么功能”转向“这个工作版本是不是解决了你的问题”。

	preview branch 的意义在于，它把抽象反馈转化为可运行、可讨论、可继续迭代的对象。





2.3 实时共创


	Goyal 强调，Codex 让团队能和客户实时 iterate and ideate。

	这不是传统意义上的 demo，而是把客户拉进更早、更密集的产品实验循环。

	当 feature request 可以快速变成 preview，客户反馈就不再只是需求输入，而成为产品设计的一部分。






三、速度为什么改变交互方式


3.1 速度不是外部属性


	文章特别指出，速度常被当成工具功能之外的附加属性，但在 Braintrust 的场景里，速度改变了人和工具的交互方式。

	如果一个工具慢，工程师会倾向于写更细的 prompt、拆更小的步骤、持续手把手指导。

	如果一个工具足够快，工程师就可以把更多注意力放在定义问题和验证结果上。





3.2 Codex 承载更长输出和终端交互


	Goyal 提到 Codex 能在 terminal 里持续输出更多文本而不变慢，这影响了使用体验。

	这类细节看似底层，但会改变工程师是否愿意把更完整的任务交给 agent。

	对代码 agent 来说，吞吐、延迟和上下文承载能力会直接决定用户敢不敢让它跑完整实验。






四、从 prompt 解题到测试驱动的 autonomous problem-solving


4.1 旧模式：提示模型解决具体问题


	使用较慢模型时，Goyal 往往需要提示模型去解决一个具体问题。

	这种模式需要更多人工牵引：问题拆解、下一步指令、结果检查都更依赖人。

	工程师是在“驱动模型”，而不是让模型在可控环境里自主尝试。





4.2 新模式：写测试 + 建 sandbox + 让 Codex 运行


	Goyal 描述的新做法是：先写一个能展示问题的 test，再创建 sandbox environment，然后让 Codex 在这个环境里运行。

	这里的关键不是“AI 自动写代码”，而是把问题定义成可执行测试，把尝试限制在安全环境里。

	Codex 的速度让这种实验成本下降，工程师可以更频繁地运行想法，而不是只在高确定性任务上使用 agent。





4.3 实验范围扩大


	当试错成本下降，团队能探索的工程实验范围会变大。

	工程师可以定义问题，让 Codex 在受控环境里工作，再从 idea 更快走到 working solution。

	这把 Codex 从“代码生成器”推进到“工程实验执行器”的角色。






五、这篇案例的思想框架


5.1 核心链条


	客户请求进入团队。

	工程师把请求转成 Codex 任务。

	Codex 在 sandbox / branch 中实现可运行版本。

	preview branch 把实现带回客户面前。

	客户继续反馈，团队继续迭代。





5.2 真正的产品价值


	Codex 的商业价值不只是减少编码时间，而是压缩“客户问题 -> 工程实验 -> 可见反馈”的整条链路。

	对 Braintrust 这样的 AI 产品团队，更多代码意味着能解决更多客户问题；更快的代码实验意味着更多客户问题能进入真实验证。

	文章把 Codex 的价值放在组织学习速度里，而不是只放在单个工程师的生产力里。






关键概念 / 术语


	preview branch：把客户请求快速实现成可展示版本的分支，是连接工程实验和客户反馈的中间物。

	faster feedback loop with customers：客户反馈不再长时间停在 backlog，而是更快变成可运行、可讨论的产品变化。

	sandbox environment：让 Codex 运行实验的受控环境，用来降低自动化修改代码的风险。

	test that demonstrates a problem：把问题转成可执行验证条件，使 agent 的工作有明确目标和检查标准。

	autonomous problem-solving：工程师定义问题和边界后，让 Codex 在环境中自主尝试解决，而不是逐步手把手提示。









6. 《MCP 已死？从协议热潮看 agent 集成的下一步》



作者：quandri.io



主题：开发者工具



质量分：★★★★★



注意力番茄：🍅



Howie 的阅读理由：MCP 已死？
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概念网络：请跳转到 Notion 文章页面查看 concepts｜2 关键概念、概念网络 tab。





三级笔记



核心观点

这篇文章不是在宣判 MCP 这个协议已经失去价值，而是在重新划分 agent 集成的工程边界：对多数开发者工作流来说，MCP 作为“默认连接层”太重，CLI / API / docs 加 Skills 的组合往往更轻、更可调试、更省上下文；但在没有好 CLI、需要统一认证、权限隔离或双向实时通信的场景里，MCP 仍然有位置。

文章的真正判断标准不是“是否支持 MCP”，而是一个工具接入方式是否能让 LLM 更稳定、更便宜、更可复现地完成工作。



一、问题起点：MCP 的热潮与真实使用体验开始分叉


1.1 MCP 的定位


	MCP（Model Context Protocol）把 LLM 连接到 GitHub、Linear、Notion、Slack、数据库等外部工具。

	它在 2024 年底推出后，被很多人称作 AI 生态的 USB-C：一个通用连接协议，一套标准接口，把模型和工具接起来。

	文章承认 MCP 的目标很有吸引力，但强调开发者每天使用后会看到另一个侧面：上下文占用、可靠性、调试难度和已有 CLI / API 的重叠。





1.2 作者对原始争论的延伸


	文章以 “MCP is dead. Long live the CLI” 这类批评为参照，但没有停留在立场表达。

	Quandri 团队在自己的实际栈上做了测量，观察 MCP 服务器的工具定义规模、上下文占用和调用成本。

	文章更新中也承认 Claude Code 后来的 Tool Search / Deferred Loading 已经大幅缓解“工具定义常驻上下文”的问题，因此它的论点不是静态反 MCP，而是评估不同集成方式的工程成本。






二、问题一：MCP 会吞掉上下文窗口


2.1 上下文窗口是 LLM 的工作台


	作者用餐桌类比上下文窗口：工具定义就像菜单，真正的任务材料才是食物。

	如果一开始就把所有 MCP 工具定义摊在桌上，模型还没开始处理用户任务，就已经被连接层占走了注意力和 token。

	这里的核心矛盾是：很多工具定义只是“可能会用”，但它们却被提前加载，和当前任务争夺上下文。





2.2 Quandri 栈的测量结果


	Quandri 连接了 Linear、Notion、Slack、Postgres 四类 MCP 服务器。

	四个服务器合计 77 个工具，工具定义估算约 84,308 字符、21,077 token。

	仅工具定义就占用了约 10.5% 的上下文窗口；其中 Linear 由于工具数量多，占用最明显。





2.3 单次任务里的放大效应


	文章用 Linear issue lookup 做对比：CLI 方式只需要一个 curl 命令和一个紧凑 JSON 响应，约 200 token。

	MCP 方式除了工具调用和响应，还要承担大量已加载工具定义的常驻成本。

	因此同一个查询，在作者的估算里 MCP 的 token 成本约为 CLI 的 65 倍。





2.4 Deferred Loading 缓解了上下文问题，但没有消除其他问题


	文章更新指出，Claude Code 的 Tool Search with Deferred Loading 后来让 MCP tool schemas 按需加载，上下文占用下降 85% 以上。

	这说明“工具定义挤占上下文”不是 MCP 的永久硬伤，而是实现和加载策略的问题。

	但作者仍然保留对性能、调试、可靠性和架构复杂度的批评：即使 schema 不再常驻，MCP 仍然多了一层协议和进程。






三、问题二：MCP 的运行可靠性偏低


3.1 MCP 增加了额外的运行层


	MCP 服务器通常是一个独立进程，需要启动、认证、维持连接，并把请求转发到底层 API 或服务。

	这比直接调用 CLI / API 多了一层：模型不是直接访问服务，而是先经过 MCP server。

	多出来的层可能带来初始化失败、重复认证、服务中途崩溃、请求变慢等问题。





3.2 性能问题不是某一个服务的偶然现象


	文章引用原始作者对 Jira MCP 与 Jira REST API 的对比：MCP 单次调用更慢，首次调用因为初始化成本更高。

	作者认为这不是 Jira 特例，而是架构性质：每个 MCP server 都会在 LLM 和真实 API 之间加入进程层、协议层和工具封装层。

	对 Linear、Notion、Slack 这类服务来说，同样会遇到类似的 round-trip 和初始化成本。





3.3 权限与可观测性也更不透明


	MCP 工具暴露给模型时，用户往往不清楚每个工具真正具备哪些权限。

	当调用失败时，问题可能出在 LLM、MCP server、底层 API、认证状态、权限范围或网络层。

	相比之下，CLI / API 直接在终端里运行，更容易用同一条命令复现、加日志、改参数和定位错误。






四、问题三：MCP 与已有 CLI / API 高度重叠


4.1 CLI / API 的优势不是“老”，而是可复现


	人类和 LLM 可以使用同一套 CLI / API 命令，这是 CLI-first 的关键价值。

	如果 agent 失败，工程师可以把命令复制到终端立刻复现；这让调试从对话上下文回到可观察的工程环境。

	CLI 还天然支持管道、jq、grep、文件重定向和脚本组合，组合能力比固定 MCP 返回格式更强。





4.2 LLM 已经熟悉 CLI / API 的语言


	很多 CLI、REST API、GraphQL、SQL、man page 和 StackOverflow 用法已经存在于模型训练数据中。

	如果只需要把具体认证、端点、schema、常用命令告诉模型，通常不需要再为每个操作创建一层 MCP tool。

	文章提出的顺序是：优先提供 CLI，其次 API，再补 docs；只有这些不够时，再考虑 MCP。





4.3 数据库例子说明了 Skills + CLI 的轻量路径


	对数据库来说，LLM 已经会写 SQL 或 MongoDB query。

	如果在 skill 中提供 host、库名、schema 和 psql 命令，模型通常就能完成查询。

	这种方式避免了为每个数据库操作加载一组 MCP 工具定义，也让查询行为更容易在终端复现。






五、替代方案：CLI-first + Skills 按需教学


5.1 Skills 的角色是“按需说明书”


	作者把 MCP 的 upfront tool definitions 比作一次性摊开所有菜单，而把 Skills 比作只向图书管理员索取当前需要的书。

	Skills 的价值不在于再造工具协议，而是在合适的时候把 CLI 使用说明、认证变量、常用命令、查询模板、注意事项加载给模型。

	这样模型只在任务需要时读取相关知识，不必把所有潜在工具 schema 长期带在上下文里。





5.2 Linear skill 的例子


	一个 Linear skill 可以只写清 API endpoint、认证方式、获取 issue 的 GraphQL curl 命令和结果解析方式。

	当任务涉及 Linear 时，模型加载这份 skill；任务结束后，这些说明不需要继续占用后续上下文。

	这保留了 CLI/API 的可调试性，也降低了工具定义常驻带来的 token 成本。





5.3 “教会模型怎么用工具”比“把所有工具接进来”更重要


	文章最后的结论是：teaching well matters more than connecting everything。

	对 agent 系统来说，连接能力不是最终目的；真正重要的是模型是否能以低成本、稳定、可复现的方式完成任务。

	Skills 的核心价值是把团队已经成熟的命令行知识变成可复用的 agent 操作手册。






六、MCP 没有完全死：它适合的边界


6.1 没有强 CLI 的服务


	如果某个 SaaS 主要是 web-only，没有稳定 CLI 或公开 API 使用体验很差，MCP 可能是最方便的连接方式。

	对 Slack、Notion、Linear 这类服务，如果团队希望统一认证、统一权限和统一工具入口，MCP 仍然有实用价值。





6.2 非开发者用户


	CLI-first 对开发者友好，但对不使用终端的用户不一定合适。

	MCP 可以把工具能力包装成对话内可调用的接口，降低非工程用户的接入门槛。





6.3 实时双向通信和安全边界


	简单 request-response 可以用 CLI / API 解决，但实时双向通信不一定适合普通命令行。

	数据库场景中，MCP server 可以在服务端强制 read-only、阻断危险查询，并把凭证封装在 server 内部。

	Skills + CLI 的灵活性更强，但如果模型拿到了连接串，也可能直接执行破坏性命令；MCP 在安全约束上有结构性优势。






七、Quandri 的实际组合：三种方式并存


7.1 Bash + CLI


	对团队日常已经使用的工具，例如 gh、psql、aws，Quandri 优先让 agent 直接使用 Bash + CLI。

	这种方式上下文成本低、调试路径短、和人类工作流一致。





7.2 Skills


	对重复多步流程，例如 commit drafting、PR reviews，团队把流程沉淀为 Skills。

	Skills 在需要时加载，让模型知道如何组合 CLI、API、规则和输出格式。





7.3 MCP


	对没有强 CLI、需要团队级认证或权限范围控制的服务，Quandri 仍然使用 MCP。

	文章不是把 MCP 从工具箱里删除，而是反对把 MCP 当作所有 agent 集成的默认答案。






八、文章的思想框架


8.1 从协议崇拜回到工程成本


	MCP 热潮容易让团队把“支持 MCP”当成功能标签。

	作者提醒读者：协议本身不能替代稳定性、可调试性、上下文效率和安全边界。

	评估一个 agent 集成方案时，要看它在真实任务里带来的总成本，而不是看它是否符合潮流。





8.2 从“连接一切”转向“按需加载”


	MCP 的危险用法是把所有工具一次性暴露给模型。

	Skills 的思路是把使用说明按任务加载，把工具调用留在 CLI / API 这些可复现接口上。

	Claude Code 的 Deferred Loading 也说明同一个方向：不要让无关工具定义长期占用模型注意力。





8.3 从“工具接口”转向“团队工作流”


	对开发团队来说，最好的 agent 集成往往不是新接口，而是把已有的 CLI、API、schema、runbook 和安全约束教给模型。

	如果一个团队已经能用终端稳定完成某件事，agent 最好复用这条路径，而不是额外绕到 MCP。

	如果某个任务需要权限封装、统一认证或非开发者可用性，再让 MCP 承担连接层。






关键概念 / 术语


	MCP（Model Context Protocol）：连接 LLM 与外部工具的协议，文章讨论的是它在开发者工作流里的工程成本，而不是协议愿景本身。

	Context window：模型处理任务的工作空间；工具定义、用户材料、历史对话都会争夺这个空间。

	Tool definitions：MCP 工具的名称、说明、参数 schema；如果常驻上下文，会在没有实际调用时也消耗 token。

	Deferred Loading：按需加载工具 schema 的策略；它缓解上下文膨胀，但不自动解决性能和调试问题。

	CLI-first strategy：优先让 agent 使用已有 CLI / API，把可复现性、组合能力和人机共用工作流放在第一位。

	Skills：按需加载的操作说明和工作流知识，用来教模型如何调用已有工具，而不是替代底层工具。

	Operational reliability：工具连接在启动、认证、调用、崩溃恢复和权限透明度上的稳定性。

	Human-machine parity：人类和 LLM 使用同一套命令与接口，方便复现、调试和交接。

	Query safety / credential protection：MCP 相比 CLI 在某些数据库或高权限系统里更容易集中封装安全边界和凭证。
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三级笔记



核心观点

这篇文档介绍的是 Claude Code 的 Dynamic workflows：当一个任务已经超出单轮对话和少量 subagents 能稳定协调的范围时，把“谁来做、按什么阶段做、结果放在哪里、失败后怎么恢复”从 Claude 的上下文里移到一段可执行脚本里。

Dynamic workflows 的价值不只是“能开更多 subagents”。它真正改变的是编排位置：subagents 和 skills 仍由 Claude 在对话中逐步决策，workflow 则让脚本持有循环、分支和中间结果，运行时在后台执行，最终只把收敛后的结果交还给会话。



一、Dynamic workflows 的基本定义


1.1 它是什么


	Dynamic workflow 是一段 JavaScript script，用来大规模编排 subagents。

	Claude 会根据用户描述的任务写出这段脚本，workflow runtime 在后台执行它。

	用户的主会话在 workflow 运行时保持 responsive，不必等待每个 agent 的中间过程逐条回到对话里。

	这项能力处于 research preview，需要 Claude Code v2.1.154 或更高版本，并面向付费计划和 Anthropic API / Bedrock / Vertex AI / Microsoft Foundry 等入口开放。





1.2 它解决的核心问题


	普通对话适合一个 agent 顺着上下文逐步推进。

	subagents 适合把少量任务拆出去，让 worker Claude 处理。

	但当任务需要几十到几百个 agents、跨多个阶段汇总、或需要把同一种质量控制流程重复运行时，靠主对话逐轮协调就会变脆弱。

	workflow 把 orchestration codified as a script：用户可以读、可以复跑，也可以在成功后保存成自己的命令。





1.3 典型使用场景


	codebase-wide bug sweep：让多个 agents 并行扫不同模块，再汇总问题。

	500-file migration：把大量文件迁移拆成可追踪的批次。

	deep research：让不同 agents 从多个角度找来源、交叉验证，再输出有引用的报告。

	hard plan drafting：从几个独立角度形成方案，再互相审查、比较和加权。






二、与 subagents 和 skills 的区别


2.1 三者都能跑多步任务，但“谁持有计划”不同


	Subagents 是 Claude spawn 出来的 worker，Claude 在每一轮决定下一步怎么派发。

	Skills 是 Claude 读取的一组 instructions，Claude 按提示和技能说明执行。

	Workflows 是 runtime 执行的一段 script，脚本负责下一步该运行什么、如何分支、如何存放中间结果。





2.2 中间结果的位置不同


	subagents 的结果回到 Claude 的 context window。

	skills 的过程也主要停留在 Claude 的 context window。

	workflow 的中间状态存在 script variables 里，Claude 的上下文只需要承接最终报告。

	这降低了大规模并行任务对会话上下文的挤压，也让任务可以在后台持续推进。





2.3 可复用性的层级不同


	subagents 可复用的是 worker definition。

	skills 可复用的是 instructions。

	workflows 可复用的是 orchestration itself：阶段、循环、分支、投票、交叉审查和收敛逻辑都在脚本里。

	因此 workflow 更适合变成团队或个人反复调用的命令。






三、workflow 把计划移进代码


3.1 从“对话编排”到“脚本编排”


	在 subagents 和 skills 模式下，Claude 是 orchestrator：它读取当前上下文，决定下一步 spawn 谁、怎么合并结果。

	workflow 模式下，script 才是 orchestrator：loop、branching 和 intermediate results 都由脚本持有。

	Claude 不再需要把每个中间 agent 的输出都塞回主上下文，只需要看到最后整理过的结果。





3.2 可重复的质量模式


	workflow 不只是跑更多 agents，也可以固定一套质量流程。

	例如让独立 agents adversarially review each other’s findings，再把没有通过审查的结论过滤掉。

	又例如让多个 agents 从不同角度 draft a plan，再比较权重和风险，最后收敛出一个更可信的方案。

	这类模式如果只靠主对话临时协调，容易漏步骤；写成 workflow 后就能复跑。





3.3 /deep-research 作为示范


	Claude Code 内置的 /deep-research 是 bundled workflow。

	它会围绕一个问题从多个角度发散 web searches，fetch 和 cross-check sources，对每个 claim 进行投票，再返回带引用的报告。

	它展示了 workflow 的核心体验：后台分阶段推进，用户最终得到一份报告，而不是一长串 turn-by-turn transcript。






四、运行与观察 workflow


4.1 后台运行


	workflow starts in the background。

	运行时，用户可以继续保持主会话可用。

	输入框下方的 task panel 会出现一行 progress summary，可以用方向键聚焦，再展开查看。





4.2 /workflows 进度视图


	用户可以运行 /workflows，选择某个 run 并打开 progress view。

	progress view 会显示每个 phase 的 agent count、token total 和 elapsed time。

	可以 drill into phase，再进入具体 agent，查看该 agent 的 prompt、recent tool calls 和 result。





4.3 运行控制


	p 可以 pause / resume。

	x 可以 stop 当前 agent，或者在 run 层级停止整个 workflow。

	r 可以 restart 选中的 running agent。

	s 可以把已经满意的 workflow script 保存成命令。

	Esc、Enter、方向键和 j / k 用来在 progress view 中导航和阅读详情。






五、如何触发和保存 workflow


5.1 触发方式


	用户可以在 prompt 里明确使用 workflow 这个词，请 Claude 为当前任务写 workflow。

	如果 Claude Code 高亮了这个词，就表示它会触发 workflow 规划；若并非本意，可以按 alt+w 忽略。

	用户也可以直接运行已经存在的 workflow command，包括 bundled workflow 和自己保存的命令。





5.2 Ultracode


	Ultracode 是 Claude Code 的设置，结合 xhigh reasoning effort 和自动 workflow orchestration。

	打开后，Claude 会为每个 substantive task 自动规划 workflow，而不是等用户显式请求。

	一个请求可能连续触发多个 workflows：先理解代码，再修改，再验证。

	Ultracode 适合复杂任务，但会使用更多 tokens、耗时更长；常规任务可以降回 /effort high。





5.3 保存为命令


	当一次 workflow run 达到预期后，用户可以在 /workflows 中按 s 保存脚本。

	保存位置有两个：项目内 .claude/workflows/，或个人目录 ~/.claude/workflows/。

	项目 workflow 可以随仓库共享，个人 workflow 只对自己可见。

	如果项目 workflow 和个人 workflow 同名，优先运行项目版本。






六、权限、运行环境与限制


6.1 启动审批


	在 CLI 中，workflow 启动前会展示 planned phases，并给出运行、总是允许、查看 raw script、取消等选项。

	Desktop app 会显示 approval card，包含 workflow name、phase list 和 token-usage caution。

	permission mode 决定启动时是否需要确认；subagents 自身仍继承当前会话的 tool allowlist。





6.2 Runtime 的隔离边界


	workflow runtime 在独立环境中执行 script，和当前 conversation 分离。

	workflow script 本身不直接访问 filesystem 或 shell；真正的读写和命令执行由 agents 完成。

	中间结果留在 script variables 里，这也是 run 能在同一会话内 resume 的基础。





6.3 运行约束


	workflow 不支持 mid-run user input；只有 agent permission prompts 可能暂停运行。

	需要阶段性人工 sign-off 时，应该把每个阶段拆成单独 workflow。

	并发上限最高 16 个 agents，实际会受机器 CPU 核数限制。

	单次 run 最多 1,000 个 agents，防止 runaway loops。





6.4 Resume 的边界


	用户停止 run 后，可以在同一 Claude Code session 内 resume。

	已完成的 agents 会返回 cached results，未完成的部分 live run。

	如果退出 Claude Code，下次 session 会重新开始该 workflow，而不是继续旧 run。






七、禁用与成本控制


7.1 成本意识


	一个 workflow 会 spawn many agents，因此 token 使用和 rate limit 消耗会显著高于普通对话。

	大型 run 前应检查 /model，必要时让 Claude 为不需要最强模型的阶段选择更小模型。

	workflow 的价值来自可靠编排和可复跑，不应把每个普通任务都强行 workflow 化。





7.2 关闭 workflow


	用户可以在 /config 中关闭 Dynamic workflows。

	也可以在 ~/.claude/settings.json 设置 disableWorkflows: true。

	临时环境变量 CLAUDE_CODE_DISABLE_WORKFLOWS=1 也可以禁用。

	组织级别可以通过 managed settings 或 Claude Code admin settings 关闭；关闭后 bundled workflow commands 不可用，workflow keyword 不再触发，ultracode 也会从 /effort 菜单移除。






八、文章的思想框架


8.1 从“多开 agents”到“可复跑系统”


	文档表面上在讲一个新功能，底层是在重新定义大任务的组织方式。

	subagents 解决的是“把某些工作派出去”。

	workflows 解决的是“把派发、审查、合并和恢复变成可执行系统”。

	这使复杂任务从临时对话协作，转向脚本化、可观察、可保存的操作流程。





8.2 从上下文驱动到状态驱动


	对话模式依赖 Claude 的上下文保存过程。

	workflow 模式依赖 runtime 和 script variables 保存过程。

	这让主会话更轻，也让长任务更适合后台运行、暂停、恢复和审查。





8.3 从单次产出到流程资产


	一次成功的 workflow run 可以保存成命令。

	这意味着复杂任务的编排经验可以沉淀下来，在项目或个人层面复用。

	对团队来说，workflow 是把“怎么让 agents 稳定完成某类大任务”固化为工程资产的一种方式。






关键概念 / 术语


	Dynamic workflows：Claude Code 中用 JavaScript script 编排大量 subagents 的能力。

	Workflow runtime：在后台执行 workflow script、追踪 phases / agents / results 的运行环境。

	Subagents：由 Claude spawn 出来的 worker，适合处理被委派的子任务。

	Skills：Claude 按需读取的 instructions，告诉模型如何完成某类任务。

	Orchestration：决定任务如何拆分、谁先谁后、如何分支、如何汇总的编排逻辑。

	Script variables：workflow 保存中间状态的位置，避免所有结果都进入 Claude 主上下文。

	Progress view：/workflows 中用于观察 phase、agent、token 和结果的界面。

	Bundled workflow：Claude Code 内置的 workflow，例如 /deep-research。

	Ultracode：自动为 substantive task 规划 workflow 的高 effort 模式。

	Resumable run：在同一 session 内可暂停、停止并继续的 workflow 运行。
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三级笔记



核心观点

这篇文章的核心判断是：durable workflows 不一定需要一套沉重的 durable infrastructure。对很多 AI agent、实验性工作流和小规模租户隔离系统来说，真正需要持久化的是 workflow state，而不是 compute 本身。SQLite 加 Litestream 可以把状态留在本地、把备份送到对象存储，从而用很少的基础设施获得足够可靠、便宜、可检查的 durable system。

作者不是说 SQLite 能替代所有 Postgres 场景，而是在重新划分默认架构：如果你的工作流状态可以放在一个本地数据库文件里，计算节点可以便宜且可丢弃，那么先从 SQLite + backup 开始，往往比第一天就上共享网络数据库更贴近系统真实需求。



一、问题起点：持久执行不等于持久基础设施


1.1 从 Postgres durable execution 继续往下推


	DBOS 之前提出过一个方向：如果你已经信任数据库，就不需要单独的 orchestration tier 来做 durable execution。

	作者同意这个方向，但认为它还可以继续简化：对一大类 durable systems 来说，不只是 Postgres 足够，SQLite 也足够。

	这里的关键不是数据库品牌，而是 durable execution 的持久部分到底是什么。





1.2 durable part 是 workflow state


	文章明确区分两件事：workflow state 需要持久，compute 可以便宜、临时、可丢弃。

	Durable execution 常被讨论成需要 durable infrastructure，但很多场景真正要保住的是执行日志、历史、重试状态和恢复线索。

	只要 workflow progress 可以从持久历史中 replay，计算节点本身就不必被当作高可用核心资产。





1.3 Obelisk 的适配点


	Obelisk 的 workflow progress 存在 execution log 里。

	workflow 可以从 persisted history replay，activities 可以 retry。

	因此系统最重要的任务是保住 workflow state，并且让这些状态易于检查、调试和迁移。






二、为什么 SQLite 适合这类 durable workflows


2.1 SQLite 提供 transactional durable state


	SQLite 的吸引力在于，它用一个本地数据库文件提供事务化、持久化的状态存储。

	它不需要额外数据库服务，不需要网络跳转，也不需要新控制平面。

	对很多系统来说，一个 local database file 就是正确的 machinery level：够可靠，够简单，也够贴近运行时。





2.2 SQLite 减少 operational surface area


	使用单独数据库服务会带来连接、部署、权限、网络、监控、容量和控制面等操作面。

	SQLite 把状态和 worker 放得很近，减少了为了“保存进度”而引入的基础设施复杂度。

	这种简化特别适合早期系统、实验系统和多租户小状态单元。





2.3 本地文件也是可检查的状态单元


	SQLite 文件可以被复制、拉取、离线分析和本地 replay。

	对 agent 系统来说，这一点很重要：你不仅要知道结果是什么，还要能理解 agent 实际做了什么。

	一个 self-contained database 比分散在大型共享系统里的状态更容易拿出来检查。






三、Litestream 让本地 SQLite 状态具备可迁移性


3.1 问题：实验越多，SQLite 文件会累积


	SQLite 最大的直觉疑虑是：如果每个 worker、agent 或实验都有自己的数据库文件，这些文件怎么备份、迁移和检查。

	作者没有把这个问题交给大型数据库，而是引入 Litestream。





3.2 Litestream 的角色


	Litestream 可以把 SQLite changes 异步复制到 S3-compatible object storage。

	这让 working state 保持 close to runtime，同时又能把数据库复制出来做 backup、migration 和 inspection。

	结果是：运行时仍然简单，状态又不会只困在某台机器的本地磁盘里。





3.3 异步复制的 caveat


	Litestream replication 是 asynchronous。

	如果 SQLite volume 在最新写入被复制前消失，restore 可能丢掉最近的 local writes。

	作者强调，这对很多 AI 和实验性 workflows 可以接受，但它不是 highly available shared database 的同义词。





3.4 一个有用的 operating model


	运行一个带 SQLite database 的 Obelisk server。

	用 Litestream 把它备份到对象存储。

	让 observer 在需要时拉取 interesting databases，用于 local replay、debugging 和理解 agent 行为。






四、为什么这对 AI agents 特别合适


4.1 AI agent 工作负载的典型形态


	AI agents 和 AI-generated workflows 往往是 bursty、experimental，并且生命周期不稳定。

	它们不总是需要一个大型常驻共享系统。

	它们更适合把每个 agent 或 tenant 的状态封装成小的、自包含的单元。





4.2 小状态单元带来 fault isolation


	一个 fleet of tiny servers 可以运行在 micro VMs 或 containers 中。

	每个 server 配自己的 SQLite database 和 object storage backup。

	这种设计比一个 large always-on shared system 更简单、更便宜，也有更好的 fault isolation。





4.3 对 agent 基础设施的启发


	Agent infrastructure 的默认问题不是“如何一开始就做成大型分布式平台”，而是“如何让每个 agent 的状态可靠、可恢复、可检查”。

	SQLite + Litestream 把这个问题压缩成一个小而清楚的状态单元。

	对大量实验型 agent 来说，这种默认值可能更务实。






五、什么时候应该换成 Postgres


5.1 SQLite 不是所有 deployment shape 的答案


	作者明确说 Obelisk 也支持 Postgres。

	当系统需要 higher availability、broader shared scalability，或者其他更适合 network database 的部署属性时，Postgres 是正确选择。

	如果你不想接受 asynchronous replication to object storage 这种 durability model，也应该使用 Postgres。





5.2 不要第一天就上超过状态需求的基础设施


	很多 workflow systems 在第一天并不需要高可用共享数据库。

	如果真实需求只是保住 workflow progress，并能 replay、retry、inspect，那么 SQLite + backup 就可能足够。

	文章的架构原则是：基础设施复杂度应该由 state 的真实需求驱动，而不是由 durable execution 这个标签自动推高。






六、文章的思想框架


6.1 从“durable infrastructure”回到“durable state”


	durable execution 的核心不是让每层基础设施都变得沉重，而是保护可恢复的状态历史。

	一旦把 durable part 定位为 workflow state，SQLite 这种本地事务数据库就进入了候选范围。





6.2 从共享大系统转向小型自包含单元


	AI agents、实验 workflows、tenant-isolated tasks 往往更像一组小状态单元，而不是一个统一大状态池。

	小型 SQLite database 可以成为每个单元的状态边界。

	Litestream 把这个边界向外延伸到对象存储，使其可备份、可迁移、可观察。





6.3 从架构完美转向操作务实


	SQLite + Litestream 不提供 Postgres 式的高可用共享数据库语义。

	但它提供了很多场景真正需要的东西：本地事务、低成本、少控制面、容易检查、对象存储备份。

	这篇文章的立场不是反 Postgres，而是反对在状态需求还很小的时候提前引入过重架构。






关键概念 / 术语


	Durable execution：工作流即使遇到失败也能从持久历史中恢复执行的模式；本文强调它持久化的是 workflow state。

	Workflow state：执行日志、进度、历史和重试信息，是 durable workflows 真正必须保存的部分。

	Disposable compute：可以便宜创建、失败后丢弃或重启的计算资源；它不必像状态一样持久。

	SQLite：本地事务数据库文件，用来承载小型、自包含、靠近运行时的 durable state。

	Litestream：把 SQLite changes 异步复制到 S3-compatible object storage 的工具，使本地数据库具备备份和迁移能力。

	Asynchronous replication：异步复制模型，简单但可能丢失尚未复制的最新写入。

	Object storage backup：把 SQLite 数据库复制到 S3 兼容对象存储，用于恢复、迁移和检查。

	Fault isolation：每个 agent 或 tenant 拥有独立状态单元，单点失败不容易扩散到整个系统。

	Highly available shared database：Postgres 更擅长的场景，用于需要高可用、共享扩展和强数据库服务语义的部署。
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三级笔记



核心观点

这篇文章讨论的不是 DeepSeek 当前收入能不能支撑 500 亿美元估值，而是资本市场是否开始把 DeepSeek 当作中国 AI 基础设施层来定价。

如果把 DeepSeek 当成普通 MaaS / SaaS 公司，500 亿美元几乎无法解释；如果把它当成开源技术基础设施公司，经济价值又可能大量流向云厂商和应用开发者；只有把它当成 AGI 竞赛中的概率彩票，500 亿美元估值才在逻辑上站得住。

文章真正提出的是一个估值悖论：DeepSeek 越成功地开源、降价、扩散模型能力，它越可能削弱自身直接变现能力，却越可能抬高整个中国 AI Infra 的战略定价。



一、问题起点：一家不想赚钱的公司为什么能值 500 亿美元


1.1 DeepSeek 融资改写的是中国 AI 基础设施定价逻辑


	DeepSeek 正在推进约 700 亿元人民币、约 100 亿美元的首轮外部融资，投后估值可能达到 500 亿美元。

	这将成为中国 AI 领域估值最高的初创公司之一，也可能改写中国 AI 基础设施层的估值锚。

	文章强调，研究 DeepSeek 不是只看一家公司值多少钱，而是看中国资本市场是否开始给 AI 基础设施层定价。





1.2 梁文锋给出了反商业化信号


	梁文锋在投资人会议上明确表示，DeepSeek 的核心目标是实现 AGI，而不是商业变现。

	他承诺继续发布开源模型、推进技术边界。

	这让 DeepSeek 看起来更像一家顶级实验室，而不是一家以收入和利润为中心的商业公司。





1.3 投资人买的不是当期收入


	DeepSeek 本轮被讨论的两个数字是 500 亿美元成交估值和部分投资人模型中的 650 亿美元应然估值。

	文章认为 150 亿美元差距不是简单的定价分歧，而是一级市场为这类资产保留的“定价空间”。

	问题不在于 DeepSeek 今天该不该值 500 亿美元，而在于未来十年中国 AI 一级市场要用什么逻辑给基础设施层定价。






二、天价倍数：用传统收入倍数看，DeepSeek 确实很贵


2.1 DeepSeek 的 PS 倍数极端偏高


	文章把 DeepSeek 放入全球 AI 科技公司的估值坐标系，强调不能只看收入，也要看亏损。

	DeepSeek 的收入在可比公司中最低，但 PS 倍数最高。

	相比 Anthropic，DeepSeek 的 PS 倍数可能高出 50 到 180 倍。





2.2 亏损反而成为新估值坐标的一部分


	文章提醒读者注意估值表右侧的亏损列：全球最受追捧的 AI / 科技公司并不一定因为盈利而贵。

	OpenAI 预计在 2026 年有巨额亏损，但资本市场仍给出接近万亿美元级别估值。

	SpaceX 同样亏损巨大，但估值来自火星殖民和太空经济叙事，而不是 Starlink 的当期运营利润。





2.3 DeepSeek 在这张牌桌上反而像便宜筹码


	如果 AGI 竞赛的入场券价格是 8000 亿到 1 万亿美元，DeepSeek 的 500 亿美元相当于打了很大折扣。

	它只有 Anthropic、OpenAI、SpaceX 当前估值的一小部分。

	如果投资人认为 DeepSeek 有一定概率达到 Anthropic 当前水平，500 亿美元就不再只是离谱倍数，而变成概率加权后的低价入场券。






三、估值时代的变化：终局叙事压过当期财务


3.1 资本市场进入“只看终局叙事”的定价阶段


	文章认为，资本市场已经进入不看当期收入、不看当期利润、只看终局叙事的定价时代。

	SpaceX 的估值买的是火星和太空经济。

	OpenAI 的估值买的是未来收入预测和 AGI 叙事。

	Anthropic 的估值买的是 Claude Code 改变企业工作方式的信念。





3.2 DeepSeek 买的是中国版终局叙事


	DeepSeek 的 500 亿美元买的是同一种终局叙事：它可能成为中国版 AGI / AI Infra 的核心候选者。

	与 OpenAI 等公司不同的是，DeepSeek 背后还有幻方量化提供的资金引擎。

	这让它看起来像一张便宜的入场券：同样押注终局，但进入价格远低于美国前沿实验室。






四、三种估值框架


4.1 框架 A：把 DeepSeek 当 MaaS / SaaS 公司


	如果按 API 卖 token 的逻辑给 DeepSeek 估值，会遇到结构性问题。

	DeepSeek API 定价极低，Web 和 App 端完全免费，模型还以 MIT 许可开源，第三方可以免费商用部署。

	国内创业者反馈 DeepSeek API 性价比极高，有人充值很少仍用不完。

	DeepSeek 官方也承认理论利润率和实际收入之间有巨大差距。

	在 MaaS 框架下，即使用智谱这样的高 PS 倍数，DeepSeek 估值也难以超过 300 亿美元，无法解释 500 亿美元。





4.2 框架 B：把 DeepSeek 当技术基础设施公司


	另一种框架是把 DeepSeek 类比成 AI 领域的 Linux。

	它通过开源建立事实标准，不一定直接收费，但可能拥有生态控制力。

	历史参照是 Red Hat：Linux 企业服务生态最终被 IBM 以 340 亿美元收购。

	但 DeepSeek 的难点是，它目前没有 Red Hat 那样明确的订阅、支持和认证服务路径。

	梁文锋本人更强调技术优先，这不像一个会主动建立企业服务体系的创始人。





4.3 框架 C：把 DeepSeek 当 AGI 候选公司


	如果投资人相信 AGI 可能在 5 到 10 年内实现，且 DeepSeek 是少数有资格参与竞赛的团队之一，估值逻辑就变了。

	这时估值不再来自收入倍数，而来自概率加权的 TAM 渗透。

	如果 AGI 影响的全球知识经济 TAM 达到数万亿美元，DeepSeek 在竞赛中有一定胜率，贴现后的预期价值可能落在 300 到 800 亿美元。

	500 亿美元正好落在这个区间中段。

	这是唯一能让 DeepSeek 估值在逻辑上站住脚的框架，但它完全依赖 AGI 时间线和 DeepSeek 竞争力的信念。






五、梁文锋不是黄仁勋，更像 Linus Torvalds


5.1 黄仁勋卖铲子，梁文锋送铲子


	中文媒体常把梁文锋类比黄仁勋，但文章认为这个类比不准确。

	黄仁勋是基础设施的“卖铲人”：NVIDIA 生产所有 AI 公司都需要购买的 GPU，并通过清晰商业模式收钱。

	梁文锋更像 Linus Torvalds：他把“铲子”免费送给全世界。

	DeepSeek 模型以 MIT 许可开源，任何人都可以免费使用和商用。





5.2 开源路线让经济价值外溢


	Linux 控制了全球服务器操作系统事实标准，但 Linus 本人没有因此成为世界首富。

	Linux 生态的大部分经济价值被 Red Hat、Google、AWS 等下游公司捕获。

	同样，DeepSeek 可能拥有 AI 模型层的技术话语权，但开源路线意味着经济价值可能被云厂商、应用开发者和企业用户捕获。

	这对理解 DeepSeek 估值非常关键：技术影响力不等于公司可捕获利润。





5.3 梁文锋的独特资源禀赋


	梁文锋的竞争力不主要来自商业能力，而来自三种稀缺资源。

	第一，幻方量化带来的持续资金流。幻方规模和收益为 DeepSeek 研发提供了长期补给。

	第二，扁平化、无 KPI、研究导向的组织文化。员工可以更自由地调用训练资源。

	第三，对技术路线的绝对控制权。高比例股权和表决权让外部投资人难以迫使公司转向变现。






六、开源搅局者的定价权悖论


6.1 DeepSeek 越成功，行业收费能力越弱


	DeepSeek 的开源策略创造了一个核心悖论：它越成功，中国 AI 公司包括它自己在内的收费能力就越弱。

	高性能、低成本、完全开源的模型组合，会压缩闭源 AI 公司的定价空间。

	文章提到 DeepSeek V4-Pro 在 SWE-Bench Verified 上接近 Claude Opus 4.7，但成本约为后者的六分之一。





6.2 最大受益者可能不是 DeepSeek


	推理效率提升和开源模型降低了全行业算力成本。

	但效率红利往往被下游捕获，而不是模型提供者。

	阿里云、腾讯云等云厂商可以免费部署 DeepSeek 模型，再用自己的品牌和服务体系向企业收费。

	这意味着投资人以 500 亿美元买的是一家核心策略会把价值免费送给别人的公司。






七、量化养 AI：资金底座既独特也有上限


7.1 DeepSeek 是量化对冲基金供养的前沿实验室


	DeepSeek 的独特之处在于，它由幻方量化持续供养。

	幻方量化的管理规模和收益率让梁文锋能够用量化利润覆盖大量研发投入。

	这使 DeepSeek 不需要像 OpenAI 那样每年依赖巨额外部融资维持运转。





7.2 但量化收益有周期性


	量化策略没有任何保证每年都赚钱。

	高收益率具有强周期性，不能被简单当作永久研发现金流。

	随着 V4、V5 系列模型训练成本上升，单靠幻方利润可能已经接近承载上限。





7.3 首次外部融资可能说明模式进入新阶段


	DeepSeek 首次接受外部融资，本身可能是“量化养 AI”模式走向上限的信号。

	梁文锋本轮个人出资约 200 亿元，既是信心投票，也可能是维持绝对控制权的需要。

	如果他不跟投，外部资金会显著稀释他的股份和控制权。






八、700 亿买的到底是什么


8.1 不是收入、产品或传统市场份额


	投资人买的不是收入，因为 DeepSeek 当前收入可能只是 Anthropic 的极小比例。

	买的也不是产品，因为 DeepSeek 把最好的产品免费开源。

	买的也不是传统市场份额，因为开源模型没有传统意义上的付费市场份额。





8.2 投资人买的是三样东西


	一个全球前沿的 AI 研究团队。

	一个已经证明能持续产出突破性成果的组织文化。

	一张通往 AGI 的概率彩票。





8.3 贵不贵取决于 AGI 信念


	如果 AGI 在 10 年内到来，且 DeepSeek 是前五名选手之一，500 亿美元甚至可能是低估。

	如果 AGI 遥遥无期，或者 DeepSeek 在竞赛中掉队，500 亿美元就是昂贵的安慰奖。

	这轮融资改变的关键事实是：在中国，一家明确说不以赚钱为目标的公司，第一次被资本市场给出了一个不以赚钱为标准的价格。






关键概念 / 术语


	AI 基础设施层定价：市场不再只看单家公司收入，而是给可能成为 AI 底座的团队和生态位置定价。

	终局叙事：用 AGI、太空经济、企业工作方式重构等远期想象支撑当前估值。

	概率加权 TAM 渗透：把巨大未来市场、实现概率和公司胜率折算成今天估值的方法。

	AI 领域的 Linux：用开源建立事实标准和生态影响力，但价值捕获可能流向下游。

	开源搅局者的定价权悖论：模型越开放、越便宜、越成功，模型公司的直接收费能力越弱。

	量化养 AI：用量化对冲基金收益持续供养前沿 AI 实验室的独特模式。

	AGI 候选公司：不是按当前产品收入估值，而是按参与 AGI 竞赛的资格和胜率估值的公司。









10. 《AI 失业预言降温：Altman 与 Amodei 的叙事回调》



作者：Fortune Recommends



主题：AI 产品与产业



质量分：★★★★☆



注意力番茄：🍅



Howie 的阅读理由：因主题入选：AI 的就业替代问题。
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三级笔记



核心观点

这篇 Fortune 文章的核心不是证明“AI 不会影响工作”，而是记录 AI 领军人物正在把过去一年最激烈的就业末日叙事往回收。Sam Altman 和 Dario Amodei 曾经分别用 entry-level white-collar jobs、50% white-collar jobs 这样的高冲击表达，把 AI 描述成对白领劳动市场的巨大威胁。现在，他们的表达开始转向更审慎的版本：实际冲击比预期慢，自动化可能扩张人类要做的那 10%，而不是简单消灭岗位。

文章把这个叙事回调放进三个参照系里：第一，OpenAI 和 Anthropic 可能迎来 IPO、估值接近一万亿美元，极端恐慌叙事会带来监管和公众信任压力；第二，Goldman Sachs CEO David Solomon 一直坚持“技术冲击会创造新工作”的历史路径；第三，现实数据仍然混合，科技行业裁员显著，但宏观职业结构和高 AI 暴露岗位的失业持续时间还没有出现明显断裂。



一、文章的基本论述框架


1.1 起点：AI 工作末日叙事开始降温


	文章开头把 Altman、Amodei 和 Solomon 放在同一个场景中：过去一年，科技 CEO 大量警告 AI 会重创白领就业；现在，最有影响力的两位 AI 公司 CEO 开始承认原先预测过于激烈。

	Altman 在与 Commonwealth Bank of Australia CEO Matt Comyn 的访谈中说，自己对 AI 经济影响的判断“pretty wrong”。

	这个说法针对的是他 2025 年关于 entry-level roles 面临严重风险的警告：他原以为入门级白领岗位到现在会被消灭得更多，但事实没有那么快发生。

	Amodei 的变化也被写成同一种叙事转向：他曾说 AI 可能消灭 50% 白领工作，现在改用“自动化让剩下 10% 工作扩张为 100%”的框架。





1.2 Solomon 的位置：不是反转，而是被验证


	David Solomon 在文章中不是“回调”者，而是一直持相对温和立场的人。

	他从 2025 年底以来持续主张，AI job panic 被夸大，美国经济史显示技术冲击会催生新的劳动需求。

	Fortune 用 Solomon 作为对照，说明叙事重心正从“AI 导致岗位消失”转向“AI 改变岗位结构和需求规模”。

	他的例子包括 1900 年代电气化、1990 年代数字革命，以及 1962 年以来美国 civilian employment 增长 145%。






二、Altman 的反转：从风险警告到实际冲击校正


2.1 原先的判断：大量工作会消失


	Altman 在 2025 年的表达并不是完全技术决定论。他当时说很多工作会消失，但人类也一直擅长找到新的事情可做。

	这是一种双重判断：短期岗位会被冲击，长期人类会重新分配劳动。

	文章强调，现在被回调的是短期冲击强度，而不是 AI 对经济有影响这件事本身。





2.2 新判断：入门级白领岗位没有按预期消失


	Altman 现在说，entry-level white-collar jobs 被消灭的程度低于他预期。

	这个判断来自现实观察，也来自他自己的使用实验：他尝试把 Slack 和 email 回复交给 AI，后来又回到手动回复。

	这个实验让他意识到，人类仍然在意人与人之间的互动，某些沟通任务不只是信息处理，而是关系和信任的维护。

	因此，jobs picture 很可能会不同于早先想象的“AI 接管大量白领任务”。





2.3 Altman 的辩护：恐慌不是目的，风险讨论仍然必要


	Altman 承认自己因 hype、fear mongering、doom and gloom 受到批评。

	但他把此前警告解释为“看到真实风险就应该谈论”，而不是刻意制造恐慌。

	文章保留了一个重要尾巴：Altman 说风险“still may”发生。这意味着回调不是否定风险，而是把时间表和确定性往回收。






三、Amodei 的转向：从岗位消灭到产出扩张


3.1 旧说法：AI 可能消灭 50% 白领工作


	Amodei 早先的表述是文章中最强烈的就业末日版本之一：AI could wipe out 50% of white-collar jobs。

	这个说法把自动化理解为替代关系：机器完成任务，人类岗位减少。

	Fortune 把它作为“AI jobs apocalypse predictions”的代表性案例。





3.2 新框架：自动化 90%，人类做剩下 10%，但 10% 扩张


	Amodei 后来把自动化重新解释为 output multiplier。

	他的说法是，如果 90% 的工作被自动化，每个人会做那剩下的 10%，而这个 10% 会扩张为人们工作的 100%。

	这个框架接近 Alex Imas、Tyler Cowen 等经济学家的判断：AI 带来的不是简单失业，而是工作内容重组、生产率提升和需求再扩张。

	这里的关键变化是从“替代岗位”转向“重构岗位”。






四、Solomon 的论证：历史上的技术冲击反而扩大就业


4.1 技术冲击的历史类比


	Solomon 在 New York Times op-ed 中把 AI 放进美国技术变迁史：电气化、数字革命和今天的 AI。

	他的主张是，美国长期有能力在 disruption 后创造新工作，没有理由认为这一次机制会停止。

	文章用 civilian U.S. employment 自 1962 年以来增长 145% 来支持这个历史视角。





4.2 生产率和劳动需求的抵消机制


	Solomon 引用 Goldman Sachs 研究，指出 data center construction 自 2022 年以来已经增加 20 万个岗位。

	文章还引用 Daron Acemoglu 2018 年研究：AI 的 displacement effect 通常会被 productivity-driven demand for labor 抵消。

	这套逻辑不是说没有部门性冲击，而是说总需求可能通过更低成本、更高产出和新市场反过来创造劳动需求。





4.3 Solomon 的反问


	Solomon 用 Excel、email、Zoom 作为日常例子：这些工具显著提高效率，但多数人并没有因此觉得工作减少。

	这个反问把“效率提高”与“劳动消失”切开：工具减少单个动作的成本，却可能扩大沟通、分析和协作的总量。






五、数据层：技术裁员明显，但宏观证据还不支持岗位末日


5.1 支持焦虑的数据


	到 2026 年 5 月，科技行业裁员已经超过 11.5 万，接近 2025 年全年 12.4 万。

	Meta、Amazon、Snap 等公司都把 AI 列为裁员驱动因素之一。

	这说明 AI 确实已经进入企业成本结构和岗位调整叙事，不能把冲击说成不存在。





5.2 降低恐慌的数据


	Yale Budget Lab 的研究没有发现自 ChatGPT 发布以来，高 AI 暴露岗位的 occupational mix 或 unemployment duration 出现显著变化。

	这意味着至少在宏观劳动市场层面，AI 还没有造成清晰可见的职业结构断裂。

	文章因此给出“mixed picture”：企业裁员和行业结构调整已经发生，但“白领岗位末日”还没有被宏观数据确认。






六、Jevons paradox：自动化为什么可能增加劳动需求


6.1 Levie 的解释：同样价值变得更便宜，需求可能上升


	Box CEO Aaron Levie 支持 Solomon 的判断。

	他的逻辑是，如果回看过去几十年，工作已经因为工具变得更快、更容易，但岗位并没有消失。

	原因在于自动化没有减少某类角色的需求，而是降低了同样价值主张的成本，使更多使用场景变得可行。





6.2 Jevons paradox 的历史比喻


	文章用 Jevons paradox 解释这个机制：瓦特蒸汽机提高燃煤效率后，煤炭并没有被使用得更少，反而因为更便宜、更有用而被更广泛使用。

	把这个逻辑放到 AI 和劳动市场中，自动化降低任务成本后，可能打开更多客户、更多渠道和更多市场。

	Apollo 的 Torsten Slok 用 call center employees 和 radiologists 作为例子：这些岗位容易被自动化影响，但在 AI 采用扩大后仍然稳定或增长。





6.3 关键句：低成本不等于低需求


	Slok 的核心表达是：lower cost per interaction does not mean fewer interactions。

	成本下降可能意味着更多服务、更多触点、更多市场值得触达。

	因此，“AI 会让某类工作更便宜”并不自动推出“AI 会让这类工作变少”。






七、这篇文章的思想框架


7.1 三层论证链


	第一层是人物叙事：Altman 和 Amodei 从极端岗位替代预测转向更审慎的就业影响判断。

	第二层是历史和经济学叙事：Solomon、Acemoglu、Levie、Slok 都在强调技术效率提升会通过需求扩张抵消部分岗位替代。

	第三层是现实数据：科技裁员确实显著，但宏观劳动市场尚未出现 AI 引发的岗位末日证据。





7.2 文章真正想表达的变化


	行业叙事正在从 apocalypse prophecy 转向 adjustment story。

	AI 仍可能改变白领工作，但最强硬的“短期大规模失业”叙事开始被事实、IPO 语境和经济学解释共同修正。

	未来争论的重点不再只是“AI 会不会杀死工作”，而是“AI 会通过什么机制重组工作、需求和企业成本结构”。






关键概念 / 术语


	AI jobs apocalypse predictions：AI 会造成白领岗位大规模消失的末日叙事，是本文被回调的主要对象。

	walking back：Altman 和 Amodei 对早先强烈预测的降温和修正，不是完全否定风险，而是降低确定性和时间表强度。

	entry-level white-collar jobs：Altman 原先认为最容易被冲击的岗位群体，也是现实中没有按预期快速消失的观察对象。

	output multiplier：Amodei 新叙事里的自动化框架，强调 AI 放大产出而非单纯消灭岗位。

	displacement effect：AI 对岗位和任务的替代效应，是就业焦虑的基础机制。

	productivity-driven demand for labor：生产率提高后引发的新劳动需求，用来解释为什么替代效应可能被抵消。

	Jevons paradox：效率提高导致资源或服务使用增加的悖论，是本文解释 AI 不必然减少工作的重要经济学模型。

	occupational mix：职业结构变化，用于判断 AI 是否已经改变宏观就业组成。

	lower cost per interaction：互动成本降低，可能带来更多服务、客户和市场，而不是更少岗位。









11. 《中美 AI 竞争进入生态博弈阶段》



作者：FT中文网



主题：AI 产品与产业



质量分：★★★★☆



注意力番茄：🍅
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三级笔记



核心观点

这篇文章把中美 AI 竞争从“算法、算力、模型参数”的单点技术竞赛，重新放回生态系统、商业循环、政治经济结构和社会承压能力的比较之中。作者的判断是：AI 时代的胜负手不只是模型谁领先几个月，而是谁能把 AI 释放的生产力持续转化为商业霸权、产业链控制力、全球信任和制度性创新。

文章使用互联网时代 Google 与百度的分化作为参照，认为封闭循环可以产生局部优势，却很难对抗开放生态的全球增长。AI 竞争最终可能演化为两套平行生态的长期共存与摩擦：一套以美国为核心，依靠开放市场、风险资本、软件生态和思想市场持续涌现；另一套以中国为核心，依靠举国体制、供应链能力和内循环市场做极限动员与工程优化。



一、历史参照：Google 与百度揭示生态差异


1.1 互联网时代的市值分化


	文章从 2010 年 Google 退出中国内地市场说起：当时百度与 Google 的市值差距约为 9 倍，十六年后差距扩大到约 100 倍。

	作者认为这不是两个搜索公司的简单输赢，而是两个生态体系的高下。

	Google 依靠全球市场、持续创新和商业爆发获得长期增长；百度则在相对封闭的内部循环中，面对技术创新乏力、销售与盈利随经济周期收缩的问题。





1.2 封闭循环与开放生态的比较


	封闭环境可能带来短期的“局部霸气”，但难以形成全球商业循环和持续资本反馈。

	开放生态则能把技术进步、市场扩张、人才流动、资本投入和商业化验证连成正循环。

	因此，如果用销售额、市值、生态占有率来衡量 AI 竞争，美国公司在 AI 领域继续领先的概率并不低于互联网时代。





1.3 AI 竞争的真正衡量尺度


	文章不把胜负标准限于算法水平或模型参数，而是强调“商业成功”。

	技术领先只有转化为产品收入、平台生态、开发者网络、客户信任和资本市场估值，才会变成可持续优势。

	美国 AI 生态的商业效率、研发投入持续性和全球人才吸附力，会形成比单点技术禁运更深的竞争壁垒。






二、美国科技战略：从科学前沿转向产业链统治


2.1 战后科技体系的传统范式


	二战后，美国以基础科研为核心建立科技体系，万尼瓦尔·布什的《科学：无尽的前沿》代表了这种“科学先行”的思路。

	这一模式相信基础科学突破会向产业扩散，形成技术进步和经济增长。

	文章认为，AI 时代正在推动美国科技政策发生范式转变。





2.2 从“以科促产”到“以产带研”


	自拜登政府以来，美国围绕《芯片与科学法案》形成跨党派共识，特朗普政府则进一步把科技政策重心转向“科技产业链”。

	新逻辑是：实验室领先如果不能快速变成产业链控制力，就会变得脆弱。

	美国通过 NVIDIA、Azure/AWS、顶尖模型实验室和广泛应用场景，把算力、云基础设施、底层模型和应用反馈串成闭环。





2.3 全球智能枢纽的重构


	中国的科技战略强调举国体制、完整供应链和本土复制全球供应链。

	美国当下的策略不是复制全部供应链，而是在 AI 加持下从“全球外包中心”重构为“全球智能枢纽”。

	这一转型试图用 AI 提升全要素生产率，重塑高端制造和服务的成本优势，同时服务国家经济与军事安全。





2.4 硅谷与华盛顿的合谋


	作者认为美国新科技战略不是某一届政府的一时政策，而是硅谷科技力量与华盛顿安全议程的共振。

	这种共振具有跨党派、跨总统任期的连续性。

	因此，中美竞争会从短期技术卡点，变成生态内聚力与系统性效率的长期较量。






三、AI 双刃剑：中国的效率红利与社会压力


3.1 AI 对中国经济支柱的冲击


	AI 提升效率，但也会重塑现有社会结构。

	中国经济结构的脆弱点在于：AI 的人力替代效应会直接冲击制造业的人口红利和服务业的低成本劳动力。

	如果自动化系统性压缩人工成本优势，“全球工厂”的角色会受到发达国家制造业回流和低成本地区追赶的双重挤压。





3.2 劳动密集型服务业的替代风险


	外卖、物流、客服、数据标注等劳动密集型服务业吸纳了大量就业人口。

	这些岗位恰好是 AI 替代效率高、成本回收快的领域。

	当替代效应在经济下行时集中释放，人口红利可能转化为社会压力，结构性失业会倒逼经济体系出清。





3.3 大学生就业与社会契约


	AI 会让大学生就业困境从周期性波动演化为结构性问题。

	文书、财务分析、基础编程、内容生产等白领入门岗位，是 AI 直接替代的目标。

	这会动摇“读书改变命运”的社会契约，尤其影响尚未建立职业护城河的应届毕业生。





3.4 公共讨论不足与治理悖论


	文章指出，中国社会对 AI 的热情高涨，但对负面冲击的公共讨论有限。

	技术革命通常伴随社会阵痛，AI 带来的结构性失业同样需要社会政策缓冲。

	中国政府一方面部署 AI 用于治理和效率提升，另一方面又要防止 AI 挑战权力结构，这种选择性拥抱会带来越来越强的张力。






四、美国的 AI 冲击：有缓冲，也有新压力


4.1 经济结构提供的缓冲


	美国也会面临 AI 替代就业的压力，但其经济结构为吸收冲击提供了部分缓冲。

	自动化削弱海外制造和服务外包的价格优势，有助于制造业回流和服务岗位本土化。

	AI 降低对非正规廉价劳动力的依赖，也可能缓解非法移民问题背后的经济需求。





4.2 中产阶级与资本分配压力


	美国的风险在于技术性失业分布不均，法律助理、初级程序员、内容创作者等白领岗位也会受到冲击。

	这会打破“教育即保障”的社会契约，动摇中产阶级的自我认知与政治稳定性。

	AI 生产力红利更容易集中到资本端，加速财富向上集聚，进一步加剧贫富分化。





4.3 民主治理与信息环境压力


	深度伪造、算法推荐和 AI 生成内容会降低虚假信息生产成本，侵蚀选举公信力。

	监管碎片化与政治极化叠加，使美国难以形成统一、快速的系统性应对。

	文章没有否认美国的内部问题，而是认为这些问题和中国的结构性压力具有不同性质。






五、竞争战场：从单点禁运走向生态隔离


5.1 单点技术突破不等于生态突破


	下一阶段真正的战场不是单点技术禁运，而是生态隔离。

	即便中国在某些技术点上实现局部突破，也会面临数据标准、模型接口、合规要求、数字信任体系不互通的系统性壁垒。

	这种壁垒比关税或单项出口管制更难突破，也更难反制。





5.2 “可信 AI”的隐性准入门槛


	中国公司海外扩张时，不只面对法律法规，还要面对围绕可信 AI 建立的隐性准入门槛。

	当 AI 处理核心业务、敏感数据或国家安全相关场景时，客户会把供应商背后的制度环境纳入风险评估。

	因此，AI 商业竞争中的信任会变成地缘政治的一部分。





5.3 两套平行生态的长期共存


	作者预期，最终格局可能不是你死我活的技术决战。

	更可能出现两套平行生态：以美国为核心的民主市场 AI 生态，以及以中国为核心、覆盖部分全球南方国家的 AI 生态。

	这两套生态会长期共存、摩擦，并在标准、接口、数据、合规和市场准入上彼此隔离。






六、体制镜像：确定性动员与不确定性涌现


6.1 中国生态的动力与阻力


	中国生态的优势是“确定性路径下的极限动员”。

	政府能够调动资源建设国家级算力基础设施，并在新能源、工业自动化等目标明确的领域快速铺陈产能。

	但中国生态对非对称风险容忍度低，而 AI 的涌现具有不可预测性；当技术挑战社会管理逻辑时，监管护栏可能成为创新天花板。





6.2 美国生态的动力与阻力


	美国生态的优势是“不确定性环境下的生态涌现”。

	分散权力结构、风险资本和软件工业生态，允许 OpenAI、Anthropic 等公司在无人区进行高成本试错。

	阻力则是政治极化、政策波动，以及围绕 AI 伦理、隐私和垄断的长期内耗。





6.3 数字信任作为非关税壁垒


	数字信任是文章的关键变量。

	在核心业务和国家安全相关 AI 决策中，客户不仅比较价格和质量，也比较供应商背后的制度与文化兼容。

	当技术主权与国家安全绑定，中国公司即便能提供高性价比方案，也可能难以获得核心数据和安全场景的订单。






七、思想市场与模型智力上限


7.1 语料边界影响模型认知深度


	大模型对人类智慧、逻辑链条和表达方式进行归纳与涌现。

	因此，模型智力上限不仅取决于算力和算法，也取决于训练语料边界与思想表达自由度。

	如果表达空间收窄，高质量逻辑链会变得稀缺，模型处理复杂社会科学、人文思辨和非共识问题时容易出现防御性萎缩。





7.2 内容过滤的机会成本


	中国言论管控为 AI 发展设置双重护栏。

	大量算力与研发资源会投入内容过滤和价值对齐，模型在复杂问题上更容易采取保守姿态。

	作者认为这可能形成体制性天花板：算力和算法可以追赶，但缺乏多样性与批判性思想土壤，很难孕育真正引领时代的物种。





7.3 美国思想市场的嘈杂优势


	美国思想市场庞大、多元、冲突密集，为模型提供复杂而高质量的语料库。

	这种环境有助于模型获得更强的逻辑推理与泛化能力。

	但它也带来社会极化投射到模型中的问题，迫使 Anthropic、OpenAI 等公司开发更复杂的价值对齐框架。






八、DeepSeek 与 Anthropic：极限优化和范式定义的差异


8.1 中国式极限优化


	在芯片禁运和资源受限背景下，中国进入“极限优化”阶段。

	DeepSeek 代表这一路径：通过算子、架构和工程效率的极致压榨，提供高性价比推理服务。

	这种能力展示了中国工程师的调优实力，也适合端侧和垂直行业落地。





8.2 极限求生的局限


	作者认为，过度追求资源受限下的极限求生，往往难以产生范式级突破。

	极限优化可以把既有资源用到极致，却不一定定义新生产力范式。

	如果缺乏足够厚的软件生态和企业数字资产，AI 很难形成强商业反馈。





8.3 Anthropic / OpenAI 的范式定义能力


	Anthropic 和 OpenAI 被作者视为新生产力范式的定义者。

	AI 编程器等杀手级应用植根于美国长期积累的软件工业生态：私有代码库、企业数据、业务逻辑和高信息化投入。

	这些高价值数字资产被 AI 调用后，能迅速转化为企业效率提升，进而反向推动模型和产品进化。





8.4 商业价值与融资能力的数量级差异


	美国资本市场能为生产力范式定义者提供远超当前利润的估值和融资，使企业敢于进行高成本、长周期探索。

	文章对比 Anthropic 与 DeepSeek 的收入、估值和投资者结构，认为两者已形成数量级压制。

	DeepSeek 的开放权重策略试图以开发者生态弥补商业化短板，但面对美国主导的技术栈和芯片生态，路径仍不确定。






九、结论：AI 竞争是生态演化，不是单点赶超


9.1 “东升西降”需要接受市场检验


	作者认为，“东升西降”的判断在互联网年代曾有想象空间，但必须接受市场与时间检验。

	AI 时代的竞争不是短跑，也不是单纯马拉松，而是一场生态演化。

	优胜者不一定是局部跑得最快的，而是能在不确定性中持续生长的体系。





9.2 举国体制与原始森林


	举国体制能造重器，能完成目标明确的大规模动员。

	但 AI 生态像原始森林，需要容忍失败、鼓励探索、接纳不确定性和形成良性商业循环。

	这正是文章对中国 AI 路径提出的深层问题。





9.3 真正的问题是定义前沿


	中国需要追问的不只是如何在算力或算法上赶超。

	更深层的问题是：在碎片化全球格局中，如何建立一套能够容忍失败、鼓励探索、具备良性商业循环力的科研与产业体系。

	在无尽的科技前沿上，真正的胜负手不是谁追上前沿，而是谁有能力定义前沿。






关键概念 / 术语


	生态博弈：AI 竞争从模型、算力、算法等单点技术扩展到商业循环、开发者生态、资本市场、制度信任和全球标准的系统竞争。

	封闭循环：在受限市场中形成内部优势，但难以通过全球市场、人才和资本反馈获得指数级增长。

	开放生态：技术、资本、人才、市场和思想表达相互流动，形成持续创新和商业化反馈的环境。

	以产带研：用产业链控制和商业应用牵引科研，而不是只等待基础科学自然扩散到产业。

	全球智能枢纽：美国试图通过 AI 把制造、服务、云基础设施和数字资产重新吸附到本土高端体系中。

	生态隔离：竞争从单项技术封锁升级为标准、接口、数据、合规和信任体系的整体分裂。

	数字信任：客户对 AI 供应商背后制度、文化、数据安全和政治风险的综合信任。

	思想市场：多元、自由、冲突密集的表达环境，是大模型训练语料和逻辑链条的重要来源。

	体制性天花板：由监管、表达空间、风险容忍度和权力结构造成的创新上限。

	极限优化：在资源受限条件下把工程效率压榨到极致，但未必能定义新的生产力范式。

	范式定义者：不只是优化既有路线，而是创造新产品形态、新商业循环和新产业标准的主体。

	良性商业循环力：技术进步能够持续转化为收入、估值、融资、人才和再投资的能力。









12. 《AI 会让前端重演“失落十年”吗》
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三级笔记



核心观点

这篇文章用前端过去十年的“去技能化”来理解 AI 编程正在带来的变化。作者的核心判断是：AI 并不是第一次让程序员感到自己的手艺被工具抽走，前端开发已经经历过一次类似过程。JavaScript framework 把浏览器、HTML、CSS、accessibility、progressive enhancement 和性能细节抽象掉，让普通 generalist 也能“做前端”；agentic AI 也在把手写代码这门技能抽象掉，让不太懂代码的人也能产出“看起来能跑”的软件。

但作者并不把这件事简单写成灾难。更准确的框架是：新工具既提高效率，也降低门槛；既让懂行的人更快，也让不懂行的人更容易产出低质量作品。问题不在工具本身，而在我们是否知道哪些细节可以交给抽象，哪些细节会泄漏回来，并且是否还有人愿意在抽象泄漏时真正理解系统、修复系统、关心用户。

文章最后借 Bauhaus 对工业化的回应提出一个软件行业的类比：不要只是怀旧地守着旧手艺，也不要把工业化产物当作质量的天然替代品。真正可持续的路径，是让懂材料、懂用户、懂手艺的人重新进入新的生产流程，理解工具边界，并继续做高质量的软件。



一、文章的问题意识：AI 编程让前端开发者产生熟悉的失落感


1.1 作者从“deskilling”切入


	文章开头说，AI 对程序员工作的影响让很多前端开发者感到熟悉，因为类似事情已经发生过。

	作者用 “deskilling” 作为主概念：技术引入后，原本需要熟练技能的劳动被半熟练或非熟练劳动替代，从而降低成本、降低准入门槛，也削弱劳动者的议价能力。

	这个概念同时解释两件事：过去十年前端开发的变化，以及现在 agentic coding 对程序员工作的冲击。





1.2 前端原本是一门高度专门化的手艺


	早期前端不是“会写 React component”这么简单，而是需要理解 semantic HTML、CSS、浏览器差异、accessibility、progressive enhancement、网络性能、interface design 和 user testing。

	作者把这部分能力称为现在很多人说的 “front of the frontend”，也就是更靠近浏览器、用户和界面本体的前端手艺。

	这些能力不是装饰性知识，而是决定网页能不能被不同设备、不同用户、不同网络环境稳定使用的基础。





1.3 JavaScript framework 如何让前端去技能化


	前端去技能化的关键，是 framework 和 tooling 把浏览器当成一个 compilation target，像 JVM 或 iOS runtime 一样处理。

	开发者可以加载现成组件和生态包，而不必真正理解底层 HTML、浏览器细节、页面加载性能和 accessibility。

	这给企业带来明显好处：任何 general programmer 都可以被安排去做前端，团队可以更灵活地在项目之间调度人。

	“full-stack developer” 在很多组织里不是深懂前端和后端的人，而是能用 JavaScript framework 同时 wrangle 前后端的 generalist。






二、AI 正在对程序员做类似的事情


2.1 Agentic coding 的去技能化结构


	作者认为，AI 正在把“手写代码”这项熟练劳动替换成由 semi-skilled 或 unskilled workers 操作的技术流程。

	这不是说所有程序员都会立刻消失，而是说市场开始重新定义“写软件”需要什么技能，以及这些技能值多少钱。

	企业一定会把 AI 用于 cost savings，也会利用它削弱程序员的 bargaining power。





2.2 程序员的失落感来自手艺不再被市场珍视


	作者把程序员的感受类比为一百多年前被 assembly line 替代的 artisans and craftsmen。

	失落感不只是对岗位的恐惧，也是对“我花半辈子打磨的技能不再被市场珍视”的哀悼。

	更令人难受的是，新流程经常产出低质量作品，而很多人似乎并不在意质量下降。





2.3 另一种表述：这也是更高层级的抽象


	作者承认，deskilling 也可以被描述为 automation 和 efficiency。

	工程师本来就喜欢自动化，新的技术确实让人能在 higher level of abstraction 上工作，少管一些底层细节。

	但关键问题是：哪些细节被认为“不重要”？这个判断是后果很重的，有时也非常主观。

	最后，那些被隐藏的细节总会以 leaky abstractions 的形式重新冒出来。






三、现代前端是一座 leaky abstractions 的塔


3.1 抽象通常会带来性能代价


	文章承认，抽象带来性能成本并不新鲜。比如 garbage collection 也用 runtime performance 换 developer productivity。

	在高性能服务器和中等负载场景，这种交换可能很合理。

	但移动设备、低端手机和慢网络是不同环境。这里的性能成本会直接变成用户体验和可访问性的损失。





3.2 Heavy client-side framework 把重要问题藏起来


	使用 React 这类 heavy client-side JavaScript framework，加上大量生态包，等于把 accessibility 和低端设备、慢网络上的 performance 抽象掉。

	抽象掉不只是“暂时不处理”，而是在实践中选择不去想这些问题，也不去关心这些用户。

	这就是前端失落十年的关键：行业获得了开发者效率和人员调度便利，却牺牲了浏览器本身的能力、网页性能和用户可达性。





3.3 Agentic coding 也是高层抽象，但更不稳定


	使用 agentic AI 写 feature 或修 bug，就是用更少的话在更高层级描述变化，让 AI 根据 training data 和 surrounding context 补全省略的细节。

	AI 有时猜得好，有时猜得差。它是否有用，取决于你认为 coding 中哪些东西重要。

	和 compiler 这类传统抽象不同，agentic coding 不是 deterministic 的。输入或模型的轻微变化，可能产生很不一样的结果。

	有人把 AI 类比为 junior engineers，但作者指出关键差异：人会学习，而模型不会因为你反复调 AGENTS.md 或 SKILL.md 就以同样方式成长。






四、Google、Stack Overflow 与 LLM 是同一条趋势的延续


4.1 LLM 更像高维空间里的 fuzzy search


	作者觉得使用 LLM 最好的类比，是早期 Google search。

	当年程序员需要学习 Google-fu，用精确关键词找到正确 forum post 或 Stack Overflow answer。

	Prompting LLM 和 fuzzy web search 类似：都是在高维空间里查找某种 assemblage，而且对措辞和索引变化敏感。





4.2 Google search 的去技能化也有双面性


	后来的 Google 更 aggressively normalize entered terms，对不会 Google-fu 的人更友好。

	但对已经掌握专业关键词的人来说，搜索变弱了：精确词被归一成同义词或相关词，结果变得更 generic。

	这说明工具降低门槛时，常常也会稀释专家技能。





4.3 Stack Overflow 已经改变过编程方式


	Google 和 Stack Overflow 让程序员不必总是 read the manual，而可以 copy and paste 一个答案，很多时候居然能跑。

	LLM 延续了这条趋势：让懂行的人稍微更快，让不太懂行的人也能做出 often kind of works 的东西。

	作者并不否认这很有价值。问题是，抽象总会泄漏，泄漏时必须有人愿意深挖、理解、修复。





4.4 新的教育任务：读懂 LLM 产物


	过去我们教 junior programmers 不要盲目复制 Stack Overflow answer，而要理解它为什么能用、如何适配当前代码。

	现在同样需要教人读懂 LLM spits out 的内容，理解它如何融入 existing codebase。

	AI 输出不是质量保证。它只是一个候选实现，仍然需要人类用系统理解去验证。






五、质量是否重要：商业成功和软件质量很少直接相关


5.1 很多人从未真正理解复制来的代码


	作者指出，有些程序员从来没有进步到“理解 Stack Overflow answer”的阶段。

	如果东西能跑，他们就觉得没必要理解。

	很多公司事实上也接受这种方式，只是以前不公开承认。





5.2 AI 的不同之处是公司公开炫耀未审查的产物


	今天的不同点在于，很多公司会主动宣传自己使用了多少 AI，甚至不假装认真检查输出。

	LLM 有有效用例，但也创造了更多弄坏 code、communication 和 process 的方式。

	团队层面尤其难，因为不同人对如何使用和整合 LLM 有很大分歧；如果团队价值观不一致，工作流会被严重扰乱。





5.3 软件质量和商业成功经常不相关


	作者承认一个残酷事实：很多公司做着糟糕软件，但商业上仍然很好。

	程序员希望相信 business success 和 software quality 相关，但现实中往往是 brand loyalty、pricing、distribution 等因素占主导。

	软件项目常被当成 black boxes，失败率高也可以通过换团队、重做、外包等方式 derisk。





5.4 前端质量对 bottom line 的影响常被低估


	糟糕网站当然会影响 conversion，但这个影响常常小于品牌、价格等因素。

	竞争对手的网站也很慢，所以企业缺乏立即修复的压力。

	“Nobody was ever fired for choosing React” 表达的是同一种组织逻辑：主流技术选择降低了个人风险，即使它不一定对用户最好。






六、Bauhaus 给软件行业的类比


6.1 工业化曾经同样冲击手工艺


	当日用品和建筑突然可以被工业流程 mass-produced 时，上一代 craftspeople 也面临类似冲击。

	一种反应是复制旧风格，让工业系统生产看起来像手工制作的东西。

	Bauhaus 反对这种 historicism，试图重新理解工业生产条件下的艺术和 craft。





6.2 Bauhaus 的关键不是反工业，而是重新进入材料


	Bauhaus 不把 factory workers 和 craftspeople 简单对立起来。

	它要求 designers 回到 workshops，亲自理解 materials，同时以 mass production 为目标。

	关键是：即使用工业流程生产，也要持续关心 end user，持续理解材料和使用方式。

	现代 industrial design 可以沿着这条线追溯到 Bauhaus。





6.3 软件处在 craft 与 industrial design 之间


	软件既像 craft，因为程序员写出来的程序会直接被 shipped as is，不经过制造步骤。

	软件也像 industrial design，因为同一个软件会被成千上万看不见的用户使用。

	因此，软件人既需要手艺意识，也需要工业化产品意识。






七、AI 时代仍然需要知道材料的人


7.1 手写代码的能力仍然必要


	作者明确说，能手写代码的需要依然清楚。

	就像 industrial designers 需要知道产品材料，web designer 也需要 intimately familiar with HTML and CSS。

	如果完全不理解材料，只依赖抽象层，就无法判断抽象什么时候伤害用户。





7.2 门槛降低会扩大低质量作品数量


	Google、Stack Overflow、ready-to-use libraries、LLMs 都让初学者更容易做出东西。

	当一个领域进入门槛很高时，极差作品较少，因为学习过程通常会教会人如何不把事情做得太糟。

	门槛降低后，会出现更多 cheap plastic products、糟糕排版文档、慢且不可访问的网站，以及 AI slop。





7.3 低质量作品增多不等于专家不再需要


	工业化产生了很多廉价塑料制品，但 good industrial design 仍然存在。

	Word processor 让糟糕排版文档更多，但 typography 和 graphic design 仍然存在。

	Wix 和 Next.js 让慢而不可访问的网站更多，但 front of the frontend practitioners 仍然存在。

	AI 让 AI slop 更多，但仍然需要知道自己在做什么、并且关心自己作品的人。






八、未来会如何展开：更大的市场，更小的高质量切片


8.1 “把事情做好”可能变成更小的市场切片


	作者认为，像其他行业一样，properly doing things 会成为更小的 slice of the pie。

	但由于工具让生产更容易、更便宜，整体 pie 会继续变大。

	很难判断 paid to do things well 的绝对人数会增加还是减少。





8.2 快速原型有它的合理位置


	作者承认，有时 churn out a quick prototype or MVP 是正确选择。

	在还没有 product-market-fit 时，快速迭代和学习比 future-proofing 一切更重要。

	但前提是你知道自己想学什么，知道如何验证这些 learning。





8.3 到了关键时刻，需要回头把事情做对


	当时机成熟，通常最好退一步，从一开始把事情做对。

	例如 good performance 很难在 badly architected frontend 后期再补上。

	这说明工具选择和质量标准必须随阶段变化，而不是永远用 prototype 的标准运营成熟产品。





8.4 AI 最终会回到工具箱里


	对系统的任何部分，都要知道自己在做什么 tradeoff。

	然后决定是 buy a service、use an open source library、have an LLM churn it out，还是 write it yourself。

	当 hype 退去，行业会意识到 AI 只是工具箱里的一个工具。

	在此之前，我们会看到许多 ugly code、broken communications，以及以 AI 为名的 awful layoffs。






九、文章的思想框架


9.1 第一层：用 deskilling 解释市场和劳动变化


	前端 framework 和 AI coding 都降低了准入门槛。

	降低门槛会提高效率，也会让企业更容易替换、调度和压低 skilled workers。

	程序员的失落感来自技能价值被重新定价，而不只是来自工具本身。





9.2 第二层：用 abstraction 解释技术变化


	每一代工具都把细节上移，让人以更高层级描述意图。

	抽象会决定哪些细节被隐藏，哪些人不再需要学习它们。

	但抽象泄漏不可避免，泄漏时仍需要深层理解。





9.3 第三层：用 craft / industrial design 解释质量出路


	怀旧地拒绝工业化没有意义。

	把工业化或 AI 产物当成质量替代品也不成立。

	出路是像 Bauhaus 一样，把 craft knowledge 带进新生产流程：理解材料、理解工具、理解用户，并在合适阶段选择合适质量标准。






关键概念 / 术语


	Deskilling：技术让原本需要熟练技能的劳动被半熟练或非熟练劳动替代，降低成本和准入门槛，同时削弱劳动者议价能力。

	Frontend’s Lost Decade：前端在 framework 化过程中失去对浏览器、性能、可访问性和用户体验细节的深层掌握。

	Front of the frontend：更靠近 HTML、CSS、browser behavior、accessibility 和用户界面的前端实践。

	Higher level of abstraction：用更少、更高层级的表达完成工作，但也把底层细节和责任隐藏起来。

	Leaky abstractions：抽象不能永久封住细节，底层复杂性迟早会在性能、兼容性、质量或调试中泄漏出来。

	Agentic coding：用 AI agent 根据自然语言和上下文生成或修改代码的工作方式。

	Google-fu：通过精确关键词在搜索引擎里找到答案的技能，作者用它类比 prompting LLM。

	Often kind of works：工具生成物的典型状态：不一定好、不一定懂，但很多时候能跑。

	Bauhaus movement：面对工业化时把 craft 与 mass production 重新结合的设计运动，是作者给软件行业的历史参照。

	AI slop：AI 降低生产门槛后大量出现的低质量内容或软件产物。
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三级笔记



核心观点

这篇 OpenAI 客户案例讲的不是“医院试用了一个 AI 工具”，而是 Boston Children’s Hospital 把 AI 当成临床、科研和行政系统里的基础设施层来建设。文章的主线很清楚：如果医疗机构只做零散工具，AI 很难进入真实工作流；如果先建立安全、可治理、可复用的 enterprise AI layer，AI 就能同时作用于运营效率、临床判断和罕见病诊断。

文章把 Boston Children’s 的 AI 落地拆成两条线：一条是运营线，用 50 多个自动化流程处理发票、排班、文档、编码、数据分析等重复任务，累计节省约 60,000 小时，相当于 700 万美元以上的可重新部署劳动；另一条是临床发现线，用 “co-pilot geneticist” 整合遗传信息、表型信息和医学文献，帮助诊断 40 多种过去未能解决的罕见病。

真正值得注意的是，文章把 AI 的价值从“替代单点任务”推向“扩展医院认知容量”。Boston Children’s 面对的瓶颈不是医生不努力，而是罕见病诊断需要同时综合基因数据、临床历史和全球医学文献，人类认知很难单独覆盖。AI 的角色因此不是脱离医生自主下诊断，而是把原本散落、超载、难以合成的信息变成医生可以使用的推理基础。



一、问题背景：大型儿科医院同时承受运营压力和认知压力


1.1 Boston Children’s 的规模决定了复杂度


	Boston Children’s Hospital 是全球大型儿科机构之一，覆盖 40 多个专科，每年接近 100 万次门诊。

	这种规模意味着医院不只是一个临床场所，也是一个复杂运营系统：供应链、账单、排班、文档、研究、临床决策都在高频运转。

	医院引入 AI 的背景不是追逐新技术，而是在真实压力下寻找一种能降低成本、扩大能力、改善患者服务的系统性方法。





1.2 运营侧的瓶颈是重复任务吞噬专业时间


	供应链、账单和运营团队需要处理大量重复但不可省略的任务，例如发票处理、任务分流、沟通回复和排班协调。

	这些任务本身必要，却会占用大量人力，把员工从更高价值的工作中拉走。

	医院需要的不是让每个人“多用一点 AI”，而是把高频、标准化、可监控的流程重新设计成 AI-enabled workflows。





1.3 临床侧的瓶颈是罕见病诊断超出单个人的综合能力


	罕见病病例通常涉及破碎的遗传数据、不完整的临床病史和庞大的医学文献。

	即使在顶级研究型医院，医生也很难在有限时间内综合全部信息，给每个家庭找到解释。

	John Brownstein 把这个问题概括为 human cognitive limits：瓶颈不是努力程度，而是人类认知容量本身。






二、AI 基础设施：从零散工具转向 enterprise AI layer


2.1 早期单点用例暴露了碎片化问题


	Boston Children’s 一开始也从具体 AI 用例做起，包括文档和翻译工具。

	这些尝试很快暴露出 one-off solutions 的局限：工具彼此割裂，难以规模化复用，也难以形成统一治理。

	对医院这种高风险组织来说，碎片化还会放大安全、评估、监控和一致性问题。





2.2 Enterprise AI layer 是文章的基础概念


	医院随后转向建设一个安全的内部 ChatGPT 环境，覆盖科研、临床和行政团队。

	这个 enterprise AI layer 不是单一应用，而是一层共享基础设施，让不同团队可以在各自语境中访问 AI 能力。

	它支持团队接入内部数据、综合医学文献、加速流程设计，并在同一治理框架下迭代新能力。





2.3 治理和技术同步建设


	文章特别强调 governance structures 与技术一起建立，用来支持安全、监控和持续评估。

	这说明医疗场景里的 AI 不是“先上线再说”，而是必须把治理做进基础设施本身。

	安全和评估不是外部合规文档，而是决定 AI 能否进入临床和行政日常工作流的前提。





2.4 基础设施改变创新速度


	有了共享 AI 层后，过去需要较长开发周期的工具，可以在数天内部署。

	这让医院能更快响应运营需求和临床需求，而不是每个团队从零搭工具。

	文章给出的采用结果是：超过三分之一员工已经在日常工作中使用 AI，覆盖临床、研究和行政职能。






三、运营改造：让 AI 进入日常流程，而不是停留在演示层


3.1 供应链自动化是明确的高频入口


	Boston Children’s 首先选择能产生可衡量影响的运营场景。

	在供应链中，AI 负责发票 intake、routing 和 responses，把过去依赖人工处理的重复沟通和分流流程自动化。

	这类场景适合成为 AI 落地入口，因为任务量高、规则相对明确、收益容易度量。





3.2 手术排班体现 AI 对资源配置的影响


	医院还把 AI 用于 surgical scheduling。

	系统通过分析临床 notes 和估计患者 acuity，帮助更合理地分配 operating room time。

	这带来的结果不是单纯节省文书时间，而是让排班可以更早规划、提高利用率，并帮助更多患者更快获得照护。





3.3 AI 被嵌入多个角色的实际工作


	医生用 AI 做 decision support，并综合复杂临床信息。

	研究人员用 AI 做数据分析和 cohort building。

	行政团队用 AI 起草文档、编码和优化流程。

	文章反复强调 AI 要 meeting people where they are，也就是围绕不同岗位已有工作方式嵌入，而不是要求所有人迁就单一工具。





3.4 运营价值用具体结果计量


	Boston Children’s 已经构建 50 多个自动化流程，支撑运营工作流。

	这些流程累计节省约 60,000 小时。

	节省的时间折算为 700 万美元以上的 redeployed labor，重点不是裁撤人力，而是把劳动从低价值重复任务转移出去。

	这组数字让文章的 AI 叙事从愿景落到经营结果：节省时间、释放容量、改善资源配置。






四、罕见病诊断：AI 的价值是扩展医生的综合推理空间


4.1 罕见病诊断的困难在于信息无法被单点掌握


	罕见病病例的难点不只是“病少见”，而是证据分散：遗传数据、表型信息、既往病史和文献线索常常不在同一个平面上。

	医生需要把这些材料同时放进推理空间里，寻找可能的基因、疾病机制和治疗路径。

	在传统流程中，很多家庭长期没有答案，不是因为没有线索，而是线索太多、太散、太难合成。





4.2 Co-pilot geneticist 是临床发现线的核心工具


	Boston Children’s 开发了一个 “co-pilot geneticist”，用来整合遗传数据、phenotypic information 和全球医学文献。

	这个系统把 AI reasoning 放进诊断流程，帮助医生把候选线索转化成更可检验的诊断方向。

	它不是替代 geneticist，而是作为 co-pilot 扩展遗传诊断中的信息检索、综合和推理能力。





4.3 诊断结果已经出现


	文章称，这项工作已经帮助完成 40 多个此前 unresolved 的罕见病诊断。

	它还带来新的 gene targets 和潜在 therapeutic pathways。

	对患者家庭来说，这不是抽象技术指标，而是从“没有答案”走向“有解释、有治疗方向”的现实变化。





4.4 AI 在这里打开的是 previously impossible 的空间


	Brownstein 的表述强调，AI 让医院把遗传信息、表型信息、文献搜索和推理能力结合起来。

	这说明 AI 的临床价值不只是更快检索，而是把过去无法同时处理的信息放进一个可操作的推理流程。

	文章所谓 unlock new diagnoses，指的是 AI 扩展了医院对复杂病例的搜索空间和组合能力。






五、下一阶段：AI-enabled care at scale


5.1 从局部采用走向深度集成


	Boston Children’s 的下一阶段是更深集成和更广采用。

	医院希望把 AI 更完整地嵌入 clinical decision-making，并把工具扩展到更多专科。

	这意味着 AI 不再只是后台自动化，也会逐步成为医疗实践中的常规组成部分。





5.2 与 OpenAI 协作持续改进模型和工具


	文章提到医院会继续与 OpenAI 合作， refinement models，并扩大工具影响。

	在医疗场景里，模型不是一次性采购品，而是需要在真实流程、真实反馈和真实治理中不断调整。

	这种合作关系也解释了为什么 enterprise layer 重要：没有基础设施和治理，持续改进就难以进入组织内部。





5.3 AI 的目标是支持 care delivery、research 和 discovery


	文章最后把 AI 定位为支持 care delivery、research 和 discovery 的基础设施。

	在 care delivery 中，它帮助医生处理复杂信息并优化资源分配。

	在 research 中，它帮助构建 cohort、分析数据、寻找基因靶点。

	在 discovery 中，它让罕见病诊断和治疗方向出现新的可能。






六、文章的思想框架


6.1 第一层：组织能力框架


	医院先把 AI 从 one-off tools 提升为 enterprise AI layer。

	这个基础设施让安全、治理、监控、内部数据接入和快速部署成为共同能力。

	组织能力先成立，单点应用才不会变成碎片化实验。





6.2 第二层：运营效率框架


	AI 进入供应链、排班、文档、编码和行政流程，处理重复、高频、可度量的任务。

	运营结果用 50 多个自动化、60,000 小时节省和 700 万美元以上 redeployed labor 来衡量。

	这条线说明 AI 能通过释放时间和提高资源利用率，扩大医院服务容量。





6.3 第三层：临床认知框架


	罕见病诊断的瓶颈是信息综合和认知容量。

	Co-pilot geneticist 把遗传信息、表型信息、医学文献和 AI reasoning 组合起来。

	这条线说明 AI 可以把医生带到过去难以进入的诊断搜索空间，帮助 unresolved cases 变成可解释病例。





6.4 第四层：规模化医疗框架


	AI 的下一步不是更多 demo，而是 AI-enabled care at scale。

	规模化依赖三件事：组织级基础设施、嵌入式工作流、持续治理和模型改进。

	文章最终把 AI 描述为医疗系统的一部分，而不是附加在系统外面的工具。






关键概念 / 术语


	Enterprise AI layer：医院内部共享、安全、可治理的 AI 基础设施，让临床、科研和行政团队在同一底座上开发和使用 AI 能力。

	AI-enabled workflows：被 AI 改造的日常工作流，重点是嵌入真实流程，而不是单独展示 AI 功能。

	Human cognitive limits：罕见病诊断中的核心瓶颈，指医生无法单独快速综合所有基因、表型、病史和文献信息。

	Co-pilot geneticist：辅助遗传诊断的 AI 系统，把遗传数据、表型信息、医学文献和 AI reasoning 连接起来。

	Phenotypic information：患者表现出来的临床特征，是把基因线索和疾病解释连接起来的关键证据。

	Rare conditions diagnosed：文章最关键的临床结果，代表 AI 帮助解决过去 unresolved 的罕见病病例。

	Redeployed labor：被自动化节省下来的劳动时间重新用于更高价值工作，而不只是成本削减。

	Meeting people where they are：AI 落地策略，要求工具贴近不同岗位的既有工作方式。

	AI-enabled care at scale：下一阶段目标，让 AI 深入临床决策、专科工具和医学实践，而不是停留在局部试点。









14. 《你为什么而建造：创业者的第一性问题》



作者：cosmos-institute.org



主题：AI 产品与产业
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三级笔记



核心观点

这篇访谈把创业和 AI 建设拉回一个更根本的问题：不是先问“能做什么”，而是先问“为什么而建造”。Matt Clifford 的回答有三层主线：强 AI 是他有生之年最重要的转型；英国仍有成为伟大国家和世界善力的潜力；这两件事之间可能存在深层连接，英国如果能发挥自身制度、科学和技术能力，可能成为塑造 AI 向善轨迹的重要力量。

这不是一篇单纯的创业经验访谈，而是一个 builder 的自我定位。Clifford 过去十五年通过 Entrepreneur First 增加优秀创始人的供给，又在 ARIA、AI Security Institute、AI Safety Summit 和 AI Opportunities Action Plan 中参与英国科技国家能力建设。贯穿这些工作的线索，是他想生活在一个尽可能多人都拥有丰裕和真实自由的世界里。

文章最有价值的地方，是把“build”从产品动作提升为哲学选择。Clifford 反对把人简单看成激励机制的产物。他认为 virtue 是真实存在的，人可以通过正确选择弯曲强大的力量。对 AI 创业者来说，这意味着创业不是跟随技术势能，而是在技术势能中选择一种关于 human flourishing 的立场。



一、访谈系列的前提：每个 builder 的第一职责是哲学性的


1.1 “What Will You Build For?” 不是问项目，而是问目的


	访谈开头把这个系列定义为面向 founder 的九个问题，核心是他们如何建设通向自己关于 human good 的愿景。

	“Every builder’s first duty is philosophical” 是全文的入口：建造者的第一责任不是执行、融资或增长，而是判断自己应当为什么而建造。

	这使创业从工具理性转向目的理性。技术和公司只是载体，真正要回答的是它们服务哪种人类状态。





1.2 Matt Clifford 的身份连接了创业者供给和国家能力


	Clifford 是 Entrepreneur First 的共同创始人，长期关注如何增加 great founders 以及 great companies 的供给。

	他也是 ARIA 主席，参与英国科学和技术国家能力建设，尤其是 AI 相关能力。

	他还担任过英国首相 Rishi Sunak 和 Keir Starmer 的 AI adviser，参与 AI Security Institute、首届 AI Safety Summit 和 AI Opportunities Action Plan。

	这些角色看似分散，但都围绕同一个问题：怎样创造更多能塑造未来的机构、人才和制度能力。






二、Clifford 的三条基本信念


2.1 强 AI 是一生中最重要的转型


	Clifford 的第一条信念是，powerful AI 的出现会成为他一生中必须处理的最重要转型。

	这把 AI 放在文明级而非行业级的位置：它不是一个普通技术周期，而是会重写安全、生产力、国家能力和人类选择空间的系统性变化。

	因此，AI 建设者不能只用“市场机会”来理解自己的任务，还要理解自己在塑造未来轨迹。





2.2 英国仍有成为世界善力的潜力


	他的第二条信念是，Britain has the potential to be a great country and force for good in the world。

	这里的英国不是怀旧符号，而是一个仍可通过制度、科研、公共能力和国际影响力发挥作用的政治共同体。

	Clifford 对英国的信心不是抽象民族主义，而是与制度的 error correction、科学文化和创业供给相连。





2.3 AI 与英国潜力之间可能有深层连接


	第三条信念是，前两件事之间可能存在 deep connection。

	如果 AI 是最重要的转型，而英国又能成为世界善力，那么英国发挥潜力可能就是塑造 AI 向善轨迹的重要方式之一。

	这解释了他为什么既做 EF，也做 ARIA、AISI 和国家 AI 战略：创业生态和国家能力不是两条孤立路线，而是同一套未来塑造工程。






三、贯穿 Clifford 工作的主线：丰裕与真实自由


3.1 他想要的世界是 abundance + freedom


	Clifford 总结自己不同角色的共同线索：希望尽可能多人生活在 abundance 中，并拥有 real freedom to shape the course of their lives。

	abundance 不是消费主义意义上的更多东西，而是让人不被匮乏锁死的物质和社会条件。

	real freedom 也不是抽象选择权，而是人做出的生活选择既 meaningful 又 effective。





3.2 Human flourishing 是选择能够真正起作用


	当被问到 human flourishing 意味着什么时，他回到同一框架：人需要 material and social conditions，使他们对人生的选择有意义且有效。

	这一定义把 flourishing 从情绪幸福或成就指标中移开，放在“选择能力”上。

	一个社会如果让人有选择但选择无法生效，或者让选择生效但缺乏意义，都没有真正实现 human flourishing。





3.3 这给 AI 创业设定了判断标准


	如果 AI 是最重要的转型，那么 AI 产品和机构的价值不能只按增长、估值或技术领先来判断。

	它们应当被问：是否扩大了更多人的有效选择？是否创造了 abundance？是否让人更能塑造自己的人生？

	这正是“why you build / build for what”的内参价值：它把产品方向放进人类繁荣的尺度里。






四、反对“我们只是激励机制的产物”


4.1 技术圈常默认 bad equilibria 不可避免


	Clifford 观察到，很多 tech people 至少隐含地相信 “we are our incentives”。

	在这种视角里，人只是激励机制的响应器，坏均衡一旦出现就像自然规律，很难被道德选择改变。

	这会导致一种舒适的犬儒主义：既然激励如此，那许多坏结果似乎就只是系统产物，个人不用承担太多选择责任。





4.2 Clifford 的相反信念：virtue 是真实的


	Clifford 认为相反的观点才是真的，但更不舒服：virtue is a real thing。

	人可以通过 right choices 弯曲强大的力量，而不是只被力量推动。

	这不是天真的道德说教，而是一种 builder 的责任观：越是强大的技术和制度力量，越需要人主动选择它们服务什么。





4.3 这让创业成为德性实践


	在这个框架里，创业不是单纯优化激励和捕捉机会，而是对自己、组织和社会做出德性选择。

	技术力量越大，“我为什么而建造”的问题越不能外包给市场或默认激励。

	AI 创业尤其如此，因为它面对的是会影响许多人选择空间和社会结构的基础力量。






五、Clifford 的思想来源：制度纠错、分布式行动与权力警惕


5.1 Popper / Deutsch：英国宪制的天才在于 error correction


	Clifford 欣赏英国宪制的 capacity for error correction，因此推崇 Popper 和 Deutsch 这一脉络。

	Error correction 的重点不是永远正确，而是系统能识别错误、承认错误、修正错误。

	对 AI 治理和国家能力来说，这比一次性设计完美规则更重要，因为技术和风险都在快速变化。





5.2 Hayek：permissionlessness 和 bottom-up action 的价值


	Clifford 对 permissionlessness 和 bottom-up action 的重视，部分来自 Hayek。

	这说明他相信分布式知识、创业者行动和自下而上的试错，而不是只依赖中央规划。

	Entrepreneur First 的使命也可以放在这个框架中理解：增加创始人供给，就是增加社会发现和试错未来的能力。





5.3 Elizabeth Anderson：自由也会被私人权力侵蚀


	Clifford 同时用 Elizabeth Anderson 的提醒来调和 Hayek：private power 也可能威胁 freedom。

	这让他的自由观不是简单反国家或反监管，而是同时警惕公共权力和私人权力。

	对 AI 来说尤其关键，因为 AI 基础设施、算力、模型和平台都可能形成新的私人权力集中。





5.4 历史学家塑造了他的英国观和公共论辩观


	Alan Macfarlane 和 Joel Mokyr 影响了他关于 British exceptionalism 的理解。

	Quentin Skinner 影响了他对 ideas and public argument 的看法，说明公共观念如何在历史中起作用。

	Henry Farrell 和 Abraham Newman 关于 weaponised interdependence 的工作，塑造了他对 technological sovereignty 的思考。

	Farrell 与 Cosma Shalizi 关于 cognitive democracy 的工作，则为市场、分布式认知和民主治理之间提供了另一种对话。






六、国家能力与 AI 轨迹塑造


6.1 ARIA 是英国版 DARPA 式的科学发明能力


	Clifford 担任 ARIA 主席，参与建设英国在高级研究和发明上的公共机构能力。

	ARIA 的意义不只是资助项目，而是让国家能押注高风险、高潜力科学和技术方向。

	在 AI 时代，这类机构能力会影响一个国家能否主动塑造技术，而不是被动接受外部轨迹。





6.2 AISI、AI Safety Summit 和 AI Opportunities Action Plan 构成 AI 国家战略实践


	Clifford 帮助创建 AI Security Institute，参与首届 AI Safety Summit，并撰写 AI Opportunities Action Plan。

	这些工作分别对应安全评估、国际协调和国家机会战略。

	它们共同体现一个判断：AI 既是风险治理问题，也是机会建设问题，二者不能分开。





6.3 技术主权不是封闭，而是拥有塑造能力


	受 weaponised interdependence 影响，Clifford 关注 technological sovereignty。

	技术主权在这里不是孤立自足，而是在关键技术网络中不完全受制于他人，并拥有影响规则和轨迹的能力。

	对 AI 来说，这包括人才、算力、评估机构、创业公司、科研体系和国家战略之间的组合能力。






七、文章中的若干小侧面：计算稀缺、幸运感与未被充分看见的思想者


7.1 《Permutation City》提醒我们总会缺 compute


	Clifford 推荐 Greg Egan 的 Permutation City，认为它三十多年后仍然 prescient。

	他特别说，如果你仍需要说服自己“我们总会缺 compute”，这本书值得读。

	这与 AI 供应链、算力约束和技术主权的主题形成呼应：AI 不是纯软件问题，也被物理和资源条件约束。





7.2 他承认自己相信自己很幸运


	当被问到一个别人可能觉得疯狂、但他相信的想法时，他说除了第一题第三点外，他某种程度上相信自己是 very lucky person。

	这个回答看似轻，但与创业者心态有关：承认幸运，可以削弱把成功完全归因于个人能力的幻觉。

	对 builder 来说，幸运感也可能带来责任感：既然拥有机会，就更应认真选择自己为什么而建造。





7.3 他关注 AI supply chain 和年轻思想者


	他最有趣的打开标签是 AI supply chain ownership 的可视化。

	这再次说明他把 AI 看成完整产业和权力结构，而不是单个模型或应用。

	他提到 Séb Krier、Jack Wiseman 的 Inference 和 Rohit Krishnan 的 Strange Loop Canon，显示他关注正在形成的新一代 AI / 技术思想网络。






八、文章的思想框架


8.1 第一层：目的论框架


	Builder 的首要任务是回答自己为什么而建造。

	这个答案必须落到某种关于 human good 和 human flourishing 的理解。

	对 Clifford 来说，目标是 abundance 与 real freedom。





8.2 第二层：行动者框架


	人不是纯粹由 incentives 决定的系统零件。

	Virtue 和 right choices 能够弯曲强大的力量。

	因此，创业者、政策制定者和机构建设者都有不可逃避的选择责任。





8.3 第三层：制度与国家能力框架


	好制度的关键是 error correction。

	好生态的关键是 permissionlessness、bottom-up action 和 founders supply。

	好国家能力的关键是能在科学、技术、安全和战略之间建立可执行机构。





8.4 第四层：AI 轨迹塑造框架


	Powerful AI 是文明级转型。

	英国潜力如果被激活，可能成为 AI 向善轨迹的重要塑造力量。

	因此，AI 创业和 AI 国家战略都应被纳入 human flourishing 的目的框架。






关键概念 / 术语


	Builder’s first duty is philosophical：建造者的第一职责是先判断自己应当为什么而建造，而不是先优化执行。

	Human flourishing：人拥有物质和社会条件，使自己对人生的选择既有意义又能生效。

	Abundance with real freedom：Clifford 想要的世界状态，既有丰裕，也有真实塑造人生的自由。

	Powerful AI transition：强 AI 的出现是他一生中最重要的转型，需要被文明级对待。

	Britain as force for good：英国如果发挥制度和科技潜力，可以成为塑造 AI 向善的重要力量。

	Virtue is real：人不是激励机制的被动产物，德性和正确选择可以改变强大力量的方向。

	Error correction：制度真正的天才不在于永远正确，而在于能发现并修正错误。

	Permissionlessness：自下而上的行动空间，让创始人和研究者能在没有过度许可的情况下试错。

	Private power risk：自由不仅会被公共权力侵蚀，也会被私人权力侵蚀。

	Technological sovereignty：在关键技术体系中拥有自主能力和规则塑造能力，而不是被动依赖他人。









15. 《AI 繁荣的记忆瓶颈：HBM 成为算力天花板》



作者：Scientific American
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三级笔记



核心观点

这篇 Scientific American 文章的核心判断是：AI 算力竞争不能只看 GPU，真正让 GPU 持续工作的，是离处理器足够近、带宽足够高、容量足够大的内存系统。High-bandwidth memory（HBM）之所以变成 AI 供应链里的战略部件，是因为大模型训练和推理都在反复搬运海量数据；GPU 如果等不到数据，就只是昂贵但空转的硬件。

文章把 HBM 放进一个更大的产业框架：Micron 过去生产的是相对不显眼的 memory chips，但 AI boom 把内存从“配角”推成关键瓶颈。HBM 通过垂直堆叠、靠近处理器和 TSV 互连，把处理器与内存之间的“高速公路”扩宽；但模型规模增长太快，带宽和容量仍然不够。于是，内存不只是工程问题，也变成供应链、国家安全和 AI 泡沫判断的一部分。



一、AI 硬件瓶颈从 GPU 扩展到内存


1.1 Micron 的角色变化


	Micron 长期生产计算系统中的基础部件：memory chips。

	在传统叙事里，内存不像 GPU 那样耀眼，但 AI 训练和推理需要高速访问数据，内存的重要性因此被重新定价。

	文章用 Micron 市值短暂突破重要里程碑作为引子，说明资本市场正在重新认识 AI supply chain 中 memory supplier 的位置。





1.2 HBM 成为 AI 芯片的关键补给线


	AI accelerator 的能力不只取决于处理器峰值算力，还取决于数据能否足够快地送到处理器附近。

	HBM 的作用是让强大的 AI chips 不断“吃到数据”，减少 GPU waiting for data 的时间。

	这让 HBM 从普通内存升级为 AI 硬件系统中的关键吞吐部件。





1.3 内存问题同时影响训练和推理


	训练大模型需要巨大的 accelerator clusters，大量参数、激活值和中间状态必须在计算与内存之间高速移动。

	推理同样依赖内存，因为 chatbot、coding tools 和 future AI agents 在响应用户时也要不断读取和搬运模型相关数据。

	因此，内存瓶颈不是只在训练阶段出现，而是贯穿 AI business 的两端：模型构建和模型服务。






二、HBM 的技术核心：更近、更宽、更立体


2.1 HBM 与普通内存的结构差异


	普通 laptop 或 phone memory 通常分布在板上，与处理器之间有相对有限的连接路径。

	HBM 不把 memory chips 平铺，而是把多层 memory 垂直堆叠，并放在靠近 processor 的位置。

	这种物理布局减少了数据移动距离，也让处理器能以更宽的通道访问内存。





2.2 “高速公路”类比解释带宽


	文章把 processors 和 memory chips 比作两栋建筑，中间靠 highways 连接。

	传统工程方法只能有限地拓宽这些道路：提高 memory speed 有上限，增加 physical connections 也有上限。

	HBM 的创新，是把建筑往上叠高，并用 TSV 在层与层之间建立垂直连接，相当于给数据通路增加更多车道。





2.3 HBM4 指向下一代 GPU 需求


	Micron 宣称其 HBM4 chips 的 bandwidth 可超过 2.8 TB/s。

	这些芯片面向 Nvidia 下一代 Vera Rubin GPUs，说明 HBM 已经和最前沿 GPU roadmap 深度绑定。

	对 AI accelerator 来说，HBM 不是可选外设，而是决定下一代芯片能否发挥性能的核心系统组件。






三、带宽之外，容量也成为大模型瓶颈


3.1 带宽解决“搬得快”，容量解决“放得下”


	HBM 的第一层价值是 bandwidth：让数据能以极高速度流向 GPU。

	但随着 large language models 扩张，capacity 也成为问题。

	如果靠近处理器的可用内存容量远低于模型实际需要，系统仍然会被迫访问更远、更慢的存储层级。





3.2 模型规模让近端内存不够用


	文章引用专家观点指出，AI models 的增长速度让 close-by memory capacity 比需求低一到两个数量级。

	这意味着即使使用 top-of-the-line HBM chips，系统仍可能无法把足够多的模型数据放在 GPU 附近。

	因此，AI hardware 的限制不是单点性能问题，而是 compute、bandwidth、capacity 和 packaging 的系统协同问题。





3.3 GPU 空转是高资本开支环境里的浪费


	AI infrastructure 的核心资产是昂贵的 accelerator clusters。

	如果 memory subsystem 跟不上，GPU 就会等待数据，而不是执行计算。

	在数据中心投资、债务融资和能源约束同时上升的背景下，这种等待会直接放大基础设施成本压力。






四、HBM 把 AI 竞争拖进供应链和国家安全


4.1 领先 memory suppliers 的地理分布


	文章点出 SK Hynix、Samsung 等领先 memory suppliers 主要位于亚洲。

	Micron 是 North America 最大的 memory-chip company，因此在美国 AI hardware supply chain 中具有特殊位置。

	HBM 需求上升，使 memory manufacturing 从普通产业能力变成战略资产。





4.2 供应链依赖变成国家安全问题


	当 AI systems 的依赖越来越深，关键硬件供应链如果主要位于海外，就会成为政策和安全焦点。

	专家把 bringing chip manufacturing back to the United States 与 national security interest 联系起来。

	这里的“芯片制造”不只指逻辑芯片，也包括 memory chips、advanced packaging 和相关制造能力。





4.3 AI 供应链不是只有 Nvidia


	公众讨论 AI hardware 时容易把焦点放在 GPU 和 Nvidia 上。

	文章提醒，GPU 需要内存、封装、互连、数据中心建设和能源共同支撑。

	如果 HBM 短缺，即使 GPU 设计继续提升，实际 AI capacity 也会被 memory bottleneck 限制。






五、AI 泡沫争论下，内存需求仍可能持续


5.1 行业承认 AI buildout 有泡沫风险


	文章提到一些科技领袖已经警告 AI 可能存在 bubble。

	数据中心建设也面对 chips 之外的约束，例如 construction delays、energy demand 和 financing pressure。

	银行对围绕 AI infrastructure 的债务堆积变得更谨慎。





5.2 泡沫风险不等于硬件瓶颈消失


	即使部分 AI 投资最终无法回收，短期和中期对 compute 的需求仍没有被满足。

	只要模型训练、推理和 agentic workloads 继续增长，数据移动能力就仍是基础约束。

	因此，HBM 需求可以在“AI 泡沫是否存在”的争论之外继续成立。





5.3 内存是判断 AI 产业真实约束的观察点


	如果只看模型发布和 GPU 订单，容易误以为 AI 扩张只取决于算力芯片数量。

	HBM 让人看到更底层的现实：AI 的瓶颈常常出现在数据如何靠近计算、如何持续供给计算。

	这也是文章标题里“memory problem”的含义：AI boom 的天花板不只是算不算得动，而是数据能不能足够快、足够近、足够多地进入计算单元。






六、文章的思想框架


6.1 第一层：从算力叙事转向数据移动叙事


	AI hardware 不是单纯的 processor story。

	处理器需要数据，数据移动速度决定处理器利用率。

	HBM 用更高 bandwidth 和更近的 physical placement，缓解但没有彻底消除这个限制。





6.2 第二层：从单芯片性能转向系统瓶颈


	HBM 的价值来自垂直堆叠、TSV、先进封装、靠近 GPU 的布局和更高容量。

	这些因素说明 AI chip performance 是系统设计结果，不是某个芯片单独决定。

	大模型扩张会同时挤压 bandwidth 和 capacity，让内存成为 advanced AI hardware 的中心限制。





6.3 第三层：从工程约束转向产业约束


	HBM 供应商的地理分布、制造能力和国家安全意义，决定了它不只是技术部件。

	AI buildout 的金融和数据中心约束说明，产业扩张会被多种现实条件同时限制。

	内存需求仍然强劲，说明即使 AI 投资泡沫破裂，真正有用的硬件基础设施仍然必须解决数据移动问题。






关键概念 / 术语


	High-bandwidth memory（HBM）：靠近处理器、垂直堆叠的高速内存，用来给 AI accelerator 提供高吞吐数据访问。

	Bandwidth：单位时间内能从内存送到处理器的数据量，是 GPU 能否持续计算的关键条件。

	Memory capacity：靠近处理器可容纳的数据规模；大模型增长让近端容量也成为瓶颈。

	Through-silicon vias（TSVs）：穿过硅片的垂直连接，用于把多层 HBM 连接起来，提高内存和处理器之间的连接密度。

	AI accelerators：用于训练和运行 AI systems 的专用处理器，通常需要极高数据吞吐。

	GPU waiting for data：处理器本身有算力，但因为内存供给跟不上而空转，是 AI infrastructure 的典型效率损失。

	AI supply chain：支撑 AI 计算的硬件、制造、封装、数据中心和融资链条，不只包括 GPU。

	National security interest：当关键 AI hardware 供应链集中在海外时，本土制造能力变成战略问题。









16. 《请使用 AI：把工具焦虑改写成实践伦理》



作者：substack.com



主题：AI 产品与产业



质量分：★★★★☆



注意力番茄：🍅



Howie 的阅读理由：please use AI



Notion 网页入口 | Notion App 入口 | 原文入口



概念网络：请跳转到 Notion 文章页面查看 concepts｜2 关键概念、概念网络 tab。





三级笔记



核心观点

这篇文章表面上不断重复“Be sure to use AI”，实际是在用反讽追问：当 AI 被默认用于每一个需要关系、记忆、身体经验和笨拙练习的场景时，人到底失去了什么。

作者没有从效率、版权或技术风险切入，而是从日常生活里的微小场景切入：做饭、露营、婚礼致辞、写作、葬礼歌、亲子时刻。每一个场景都可以被 AI 优化成更快、更顺、更体面的产物，但这些场景真正重要的部分，恰恰是慢、绕路、不完美、身体参与和人与人之间意外展开的谈话。

文章的思想框架很清楚：AI 的问题不只是它会不会写得好，而是它会不会把原本承载关系和生命经验的实践，改写成可外包的产出任务。作者真正守护的不是“手工写作”这个姿态，而是人通过笨拙表达、漫长练习和彼此倾听来确认自己仍然活在世界里的方式。



一、文章的修辞结构：用“请使用 AI”制造反讽


1.1 标题和重复句是反向命令


	文章标题是 “Please Use AI”，正文也多次用“Be sure to use AI”开头。

	但这些命令不是作者的真实建议，而是一种反向说法：它故意把 AI 放进越来越私人、越来越不可替代的生活场景里，让读者感到不适。

	这种反讽的力量来自语气和内容的错位：句子听起来像效率建议，实际展示的是效率建议如何压扁生活。





1.2 每个段落都遵循同一个对照结构


	先给出一个看似合理的 AI 使用场景：meal plan、camping trip、wedding toast、book or essay、funeral song。

	再说“不要”去找朋友、不要用自己的笨拙语言、不要花时间练习。

	最后揭示这些“不要”的东西才是人生真正的内容：朋友的孤独、父亲的癌症、亲子关系、创作挫败、身体衰老、无法完全表达的故事。

	文章不是逐条论证 AI 的技术缺陷，而是不断让读者看见“被省掉的东西”。





1.3 反讽让效率语言显得贫乏


	在效率框架里，meal plan 是一个输出，camping trip 是一个计划，toast 是一段文本，art 是一个作品。

	在作者的框架里，这些都不是孤立产物，而是关系和生命经验的入口。

	AI 能更快交付产物，但它无法替代那些产物背后的身体记忆、人与人之间的历史，以及表达时的真实风险。






二、第一组场景：日常求助不是信息检索，而是关系维护


2.1 做饭计划中的朋友关系


	作者说，下次做 meal plan 时请使用 AI，不要去问那个爱做饭的朋友。

	表面理由是问朋友会花更长时间，可能听到她父亲的癌症诊断、她的孤独、她的春天花园和霜冻损失。

	这段真正说明的是：向朋友求助从来不只是拿到 recipe 或 tips，它会打开一条关系通道。

	AI 把求助变成信息检索；朋友把求助变成互相在场。





2.2 露营计划中的偶然谈话


	作者接着写 camping trip：不要给懂飞钓和骑行的朋友发短信，否则可能聊一整天，甚至半夜喝酒见面。

	你可能听到朋友近期每晚喝到断片、亲戚在 Facebook 上的荒唐言论，或他修好洗衣机后的自豪。

	这些内容对“计划露营”并不高效，但它们构成了真实关系的密度。

	作者借这个场景说明：生活里很多最重要的信息，不会以“相关答案”的形式出现，而是在绕路的对话里出现。





2.3 AI 的替代成本是关系里的意外性


	AI 的优势是直接、即时、可控。

	朋友的优势恰恰是不可控：你不知道谈话会通向哪里，也不知道对方此刻真正需要你听见什么。

	文章在这里提出一个隐含判断：如果我们总用 AI 替代向人求助，我们节省的可能是时间，丢掉的却是彼此暴露脆弱、分享近况、重新连接的机会。






三、第二组场景：私人表达不是文本质量，而是生命痕迹


3.1 婚礼致辞中的父母之声


	作者写到孩子结婚时，可以用 AI 写出完美的 toast、poem、speech 或 song。

	但他立刻指出，真正应该被听见的，是父母那些“poorly written words”：来自换尿布、夜里喂养、担心孩子晚归、经历流产、关系破裂、友谊恢复等生活经验。

	这段的重点不是 AI 写得差，而是 AI 写得太干净。

	父母的语言之所以重要，不在于文学技巧，而在于说话的人确实承担过那段关系。





3.2 “机器没有活过”是文章的伦理界线


	作者说机器 never lived、never had an original thought、never felt pain or joy。

	这不是关于模型能力的技术判断，而是关于发言资格的伦理判断。

	有些话之所以有重量，是因为说话者以自己的身体、时间和关系付过代价。

	如果这些话被交给机器生成，即使更流畅，也会失去那种由生命经验赋予的重量。





3.3 葬礼歌中的卫生甜美


	作者想象未来孩子或同代人把 obituary、Facebook posts 和 algorithm quotes 喂给 Chat、Gemini 或 Claude，生成葬礼歌。

	他称这种结果为 sanitary sweetness。

	“sanitary” 是这篇文章的重要词：它不是说文本难听，而是说它太干净、太无菌、太没有真实生活的污渍。

	作者担心的不是悼念文本不够优美，而是悼念这种最需要人承担情感劳动的时刻，也被变成了数据拼接和风格生成。






四、第三组场景：创作的价值在于笨拙练习，而不是快速胜任


4.1 AI 把创作从修炼变成 prompt


	作者说，下次写 book、essay、art 或 photography 时也要用 AI，然后为自己的聪明和轻松发笑。

	他接着追问：谁还有时间投入 craft、用自己的 mind 创造、花多年停留在 mediocre 状态。

	这里的讽刺目标是“只要 good prompt 就能获得 mastery 或 competency”的想法。

	作者不是否认工具能帮助创作，而是在质疑一种把创作价值压缩为结果质量的心态。





4.2 平庸阶段不是缺陷，而是手艺的一部分


	“years being mediocre” 是文章里最重要的创作伦理之一。

	在效率叙事里，平庸阶段应该被跳过；在作者这里，平庸阶段是人真正学习、形成判断、建立手艺的过程。

	如果 mastery 被想象成一个 prompt 距离之外的东西，人就会失去和材料、失败、时间一起磨合的机会。





4.3 作品不是只为了看起来好


	AI 可以让作品更快“看起来好”，但文章反复提醒：看起来好不等于作者真的经历了创作。

	对作者而言，写作和艺术不只是输出漂亮成品，而是一个人与自己的经验、表达能力、失败感和渴望相处的方式。

	这种过程里的笨拙和痛感，正是作品和人的关系所在。






五、最后一段：身体、时间和不完美构成生活本身


5.1 作者把论点落回自己的身体


	文章后半从泛化的“你”转向作者自己的处境：50岁，最小的女儿睡在胸口，手臂发麻，不敢移动。

	他感到忧郁：年长的孩子离家，中间的孩子不再像过去那样需要他，身体越来越失灵，写过的故事没有抵达心中原本的样子。

	这些句子让前面的反讽有了情感根基：作者不是抽象地反 AI，而是在守护一种由身体、亲密和时间构成的生活感。





5.2 “natural order of things” 是文章的收束


	作者问：这不就是事物的自然秩序吗？

	这个自然秩序包括：总是渴望事情还能更好一点；任何值得做的事情一开始都会有些笨拙和痛苦；听见另一个人的声音，才意识到生活之美藏在细微的不完美里。

	文章最后没有给出技术政策，也没有给出使用 AI 的清单。

	它只是把读者带回一个判断：人的生活不是为了消除所有摩擦，而是在很多摩擦中产生意义。





5.3 subtle imperfections 是全文真正守护的东西


	“subtle imperfections” 可以概括全文的价值立场。

	朋友谈话的跑题、父母致辞的笨拙、创作过程的平庸、身体衰老的疲惫、故事写不出来的遗憾，都是 imperfect。

	但这些不完美不是噪音，而是人类经验的纹理。

	AI 的危险不只是替代劳动，而是让我们误以为这些纹理都可以被更顺滑、更卫生、更优化的输出取代。






六、这篇文章的思想框架


6.1 核心链条


	AI 被推荐进入日常生活的每个任务。

	这些任务看似只是需要更好的输出。

	但任务背后其实嵌着关系、身体记忆、手艺练习和情感劳动。

	当 AI 替代这些过程时，产出可能更好，生活经验却变薄。

	作者用反讽迫使读者看见：被工具省掉的，可能正是值得保留的东西。





6.2 文章真正反对的不是工具，而是工具化生活


	文章没有展开技术细节，也没有讨论模型是否“有原创思想”这一哲学争论。

	它反对的是一种生活方式：把所有麻烦、笨拙、等待、练习和他人声音都视为可优化的摩擦。

	因此，它可以被理解为一篇关于 AI 时代实践伦理的短文：不是问“AI 能不能做”，而是问“这件事被 AI 做掉以后，我们还在不在场”。






关键概念 / 术语


	反讽式命令：用“请使用 AI”的表面建议，反向暴露 AI 替代生活实践时的荒凉感。

	sanitary sweetness：过度干净、无菌、顺滑的机器表达；它甜美但缺少生活痕迹。

	poorly written words：笨拙但真实的人类表达，其价值来自关系承担，而不是文本技巧。

	craft：需要时间、练习、失败和身体参与的手艺，不只是结果质量。

	years being mediocre：长期停留在平庸中的学习阶段，是形成手艺和判断力的必要过程。

	natural order of things：人生中渴望、笨拙、痛苦、衰老和不完美的正常秩序。

	subtle imperfections：生活之美所在的细微不完美，是全文最终守护的价值。







商业与市场






17. 《标普利润率新高：漂亮均值背后的行业集中度》



作者：FT中文网



主题：商业与市场



质量分：★★★★☆



注意力番茄：🍅



Howie 的阅读理由：S&P 新高
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概念网络：请跳转到 Notion 文章页面查看 concepts｜2 关键概念、概念网络 tab。





三级笔记



核心观点

这篇文章讨论的不是“标普 500 利润率创纪录，所以美股安全”这个简单结论，而是提醒投资者把一个漂亮的指数均值拆开看：它可能来自少数高权重、高利润行业的拉动，也可能来自企业短期压缩未来必须投入的成本。利润率是继续研究的信号，不是投资安全的证明。



一、指数利润率新高，首先要拆开看来源


1.1 创纪录利润率只是问题的起点


	FactSet 显示，标普 500 一季度净利润率达到 13.4%，是 2009 年 FactSet 开始统计以来的最高水平。

	高利润率通常意味着企业有定价能力、规模优势、成本控制能力，或者商业模式本身更强。

	但文章不把这个指标直接等同于“买美股更安全”，而是提出两个前置问题：

	这是整个市场普遍改善，还是少数行业把指数抬高了？

	这是来自真实竞争力，还是来自少花未来必须花的钱？





1.2 标普 500 是市值加权指数


	标普 500 不是 500 家公司平均投票，而是市值越大，对指数影响越大。

	信息技术行业在标普 500 中权重约为 35%，本身就是决定指数面貌的核心力量。

	同期信息技术行业一季度净利润率达到 29.1%，高于去年同期的 25.4%。

	一个权重大、利润率高、利润率还继续扩张的行业，足以把整体指数利润率抬得很好看。





1.3 “均值漂亮”不等于“全市场均匀变好”


	文章强调，标普利润率数据仍有意义，但它的意义不是证明市场没有风险。

	它真正提醒投资者的是：今天美国股市的利润质量，很大程度上和少数高利润率行业有关。

	科技和金融行业既有较高权重，也有较好利润率表现。

	但通信服务、医疗、能源、消费必需品、消费可选和地产等行业，利润率同比反而下降。

	对买美股基金、全球股票基金、QDII 基金，或者持有大量美国科技龙头的投资者来说，所谓“买指数”里已经含有很强的行业集中度。






二、公司层面的关键：利润率质量从哪里来


2.1 财务报表上的利润率只是结果


	利润率本身只告诉我们企业把收入转成利润的结果，没有直接告诉我们结果如何形成。

	同样是高利润率，可能来自产品不可替代、客户愿意付费、规模效率提升。

	也可能来自减少售后服务、少做维护、压缩研发、拉长供应商账期。

	前者接近竞争力，后者可能只是把成本推迟到未来。





2.2 “赚出来的利润率”


	第一类高利润率是“赚出来的”。

	软件公司通过订阅模式提高客户留存，消费品牌通过品牌力获得定价权，制造企业通过规模和工艺改进降低单位成本。

	这类利润率通常能被收入、现金流、客户满意度和再投资能力共同印证。

	它不是孤立的会计结果，而是企业经营系统健康运转的外显结果。





2.3 “省出来的利润率”


	第二类高利润率是“省出来的”。

	企业可以通过少投研发、少做设备维护、压低库存、延长付款周期，让短期利润率变好。

	这类利润率往往不是免费的，也不一定可持续。

	它表面上提高了当期盈利，实质上可能挤压了企业未来必须支付的成本。






三、波音与英特尔：高利润率背后的能力账单


3.1 波音案例：短期股东回报与长期质量投入的取舍


	文章用波音 737 MAX 的例子说明，企业现金到底用于回购、分红和短期股东回报，还是用于质量控制、供应链稳定和产品安全，是一个真实取舍。

	2013 到 2019 年，波音在 737 MAX 设计、开发和认证关键阶段支付大量股息并进行股票回购。

	这些动作可以让每股盈利更好看，也能迎合资本市场对短期回报的偏好。

	但如果企业长期压缩研发、测试、质量和安全投入，账单不会消失，只会推迟出现。





3.2 737 MAX 事故后的成本集中暴露


	2018 年和 2019 年两起空难后，737 MAX 在全球范围内停飞。

	波音随后面对交付受阻、客户赔偿、监管整改和信誉受损等巨大成本。

	文章借这个案例说明：短期利润率上升未必总是好事，它可能暂时遮住更大的产品和组织风险。





3.3 英特尔案例：过去的高毛利率不保证未来竞争力


	英特尔 2018 年毛利率仍有 61.7%，看上去非常优秀。

	到 2023 年，毛利率降至 40.0%；到 2024 年，又降到 32.7%。

	同时，Intel Foundry 在 2024 年出现约 134 亿美元经营亏损。

	文章用这组数字说明，制造能力、工艺和客户信任需要长期积累；一旦失去，重新补回来非常昂贵。





3.4 两个案例的共同规律


	波音提醒投资者：企业长期履约能力比单个财务指标更重要。

	英特尔提醒投资者：如果企业没有持续保持技术和制造优势，过去的高利润率可能只是风险尚未暴露。

	高利润率如果靠牺牲核心能力换来，就不是护城河，而是提前透支。

	投资者真正要看的，是利润率背后的产品质量、客户信任、再投资能力和现金流获取能力。






四、普通投资者检验高利润率质量的五个问题


4.1 利润率提升是否伴随收入增长


	如果利润率上升，但收入增长停滞，利润率改善可能主要来自成本削减。

	这种改善的可持续性要打折扣，因为企业未必真的扩大了客户需求或市场竞争力。





4.2 自由现金流是否跟得上会计利润


	如果利润很多但现金流很弱，投资者需要警惕应收账款、库存或资本开支压力。

	会计利润可以漂亮，现金流却更接近企业真实可支配能力。





4.3 研发和资本开支是否支持未来竞争力


	对需要持续创新的公司，研发不足可能把今天的利润建立在明天的竞争力损耗上。

	资本开支不足也可能意味着设备、产能、供应链和质量能力没有被及时维护。





4.4 客户满意度、产品质量和交付能力有没有变差


	这些信号未必马上出现在利润表里。

	但它们会通过退货率、召回、交付延迟、客户流失和监管处罚逐渐显现。

	高利润率如果伴随履约质量下降，就需要重新评估。





4.5 管理层是否过度偏向短期股东回报


	分红和回购本身没有错。

	问题在于，如果它们挤压必要投资，就会削弱企业维护核心能力的空间。

	投资者需要区分“资本配置效率”与“牺牲未来换取当期报表”。






五、把高利润率公司分成三类


5.1 护城河型高利润率


	第一类公司收入增长、现金流强、研发和资本开支合理、客户信任稳定。

	这类高利润率更可能来自护城河，因此有更强持续性。

	它们的利润率不是孤立好看，而是被经营质量共同支撑。





5.2 成本后移型高利润率


	第二类公司利润率上升，但收入不增长、现金流一般、投资不足。

	这类公司可能只是把成本往后推延。

	投资者购买这类公司需要谨慎，因为未来某个阶段可能集中补账。





5.3 修复能力型低利润率


	第三类公司利润率已经开始下降，但正在补过去的能力短板。

	这类公司不能只看当期利润率，还要看修复投入能否转化为未来竞争力。

	当前利润率下降未必只是坏事，也可能是企业重建核心能力的阶段性成本。






六、投资结论：利润率是信号，不是结论


6.1 不用单一指标判断公司


	文章反对只用一个指标判断公司好坏。

	利润率高值得继续研究，但它不是投资结论。

	真正的研究要把利润率和收入增长、现金流、资本开支、研发、客户信任、估值和行业竞争放在一起看。





6.2 利润率创新高不自动意味着股票更安全


	标普 500 利润率创新高说明企业整体盈利能力很强，也说明少数行业在指数中占了很重要的位置。

	它不自动说明估值便宜，也不代表未来投资风险很低。

	聪明的投资者既不该因为利润率创新高就盲目乐观，也不该因为高利润率就机械回避。





6.3 最终判断：分清“赚出来”还是“省出来”


	如果高利润率来自客户愿意付费、企业持续投入和长期竞争力，它更接近护城河。

	如果高利润率来自少投未来、少修问题和短期做漂亮报表，它就是未来隐含成本。

	投资中的风险不只是看不见数字，也包括看见数字后没有继续追问数字背后的深义。






关键概念 / 术语


	标普 500 净利润率：指数层面的盈利能力指标，但需要拆开行业权重和贡献来源看。

	市值加权指数：市值越大的行业和公司，对指数表现和均值指标影响越大。

	行业集中度：少数高权重行业可能决定指数利润率的整体观感。

	利润率质量：利润率背后的来源是否能被现金流、客户信任、再投资和收入增长验证。

	赚出来的利润率：来自定价权、品牌力、客户留存、规模效率和工艺改进的利润率。

	省出来的利润率：来自压缩研发、维护、库存、供应链付款等未来成本的短期利润率。

	再投资能力：企业把利润重新投向核心竞争环节的能力。

	长期履约能力：企业持续交付安全、质量、技术和客户承诺的能力。

	隐含未来成本：短期被推迟、未来可能集中暴露的产品、质量、监管或能力修复成本。
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三级笔记



核心观点

这篇文章把“死互联网理论”推进到“死经济理论”：如果互联网正在变成机器生产给机器消费的内容剧场，那么 AI 经济可能正在变成资本、算力和自动化系统彼此循环的生产剧场，人类既不再是必要的劳动输入，也逐渐失去作为消费者、纳税人、工会成员和民主主体的经济杠杆。

作者的核心论证不是“AI 会不会有生产力”，而是“AI 公司需要什么样的经济叙事来支撑它们的估值”。在作者看来，数千亿美元乃至万亿美元级别的 AI 基建投资，必须指向一个足够大的可替代市场，而这个市场只能是全球劳动市场。于是，AI 行业口中的 copilot、assistant、augmentation，只是更温和的包装；底层财务模型要求在文明尺度上消除人类成本中心。

文章最重要的结构，是把 AI 劳动替代的经济后果拆成三层：第一，单个公司替换员工会得到成本下降和股价上涨；第二，被替换的劳动者收入减少，消费需求下降；第三，所有公司最终发现自己的客户也正是别人裁掉的员工。于是自动化不只是提高效率，也可能摧毁自己的市场。这就是作者所谓 dead economy：GDP 和投资可能仍在增长，但经济系统越来越不需要普通人参与、贡献或同意。



一、从“死互联网”到“死经济”


1.1 死互联网理论是文章的入口


	作者用 dead internet theory 开场：线上内容越来越多由 bot 生成、由 bot 阅读，人类还在滚动屏幕，但舞台已经主要不是为人类搭建。

	这种体验的重点不是“内容质量下降”本身，而是公共数字空间失去 live mind：人进入网络寻找真实思想碰撞，却面对大量 AI slop。

	作者认为，死互联网已经足够糟，但更大的风险是同一套逻辑进入经济系统。





1.2 死经济理论的基本命题


	dead economy theory 指的是：AI 自动化把人类劳动从生产函数中移除，同时也削弱人类作为消费者、纳税人和政治主体的经济基础。

	它不是一个静止经济，而是一个“很多事情仍在发生，但不再需要你”的经济。

	在这个经济里，生产能力被少数资本和 AI 基础设施捕获，普通人没有 stake、input，也没有实际 veto power。





1.3 AI 行业的数字问题


	OpenAI、Anthropic、Google DeepMind、Meta AI、Microsoft 等公司的 AI 基建投资已经进入数千亿美元量级，并被投射到万亿美元级别。

	这些估值和资本开支需要一个足够大的 total addressable market 来支撑。

	作者判断，唯一足够大的市场就是全球劳动市场；如果 AI 不能替换大量劳动，这些公司就是资本主义史上最被高估的资产。






二、AI 产品的真实财务模型是劳动替代


2.1 “Copilot / assistant / augmentation” 是温和包装


	AI 公司和投资人常用 copilot、assistant、augmentation 来降低听感。

	但每一次“AI agent 做十个分析师的工作”的演示，本质上都在展示劳动力替代。

	作者说底层模型要求 elimination of human cost centers at civilizational scale；否则投资回报无法成立。





2.2 Benchmark 是瞄准专业阶层的准星


	OpenAI 的 GDPVal、Mercor 的 AI Productivity Index 等 benchmark，不只是技术展示，也是市场叙事。

	它们把 real estate broker、news analyst、investment banking associate、management consultant、Big Law associate、primary care physician 等职业转化为模型可比较的任务集合。

	作者把这些 benchmark 称为 targeting reticles：它们正在把专业阶层的工作拆成可替代对象。





2.3 文章选择“按行业自己的说法认真对待它”


	作者没有在前半部分争论 AI 是否真的能做到所有宣传，而是假设技术按广告实现。

	这个反事实很关键：如果 AI 真的能以更低成本完成大部分认知劳动，那么问题不是效率，而是效率之后的经济结构。

	后文再补充 Acemoglu 的 so-so automation：即使 AI 没有革命性生产力，也可能因为便宜和资本市场激励而大规模替代人。






三、三段式经济反馈：个体理性如何导致集体需求毁灭


3.1 第一转：公司裁员，成本下降，股价上涨


	公司购买 AI，替代大量员工，成本下降，利润率扩张，股价上涨。

	作者举 Block 裁员和股价上涨作为市场奖励劳动消除的例子。

	在这个阶段，自动化看起来完全理性：管理层、投资者、财报电话会都获得正反馈。





3.2 第二转：被替代者收入消失，消费收缩


	被替代的员工失去工资后会削减支出。

	他们曾经消费的企业收入下降，那些企业也会用 AI 裁员降本。

	需求收缩开始跨行业扩散，自动化从单个企业的效率改进变成整个经济的消费基础侵蚀。





3.3 第三转：裁掉员工的公司发现客户也被裁掉了


	每家公司以为自己只是节省成本，但自己的客户总体上也是别的公司的员工。

	当足够多公司同时自动化，消费能力下降会反过来打击营收增长。

	原本被包装成效率投资的 AI subscription，变成摧毁自身市场的支出。





3.4 AI Layoff Trap：竞争市场中的囚徒困境


	作者借 Wharton 论文 The AI Layoff Trap 说明这个结构：自动化公司独享成本节省，却只承担一小部分需求破坏。

	在有二十个竞争者的市场里，一家公司只感受到自己造成的需求毁灭的二十分之一，其余成本落到竞争对手身上。

	于是每家公司都理性地自动化过度，因为个体节省大于分散的社会后果。

	更强的 AI 会加剧问题，因为它扩大“比竞争对手更快自动化”的利润差。





3.5 Herd behavior 会让裁员提前发生


	有些裁员甚至发生在管理层真正知道 AI 是否能完成工作之前。

	当 CEO 们公开说因为 AI 裁员，其他 CEO 会觉得自己也必须这么做。

	作者称其为 herd behavior dressed in the language of innovation：从众行为穿上了创新语言。






四、历史类比的限制：过去自动化不保证这次能平稳吸收


4.1 乐观派把历史观察误当自然法则


	乐观派会说农业就业从 90% 降到 2%，经济仍然创造了新工作。

	David Autor 也显示今天约 60% 的岗位在 1940 年并不存在。

	作者承认这是真的，但强调“过去曾经吸收自动化”不是“每次都能快速吸收自动化”的自然法则。





4.2 调整期可能是一生


	农业转型持续约 140 年，工业革命中工资和就业恢复用了约 70 年。

	Carl Benedikt Frey 的提醒是：经济学家口中的 short run 可能长到覆盖一个人的一生。

	如果 AI 的冲击集中在两年内，历史上的缓慢吸收机制可能来不及生效。





4.3 China shock 是更接近的政治类比


	Bharat Ramamurti 把 AI 冲击类比 China shock，但速度更快。

	China shock 用几年重塑美国政治，而 AI 替代可能在两年内发生。

	背后的压力来自 AI 公司已投入巨额资本，必须通过快速 adoption 生成收入。





4.4 AI 和过去窄任务自动化不同


	以往自动化常常替代特定任务：power loom、spreadsheet 等。

	General-purpose AI 同时威胁跨行业的认知劳动，而不是在某个岗位内部替代一两个工具性环节。

	这使它更像系统性冲击，而不是行业局部升级。





4.5 Leontief 的马匹类比


	Wassily Leontief 用马匹解释技术替代：马不是因为恶意被淘汰，而是因为内燃机让养马不再经济。

	作者强调，没有经济法则能保证人类劳动不会遇到类似结果。

	这个类比的锋利处在于，它绕开了“人类更有尊严所以市场会保留人类”的安慰性想象。






五、过度自动化与 so-so automation


5.1 Acemoglu 的核心判断


	Daron Acemoglu 的研究显示，1987 到 2017 年间，新技术的 displacement effect 超过 productivity 和 reinstatement effects。

	新任务没有足够快地产生，无法吸收被替代劳动者。

	作者把 Acemoglu 当成更严谨的反乐观派证据：技术进步不是自动转化成广泛繁荣。





5.2 Excessive automation


	excessive automation 指企业部署 AI 杀掉岗位，却没有显著降低生产成本，同时把巨大社会成本外部化。

	这不是“AI 太强所以替代人”，而是“AI 足够便宜、资本市场足够兴奋，所以先替代再说”。

	作者认为，这是一种为股价而自动化，不是为真实生产力而自动化。





5.3 So-so automation 可能是最坏情形


	文章末尾回到这个点：最糟糕的结果不一定是 superintelligent AI。

	更坏的可能是 adequate AI：它做得一般，但便宜到足以被激进部署。

	这种工具能消灭岗位，却不能交付足够生产力来支撑新均衡。






六、劳动消失会动摇民主治理的物质基础


6.1 民主杠杆来自统治者仍需要被统治者


	作者把民主治理描述为一项古老交易：治理者需要人民的劳动、税收、兵役和消费。

	这种依赖让普通人有 leverage，民主制度才不只是形式。

	一旦劳动被移除，权力分布的物质基础发生变化。





6.2 税基、工会和消费同时萎缩


	如果价值由少数公司拥有的 AI 系统产生，且这些公司擅长 tax optimization，民主财政机制会同时失血。

	雇主不再需要员工，collective bargaining 变成残余制度。

	消费依赖劳动收入，劳动收入消失后消费也收缩。





6.3 Piketty 的 r > g 被 AI 加速


	作者用 Piketty 的 r > g 来说明财富集中机制：资本回报超过经济增长时，财富会向已有资本持有者集中。

	AI 进一步切断资本积累与人类劳动之间的联系，使财富集中加速。

	如果没有再分配，过渡时最富有的人最终会拥有近乎一切。





6.4 公共出资、私人捕获


	Transformer、训练方法、半导体进展等都依赖公共或准公共资金。

	社会承担了研究风险，私人公司捕获了回报。

	作者借 Mazzucato 的说法，批评 AI 可能变成 rent extraction 而非 value creation。





6.5 AI 公司理解民主风险却继续建造风险本身


	Dario Amodei 承认，如果普通人不能通过创造经济价值获得 leverage，民主权力平衡会变得可怕。

	作者指出，Anthropic 看见了问题，却仍在建造造成问题的技术。

	这揭示一种行业姿态：私下承认风险，公开继续推进，政策倡导永远排在很长链条末尾。






七、硅谷政治经济：绕开民主，寻找更好的买家


7.1 Thiel 式反民主逻辑


	Peter Thiel 早年表达过 freedom 与 democracy 不再兼容的判断。

	作者把这种逻辑概括为：民主会带来监管、再分配和问责，而这些会阻碍“ exceptional people ”重塑世界。

	在 AI 语境里，民主监督就成了摩擦，而不是正当约束。





7.2 Autocracies 是更顺滑的 AI 客户


	作者认为，威权政府比民主政府更适合作为 AI 客户。

	民主政府用 AI 替代公务员会面临选举代价；威权政府没有这个约束，还会获得监控和控制红利。

	沙特、阿联酋、新加坡等被描绘为资本集中、决策集中、无需回应选民的潜在理想客户。





7.3 Valley 转向 MAGA 的经济动机


	作者把部分硅谷精英支持 Trump / MAGA 的变化，解释为 AI 公司寻找低民主约束政治环境的结果。

	关键不只是意识形态，而是交易结构：可被购买、反监管、对民主忠诚度低的政治力量更适合高速 AI 部署。

	经济激励指向 accountability mechanism 最少的实体。






八、UBI、再培训和“休闲经济”的不足


8.1 分配问题不能替代功能问题


	大量 AI 替代方案把问题当作资源分配：UBI、retraining、leisure economy。

	作者反对这个前提：人不只是需要支票，还需要经济功能、社会地位和未来感。

	如果工作从社区中消失，补贴不自动补回意义。





8.2 Deaths of despair 的机制


	Anne Case 和 Angus Deaton 的 deaths of despair 研究说明，制造业流失带来的不只是贫困。

	更关键的是经济目的、社会地位和可感知未来的丧失。

	作者用这一点反驳“给钱就能解决”的乐观叙事。





8.3 Precariat 扩展到专业阶层


	Guy Standing 的 precariat 描述长期经济不稳定如何腐蚀社会凝聚力。

	AI 会把这种不稳定扩展到原本自认为安全的大学生、软件工程师、律师、分析师、医生等白领群体。

	这会冲击发达民主国家的政治稳定中产基础。





8.4 人们想要 work 和 purpose


	Piketty 批评 UBI 没有解决教育、医疗、低工资、市场失灵、腐败和累退税制等根问题。

	David Shor 的民调显示，相比 UBI，federal jobs guarantee 更有政治吸引力。

	作者的结论是：人们不只想要 check，他们想要 work 和 purpose。





8.5 Deskilling 让再培训叙事失效


	Anthropic 关于 AI coding skills 的研究显示，依赖 AI 的初级工程师未必更快，且更不理解自己的工作。

	这意味着 AI 不只是替代人，也可能阻碍下一代劳动者发展技能。

	retraining 假设人可以学习新技能保持相关性，但工具本身可能正在破坏技能形成。






九、暴力、政治不稳定与阶层断裂


9.1 专业阶层是政治稳定的骨架


	Stiglitz 提醒 AI 会冲击 routine white collar jobs。

	会计、分析师、初级律师、放射科医生、软件开发者等白领工作，是发达民主政治稳定的重要社会基础。

	当这批人发现自己的技能被市场判定为无价值，政治后果会比制造业外迁更广泛。





9.2 暴力不是愿望，而是条件产物


	作者强调，没有人应该想要暴力，但产生暴力的条件正在被高效制造。

	文章列举针对 Sam Altman 住宅和数据中心项目相关政治人物的攻击事件，说明社会张力已经显现。

	Alex Karp 的警告是：如果国家政治爆炸，AI 公司也赚不到钱。






十、作者对硅谷思想贫困的批评


10.1 硅谷把二年级哲学课当启示


	文章用很长篇幅批评硅谷思想框架的浅薄：他们自以为站在人类思想前沿，实际只是带着巨大自信重复入门级误读。

	这种批评不是装饰，而是服务于主论点：拥有巨大技术和资本权力的人，并没有认真理解他们正在重塑的文明问题。





10.2 Nietzsche 被误读成创始人豁免权


	Valley 喜欢把 Übermensch 读成 exceptional founder 超越传统道德。

	作者反驳说，Nietzsche 讨论的是形而上确定性崩塌之后意义如何被创造，不是给广告技术富豪写管理哲学。

	作者认为 Nietzsche 更可能把这些人视为 last men：把舒适、优化和积累误认为 flourishing。





10.3 EA、longtermism 与 rationalist 的失败模式


	作者把 effective altruism 批评为不理解 utilitarianism 失败模式的简化版本。

	Longtermism 被描述为没有严谨性的 Parfit：用未来数万亿假想生命的福利来压倒当下人的成本。

	Rationalist 社群重新发现 Bayesian epistemology，却缺乏对科学哲学传统的理解。

	这些思想共同的问题，是给权力集中制造道德正当性，却缺乏 limiting principle。





10.4 经济学上的选择性无知


	作者对比 Acemoglu 的低生产率估计与 Goldman、McKinsey 的高增长预测。

	如果 90% 以上公司报告 AI 对就业或生产率没有可测影响，那么巨额投资背后的确定性叙事就很可疑。

	Torsten Slok 的概括是：AI 到处都是，除了宏观经济数据里。






十一、Camus vs Sartre：当下的人不能被未来赎买


11.1 文章的道德核心在 Camus


	作者把 Camus 与 Sartre 的断裂作为最后的道德框架：活着的人能否被当作未来美好社会的可接受牺牲品？

	Sartre 和部分 Marxists 可以说 yes；Camus 的回答是 no。

	作者把 AI acceleration 视为同一类结构：为了未来 abundance，把当下人的失业、社区空洞和民主杠杆丧失合理化。





11.2 Expected value 没有限制原则时会通向残酷


	Longtermist expected-value math 可以让当前痛苦被未来收益轻易覆盖。

	但作者强调，当下存在的人不是 utility function 的输入项。

	他们的尊严不能被投射给他们可能永远看不到的未来状态来赎买。





11.3 Technological determinism 是道德卸责


	Mechanize 把“全自动化经济”描述成不可避免的技术革命，选择只是由我们加速还是等别人启动。

	作者把这称为 technological determinism as moral absolution：未来被说成固定，就不再需要为路径上的伤害负责。

	他把这种逻辑类比为为历史方向牺牲个体的极权主义论证。






十二、公开乐观与私下恐惧


12.1 AI 高管知道风险，但公开表演乐观


	Jasmine Sun 的报道显示，科技行业人士私下对劳动市场影响更担忧，开麦后突然变成乐观派。

	作者认为，这说明他们知道自己在建造什么，也知道它会造成什么，却因职业和财富押注而继续推进。





12.2 Universal basic compute 的封建结构


	Sam Altman 的 universal basic compute 在作者看来承认了未来需要新的分配机制。

	但问题是，分配者仍然是建造系统并拥有系统的人。

	作者把它称为 feudalism with better branding：封建关系换了更现代的名字。






十三、政策窗口与监管捕获


13.1 AI 投资已经成为宏观增长支柱


	AI 相关投资占美国经济增长的重要部分，这让政府对维持 boom 有直接利益。

	一旦监管者和被监管者都依赖同一个资本周期，监管就会被结构性削弱。





13.2 专业知识不对称和反馈回路


	立法者与 AI 行业之间存在巨大 expertise asymmetry。

	未来还可能出现 AI 系统参与治理 AI 系统的反馈回路。

	这让民主机构更难形成有效约束。





13.3 可行干预不难，政治上很难


	作者列出公共持有 AI 基础设施股权、强力反垄断、自动化劳动税、更广泛资本所有权、更高资本收入税等方案。

	这些方案技术上不难，难在需要有能力挑战最富有公司的民主制度。

	但这些公司正在花钱击败提出监管和税收方案的政治人物。






十四、文章的思想框架


14.1 第一层：从估值反推劳动替代


	AI 公司估值和投资规模要求巨大的可替代市场。

	唯一足够大的市场是劳动。

	因此行业叙事虽然说 augmentation，财务模型却指向 replacement。





14.2 第二层：从公司理性推导宏观自毁


	单个公司裁员节省成本是理性的。

	所有公司同时裁员会破坏消费需求和税基。

	自动化订阅最终可能成为公司对自身市场毁灭的出资。





14.3 第三层：从劳动杠杆推导民主危机


	民主依赖普通人拥有劳动、税收、消费和社会参与价值。

	AI 若切断这条价值链，普通人的民主 leverage 会下降。

	经济不再需要你，政治也会更容易绕开你。





14.4 第四层：从思想贫困推导治理失败


	建造者用简化的 Nietzsche、EA、longtermism、rationalism 为权力集中找理由。

	这些框架缺乏历史感、哲学训练和限制原则。

	因此他们不只是技术上危险，也在道德和政治判断上不可靠。





14.5 第五层：用 Camus 锚定不可交易的人


	作者最终拒绝把当下人类变成未来收益的牺牲品。

	AI acceleration 的最大问题不是它是否足够聪明，而是它是否把人的尊严和民主杠杆当成可优化变量。

	这也是“死经济理论”的最深层含义：一个仍然增长、仍然生产、仍然创新的系统，可以同时让人类主体性死亡。






关键概念 / 术语


	Dead internet theory：互联网内容越来越由 bot 生成、由 bot 消费，人类只是越来越边缘的观看者。

	Dead economy theory：生产和资本循环仍然活跃，但普通人作为劳动者、消费者和民主主体的经济功能被移除。

	AI industry numbers problem：AI 公司的估值和资本开支需要巨大市场支撑，迫使行业把劳动市场作为替代目标。

	Labor replacement：AI 商业模型的底层目标不是辅助劳动，而是用机器替代人类成本中心。

	AI Layoff Trap：企业独享裁员节省，只承担少量需求破坏，导致竞争市场中过度自动化。

	Demand destruction：裁掉劳动者会减少消费能力，最终损害所有企业的客户基础。

	Excessive automation：为股价或竞争压力而自动化，即使生产力提升不足以证明社会成本合理。

	So-so automation：不够革命性、但足够便宜的自动化，能大规模替代人却不带来足够繁荣。

	Democratic leverage：普通人通过劳动、纳税、消费、工会和政治参与对权力形成制约的能力。

	Precariat：长期处于不稳定经济状态的阶层，AI 可能把它扩展到专业白领。

	Longtermism：以假想未来巨大利益压倒当下人类成本的道德框架。

	Technological determinism：把技术未来说成不可避免，从而免除当前行动者的责任。

	Universal basic compute：用计算资源替代基本收入的分配想象，在作者看来仍把分配权留给平台领主。

	Rent extraction：公共投资和社会风险被私人公司捕获为垄断收益。

	Regulatory capture：监管者与被监管行业利益合流，导致约束失效。
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三级笔记



核心观点

这篇文章要解释的不是“美股为什么又涨了”这个事件层问题，而是“为什么普通利空越来越难让美股长期停转”的结构问题。作者认为，今天的美股已经形成一套把风险吸收、转移、金融化，并最终转化为买盘的机制：指数集中度、科技巨头盈利叙事、企业回购、被动投资、美元体系和政策托底信仰共同构成深层洋流。传统熊市理论仍能解释短期风浪，但解释不了长期方向。



一、问题起点：传统熊市理论解释力下降


1.1 美股与中国股市的长期体验差异


	作者从自己的投资经验出发，对比 A 股和美股的长期表现。

	中国经济长期增长，但沪市长期围绕 3000 点上下波动，指数没有充分反映经济成长。

	美股则在 2008 年后几乎长期单边上行，即使经历次贷危机、疫情、战争和加息，也总能重新站起来。

	这种经验给作者带来一个直觉：美股像一台“永动机”，似乎没有最高，只有更高。





1.2 传统利空被反复“打穿”


	传统熊市理论认为，加息会压低估值，降息意味着经济有问题，战争会推高风险溢价，油价上涨会加剧通胀，政治暴力会打击信心。

	但新冠疫情后的几年里，这些利空反复出现，美股却不断修复并创新高。

	2022 至 2023 年，美联储快速把利率推到 5.25%-5.50%，标普 500 仍在 2024 年 1 月重新创下历史新高。

	伊朗战争、油价高位和企业利润压力也没有真正压倒标普和纳指。





1.3 单一事件不是长期趋势的根源


	作者不是说传统理论完全错误，而是说它只能解释单一事件对估值和情绪的冲击。

	今天美股真正的动力机制已经不在单一事件层面。

	加息、降息、战争、油价和政治风险都能制造短期波动，却越来越难改变长期方向。

	核心原因是美股形成了把风险吸收、转移、金融化，并最终转化为买盘的机制。






二、第一层动力：指数结构变成“最强资产集合”


2.1 美股指数不再是美国经济平均值


	传统熊市理论有一个前提：股市大体反映本国经济整体状态。

	今天的标普 500 和纳指越来越不像美国经济平均值，而更像美国最强资产的集合。

	普通企业、消费者和部分州县经济承压，并不必然阻止指数上涨。

	只要少数巨型科技公司继续盈利，指数仍可以继续上行。





2.2 少数超级公司主导指数


	标普 500 不是 500 家公司平均推动的市场，而是少数超级公司主导的市场。

	文章引用机构分析指出，标普 500 前十大公司权重已经接近或超过 40%，高于互联网泡沫高峰期的集中度。

	这意味着传统意义上的“市场很脆弱”不一定能打倒指数。

	指数真正关心的不是美国所有公司怎样，而是英伟达、苹果、微软、亚马逊、谷歌、Meta、特斯拉等核心科技巨头还能不能增长。





2.3 战争风险没有摧毁核心盈利叙事


	伊朗战争影响油价，油价影响通胀，通胀影响利率，利率影响估值，这条链条仍然存在。

	但它没有直接摧毁美股的核心盈利叙事。

	今天市场买的不是“和平本身”，而是 AI、半导体、云计算、数据中心、广告平台和全球科技垄断。

	只要科技盈利动力强于战争风险，指数就可以继续上涨。






三、第二层动力：利润增长抵消估值压力


3.1 加息不必然压垮股票


	过去加息之所以打击股票，是因为高利率会降低未来现金流的折现价值。

	但如果企业利润增长更快，估值压缩就可能被盈利扩张抵消。

	近几年美股强势，很大程度上不是估值单独上涨，而是市场相信大公司还能赚更多钱。





3.2 AI 叙事提供长期利润重定价框架


	AI 叙事给市场提供了新的长期增长故事。

	数据中心建设、芯片需求、云服务扩张、企业自动化和软件效率提升，都被资本市场提前折现。

	市场不是单纯情绪亢奋，而是在为未来几年利润重新定价。

	只要 AI 叙事继续支持盈利预期上修，估值压力就不会自动转化为长期熊市。






四、第三层动力：企业回购制造自我托举机制


4.1 回购是被低估的重要买盘


	企业回购是美股“跌不深、跌不久”的重要机制。

	公司拿自己的现金流买回股票，会减少流通股，抬高每股收益，也会在下跌时提供支撑。

	当散户恐慌、基金调仓时，大公司仍可能用真金白银回购。





4.2 回购形成正反馈


	企业盈利越强，回购能力越强。

	回购越多，每股收益越好。

	每股收益越好，股价越容易继续上涨。

	这形成一种自我托举机制，使下跌更容易被买盘吸收。






五、第四层动力：被动投资把指数变成买方逻辑


5.1 长期资金按规则流入


	401(k)、养老金、目标日期基金和指数 ETF 不会每天判断战争、美联储声明或短期宏观消息。

	工资发放、养老金配置、ETF 申购发生时，资金就按指数权重买入。

	权重越大的公司被买得越多，股价越涨权重越大，下次资金流入时又获得更多买盘。





5.2 被动投资强化龙头公司


	主动基金跑不赢指数，就被迫买指数。

	散户选股亏钱，也转向 ETF。

	养老金做长期配置，也离不开标普 500。

	结果是指数本身变成美股最大的买方逻辑，持续强化核心资产。






六、第五层动力：美元体系吸纳全球资本


6.1 美股是全球资本中心市场


	美股不是孤立的国内市场，而是全球资本配置的中心市场。

	欧洲增长乏力，中国资产不确定性上升，日本市场容量有限，新兴市场流动性不足。

	全球大资金需要一个足够大、足够深、足够透明、可随时进出的市场，美国股市就是这个市场。





6.2 外部危机可能把钱赶进美国


	战争、地缘冲突和政治混乱本应伤害风险资产。

	但很多时候，它们反而强化美国资产的中心地位。

	世界越不安，资本越需要美元资产；美元资产中最有增长想象的，又是美国科技股。

	于是，外部危机最后不一定把钱赶出美国，反而可能赶进美国。






七、第六层动力：政策托底信仰改变投资者行为


7.1 市场相信关键时刻会被间接救回来


	2008 年金融危机以后，尤其疫情之后，市场形成强烈预期：如果金融市场跌到威胁经济和就业，美联储和财政部最终会出手。

	政策不一定直接救股市，但会救流动性、银行体系、信用市场和就业。

	股市因此经常被间接救回来。





7.2 大跌被重新理解为买点


	这种信仰改变了投资者行为。

	过去遇到大跌，投资者可能逃离市场。

	现在越来越多人认为大跌就是买点，因为过去十几年多次下跌最终都证明，买入强势美股指数比恐慌离场更正确。

	政策托底信仰让风险事件更难演变成长期净流出。






八、利率叙事被市场重新解释


8.1 加息和降息都可以被解释成利好


	加息时，市场可以解释为经济强、企业利润能扛住。

	降息时，市场可以解释为流动性宽松、估值可以扩张。

	真正影响市场的不是加息或降息本身，而是政策是否打断企业盈利和资金流入。





8.2 坏消息可以被转译


	如果加息没有造成深度衰退，市场会把它看成已经消化的利空。

	如果降息没有引发金融危机，市场又会把它看成新的估值支撑。

	传统理论把利率看成单向变量，但今天市场会根据情境重新解释利率。

	坏消息可以被解释成好消息，好消息当然更是好消息。






九、结果：熊市短期化与经济感受脱节


9.1 美股不是没有熊市，而是熊市越来越短


	2008 年是熊市，2022 年也是熊市。

	但 2009 年以后，美股很少出现 2000 年后那种多年起不来的长期熊市。

	风险没有消失，而是更快被货币化、政策化、指数化和科技化吸收。





9.2 普通人的经济体感与指数表现分离


	普通人感受到的是汽油价格、房贷利率、食品通胀、就业焦虑和战争风险。

	指数反映的却是科技巨头利润、全球资本配置、企业回购和 AI 估值。

	美国社会可以撕裂，财政可以有问题，政治可以危险，但只要最强公司的利润继续增长，最强资产继续吸引全球资金，指数就可以继续创新高。

	美股上涨不再等于美国社会健康，它更多说明美国资本市场仍是全球财富的重要蓄水池。






十、什么会真正让“永动机”停下来


10.1 普通利空不足以长期停转


	作者强调，美股不是真的永动机。

	只是普通利空已经很难让它长期停转。

	一次地区战争、几次加息、一轮油价上涨，都不一定足以摧毁美股的结构性动力。





10.2 真正危险的是多支柱同时受损


	能让美股长期停下来的，是同时摧毁几根支柱的系统性冲击。

	可能的冲击包括：科技巨头盈利神话破裂，AI 投资无法兑现利润，美元信用根本动摇，全球资本长期净流出美国，或类似二战规模的全面冲突。

	这些事件会直接打断美国科技公司的盈利基础、全球资金流入和美元资产信仰。





10.3 从事件利空转向结构理解


	理解今天的美股，不能停留在“某个事件利空还是利好”的层面。

	事件越来越只是波动理由，不是趋势根源。

	美股之所以像永动机，是因为背后有结构性动力：指数集中强化强者，科技巨头提供盈利叙事，回购制造持续买盘，被动投资自动流入，美元体系吸纳全球资本，政策托底稳定市场信念。

	这套机制没有让美股免于下跌，却让多数下跌最终变成上升趋势中的插曲。






关键概念 / 术语


	美股“永动机感”：美股长期上涨、普通利空难以让它长期停转的市场体验。

	传统熊市理论：从加息、衰退、战争、油价和风险溢价解释股市下跌的传统框架。

	结构性动力：隐藏在单一事件背后、持续推动资金流向美股核心资产的机制组合。

	最强资产集合：标普 500 和纳指越来越代表少数最强公司，而不是美国经济平均值。

	科技七姐妹 / 核心科技巨头：决定指数方向和盈利叙事的少数超大科技公司。

	AI 盈利叙事：市场围绕 AI、芯片、云、数据中心和自动化提前重定价未来利润。

	企业回购：公司用现金流买回股票，减少流通股、支撑每股收益和股价。

	被动投资自动循环：指数资金按权重买入，权重越大越获得资金流入的正反馈。

	美元体系：全球资本把美国资产视为最大、最深、最可流动配置中心的结构。

	政策托底信仰：投资者相信金融压力足够大时，美联储和财政部会救流动性与信用体系。

	熊市短期化：风险仍存在，但更快被政策、货币、指数和科技叙事吸收。

	风浪与洋流：单一事件是风浪，结构性资金方向是洋流；前者制造波动，后者决定趋势。







学习与认知






20. 《AI 影响审美的边界：生成之外仍是人的判断》



作者：少数派 - 高品质数字消费指南



主题：学习与认知



质量分：★★★★☆



注意力番茄：🍅



Howie 的阅读理由：因主题入选：AI 时代的人类审美与品味。



Notion 网页入口 | Notion App 入口 | 原文入口



概念网络：请跳转到 Notion 文章页面查看 concepts｜2 关键概念、概念网络 tab。





三级笔记



核心观点

这篇文章讨论的不是“AI 会不会毁掉创作”这种泛泛焦虑，而是把问题压到一个更具体的层面：生成式 AI 从提示词到图像、音频、视频的过程，本质上是在用模型学到的“人类文明平均数”填补信息缺口。它会影响审美，因为人们会吸收这些平均数生成的填充物，再把它们带入下一轮创作；但它不能替代人的审美，因为审美、经验、精神和自我表达来自真实感受世界的能力。



一、文章从“AI 质疑创作者”转向“AI 如何影响审美”


1.1 视频平台上的“这是 AI 吗”质疑正在伤害创作者


	作者从影视飓风一条偏议论散文风格的视频谈起：在视频社交媒体上，越来越多创作者会被追问作品是不是 AI。

	这种质疑本身会伤害创作者，也说明互联网的信任机制正在被生成式 AI 打破。

	但作者没有把重点放在“创作者是否隐瞒使用 AI”这个更紧迫的问题上，而是转向更隐蔽的问题：生成式 AI 工具究竟会怎样影响我们的审美。





1.2 审美问题比“有没有用 AI”更底层


	“有没有用 AI”是工作流透明度问题，涉及创作者、平台、受众之间的信任。

	“AI 如何影响审美”则是更长期的问题：当越来越多内容由模型生成、补全、润色，人类会不会把模型的默认风格也当成自己的审美。

	作者关心的是这种默认风格如何进入创作循环，并在传播中逐渐变成社会审美的一部分。






二、大模型从提示词到多媒体，是一次巨大的信息补全


2.1 用户输入的是低容量语言，模型输出的是高容量媒体


	用户在生成图像、音频和视频时，通常只把想要的东西写成语言提示词。

	文本提示词的信息容量可能只有几十到几百 KB，而生成的视频可能达到几 MB 到几百 MB。

	这意味着提示词和最终多媒体内容之间存在几百到上千倍的信息量差异。





2.2 信息熵解释了模型为什么必然要补充、粉饰和舍弃


	按照信息熵理论，信息不可能以如此大的压缩率无损缩放。

	从高熵到低熵，是一种有损压缩：信息会被舍弃。

	从低熵到高熵，则是生成式模型正在做的事情：它必须给提示词没有说明的细节补上内容。

	没有人会把每个像素点的 RGB 值直接交给模型；正是因为提示词不完整，模型才有发挥空间。





2.3 模糊要求反而更容易让模型“符合要求”


	作者引用关于视频生成模型和 AI 音乐的讨论，强调一个反直觉现象：说得越模糊、要求越低，模型越容易做到“符合要求”。

	如果提示词很具体，模型要满足的约束就更多，失败概率也更高。

	如果提示词模棱两可，模型就可以把自己学到的常见模式、默认风格和平均答案填进去。






三、大模型填进去的是“人类文明的平均数”


3.1 大语言模型没有创作能动性


	作者强调，大语言模型本身没有真正的创作能动性。

	即使生成式模型进展很快，它所做的也只是把训练材料中的人类文明做一个“平均数”。

	这个平均数甚至不是带有明确审美选择的加权平均，而更像是模型对常见模式的统计性合成。





3.2 幻觉就是平均数在提示词缝隙里的填充


	当提示词要求不高、缝隙很多时，模型会把“人类文明的平均数”塞进这些缝隙。

	作者用更 fancy 的说法称这些填充为“幻觉”。

	这不是单纯的错误，而是模型在信息不足时用训练中学到的默认模式补全世界。





3.3 我们从模型里得到的是“带使用者审美”的平均数


	使用者的提示词会给模型一个方向，所以输出不是完全无主的平均数。

	但提示词无法穷尽所有细节，因此最终结果仍然包含大量模型默认填充。

	这就是作者所谓“带使用者审美”的“人类文明的平均数”：人给方向，模型用平均模式补血肉。






四、人与模型的根本差异：人有偏见、自我审美和艺术滤镜


4.1 人类创作依赖认知裂隙


	作者用“认知裂隙”描述人类创作中的差异：偏见、偏好、经验、局限、误解和自我表达都会形成独特风格。

	生成式 AI 出现之前，人类文明已经因为这些裂隙产生了大量细分艺术形态和风格。

	这些风格不是平均数，而是某些人以某种方式感受世界之后留下的痕迹。





4.2 对有强烈自我表达意识的创作者，AI 只是工具


	如果创作者拥有正常审美和强烈的自我表达意识，AI 通常不会真正威胁他们的艺术。

	对这类创作者来说，生成式 AI 只是一个创作工具。

	工具可以改变流程、提高效率、拓展素材，但不会替代创作者自身的判断。





4.3 问题更容易发生在缺乏自我审美的创作者那里


	对更多创作者来说，问题会严重一些，因为他们更容易把模型默认填充当成自己的审美。

	这个问题不是模型出现后才产生，而是在更早的媒介变化中已经显现。

	生成式 AI 只是把“平均数审美”的机制加速、显性化了。






五、“生成式审美反刍”：平均数被吸收后再次进入创作


5.1 概念定义：AI 填充的信息熵反过来被人吸收


	作者把这个过程称作“生成式审美反刍”（Generative Aesthetic Rumination）。

	它指的是：人们用 AI 在提示词里填充大量没有明确指定的泡沫塑料，也就是填充信息熵。

	这些由模型补上的信息又会被其他受众和创作者吸收。





5.2 泡沫塑料会变成下一轮表达的一部分


	模型补上的默认元素一开始只是填充物。

	但当它被观看、传播、模仿、再创作，它就不再只是填充物，而会成为下一轮作品表达的一部分。

	经过再创作、再吸收，这些填充物会逐渐变成审美的一部分。





5.3 最坏结果是“平均数生成比赛”


	如果所有人都用平均数来创作，世界上的创作最终会变成“平均数生成比赛”。

	创作不再是从独特经验和判断中长出来，而是在已有平均数之上继续平均。

	这会带来一种递归式的社会审美趋同：越多人吸收平均数，下一轮生成和创作就越接近平均数。






六、生成式 AI 不是唯一原因，媒介和算法早已在压缩审美


6.1 从报纸电视到短视频，信息熵一直在急剧压缩


	作者强调，“生成式审美反刍”不是生成式模型凭一己之力造成的问题。

	从传统报纸电视、博客、RSS 到视频网站、短视频，媒介变化一直伴随着信息熵压缩。

	内容形式越短、越快、越依赖即时反馈，复杂表达就越容易被压缩成易传播的模式。





6.2 推荐算法和注意力经济让“调动兴趣”变成唯一捷径


	字节跳动以来的互联网开启了推荐算法的潘多拉盒子。

	注意力经济的速来快走，让“调动人们的兴趣”成为唯一明确的成功捷径。

	在这种环境下，创作者会越来越倾向于使用已经被验证有效的平均模式。





6.3 “用平均数”成为创作者的平均数


	当平台奖励最容易调动兴趣的内容，创作者会主动靠近平均数。

	生成式 AI 提供的平均数只是和平台逻辑合流：它给创作者更低成本地获得平均风格、平均叙事和平均视觉语言。

	因此问题不是“AI 突然让创作平均化”，而是 AI 加速了本来就存在的平均化。






七、人仍然能做到 AI 做不到的事：感受、思考、创作


7.1 作者用 P5S 对比理想 AI 与现实 AI


	作者提到《女神异闻录 5 乱战：魅影攻手》，因为它设定了一个“所有人都有一个无所不知的 AI”的世界。

	故事里的 AI 索菲亚最终看到了现实世界中的烟花，并确定要成为“人类的好朋友”。

	现实中的 AI 并不是这样的存在：它躺在数据中心里，用人类的平均知识和平均价值观“和稀泥”。





7.2 现实 AI 无法真正感受世界


	现实 AI 模型无法真正感受现实世界。

	它无法培养真正的审美，无法拥有偏见，也没有能动性。

	即使参数规模极大，它仍然不能替代经验、精神和身体性的感受。





7.3 人的选择是继续感受世界


	作者最后把选择交还给人：人可以让 AI 跑腿，也可以自己去感受这个世界。

	感受世界不只是用眼睛和腿，也包括用全部感官、工具，甚至用 AI 去辅助感受。

	关键不是拒绝工具，而是不把自己的审美、经验和判断交给工具。






八、结论：生成之外仍是人的判断


8.1 AI 会影响审美，但不决定审美


	生成式 AI 会通过平均数填充、传播模仿和审美反刍影响人们的审美。

	它会让一些默认风格变得更容易、更便宜、更普遍。

	但它不能替代人的偏见、自我审美、经验和精神。





8.2 真正的边界在于人是否保留自己的感受力


	如果人把 AI 的填充物直接当成自己的审美，创作就会向平均数滑落。

	如果人把 AI 当作工具，同时继续亲自感受世界，AI 就只是创作流程中的一部分。

	生成式 AI 的边界不是技术能力本身，而是人是否还愿意去感受、去思考、去创作。






关键概念 / 术语


	信息熵：作者用来解释提示词和多媒体输出之间巨大信息差的工具；模型生成就是从低熵输入补到高熵输出。

	有损压缩：从高熵到低熵时不可避免的信息舍弃，用来对照生成式模型反向补全信息的过程。

	人类文明的平均数：作者对生成式模型默认输出的核心判断，指模型把训练中常见模式统计性合成出来。

	幻觉：模型在提示词缝隙中填充平均数的表现，不只是错误，也是信息不足时的默认补全。

	认知裂隙：人类创作中的偏见、自我审美和艺术滤镜，是不同风格产生的来源。

	生成式审美反刍：AI 填充的信息被人吸收、再创作、再传播，最终形成递归式社会审美趋同。

	泡沫塑料：作者对 AI 填充信息的比喻，指那些本来只是补位、后来却被吸收进审美的材料。

	推荐算法：让内容生产向“调动兴趣”的平均捷径靠拢的平台机制。

	注意力经济：速来快走的传播环境，让创作者更依赖已被验证的平均模式。

	审美、经验、精神：作者认为人类仍然拥有、而数据中心里的模型无法替代的核心能力。









21. 《写作有科学：从混乱丛林里找到表达路径》



作者：Science Advances



主题：学习与认知



质量分：★★★★☆



注意力番茄：🍅



Howie 的阅读理由：写作背后的科学



Notion 网页入口 | Notion App 入口 | 原文入口



概念网络：请跳转到 Notion 文章页面查看 concepts｜2 关键概念、概念网络 tab。





三级笔记



核心观点

这篇文章讲的是一个科学训练者如何重新理解写作：写作并不是少数“创意型人格”的天赋表演，也不是一次写对的考试，而是一种和科研高度相似的迭代过程。作者原本把写作看作没有标准答案的混乱丛林，把数学和科学看作有客观真理可追的有序城市；后来她在工程研究和论文写作之间看见同一种方法：先提出目标，搭出框架，尝试版本，接受反馈，再一轮轮修正。她讨厌写作，是因为把红笔反馈误读成“我不适合写”；她开始喜欢写作，是因为终于把红笔反馈看成研究过程里的试验数据。



一、作者最初的写作困境：写作像混乱丛林


1.1 写作带来的不是表达自由，而是选择恐惧


	作者从小讨厌写作，原因不是没有想法，而是写作给她太多路径。

	同一个意思有很多种说法，每个句子、段落、转折都需要选择。

	她面对空白页时，真正害怕的是无法判断哪一种表达更好。

	这种体验让写作像一片混乱丛林：别人能在藤蔓之间灵活摆荡，她却不知道下一步该抓住哪里。





1.2 学校反馈加深了“我不是写作者”的判断


	高中英语课无法逃避，她必须写关于文学母题和主题的文章。

	老师退回来的论文布满红色批注：段落顺序不对，转场不存在，结构不清楚。

	在作者当时的理解里，红笔意味着失败，也意味着自己没有写作天赋。

	她困惑于一个问题：如果写作没有客观正确答案，自己怎么知道什么是好？





1.3 她把科学当成写作的反面


	作者转向数学和科学，是因为那里看起来像有序城市网格。

	在科学里，她相信只要方法足够系统，就能找到客观真理。

	她想象自己未来会用科学设计下一代设备或机器人，而不需要进入写作这片丛林。

	这形成了文章最初的二分：科学是确定、方法和客观答案；写作是混乱、主观和无从判断。






二、科研经历改变了她对“试错”的理解


2.1 第一个工程项目带来科研兴奋


	大学期间，作者进入工程实验室，参与一个提升电感器效率的项目。

	她花了几周搭建测试，尝试新的设计。

	第一次结果并不好，她短暂沮丧，但很快回到科学的基本信念：答案存在，只是还没有找到。

	她和研究团队不断根据结果头脑风暴、调整设计、重新测试。





2.2 设计成功来自一年迭代，而不是一次命中


	经过一年迭代和几十个设计版本，团队终于找到能把能量损耗减半的方案。

	这个过程让作者体验到科研的真实形态：不是直线走向正确答案，而是通过错误、反馈和改进逐渐逼近。

	她当时还没有意识到，这套过程正是写作也需要的过程。





2.3 写论文重新触发旧恐惧


	当教授要求她把研究项目写成论文时，她的身体立刻紧张。

	如果未来想做学术，她必须写论文，但她的写作经历一直很糟。

	她向实验室研究生求助，先明确论文目标，再认真写出提纲。

	然而反馈回来时，稿子又一次布满红色修改，她的第一反应仍是“不行，又来了”。






三、关键转折：红笔不是判决，而是迭代信号


3.1 研究生重新解释了写作反馈


	研究生告诉她，红色批注并不意味着她是糟糕的写作者。

	写作不是一次完成的东西，它本来就需要多轮修订。

	这个解释改变了红笔的意义：红笔不是人格评价，而是下一轮改进的输入。

	写作的“错误”开始变得像实验结果一样可用。





3.2 作者发现写作和科研共享同一种逻辑


	作者突然意识到，自己寻找高效电感器设计时做的事情，本质上也是反复试错。

	工程设计不是第一次就成功，论文写作也不应该期待第一次就完整。

	科研中的测试、数据、团队讨论，对应写作中的草稿、批注、读者反馈。

	这打破了她原本的二分：写作不是科学的反面，写作也可以有过程、有方法、有反馈循环。





3.3 写作开始从丛林变成可探索路径


	她继续打磨论文提纲，再把提纲发展成句子和段落。

	初稿并不完美：关键结论被埋得太深，引言缺少必要背景。

	但这些问题都可以通过反馈被看见，再通过修订被改好。

	于是写作不再是不可穿越的丛林，而是能一步步找到路径的探索过程。






四、写作的新意义：组织思想，而不是证明天赋


4.1 写作成为研究的一部分


	从那以后，写作变成作者最喜欢的研究环节之一。

	她不再把写作看作研究结束后的痛苦包装，而是看作研究过程本身的一部分。

	写作帮助她整理思路、发现缺口、重新安排论证顺序。

	一篇论文不是把已经完美的思想倒出来，而是在写作中把思想组织清楚。





4.2 写作能力来自过程，而不是身份


	作者后来还开始写科普文章和视频脚本。

	这对曾经在英语课上挣扎的她来说，是完全没想过的未来。

	文章没有说写作突然变简单了，而是说她终于找到进入写作的方法。

	她从“我不是写作者”转向“我可以通过试错成为更好的写作者”。





4.3 文章真正提供的是一种心智重构


	作者并没有给出复杂写作技巧，而是重构了一个基础信念：写作是可学习的过程。

	当写作被看成天赋测验，反馈会伤人；当写作被看成试验过程，反馈会帮人。

	科学训练给她的最大帮助，不是让文字自动变好，而是让她能接受不完美初稿。

	最终，写作和科研一样，都靠目标、版本、反馈和修订前进。






五、这篇文章的思想框架


5.1 原始冲突：主观写作 vs. 客观科学


	作者先建立自己对写作和科学的早期认知差异。

	写作代表混乱、红笔、没有标准答案和自我怀疑。

	科学代表秩序、方法、客观真理和可重复寻找。

	这个对照让后面的转折更清晰：她不是被写作技巧说服，而是被科研经验反向说服。





5.2 中间桥梁：科研试错经验


	工程项目让她亲身经历“结果不好 -> 调整设计 -> 再测试 -> 再改进”的循环。

	这个循环证明，失败结果可以是前进材料，而不是终点。

	当同样的逻辑被迁移到论文写作，红笔批注就获得了新的意义。





5.3 最终结论：写作也有科学


	标题里的“science to it”不是说写作有唯一公式。

	它指的是写作有可练习、可反馈、可迭代的方法。

	写作的科学性在于过程管理：定义目标、组织结构、生成草稿、接受反馈、持续修订。

	作者最终喜欢上写作，不是因为写作摆脱了混乱，而是因为她学会了在混乱中建立路径。






关键概念 / 术语


	混乱丛林：作者早期对写作的隐喻，表示路径太多、判断标准不清、下一步无从选择。

	有序城市网格：作者早期对数学和科学的隐喻，表示方法清晰、目标明确、客观真理可被寻找。

	试错：贯穿科研和写作的共同过程，通过失败版本和反馈逐渐接近更好的结果。

	红笔反馈：从“失败判决”转化为“改进输入”的关键触发物。

	一稿完成幻觉：作者后来放弃的错误期待，即以为好写作应该一次成形。

	提纲：把混乱想法变成可讨论结构的第一层工具。

	修订：写作真正发生的地方，不是补救失败，而是生成质量的核心机制。

	组织思想：写作对研究者的核心价值，它帮助作者发现重点、补足背景、调整论证。







阅读与信息流






22. 《每个家庭一个世界级 tutor：图形化 AI 家教的产品想象》



作者：Brilliant Blog



主题：阅读与信息流



质量分：★★★★☆



注意力番茄：🍅



Howie 的阅读理由：AI 用例：教育



Notion 网页入口 | Notion App 入口 | 原文入口



概念网络：请跳转到 Notion 文章页面查看 concepts｜2 关键概念、概念网络 tab。





三级笔记



核心观点

Brilliant 这篇文章介绍的是 Koji，一个嵌在 Brilliant 互动课程里的 graphical tutor。它不是把 ChatGPT 放进学习页面，也不是给学生一个万能答题框，而是把 AI tutor 设计成能看见学生当前操作、理解学生卡在哪里、并能直接在图形化 lesson 和 interactive 里画线、标注、提问、提示的学习伙伴。

文章真正想强调的产品判断是：世界级 AI 家教不应该只是“会解释答案”的语言模型，而应该像优秀老师一样，让学生感到自己被看见，同时继续自己思考。Koji 的价值来自三个叠加条件：Brilliant 多年积累的交互式课程基础设施、可被 AI 理解和操作的图形化学习环境，以及“asks instead of tells”的教学哲学。



一、问题起点：私教有效，但长期只属于少数人


1.1 私教是最有效的教学形式之一


	文章开头把 private tutoring 定位为几千年来最有效的 instruction form。

	但私教的问题在于稀缺和昂贵，长期只服务 elite few。

	Koji 的出发点是把这种一对一、即时、耐心的帮助带给“everyone else”。





1.2 AI tutor 的边界不是“直接给答案”


	Brilliant 明确把 Koji 和多数 AI 工具区分开：多数 AI 工具会直接给学生答案，剥夺学习过程。

	Koji 的原则是 asks instead of tells，builds confidence instead of dependency。

	这意味着它不是答案机器，而是一个帮助学生重新进入思考状态的 tutoring interface。






二、基础设施：为什么 Koji 必须长在 Brilliant 里


2.1 多年互动课程积累是前提


	Brilliant 说 Koji 是 years of careful, methodical work 的结果。

	过去用于扩展 interactive learning 的技术 building blocks 和 learning data，构成 Koji 可行的基础。

	这说明 Koji 不是单独一个聊天机器人，而是 Brilliant 长期课程系统的上层智能接口。





2.2 课程本身是 code blocks


	Brilliant 的 lessons 是 interactive、visual、hands-on 的。

	学生通过拖动切线观察斜率变化来理解 derivatives，而不是只阅读公式解释。

	每一节课和每一次用户交互都由 blocks of code 构成，因此 Koji 能“speaks our lessons and interactives”。





2.3 AI 可以看见学习现场


	Koji 能看见屏幕上的内容，包括学生做出的选择、暂停的位置、当前上下文。

	因为它知道学生为什么 stuck，所以能给出针对性帮助。

	这和普通 chat AI 的差别在于：普通 AI 往往只看到学生输入的问题，Koji 看到的是学习过程本身。





2.4 准确性来自被基础设施约束


	文章强调 Koji is tied to our infrastructure in ways that ensure accuracy。

	这暗示产品不是让模型自由发挥，而是把模型绑定在课程内容、交互状态和可控提示范围内。

	对教育产品来说，准确性不是锦上添花，而是 AI tutor 能不能被信任的底线。






三、教学哲学：优秀 tutor 让学生自己完成思考


3.1 最好的解释不是直接讲答案


	文章说 great teacher 的标志不是“how well they can explain the answer”。

	更关键的是让学生在思考过程中 feel seen。

	这把 tutoring 的核心从知识传递转向认知陪伴：学生知道有人理解自己的卡点，才更愿意继续尝试。





3.2 Koji 可以进入图形化环境


	因为 Koji 能看见 lesson 里发生的一切，它也能 reach into it and adjust it。

	它可以 highlight a region、annotate a graph、pose an intermediate interactive question。

	这就是 graphical tutor 的核心形态：AI 不只说话，还能在学生正在操作的学习对象上做动作。





3.3 帮助的最终目标是撤退


	文章说 Koji 的 goal is to make himself unnecessary。

	在 conceptual learning 阶段，Koji 提供更多帮助；当学生接近 mastery，它会 steps back。

	最后，学生应该自己提出原来由 Koji 提出的问题。

	这套设计避免了 AI tutor 常见的 dependency trap：学生越用越依赖答案，而不是越学越独立。






四、语音：AI 先开口会降低求助门槛


4.1 早期误判：voice 不是 nice-to-have


	团队早期以为 Koji 的 voice 只是一个 nice-to-have。

	测试显示，voice actually essential。

	这说明教育产品里的交互介质会改变学生是否愿意求助，而不只是影响体验精致度。





4.2 tutor 在学生求助前说话


	Koji 默认会在每个 lesson page 开始时 speak first。

	它不是把 instructions 读出来，而是 noticing things：上一题有什么变化、这一题值得关注什么。

	当 tutor 在学生开口前先给出观察，学生更容易进入“我可以问问题”的心理状态。





4.3 语音让 AI 从工具变成在场者


	文章通过学生反馈说明，Koji 不是“像 ChatGPT 那样给一串步骤”，而是更像学校里举手请求额外帮助。

	语音让它更接近一个坐在旁边的 tutor。

	在学习场景中，这种 presence 会直接影响学生的孤独感、尝试意愿和求助意愿。






五、角色设计：Koji 必须是 Koji


5.1 团队曾经考虑去掉角色


	Brilliant 不止一次考虑移除 Koji 这个 character。

	担心是：cute mascot 会让产品显得不够 serious learning。

	这是教育科技产品常见的张力：严肃学习是否需要拟人化、可爱化的界面。





5.2 用户不是想和 sparkle button 说话


	用户访谈里，即使只有 sparkle button，学生仍然反复要求一个 character。

	团队探索了 500 多个 icons，最后落到 Koji himself。

	文章的判断是：people don’t want to talk to a generic sparkle button。





5.3 角色提升尝试、失败和提问意愿


	Koji 被设计成一种 presence，让学生更愿意 try、fail、ask the questions they were afraid to ask。

	学生会在“有人看着”的感觉里更努力。

	这里的“看着”不是监控，而是一种低压力的陪伴和期待。






六、产品路线：从 Brilliant 课程内 tutor 到更大的学习旅程


6.1 当前可用范围


	Koji 已经在 Brilliant 大多数 math and coding courses 中可用。

	后续会覆盖更多课程。

	它可以 speak in almost any language，更深的 in-lesson multilingual support 还在路上。





6.2 下一步是处理真实学校作业


	Brilliant 说下一步 Koji 将能 tutor students on specific school assignments。

	它也会成为 larger learning journey 的 guide。

	这意味着 Koji 的边界会从 Brilliant 自有课程，逐步扩展到学生真实学习任务和长期学习路径。






七、这篇文章的思想框架


7.1 不是“AI + 教育”，而是“AI + 可操作学习环境”


	文章最重要的产品洞察是：AI tutor 的能力取决于它能否理解并操作学习环境。

	如果 AI 只能读学生输入，它容易变成答题器。

	如果 AI 能看见 lesson state、学生操作、图形对象和知识结构，它才有机会像 tutor 一样干预学习过程。





7.2 教育 AI 的核心指标是独立性


	Koji 的设计不是让学生更快拿到答案，而是让学生逐渐不需要 Koji。

	这把产品成功指标从“回答率”转向“学习者独立思考能力”。

	对 AI 家教来说，真正的好产品不是让用户更依赖 AI，而是让用户把 AI 的提问方式内化成自己的思考方式。





7.3 拟人化不是装饰，而是学习心理接口


	Koji 的角色、语音和主动开口，都服务于同一个目标：降低学生求助和尝试的心理门槛。

	学习不是纯粹信息传输，学生的羞耻感、孤独感、挫败感和被看见感都会影响结果。

	因此，graphical tutor 的“图形化”不仅是界面能力，也是情感和注意力设计。






关键概念 / 术语


	Graphical tutor：嵌在图形化互动课程里的 AI tutor，能看见并操作学习对象，而不是只通过聊天框回答问题。

	Asks instead of tells：Koji 的核心教学原则，通过提问引导学生思考，而不是直接给答案。

	Builds confidence instead of dependency：AI 家教要增强学生信心，而不是制造对答案机器的依赖。

	Interactive learning infrastructure：Brilliant 多年积累的代码化课程、交互组件和学习数据，是 Koji 能成立的基础。

	Lesson state awareness：Koji 能理解学生当前屏幕、选择、暂停位置和卡点的能力。

	Reach into the lesson：Koji 不只解释，还能在课程中标注图形、突出区域、提出中间互动问题。

	Make himself unnecessary：优秀 tutor 的目标是逐步撤退，让学生把提问和思考内化。

	Speak first：Koji 在学生主动求助前先开口，通过观察和提示降低求助门槛。

	Character as presence：Koji 这个角色不是装饰，而是让学生愿意尝试、失败和提问的在场感。

	Larger learning journey：Koji 未来从课程内帮助扩展到学校作业和长期学习路径指导。



概念网络请跳转 Notion 查看。





学习与认知






23. 《20 年聊天记录复盘：用数据照见关系模式》



作者：drobinin.com



主题：学习与认知



质量分：★★★★☆



注意力番茄：🍅



Howie 的阅读理由：用 ai 分析 20 年聊天记录



Notion 网页入口 | Notion App 入口 | 原文入口



概念网络：请跳转到 Notion 文章页面查看 concepts｜2 关键概念、概念网络 tab。





三级笔记



核心观点

这篇文章讲的不是“用 AI 分析聊天记录很酷”，而是一个更细的个人数据工程问题：如果人生不能只靠大事件来理解，那么日常对话里留下的微小痕迹，也许更能说明一个人怎样生活、怎样与人相处、怎样在关系中变化。

作者从 Tim Urban 的生命周格子出发，意识到工作、搬家、旅行、婚姻这些事件很容易被标注，但它们并不能解释那些周里自己感受如何、对身边人如何。于是他把二十年的聊天记录、社交关系和消息元数据整理成一个面向 Obsidian 的“关系记忆系统”：既要保留人、地点、事件、情绪、生活线索，又要让所有输出都能追溯到原始消息。

文章的技术骨架是：先拿到多平台历史档案，再清洗噪声、统一格式、解决跨平台身份映射和事件分类，最后用 LLM 生成结构化 JSON，由确定性脚本写入个人知识库。文章的情感骨架是：作者原以为自己需要一个工具判断“我是不是坏朋友”，最后发现数据不能替他变成更好的人，但能让他看见自己在关系里的长期模式。



一、为什么要分析聊天记录


1.1 生命周格子的刺激


	Tim Urban 的 “Your Life in Weeks” 让作者长期不舒服：一个周一个格子，很多格子已经过去了。

	作者不满足于只用事件填满格子，因为事件只说明“发生了什么”，不说明“那时我是什么样的人”。

	他想测量的不是步数、睡眠或心率，而是自己在关系中的状态：哪些人重要、哪些对话被遗忘、哪些模式当时看不见。





1.2 日记的局限


	作者尝试过纸质日记、文本文件和 Obsidian daily notes。

	日记只能记录当天自己认为重要的事，容易遗漏没有主动写下来的对话。

	更大的问题是，很多关系模式是缓慢移动的，单日视角很难看见。





1.3 个人 CRM 的动机


	作者承认自己维护关系有拖延倾向，于是希望用数据补偿记忆和主动性的不足。

	他的目标不是做社交媒体分析，而是从真实聊天轨迹里生成个人关系档案。

	这个系统需要从记录出发，而不是从记忆出发，因为记忆太选择性。






二、数据来源：二十年在线生活的三段历史


2.1 早期互联网时代


	ICQ、IRC、DC++ 属于 2000 年代的早期在线社交，很多记录已经消失。

	作者认为十岁时的聊天没有必要进入结构化档案，这部分缺失反而可以接受。





2.2 社交网络时代


	VK、Twitter、Facebook 记录了学校、大学和早期职业阶段。

	这些平台保存了大量跨时间的社交关系，但格式和导出质量各不相同。





2.3 移动聊天时代


	Instagram 和 Telegram 覆盖了 2010s 到 2020s 的日常联系。

	Instagram 虽然公开发布少，但 DM 经常承担追上朋友近况的功能。

	Telegram 和 WhatsApp 一类工具让很多关系从公开社交转向私密聊天。






三、数据工程的第一关：归档、解析与统一格式


3.1 GDPR 和数据访问权


	作者依靠 GDPR 和平台数据访问机制拿到消息、反应、社交图谱等历史档案。

	真正麻烦的不是“能不能拿到”，而是每个平台的导出结构都不一致。





3.2 多平台格式差异


	Instagram 对 Cyrillic 做了奇怪的 double encoding。

	Telegram 不同日期导出的内部消息 ID 会变化。

	Facebook 引入端到端加密后，同一类消息可能分散在多个目录。

	Telegram 可以导出群聊或只导出自己的消息，VK 则几乎无差别导出所有内容。





3.3 统一为可处理的表格


	作者把不同平台的 JSON 和 HTML 解析成统一的 TSV 格式。

	Telegram 和 VK 主要贡献私聊，Instagram 增加 story 互动和 follower graph。

	Twitter 需要额外处理 reply / mention graph，因为公开推文和 DM 的信号性质完全不同。






四、噪声过滤：大部分聊天内容并不适合直接进知识库


4.1 最长对话里的噪声比例


	作者最长的线程是与伴侣十年间 486,000 多条消息。

	其中链接、媒体、纯 emoji、短 filler 加起来占约 41%。

	对这个项目来说，这些内容不是没有意义，而是不适合作为“关系记忆”的主要语义信号。





4.2 简单规则不够用


	直接过滤三词以下消息会误杀重要事件，因为两三个词也可能承载重大事实。

	手写 denylist 也不稳定，尤其跨语言时，“哈哈”“noice”一类表达会迅速膨胀。





4.3 更有效的短词处理


	作者从聊天的五个偏移位置抽样，统计短 token 频率。

	他人工审查高频短 token，建立 denylist。

	同时保留 protected set，避免短但重要的生命事件被过滤。





4.4 词汇新颖度的发现


	清洗后的语料约有 52,000 个 unique lemmas。

	“从未用过的新词占当年总词汇的比例”自 2008 年后持续下降，并在六年前稳定在约 6%。

	作者由此得出一个自我观察：自己的大部分词汇在二十出头时已经锁定。






五、身份解析与事件分类：传统 NLP 不够


5.1 跨平台身份映射


	同一个人可能在多个平台使用不同用户名，也可能在群聊里只被昵称提及。

	Alexander 可以变成 Al、Alex、Xander、Sandy、Alec，也可能在东欧语境里是 Sasha。

	形态分析能处理词形变化，却不能解决俚语、昵称和具体关系上下文。





5.2 事件分类的上下文依赖


	“I moved” 在不同聊天对象和生活阶段可能含义完全不同。

	关键词匹配加 NER 会制造大量 false positives。

	在 120 万条消息规模下，哪怕 1% 假阳性也意味着 12,000 个虚假事件。





5.3 LLM 的位置


	作者最终用 LLM 处理名称解析和事件分类。

	在 200 个事件的 holdout set 上，小于 6,000 条消息的 chunk 可以把 false-positive rate 控制到 1% 以下。

	LLM 在这里不是直接写知识库的“作者”，而是一个结构化提取器。






六、可靠性设计：LLM 只产出 JSON，确定性脚本负责写入


6.1 输出边界


	LLM 读取消息 chunk，输出结构化 JSON manifest。

	manifest 包含 daily note bullets、人物档案事实、生活时间线事件、地点更新和无法消解的歧义。

	LLM 不直接写 Obsidian vault，避免把不可控生成过程放进知识库核心。





6.2 provenance 是系统核心


	每个 bullet 都带有 chat 和 msg 范围引用，可以追溯回源消息。

	SQLite provenance store 维护输出 bullet 与源消息之间的映射。

	如果某个 session 出错，可以外科手术式回滚，而不是全库重建。





6.3 prompt 从错误中长大


	prompt 文件从 8 KB 增长到十倍，主要来自各种失败案例。

	例如模型把朋友讲解 iPhone Upgrade Program 价格的对话误判成作者购买事件。

	作者因此加入 first-person possession test：没有明确第一人称拥有标记，就不能写入 life event。





6.4 不能信任模型自评


	closure gate 会机械检查孤立 wikilinks、重复引用、语言串扰等问题。

	但它抓不住 confabulation，所以作者每批随机抽样 5-10 个输出回看源消息。

	模型自报 confidence 不能作为质量信号，真正的质量来自可追溯和抽检。






七、关系情绪分析：重点不是正负，而是不对称和偏离基线


7.1 标准 sentiment analysis 的缺陷


	普通情绪分析给每条消息一个 positive / negative / neutral 标签。

	但对话是两个人的互动：一方热情，另一方冷淡时，整体正向标签会掩盖真实的不对称。

	亲密关系默认温暖，所以绝对情绪值不如“偏离这个关系的常态”重要。





7.2 第一版自由文本标签失败


	作者先让 LLM 给 conversation-day 打自由文本 sentiment。

	处理约 9000 个 conversation-days 后，得到 5700 多种唯一标签。

	这种自由度让结果无法统计，也无法用于长期比较。





7.3 第二版情绪标签体系


	作者改用 18 个标签加三个方向前缀：my emotional state、counterpart’s emotional state、mutual state。

	由于数据主要来自朋友和家人，66% 的 mutual warm 很合理。

	真正有用的是时间变化，比如一段友谊从 mutual playful 慢慢转向 mutual transactional。






八、关系变化的可观测指标


8.1 消息量不等于关系质量


	消息量下降可能说明关系变淡，也可能说明关系形态改变。

	有些关系消息变少，但平均消息长度变长，说明从频繁闲聊变成低频深聊。





8.2 词汇重合度


	作者计算关系中的 vocabulary overlap。

	有些关系从常用词高度重合下降到几乎不重合，说明兴趣、生活和表达方式显著分化。

	这不必然意味着“不再是朋友”，但能显示彼此世界越来越不同。





8.3 session 结构


	与伴侣的互动变成大量 micro-check-ins：session count 上升，messages per session 下降。

	与某些 close friend 的聊天则从一天多次小互动，变成一个月几次更长的对话。

	这说明关系不是简单地“多或少”，而是有不同节奏结构。





8.4 回复时间的解释力有限


	response time 更多反映手机习惯，而不一定反映感情。

	更理想的指标是从收到消息到阅读消息的时间，但平台导出不给这类数据。





8.5 question rate 作为关系带宽代理


	成熟亲密关系中，提问比例可能略微下降，因为彼此已经知道很多背景。

	作者的伴侣数据略微符合这个方向。

	但变薄的友谊和母亲对话里，提问比例上升：当你偶尔才聊天，更多内容会变成信息获取。

	因此 question rate 可以被看成关系带宽的反向代理。






九、从微观对话到社会网络形状


9.1 昵称和爱称生命周期


	作者没有做无意义的词云，而是分析 endearment frequency。

	伴侣聊天中，爱称经历了明显阶段：远距离时文本承载情绪，同居或稳定后文本更多承载物流和玩笑。

	这说明同一种关系在不同生活安排下，会把不同功能交给文字。





9.2 contact attrition


	作者统计每年最后一次发消息的人数。

	2016 搬城市、2017 搬国家，是比三十多岁搬家更大的友谊灭绝事件。

	不搬家的情况下，他平均每年也会失去约 20 个联系人。





9.3 Dunbar layers 的纵向测量


	作者把关系分成 support clique、close friends、regular contacts、active acquaintances 等层次。

	支持圈和活跃网络逐年缩小。

	但每年的 conversation-days 六年来几乎保持在约 360：失去 75% 网络后，作者没有空出更多社交日，只是把同样数量的对话日分配给更少的人。





9.4 情绪多样性


	close friends 和伴侣的聊天情绪更丰富，没有单一 dominant emotion。

	同事型、事务型聊天则集中在低多样性和单一情绪区域。

	作者也发现自己不只是 “supportive friend”，几乎同样是 “advice friend”：别人需要他时，他本能是解释而不是倾听。






十、文章最后的自我发现


10.1 数据没有改变行为，但改变了可见性


	作者说这项研究没有自动改变他说话方式。

	他仍然默认给建议，仍然对不同人展示不同版本的自己，仍然会让联系人未读好几天。

	但数据让他从外部看见自己的模式，这是单次对话无法提供的视角。





10.2 人生不是空的，记忆只是选择性的


	作者最初被生命周格子里的空白困扰。

	分析后，他发现很多格子里不是没有事情，而是事情小到不会被传统人生事件记录。

	第一次和后来亲密朋友聊天的消息、群聊里一起熬夜大笑的夜晚、别人随手分享却一直做的食谱，都构成了真实生活。





10.3 “坏朋友”问题的答案


	作者以“我是不是坏朋友”作为隐含问题。

	数据没有给一个道德判决，而是给出可观察的关系模式：上次联系时间、情绪轨迹、对方的希望和恐惧、宠物和孩子名字、过敏和喜欢的食物。

	他原以为需要问 400 个人，最后发现只需要十步数据流水线就能得到更诚实的镜子。






关键概念 / 术语


	生命周格子：用有限时间网格刺激作者思考，人生不能只用大事件标记。

	个人 CRM：从聊天记录而非记忆中生成的关系档案系统。

	噪声过滤：把链接、媒体、emoji、短 filler 与真正有语义的对话内容区分开。

	跨平台身份映射：把不同用户名、昵称、提及和群聊上下文统一到同一个真实人物。

	事件分类：判断一条消息是否代表生活事件，而不是普通闲聊或语义误判。

	结构化 JSON manifest：LLM 的受控输出层，连接不可控生成和确定性写库。

	provenance marker：每条输出都能追溯到原始聊天和消息范围。

	departure from baseline：关系情绪分析的核心，不看绝对情绪，而看偏离特定关系常态的变化。

	conversation-day：把同一天、同一对话中的互动作为分析单位。

	vocabulary overlap：用常用词重合度观察两个人兴趣和生活世界是否分叉。

	question rate：作为关系带宽的反向代理，越少联系越容易变成信息获取。

	contact attrition：每年沉默下来的联系人数量，用来观察社交网络自然流失。

	Dunbar layers：把关系网络分层，观察支持圈、亲密朋友、常规联系人和活跃熟人的长期变化。

	emotional diversity：关系中情绪类型的多样性，用来区分深关系和事务型关系。







阅读闭环

现在，回到微信读书完成今日份阅读时长记录；再回到 Notion 或 Logseq，把至少一篇文章写成自己的费曼笔记。

公开站：https://seriousai.candobear.com/

by howie.serious
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