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期号：260523 期



标题：Agentic Web



日期：2026-05-23



文章数：14



三级笔记字数：约 63457 字







今日洞察

本期暂无今日洞察。




阅读路线


	agentic ai：3 篇

	软件生产现场：1 篇

	ai 硬件、ai 存储：3 篇

	AI 硬件与先进封装：1 篇

	AI 硬件、AI 基础设施：1 篇

	misc：其他资讯：2 篇

	医疗行业的 AI 落地：1 篇

	AI 经济价值：1 篇

	ai 经济价值：1 篇






使用说明

这本 EPUB 用于在微信读书里完成今日 AI 内参的精读闭环。每篇文章只收录 AI 内参自有三级笔记，不收录第三方原文全文；如果需要查看概念网络，请从文章章节里的 Notion 入口跳转。




agentic ai




1. 《Anthropic 补齐 API 工具链拼图》



作者：ASI启示录



主题：agentic ai



质量分：★★★★☆



注意力番茄：🍅



Howie 的阅读理由：stainless 是什么工具？anthropic 为什么要收购？



Notion 网页入口 | Notion App 入口 | 原文入口



概念网络：请跳转到 Notion 文章页面查看 concepts｜2 关键概念、概念网络 tab。





三级笔记



核心观点 / 主旨

Anthropic 收购 Stainless，不只是买下一个 SDK 生成器，而是在补齐智能体平台的接口基础设施。文章把 Anthropic 过去 18 个月的动作串成一条线：Claude 是模型，Stainless 是接口，MCP 是连接。三者合起来，构成一套面向开发者和企业智能体的执行栈。



一、Stainless 是大模型公司和开发者之间的 API 翻译层


1.1 Stainless 解决的是 SDK 这一层的长期工程难题


	Stainless 成立于 2022 年，创始人 Alex Rattray 来自 Stripe，曾主导 API 文档重做和 SDK 代码生成系统。

	他的关键洞察是：开发者很少直接调用 API endpoint；对开发者来说，SDK 往往就是 API 本身。

	Stainless 的产品逻辑是把 OpenAPI 规范转成 Python、TypeScript、Go、Java、Ruby 等语言的官方 SDK。

	模型公司只需要维护一份 API 描述，语言版本、错误处理、重试逻辑和文档生成都交给 Stainless 自动化处理。





1.2 这家公司已经嵌在 AI 基础设施头部玩家的工具链里


	Stainless 的客户包括 OpenAI、Anthropic、Meta、Groq、Runway、Cerebras、Cloudflare、DocuSign、Square 等。

	OpenAI 官方 Python SDK 和 Anthropic SDK 都曾由 Stainless 基于 OpenAPI 规范自动生成。

	这意味着 OpenAI 和 Anthropic 在官方 SDK 这一层，长期依赖同一套开发者工具平台。





1.3 被 Anthropic 收购后，Stainless 从共享基础设施变成内部能力


	收购完成后，Stainless 创始团队加入 Anthropic。

	Stainless 将关停 SDK generator 等托管产品。

	现有客户保留此前生成 SDK 的完整所有权，但 Stainless 不再提供后续支持。

	对行业来说，这意味着一个原本横向服务多家 AI 基础设施公司的工具层，转为 Anthropic 的内部部门。






二、Anthropic 的智能体三件套：模型、接口、连接


2.1 模型层：Claude 是智能体能力的底座


	文章把 Claude 系列模型放在最底层，尤其强调 Anthropic 一直把编程和智能体能力作为差异化重点。

	Claude Code 的流行，使 Anthropic 在开发者智能体入口上已经建立了实际影响力。





2.2 接口层：Stainless 让 agent 能用统一规范调用 API


	Stainless 提供 SDK 自动生成能力，让模型或 agent 面对 API 时不必依赖零散、脆弱、手写的接口适配。

	这一层过去可以外包；收购后，Anthropic 将其收归内部。

	在智能体时代，接口不是边缘开发者体验，而是 agent 能否稳定执行任务的基础设施。





2.3 连接层：MCP 标准化模型和外部系统的连接方式


	Anthropic 在 2024 年开源 MCP，让模型与外部数据源、工具、文件系统的连接方式标准化。

	MCP 获得 OpenAI、Google DeepMind、Cursor、Replit 等支持后，正在向智能体连接标准演进。

	文章认为 Stainless 能把 API 规范生成 MCP server，从而把接口生成和连接协议连起来。





2.4 三件套合起来，才是能干活的智能体机器


	模型解决推理与生成。

	SDK / API 接口解决可调用性和工程可靠性。

	MCP 解决外部系统连接和标准化。

	Anthropic 的收购动作，是把这三层拼成一个更完整的 agent 平台。






三、SDK 层为什么可能值 3 亿美元


3.1 过去 SDK 是包装层，现在是智能体执行层


	传统软件时代，SDK 常被视为 API 的语言包装。

	智能体时代，Claude 或 GPT 调用第三方服务时，SDK 不再只是写给人看的工具，而是写给智能体用的接口。

	agent 任务能否跑通，取决于每个 API 的 SDK 是否健壮。





3.2 健壮 SDK 决定 agent 是否会中途卡死


	文章点出的关键工程要素包括：错误处理、重试逻辑、参数定义、类型推断。

	这些细节过去属于开发者体验，现在变成智能体执行可靠性的底层条件。

	一个不规范 SDK 可能让智能体在任务链路中断掉。





3.3 Anthropic 买的不是单个生成器，而是 API 到智能体之间的接口基础设施


	如果 3 亿美元谈判金额属实，Anthropic 看中的不只是 SDK generator。

	更重要的是 Stainless 所代表的开发者接口基础设施。

	它位于 API 和 agent 之间，是智能体要进入真实业务系统时绕不开的一层。






四、对 OpenAI 和 Anthropic 战略差异的解释


4.1 OpenAI 更像在卷模型和 C 端入口


	文章把 OpenAI 的主线概括为模型代际、算力投入、Stargate 级别的基础设施采购，以及 ChatGPT 用户增长。

	这是一条围绕模型本体和 C 端入口扩张的路径。





4.2 Anthropic 更像在抢企业端智能体底座


	Anthropic 的动作包括 Claude Code、MCP、Stainless。

	这些动作都围绕开发者工具、连接协议和接口层展开。

	它的目标不是只让模型更强，而是让模型更容易进入企业系统并执行任务。





4.3 模型层和基础设施层的竞争逻辑不同


	模型层是代际颠覆：新模型发布后，旧优势可能快速清零。

	基础设施层是事实标准和路径依赖：一旦行业采用，就会积累切换成本。

	MCP 的扩散和 SDK 层的内化，可能让 Anthropic 在 agent 生态中形成长期复利。






关键概念 / 术语


	Stainless：将 OpenAPI 规范自动生成多语言官方 SDK 的开发者工具公司。

	SDK 就是 API 本身：开发者实际接触 API 的主要界面不是 endpoint，而是 SDK。

	智能体三件套：Claude 作为模型，Stainless 作为接口，MCP 作为连接协议。

	MCP：Anthropic 开源的模型上下文协议，用于标准化模型与外部数据、工具、文件系统的连接。

	API 到智能体之间的开发者接口基础设施：SDK、类型、错误处理、重试、文档等共同构成的 agent 可执行层。

	路径依赖：一旦行业围绕某种协议和接口规范构建工具链，迁移成本会持续增加。







软件生产现场




2. 《Claude Code 正在改写软件生产现场》



作者：technologyreview.com



主题：软件生产现场



质量分：★★★★☆



注意力番茄：🍅



Howie 的阅读理由：软件行业的未来



Notion 网页入口 | Notion App 入口 | 原文入口



概念网络：请跳转到 Notion 文章页面查看 concepts｜2 关键概念、概念网络 tab。





三级笔记



核心观点

Claude Code 代表的软件开发变化，不再只是“让 AI 帮我写一段代码”，而是把软件生产现场里的任务分配、反馈循环、知识沉淀和人类监督位置都重新排了一遍。文章真正关心的不是某个产品发布，而是一个新常态：开发者越来越愿意把完整的 coding task 交给 agent，而行业还没有完全想清楚这种交付方式会怎样改变质量、安全、维护和工程师能力。



一、现场信号：AI 写代码已经从演示变成日常


1.1 Code with Claude 的会议现场像一个新范式的样板间


	文章开场抓住 Anthropic 在伦敦举办的 Code with Claude 活动。

	主舞台上，Anthropic 工程师问现场有多少人最近提交过完全由 Claude 写的 pull request，几乎半数举手。

	当他继续问有多少人提交过完全由 Claude 写、自己完全没读过的代码时，大多数手仍然举着。

	这个细节是文章的核心现场证据：AI coding 已经越过“生成辅助”的边界，进入“交付代码块”的阶段。





1.2 pull request 是软件生产的基本单位


	文章特别解释 pull request：它是软件上线前被提交审查的修复或更新。

	这意味着 Claude 正在接手的不是边缘工作，而是专业软件开发者日常赖以生产的软件构件。

	如果 PR 的写作、测试和修正逐渐交给 AI，软件生产现场的核心节奏就会发生变化。





1.3 行业叙事已经开始奖励“人类少写代码”


	Anthropic、OpenAI、Google、Microsoft 等公司都在展示 AI 写代码的能力。

	Anthropic 的说法更激进：很多内部软件已经由 Claude 编写，Claude Code 自身的大量代码也由 Claude 完成。

	文章强调，这件事本身不新鲜，真正刺眼的是它看起来已经很正常，而且发生得很快。






二、Anthropic 的目标：把自动化推到尽可能远


2.1 从“人类 prompt Claude”转向“Claude prompt 自己”


	Anthropic 不满足于让 AI 写代码、再由人类清理错误。

	它希望 Claude 能检查自己的工作、修正自己的问题，把失败反馈也纳入自动化循环。

	这里的关键转向是：默认操作不再是人类给 Claude 下一个提示，而是 Claude 自己规划下一步提示和检查。





2.2 人类甚至不应该看到某些错误信息


	如果系统按 Anthropic 的理想方式工作，代码报错、测试失败和修补过程会被 Claude 内部消化。

	Claude 会不断测试、修改、再测试，直到任务可以运行。

	人类开发者的位置从“手动修 bug 的人”变成“设定目标、设计系统、处理更难问题的人”。





2.3 “Let it cook”背后的工程观


	Ravi Trivedi 把关键原则概括为让 Claude 自己跑完过程。

	这不是一句玩笑，而是一种新的工程操作习惯：不要把 agent 当 autocomplete，而要把它当一个有工作记忆、会迭代、能自查的生产者。

	这种观念会改变管理者和工程师对“正在工作”的判断：不是看人是否在打字，而是看 agent 是否在完成闭环。






三、dreaming：把 agent 的工作经验变成代码库记忆


3.1 coding agent 开始给自己写任务笔记


	Anthropic 展示了 Claude Code 的 dreaming 功能。

	Claude Code agents 会给自己写笔记，记录某个任务中有用的信息。

	后续另一个 agent 处理同一代码库时，可以读这些笔记，更快理解上下文，也避开前一个 agent 遇到的坑。





3.2 dreaming 的目标是跨任务沉淀模式


	dreaming 不是单个任务的备注，而是一个汇总机制。

	它会阅读这些 notes，整合其中的信息，发现不同任务之间反复出现的模式和常见问题。

	理论上，这让 Claude Code 对某个代码库越来越熟，而不是每次都像第一次进入项目。





3.3 这意味着“代码库知识”开始部分脱离人类团队成员


	传统软件团队的代码库知识依赖资深工程师、文档、review 习惯和口耳相传。

	dreaming 把这种知识的一部分交给 agent 的工作记忆和经验摘要。

	如果这个机制成熟，工程组织的知识资产会从“人脑 + 文档”变成“人脑 + 文档 + agent 经验层”。






四、成功叙事：越来越多团队按 Claude Code 重塑开发流程


4.1 会议的展示对象是已经拥抱新流程的开发者


	Code with Claude 本身是开发者大会，包含产品展示、workshop 和企业实践分享。

	Spotify、Delivery Hero，以及 Lovable、Base44、Monday.com 等公司展示了围绕 Claude Code 重塑开发团队的方法。

	这说明 AI coding 已经不只是个人效率工具，而是进入组织流程设计层。





4.2 vibe-coding 生态正在互相强化


	文章提到几家帮助人们 vibe-code apps 的 startup。

	这形成一个递归生态：用 AI 写应用的工具，也在帮助更多人用 AI 写应用。

	当工具、开发者大会、企业案例和创业公司叙事互相加速，新的生产范式会更快正常化。






五、反面张力：自动化越顺手，监督越容易被外包


5.1 会场内没有不安，会场外有很多疑问


	作者在会议现场看到的是热情和进入感，几乎所有人都想参与。

	但在外部论坛和报道里，很多开发者开始怀疑这个未来。

	争议集中在三个问题：生成代码增加 review 负担、工程师能力退化、AI 产生不安全代码。





5.2 最大矛盾不是“AI 会不会写代码”，而是“谁负责读代码”


	AI 可以生成更多代码，但软件系统仍然需要人来理解、审查和维护。

	如果团队为了速度跳过阅读和审查，质量风险不会消失，只会延后出现。

	文章通过 Hacker News 用户的观点指出：认为生成代码没问题的人，往往没有真正读过那些代码。





5.3 安全和维护问题会被速度掩盖


	AI 生成代码的风险不仅是 bug，还包括安全漏洞和长期维护成本。

	当代码产出速度上升，技术管理者必须面对更多需要 review、整合和治理的变更。

	Katelyn Lesse 承认，一些技术经理已经因为跟上团队产出的代码量而感到疲惫。






六、Anthropic 的回应：旧的软件工程最佳实践仍然适用


6.1 AI coding 没有取消工程纪律


	Lesse 的核心回应是：旧的软件开发最佳实践一直适用。

	问题不是原则变了，而是一些团队在 AI 热潮中忘记了这些原则。

	这句话把讨论从“AI 是否神奇”拉回“组织是否还能坚持工程治理”。





6.2 人类专家的角色短期不会消失，但会重心迁移


	Lesse 认为 Claude 现在大概相当于一个 midlevel engineer 的写码能力。

	人类专家仍然需要设计系统、处理更困难的问题、排查复杂故障。

	但 Anthropic 的长期目标是让 Claude 在各种工程能力上持续变好。





6.3 最终愿景是 Claude 能够构建 Claude 自己


	Angela Jiang 把终点描述为 Claude 基本能够 build itself。

	这句话把文章推到最远处：AI coding 的尽头不是工具更好用，而是软件生产系统开始拥有自我改进能力。

	文章没有把这个未来写成纯粹乌托邦，而是把它放在兴奋、疲惫、监督风险和组织治理之间。






七、文章的思想框架


7.1 第一层：从现场细节判断范式变化


	作者没有从抽象趋势写起，而是从会议现场的举手、laptop、PR、开发者反应切入。

	这些细节说明，AI coding 的变化已经进入实际工作习惯，而不是停留在产品发布稿。





7.2 第二层：从工具能力看到组织流程变化


	Claude Code 的重点不只是生成代码，而是自我提示、自我测试、dreaming、跨任务记忆。

	这些能力把 agent 从“代码片段生成器”推向“流程参与者”。

	一旦 agent 参与流程，团队结构、review 节奏和知识管理都会被牵动。





7.3 第三层：从速度红利看到治理债务


	自动化越强，交付速度越快。

	交付速度越快，review、维护、安全和管理的压力越大。

	如果团队没有同步升级治理方式，就会把今天的效率红利变成明天的系统债务。






关键概念/术语


	Claude Code：Anthropic 面向软件开发的 coding agent 工具，文章中的核心观察对象。

	pull request：软件开发中提交审查的代码变更单位，文章用它来说明 Claude 已经进入真实生产环节。

	Claude prompting itself：Claude 自己规划提示、检查和修正工作，把人类从部分操作循环中移出。

	Let it cook：Anthropic 内部对“让 Claude 自己完成迭代闭环”的口语化表达。

	dreaming：Claude Code agents 记录、整合、复用任务经验的机制。

	midlevel engineer：Lesse 对 Claude 当前写码能力的定位，说明 AI 已经能承担中等复杂度生产任务，但仍需要专家监督系统设计和复杂排障。

	build itself：Anthropic 对长期终局的表达，指 Claude 逐步具备构建和改进自身工程系统的能力。







agentic ai




3. 《Simon Willison 把 Datasette 也接入 Agent》



作者：simonwillison.net



主题：agentic ai



质量分：★★★★☆



注意力番茄：🍅



Howie 的阅读理由：simon willison 的项目 datasette



Notion 网页入口 | Notion App 入口 | 原文入口



概念网络：请跳转到 Notion 文章页面查看 concepts｜2 关键概念、概念网络 tab。





三级笔记



核心观点

Simon Willison 发布 Datasette Agent，真正重要的不是“给 Datasette 加了一个聊天框”，而是把他的 LLM Python library、Datasette 的数据浏览能力、SQLite 查询能力和插件生态接在了一起。它把 agent 放进一个已有的数据工具里，让用户用自然语言询问自己的数据库，再由模型生成可执行的查询、图表或工具调用。

这篇文章的主线很清楚：Datasette Agent 是 Datasette 和 LLM 生态的汇合点；它先以在线 demo 展示“自然语言 -> SQL -> 可验证答案”的路径，再用插件系统说明它不是单一功能，而是一个可扩展接口；最后作者把它放到本地模型、LLM library 重构、个人数据 assistant 和 Datasette Cloud 的长期路线里。



一、Datasette Agent：LLM 与 Datasette 终于合流


1.1 新产品的定位


	Datasette Agent 是一个给 Datasette 使用的可扩展 AI assistant。

	它的核心界面是 conversational interface：用户可以直接询问 Datasette 中存放的数据。

	它不是脱离数据库的通用聊天机器人，而是围绕 Datasette 已有数据、SQLite 查询和插件能力工作的 assistant。

	作者把它看成 LLM Python library 与 Datasette 在三年之后的正式汇合。





1.2 它解决的直接问题


	传统 Datasette 需要用户自己理解表结构、写 SQL 或点击探索。

	Datasette Agent 把问题入口改成自然语言：用户问数据问题，agent 负责把问题转成查询或工具调用。

	如果安装图表插件，它还可以把查询结果变成图表，而不只是返回文本答案。






二、Demo：从自然语言问题到可验证 SQL


2.1 在线 demo 的设计


	作者在 agent.datasette.io 上录制 demo。

	demo 实例包含示例数据库：global-power-plants，以及作者自己博客的 Datasette backup。

	在线 demo 使用 Gemini 3.1 Flash-Lite，理由是便宜、快速，而且足以生成能在 SQLite 上运行的查询。





2.2 “最近一次看到 pelican”展示了 agent 的工作方式


	用户的问题是自然语言，但 agent 的关键动作是生成结构化 SQL。

	查询过程会限制数据范围、匹配标题与正文、按时间倒序排序、返回少量结果。

	回复不是凭空生成，而是来自数据库查询结果。

	这展示了 Datasette Agent 的产品边界：它不是“会聊天”，而是能把用户意图落实到数据库操作，并给出可追溯的答案。





2.3 demo 的价值


	它把 agent 从抽象概念拉回到一个具体工作流：问数据、查数据、解释结果。

	SQL 是中间层，也是可验证层。用户可以看到模型到底生成了什么查询。

	对 Datasette 这类工具来说，可验证性比流畅对话更重要。






三、插件系统：Datasette Agent 的核心不是一个功能，而是一组扩展点


3.1 延续 Datasette 的插件哲学


	作者最喜欢的特性是 extensible using plugins。

	这意味着 Datasette Agent 不是一个固定 assistant，而是可以被不同工具能力扩展的 assistant runtime。

	这也延续了 Datasette 本身的路线：小核心，加插件生态。





3.2 已发布的三个插件


	datasette-agent-charts：让 agent 生成图表，底层使用 Observable Plot。

	datasette-agent-openai-imagegen：给 agent 增加图像生成工具。

	datasette-agent-sprites：给 agent 提供在 Fly Sprites persistent sandbox 中执行代码的工具。





3.3 插件开发本身也是 agentic workflow


	作者提到 Claude Code 和 OpenAI Codex 很适合写 Datasette Agent 插件。

	典型方式是把 agent 指向 datasette-agent repo，让它参考现有代码，再说明想构建的插件。

	这形成了一个有趣闭环：agent 工具由 coding agents 帮忙扩展，扩展出来的插件再增强 Datasette Agent。






四、本地模型：Datasette Agent 的技术门槛


4.1 本地模型可以跑，但有明确要求


	作者也在用本地模型测试 Datasette Agent。

	示例是通过 uv、datasette-agent、llm-lmstudio、LM Studio 和 gemma-4-26b-a4b 组合运行。

	这说明 Datasette Agent 并不绑定某一个云模型供应商。





4.2 可靠 tool calls 与 SQLite 查询能力是关键


	Datasette Agent 对模型能力的要求非常具体：可靠 tool calls，以及能生成可运行的 SQLite queries。

	这比“模型会不会聊天”更硬，因为数据库查询语法错了就会失败。

	作者判断过去半年发布的 open weight models 已经越来越能处理这类任务。






五、下一步：从 Datasette Agent 到个人数据 assistant


5.1 反哺 LLM library


	Datasette Agent 已经影响了 LLM 0.32a0 的重大重构。

	作者可能会从 Datasette Agent 中抽取更多 “LLM agent” abstractions，放回 LLM library。

	这说明 Datasette Agent 不只是产品应用，也是作者打磨通用 agent 基础设施的实验场。





5.2 作为 Claude Artifacts 式插件的试验场


	作者正在探索自己版本的 Claude Artifacts。

	这个方向正在以插件形式成形。

	对 Datasette Agent 来说，这意味着回答不一定只是文本，也可能变成可操作、可保存、可继续编辑的产物。





5.3 Claw、Dogsheep 与个人数字生活


	作者希望用 Datasette Agent 构建自己的 Claw：围绕个人数字生活数据的 assistant。

	这让他可以重新访问 Dogsheep 工具家族。

	这个目标把 Datasette Agent 的边界从“查询示例数据库”推向“查询个人长期积累的数据”。





5.4 Datasette Cloud


	Datasette Agent 也会面向 Datasette Cloud 用户推出。

	这意味着它不只是个人实验，而会进入 Datasette 的托管产品线。






思想框架


1. 把 agent 嵌入已有工具，而不是另造一个聊天应用


	Datasette 原本就是数据浏览、发布和查询工具。

	Datasette Agent 的价值在于降低数据查询门槛，同时保留 Datasette 的结构化数据和可验证查询优势。

	这比把数据库内容搬进一个独立聊天应用更自然。





2. 用插件系统控制复杂度


	核心 assistant 只负责对话、工具调用和 Datasette 集成。

	图表、图像生成、沙箱执行等能力都通过插件进入。

	这种设计让 agent 能增长，但不会把所有能力塞进核心。





3. 用 SQL 作为 agent 可解释层


	自然语言是用户入口。

	SQL 是执行层，也是审计层。

	数据库结果是答案依据。

	这条链路让 agent 的输出更接近“可检查的数据操作”，而不是纯生成式回答。





4. 模型可替换，能力要求不可降低


	云模型和本地模型都可以接入。

	但模型必须可靠调用工具、生成正确 SQLite。

	Datasette Agent 的核心不是某个模型品牌，而是模型是否能承担这个工具环境里的职责。






关键概念/术语


	Datasette Agent：面向 Datasette 的可扩展 AI assistant，让用户用对话方式查询和操作 Datasette 中的数据。

	conversational interface：把数据库交互入口从 SQL 或点击探索改成自然语言问题。

	SQLite queries：Datasette Agent 生成和执行的关键中间物，也是可验证性的来源。

	plugins：Datasette Agent 的能力扩展机制，图表、图像生成、沙箱执行都通过插件加入。

	reliable tool calls：模型能稳定调用工具的能力，是本地模型能否胜任 Datasette Agent 的前提。

	open weight models：可本地运行的开放权重模型；作者认为它们近半年已越来越能处理工具调用和 SQLite 查询。

	LLM agent abstractions：作者可能从 Datasette Agent 中抽取、反哺 LLM library 的通用 agent 抽象。

	Claw / Dogsheep：作者设想中的个人数据 assistant 方向，用 Datasette Agent 查询个人数字生活数据。







ai 硬件、ai 存储




4. 《先进封装从配套环节变成核心瓶颈》



作者：rick awsb



主题：ai 硬件、ai 存储



质量分：★★★★★



注意力番茄：🍅



Howie 的阅读理由：只为一个概念：先进封装
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概念网络：请跳转到 Notion 文章页面查看 concepts｜2 关键概念、概念网络 tab。





三级笔记



核心观点

先进封装正在从 AI 芯片供应链里的配套环节，变成性能增长和产能释放的核心瓶颈。AI 芯片不再只是比拼前道制程，真正的约束链已经扩展到 HBM、CoWoS、ABF 载板、高速互连、供电、散热、Hybrid Bonding 和后道制造体系。



一、AI 芯片形态变化让封装复杂度非线性上升


1.1 供应链卡点正在从单点制程转向完整封装能力


	过去封装更像芯片制造后的配套工序；现在 HBM、CoWoS、ABF 载板、高速互连、供电与先进封装能力，越来越成为供应链卡点。

	这不是单一材料或单一设备的问题，而是 AI 芯片形态变化带来的系统性约束。





1.2 AI 芯片把封装从“封芯片”推向“系统制造”


	AI 芯片的 Die 越来越大，HBM 越来越多，Chiplet 越来越多，功耗越来越高，热密度也越来越高。

	结果是每颗芯片的封装复杂度开始非线性上升。

	先进封装不再只是“封芯片”，而是同时承担高速互连、热管理、Power Delivery、HBM 连接、大尺寸封装良率和多 Die 协同。

	制程越先进，这个趋势越明显，因为前道提供的晶体管能力必须通过后道封装才能变成可用的系统性能。






二、前道制程遇到瓶颈后，封装成为继续推进性能增长的路径


2.1 单一超大 Die 越来越难


	先进制程越来越贵，Reticle limit 越来越明显，继续做单一超大 Die 的经济性和制造难度都在恶化。

	行业因此全面转向 Chiplet、2.5D、3D Stacking、Heterogeneous Integration 和 Hybrid Bonding。





2.2 封装承担了“制程之后的性能增长”


	这些技术路线的共同本质，是在制程遇到物理瓶颈时，用封装继续推进性能增长。

	Chiplet 和异构集成把多个功能 Die 组合起来，2.5D/3D 和 Hybrid Bonding 则用更短、更密、更高效的互连来释放系统能力。

	因此，先进封装已经不是低附加值后段，而是 AI 芯片路线图的一部分。






三、先进封装越来越像“后道晶圆厂”


3.1 后道也需要晶圆级制造能力


	先进封装里的 RDL、TSV、micro-bump、interposer、wafer-level processing 和 Hybrid Bonding，都需要曝光、显影、图形化。

	这使先进封装越来越像“后道晶圆厂”：它不生产晶体管，但它需要类似晶圆制造的工艺纪律、设备体系和良率控制。





3.2 DUV 成为先进封装的新需求来源


	先进封装通常不需要 EUV，因为它追求的不是晶体管密度，而是高密度互连。

	即使是最先进封装，feature size 通常仍是微米级，远大于逻辑前道。

	EUV 成本太高、吞吐量不划算、厚胶适配性不好，所以行业更倾向继续榨干 DUV。

	因此先进封装成为 DUV 的新需求来源，尤其是 KrF 与 ArFi。





3.3 i-line、KrF、ArFi 的分工正在升级


	i-line 主要用于较粗 RDL 与传统 WLP。

	KrF 已经成为 CoWoS、HBM、advanced fan-out、interposer 的重要主力。

	ArFi 开始进入 HBM4/5、CPO、超高密度 RDL 与下一代 3D 封装。

	随着 RDL pitch 继续缩小，ArFi 的重要性正在快速上升。






四、Hybrid Bonding 把封装门槛进一步推高


4.1 传统 micro-bump 开始成为瓶颈


	传统 micro-bump 在带宽、热、功耗和 Pitch 上都开始限制下一代封装。

	当 AI 芯片需要更高带宽、更低功耗和更高密度互连时，传统凸点连接就不再够用。





4.2 铜-铜直接键合提高了工艺和检测要求


	Hybrid Bonding 的核心是铜-铜直接键合。

	它对 overlay、平坦度、图形化精度要求极高。

	这会进一步推高 DUV、CMP、Bonding、X-ray inspection 和 Metrology 的重要性。






五、先进封装产业链从设备集合升级为后道制造体系


5.1 先进封装不只是“封装设备”


	先进封装已经是完整的后道制造体系。

	除了光刻，还需要电镀、Bonding、CMP、蚀刻、检测、Underfill 和高功耗测试。

	这意味着价值会从单一封装厂扩散到材料、设备、检测和工艺控制的整条链。





5.2 铜电镀和高精度检测成为关键环节


	RDL、TSV、micro-bump 大量依赖铜电镀，因此 Applied Materials、ASMPT、Besi 等公司的重要性持续上升。

	HBM 堆叠内部缺陷已经无法依赖传统光学检测，X-ray、3D Inspection 和 Overlay Metrology 的重要性快速提升。






六、OSAT 行业开始被重新定价


6.1 复杂度带来商业价值重估


	先进封装的复杂度带来了 ASP 提升、利润率提升、客户绑定增强和技术壁垒提升。

	这解释了为什么 AI 时代的 OSAT 行业开始重新被定价。





6.2 本文的真正判断


	AI 芯片竞争正在从“谁有最先进前道制程”，转向“谁能把前道制程、HBM、互连、供电、散热、检测和后道制造良率组织成完整系统”。

	先进封装就是这个系统能力的集中体现。






关键概念/术语


	先进封装：从配套环节升级为 AI 芯片性能增长和供应链瓶颈的核心制造能力。

	HBM / CoWoS / ABF 载板：AI 芯片封装供应链中的关键卡点。

	Chiplet / 2.5D / 3D Stacking / Heterogeneous Integration：在单一超大 Die 受限后，用系统集成继续推进性能增长的路线。

	后道晶圆厂：先进封装像晶圆厂一样需要曝光、显影、图形化、良率和工艺控制。

	DUV / KrF / ArFi：先进封装高密度互连需求带来的新光刻需求来源。

	Hybrid Bonding：铜-铜直接键合路线，推动 overlay、平坦度、CMP、检测和计量要求上升。

	OSAT 重新定价：先进封装复杂度提高后，外包封测行业的 ASP、利润率、客户绑定和技术壁垒被重新评估。







5. 《Agentic AI 让 CPU 从配角变成调度中枢》



作者：qinbafrank



主题：ai 硬件、ai 存储



质量分：★★★★☆



注意力番茄：🍅



Howie 的阅读理由：agent 范式下 CPU 的角色
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概念网络：请跳转到 Notion 文章页面查看 concepts｜2 关键概念、概念网络 tab。





三级笔记



核心观点

Agentic AI 会把 AI 基础设施里的瓶颈从单纯的 GPU 供给，进一步推向 CPU、内存、互连、电力和冷却等系统级约束。作者在这篇里抓住的核心变化是：传统大模型训练和推理主要依赖 GPU 做并行矩阵运算，CPU 只是辅助调度；但 agentic workflow 是一个多步、分支、工具调用、观察和反思的循环，CPU 开始承担大量串行、I/O 密集和逻辑编排任务，因此从“配角”变成“总指挥”。



一、为什么 Agentic AI 会放大 CPU 占比


1.1 传统 AI 里 CPU 是辅助角色


	传统 AI 的核心负载主要来自 Transformer 的并行矩阵运算。

	GPU 擅长高吞吐并行计算，因此训练和推理基础设施长期围绕 GPU、HBM、光模块和电力展开讨论。

	在这种架构下，CPU 主要负责数据路由、内存压缩和 GPU 调度，数据中心里的 CPU:GPU 比例可以低到 1:4、1:8，甚至一颗 CPU 管多颗 GPU。

	CPU 利用率低，更多像“管家”，不是决定系统吞吐的核心。





1.2 Agentic AI 的工作流本质不同


	Agentic AI 不是一次性的问答，而是自主多步循环：Planning、Tool Use、Act、Observe、Reflect、Iterate。

	这个循环把 AI 系统从“算一次答案”变成“持续协调一组任务”。

	任务中包含大量编排：子任务调度、多智能体协作、分支逻辑和重试机制。

	任务中还包含工具调用：网页搜索、API 调用、代码执行、数据库查询、向量检索、文件处理。

	上下文管理、KV Cache 处理、强化学习仿真评估、数据预处理和后处理，也会把更多压力转移到 CPU。





1.3 CPU 适合承接 agent 的“做事/协调”环节


	这些 agent 任务高度串行、I/O 密集、逻辑分支多，GPU 并不擅长，甚至会因为等待 CPU 而闲置。

	作者引用的判断是，工具处理阶段在 CPU 上可占总延迟的 50% 到 90.6%。

	Agentic 工作流中 CPU 动态能耗占比可达 44%，比传统 AI 高 3 到 4 倍。

	简单说，Agentic AI 把“思考”交给 GPU，把“做事/协调”交给 CPU。

	这就是 CPU 占比扩大的核心驱动：agent 系统越复杂，越需要足够强的 CPU 来维持整体系统效率。






二、CPU 已经开始成为新紧缺环节


2.1 服务器 CPU 交期与价格开始变化


	作者把 Intel、AMD 近期走势与服务器 CPU 紧缺联系起来。

	他提到，今年 Q1 Intel/AMD 服务器 CPU 交期已经拉到 6 到 12 周，部分型号接近售罄。

	价格层面也出现 10% 以上的提升。

	厂商口径中的“demand far exceeded expectations”，在作者看来说明需求变化不是短期情绪，而是来自 agentic AI 对 CPU 配置的重新定价。





2.2 CPU 卡脖子不是单纯产能问题


	作者认为，当前不是单纯“产能不够”，而是 agentic AI 重新定义了 CPU 的必要性。

	数据中心项目除了电力，CPU 成为更严重的卡点之一。

	传统 x86 CPU 面临高功耗和产能紧张的双重压力，供应链更容易被打爆。

	这意味着 CPU 从“可有可无”变成“必须配足”，基础设施设计逻辑因此改变。






三、CPU 缺口来自 CPU:GPU 配比的系统性重估


3.1 CPU:GPU 比例会显著拉近


	传统 AI 集群里的 CPU:GPU 比例常见是 1:4 到 1:8。

	作者认为，agentic 场景可能把比例推向 1:1 到 1:2，部分场景甚至出现 CPU 数量超过 GPU 的配置。

	Arm 的估算是，每 GW 算力所需 CPU 核心数可能从 3000 万增长到 1.2 亿，约为 4 倍增长。

	这不是简单加几颗 CPU，而是服务器和机架级架构的重构。





3.2 CPU 算力份额会从边缘走向均衡


	Agentic workflow 让 CPU 承担更多编排和工具处理任务。

	未来机架或集群可能不再是纯 GPU 主导，而是 GPU 与 CPU 更平衡的异构系统。

	作者提到 AMD/NVIDIA 新一代平台已开始按 1:2 到 1:4 的配比设计。

	专用 CPU rack 也可能出现，用来支撑 agentic 编排。

	这代表 CPU 需求正在出现真实拐点。






四、ARM 服务器 CPU 可能更受益


4.1 Agentic AI 需要高核心数、低功耗、稳定串行处理


	Agentic AI 对 CPU 的要求不是单纯峰值性能，而是高核心数、低功耗和稳定串行处理。

	ARM 的优势在多核可扩展和 perf/watt。

	作者提到 Arm AGI CPU 的例子：136 核、TDP 300W，较同规格 x86 功耗低 40% 以上。

	在机架维度，风冷可以塞入 8000 多核，液冷可以达到 4 万多核，用来缓解数据中心的功耗墙。





4.2 云巨头正在推动 ARM 生态转向


	AWS Graviton、Google Axion、Microsoft Cobalt 说明云巨头早已在自研 ARM CPU。

	这种趋势可以理解为云厂商在“去 x86 化”，用自研或定制 CPU 降低成本、提升能效并增强供应链控制。

	Arm 自研 AGI CPU，并与 Meta、OpenAI、Cerebras、联想、Supermicro 等合作，被作者视为生态转向的信号。

	Counterpoint 对 AI ASIC 服务器 CPU 中 ARM 份额的预测，也被用来说明 ARM 在 agent 时代的增长弹性。






五、CPU 紧缺的投资映射


5.1 直接受益的是 CPU 厂商


	Intel 仍是服务器 CPU 市场的重要玩家，短缺会提升过往型号利润率。

	AMD 的 EPYC 处理器凭借多核心和性价比，在云厂商中持续提升份额，适合 GPU+CPU 均衡配置。

	Arm 的授权模式使它可以在多家云厂商自研 CPU 的趋势中受益：谁赢并不重要，只要 CPU 核心数上升，授权价值就会上升。

	国产替代链条里，海光信息和龙芯中科分别对应国产 x86 兼容路线与自主架构路线。





5.2 配套产业链可能更稳


	作者把“量价齐升”和“卖铲子的人”作为投资逻辑核心。

	量价齐升对应 AMD、Intel、Arm、海光等 CPU 相关公司。

	卖铲子的人对应内存接口、PCB、封装基板等配套环节。

	澜起科技受益于内存接口和 MRDIMM，因为 CPU 变多会带动内存条和内存带宽需求。

	深南电路、沪电股份等高端服务器 PCB 厂商受益于 CPU 核心数增加、GPU+CPU 配比调整和服务器板级复杂度上升。






六、这篇文章放在更大的 AI 基础设施瓶颈迁移里看


6.1 CPU 是算力瓶颈扩散的一环


	作者在延伸内容中反复强调，AI 硬件瓶颈不是单点问题，而是系统级互补约束。

	过去市场最关注 GPU，随后是 HBM、光互连、电力和液冷。

	CPU 紧缺补上了另一个关键缺口：当 AI 从生成式模型走向 agentic 系统，基础设施不只要“算得快”，还要“调得动、接得上、跑得稳”。

	因此 CPU 瓶颈不是和 GPU 瓶颈矛盾，而是 GPU 瓶颈缓解后，复杂 AI workflow 暴露出来的新短板。





6.2 Agent 让算力基础设施从单芯片叙事走向系统叙事


	如果 AI 只是训练大模型，叙事重心更容易集中在 GPU 和先进封装。

	如果 AI 变成大规模 agent 应用，系统就需要同时处理推理、工具调用、外部系统 I/O、上下文管理、记忆、检索和执行。

	这会把价值从单个 GPU 扩展到 CPU、内存、网络、电力、冷却和软件编排。

	文章的真正价值，是提醒读者不要只盯着“谁提供最大算力”，还要看“谁让整个 agent 系统不堵车”。






关键概念/术语


	Agentic AI：自主多步循环的 AI 工作流，不只是问答，而是规划、调用工具、行动、观察、反思和迭代。

	CPU:GPU 比例：衡量集群中 CPU 与 GPU 配置关系的核心指标，agent 时代这个比例可能从 1:4、1:8 拉近到 1:1、1:2。

	工具处理阶段：agent 调用网页、API、代码、数据库、向量检索和文件系统时发生的 CPU/I/O 密集环节。

	CPU 动态能耗占比：反映 agent 工作流中 CPU 真实负载上升的指标。

	perf/watt：每瓦性能，是 ARM 服务器 CPU 受益于数据中心功耗墙的重要理由。

	卖铲子的人：在 CPU 和 agent 基础设施扩张中受益的配套链条，包括内存接口、PCB、封装基板和服务器供应链。







AI 硬件与先进封装




6. GPU 与 HBM 的光互连正在进入预研视野
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三级笔记



《GPU 与 HBM 的光互连正在进入预研视野》



核心观点/主旨

这篇材料的主旨是：AI 加速器的内存瓶颈正在从“HBM 能不能堆得更高”推进到“GPU 周边还能不能摆得下更多 HBM”。当 HBM 垂直堆叠逼近 20 层以上、横向扩展又受 GPU shoreline 限制时，业界开始预研把 HBM 从 GPU 封装近旁拆出来，用板级光互连桥接。这个方向还没有进入正式路线图，但一旦成立，会把 CPO、硅光、光耦合主动对准和先进封装设备的需求从网络设备级推向 AI 芯片封装级。



一、问题起点：memory wall 重新变成 AI 芯片效率瓶颈


1.1 GPU 性能增长快于内存供给能力


	AI 计算环境中，拖慢计算效率的关键因素不是单纯算力，而是内存芯片存储和供应数据的速度。

	GPU 每一代都在快速提升性能，但内存带宽、容量和传输速度没有以同样速度跟上。

	这种不匹配形成结构性性能障碍，也就是 memory wall。

	HBM 通过宽数据通路缓解了眼前压力，但面对 AI 计算爆发式增长，HBM 的带宽和传输速度仍然被认为不够。





1.2 HBM 的原有扩展路径是继续往上堆


	过去行业的主路径，是在有限 footprint 内把 HBM stack 做得更高。

	从 12 层、16 层走向 20 层以上时，制程难度呈指数级上升。

	固定封装高度规格越来越难满足，JEDEC 甚至已经放宽 HBM 高度规格。

	这说明垂直堆叠已经进入一个明显拐点：继续堆高不是不可能，而是成本、良率和工程难度都快速恶化。






二、垂直方向不够，水平方向也被 GPU 周长卡住


2.1 2.5D 封装把 GPU 和 HBM 紧密绑在一起


	当前主流 2.5D 封装结构里，GPU 和 HBM 被紧密放在同一基板上。

	这种设计遵循传统芯片设计原则：关键组件越近，数据传输延迟越低。

	HBM 通常贴近 GPU 周边布置，因此 HBM 数量直接受 GPU 芯片周长限制。





2.2 shoreline limit 是横向扩容的硬边界


	shoreline 指 GPU 芯片 perimeter，也就是可供 HBM 围绕摆放的有限边长。

	当 HBM 层数不能继续有效增加时，直觉上的替代方案是横向增加更多 HBM。

	但 GPU 周长有限，能围绕 GPU 放置的 HBM 数量也有限。

	结果是垂直方向被 HBM stack height 卡住，水平方向被 GPU shoreline 卡住，形成结构性 deadlock。






三、新方案：把 GPU 和 HBM 分开封装，用光互连补上距离


3.1 光互连的核心思路


	新出现的方案是将 GPU 和 HBM 分开独立封装，不再强制让 HBM 紧贴 GPU。

	HBM 可以被放到离 GPU 稍远的位置，二者之间用 optical interconnects 传输数据。

	这个方案颠覆了“组件必须靠近以降低数据传输时间”的传统原则。

	它用更快的光信号抵消物理距离增加带来的损失，从而换取更自由的空间布局。





3.2 拆开之后释放的是板级空间


	一旦 HBM 不再被 GPU shoreline 限制，就可以在板上横向铺开。

	HBM 的总容量和总带宽可能比当前系统扩大数倍。

	原文提到的布局包括：利用 GPU 周边更大范围空间、让 HBM 距离 GPU 数厘米、甚至在 GPU 板下方或板中央形成独立 HBM zone。

	如果 HBM 被放到 GPU 板下方，主板可能要纵向扩展，整体 form factor 也会变化。





3.3 这仍然是预研，不是正式路线图


	报道中的存储厂研究员明确表示，方案仍处于 preliminary research 和客户讨论阶段。

	“Nothing has been confirmed as an official roadmap yet” 是这篇材料的关键边界。

	因此这不是一个已经确定的 2026-2027 量产结论，而是下一代 AI accelerator 预研中的方向信号。






四、为什么这件事会影响 CPO 和设备链


4.1 从网络设备级需求跳到芯片级需求


	当前 CPO 的需求主要跟着交换机和光模块走，量级是网络设备级。

	如果每颗高端 GPU 都需要多个光耦合点连接 HBM，需求就会跟着 GPU 出货量走。

	这意味着潜在需求从“一个机柜一两个模块”变成“每颗 AI 芯片多个耦合点”。

	需求口径会从光通信设备市场扩展到 AI 芯片封装市场，量级差异很大。





4.2 最难的是把数据中心光互连缩小到板级和芯片级


	GPU-HBM 光互连与服务器之间、机柜之间的光互连原理相通。

	真正的差别在尺寸、集成度和封装约束。

	原来用于大型设备间通信的光电转换技术，需要被压缩到单板和单芯片系统附近。

	HBM optical links 必须在狭小板级空间内运行，光组件要更小、更高密度、更稳定。





4.3 光耦合主动对准成为关键制造瓶颈


	板级 GPU-HBM 光互连需要在极小空间里对齐激光光源、硅光波导和探测器。

	偏差达到几百纳米，器件就可能失效。

	这使光耦合对准成为比“有没有光模块需求”更具体、更稀缺的制造环节。

	Macro_Lin 特别点出 ficonTEC 的价值：全自动主动对准加闭环计量，能够服务 CPO、OCS 以及未来可能的 GPU-HBM 光互连。






五、产业节奏：先大尺度光连接，再进入板内 chip-to-chip


5.1 OSAT 和 CPO 厂商都把光互连看作方向


	OSAT 高管认为 optical interconnects 是清晰轨迹，核心问题只是 timing。

	更大的连接单元会先光化：rack-to-rack、server-to-server。

	随后才可能进入 board 内部的 chip-to-chip 连接。

	这条路径符合封装技术扩散的一般节奏：先在空间更宽、容错更高的层级落地，再下沉到更小尺度。





5.2 GPU-HBM 光互连的量产时点仍偏远


	Macro_Lin 判断，这仍然是联合预研阶段，真正上量还有距离。

	2028 年后如果 GPU-HBM 光互连开始起量，相关设备 TAM 才会显著打开。

	现阶段更适合把它视为前瞻性供应链信号，而不是短期业绩兑现信号。






六、思想框架：内存墙把封装从“靠近原则”推向“光连接原则”


6.1 文章的底层逻辑


	第一层问题：AI 计算继续扩张，memory wall 重新变成效率瓶颈。

	第二层边界：HBM 垂直堆叠和 GPU 周边横向摆放都遇到物理限制。

	第三层方案：把 GPU 和 HBM 从紧邻封装中拆开，用光互连恢复高速传输。

	第四层产业影响：CPO 和主动对准设备从网络设备市场外溢到 AI 芯片封装市场。





6.2 这篇材料真正有价值的观察


	它不是在说“光互连马上替代现有 HBM 封装”。

	它是在提示：当 AI 芯片继续追求更高内存容量和带宽时，封装架构本身会被迫改变。

	HBM 的约束不只是存储厂问题，也会重塑 GPU board form factor、OSAT 工艺、CPO 组件和主动对准设备需求。

	预研阶段的信息，价值在于提前看见技术路线的压力点和供应链的新增瓶颈。






关键概念/术语


	memory wall：GPU 计算性能增长快于内存供给能力，导致数据传输成为 AI 计算效率瓶颈。

	HBM stack height：通过垂直堆叠增加 HBM 容量和带宽的路径，正在逼近工艺与封装高度边界。

	shoreline limit：GPU 芯片周长对周边可摆放 HBM 数量形成的横向限制。

	optical interconnects：用光信号连接分离后的 GPU 与 HBM，以换取更自由的空间布局。

	CPO：co-packaged optics，当前主要跟随交换机和光模块需求，未来可能被 AI 芯片封装拉动。

	active alignment：光源、波导、探测器之间的高精度主动对准，是板级光互连量产的关键设备瓶颈。
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三级笔记



核心观点/主旨

这条推文的核心是：Jensen 在财报电话会上把 NVIDIA 的身份从“GPU 公司”重新定义成 Agentic AI 和 Robotic Physical AI 时代的中心计算平台。NVIDIA 的新叙事不是卖单一芯片，而是成为 AI factory 的标准平台：它同时连接 frontier labs、hyperscale cloud、enterprise、sovereign AI 和 physical AI edge，并通过 GPU、CPU、networking、CUDA、software、系统集成和生态形成 full-stack AI factory。



一、重新定义 NVIDIA：从 GPU 公司到中心计算平台


1.1 Jensen 给出的新定位


	原文明确说，Jensen 给 NVIDIA 的新定位“不是一家 GPU 公司”。

	新定位是 Agentic AI 和 Robotic Physical AI 时代的中心计算平台。

	这里的关键变化，是 NVIDIA 不再只用 GPU 性能讲增长，而是用整个 AI 时代的计算基础设施位置讲战略定位。





1.2 叙事的对象从产品扩展到基础设施


	如果 NVIDIA 只是 GPU 公司，它的边界是芯片供给。

	如果 NVIDIA 是中心计算平台，它的边界变成模型训练、云分发、企业落地、主权 AI 和物理世界 AI 的共同底座。

	这也解释了为什么原文最后把 NVIDIA 称为“全球计算基础设施重建的中心节点”。






二、第一个支点：覆盖所有 frontier AI model


2.1 NVIDIA 成为前沿模型公司的共同平台


	原文第一点是：NVIDIA 是“唯一能跑所有 frontier AI model 的平台”。

	在 Anthropic 加入后，NVIDIA 覆盖 OpenAI、xAI、Meta、Gemini、Anthropic 等几乎所有前沿模型公司。

	这意味着 NVIDIA 的战略位置不是押注某一家模型公司，而是成为前沿模型竞争的共同算力底座。





2.2 平台地位来自兼容性和生态密度


	“能跑所有 frontier AI model”强调的不是单点性能，而是平台兼容性。

	当不同模型公司都依赖同一套硬件和软件生态，NVIDIA 就从供应商上升为事实标准。

	这为后面的 AI factory 叙事提供了第一层基础：前沿模型的生产线需要统一的计算平台。






三、第二个支点：存在于每一个 hyperscale cloud 之中


3.1 云厂商是 NVIDIA 算力的分发层


	原文第二点是：NVIDIA 存在于每一个 Hyperscale Cloud 之中。

	AWS、Azure、GCP、Oracle、CoreWeave、SpaceX AI 都被列为 NVIDIA 算力分发层。

	这说明 NVIDIA 不只服务模型实验室，也通过云平台进入更广泛的客户侧工作负载。





3.2 云分发让 NVIDIA 的平台性被放大


	Hyperscale Cloud 把 NVIDIA 的硬件能力包装成可购买、可调度、可扩展的云端资源。

	NVIDIA 因此同时占据底层计算供给和上层云服务入口背后的基础设施位置。

	这让它的影响力不局限于芯片采购周期，而进入云计算平台的长期容量扩张逻辑。






四、第三个支点：full-stack AI factory 供应商


4.1 AI factory 是 NVIDIA 新叙事的中心词


	原文第三点说，NVIDIA 是“完整 AI factory 供应商”。

	这意味着它“不只是卖 GPU”，而是提供 GPU、CPU、networking、CUDA、software、系统集成和生态。

	AI factory 这个说法把 AI 训练和推理类比成工业生产：模型、token 和智能能力都需要一整套工厂式基础设施来持续生产。





4.2 Full-stack 的意义是控制更多关键环节


	GPU 是核心算力，但单独的 GPU 不能构成 AI factory。

	CPU、networking、CUDA、software、系统集成和生态共同决定 AI 工厂能否稳定、规模化运行。

	NVIDIA 的优势不只是某个零件领先，而是把这些环节合成一个可销售、可部署、可扩展的标准平台。






五、第四个支点：CUDA 从云延伸到 edge


5.1 Physical AI 扩大 CUDA 的场景边界


	原文第四点是：CUDA 从云延伸到 edge。

	覆盖场景包括机器人、自动驾驶、医疗设备、AI RAN、电信基站等 Physical AI 场景。

	这意味着 CUDA 不只是训练大模型的云端软件生态，也要进入物理设备和边缘基础设施。





5.2 Edge 让 NVIDIA 连接真实世界工作负载


	Robotic Physical AI 的重点，是 AI 不再只停留在文本、图像和云端服务中。

	当机器人、车辆、医疗设备和电信基站都需要 AI 计算，NVIDIA 的平台就从数据中心延伸到现实世界接口。

	这让 NVIDIA 的新定位具有更大的市场叙事：从 AI model 的训练平台，变成物理世界智能化的计算平台。






六、第五个支点：Vera 进入 Agentic AI 的 CPU 层


6.1 Vera 是 Agentic AI 的 CPU 入口


	原文第五点说，NVIDIA 通过 Vera 进入 Agentic AI 的 CPU 层。

	Jensen 把 Vera 定位成“为 Agentic AI 设计的 CPU”。

	这表明 NVIDIA 不满足于只在 GPU 层提供加速，而是希望进入 agentic workloads 所需的通用计算和系统控制层。





6.2 新 TAM 来自 CPU 层和 agentic workload


	原文说 Vera 打开一个新的 200B TAM。

	这个 TAM 的意义是：Agentic AI 不只消耗 GPU，也需要 CPU、内存、网络、软件和系统架构共同承载。

	Vera 把 NVIDIA 的叙事从 GPU 加速扩展到 AI 系统的更完整计算栈。






七、一句话收束：AI factory 的标准平台


7.1 NVIDIA 的新身份是“唯一全栈提供商”


	原文最后总结：NVIDIA 是一家能同时连接 frontier labs、Cloud、Enterprise、Sovereign AI 和 Physical AI edge 的唯一全栈提供商。

	这个表述把五个支点合成一个平台叙事。

	Frontier labs 提供模型前沿，Cloud 提供分发，Enterprise 提供商业落地，Sovereign AI 提供国家级需求，Physical AI edge 提供现实世界入口。





7.2 标准平台意味着生态锁定和战略重估


	“AI factory 的标准平台”不是普通供应商定位，而是产业标准定位。

	如果这个叙事成立，NVIDIA 的价值就不只来自 GPU 周期，而来自 AI 基础设施重建中的平台控制力。

	Howie 的阅读理由“nvda 的叙事，公司对自己的战略定位”正对应这一点：这条推文重要的不是财报数字，而是 NVIDIA 如何定义自己在新计算时代的位置。






关键概念/术语


	Agentic AI：以 agent 形态运行、需要持续推理、规划和执行的 AI 工作负载，是 Vera CPU 和完整计算栈叙事的核心场景。

	Robotic Physical AI：进入机器人、自动驾驶、医疗设备、AI RAN、电信基站等物理世界场景的 AI，是 CUDA 从云延伸到 edge 的理由。

	Frontier AI model：OpenAI、xAI、Meta、Gemini、Anthropic 等前沿模型公司构建的大模型，是 NVIDIA 平台兼容性的证明对象。

	Hyperscale Cloud：AWS、Azure、GCP、Oracle、CoreWeave、SpaceX AI 等云端算力分发层，把 NVIDIA 能力扩散到大规模客户。

	AI factory：NVIDIA 新叙事的核心框架，指由 GPU、CPU、networking、CUDA、software、系统集成和生态组成的 AI 生产基础设施。

	CUDA edge：CUDA 从云端训练和推理延伸到边缘与物理设备，支撑 Physical AI 的部署。

	Vera CPU：Jensen 定位为“为 Agentic AI 设计的 CPU”，帮助 NVIDIA 进入 AI 系统的 CPU 层和新的 200B TAM。







misc：其他资讯




8. 《AI 搜索正在被系统性操纵》



作者：bbc.com



主题：misc：其他资讯



质量分：★★★★☆



注意力番茄：🍅



Howie 的阅读理由：信息的攻防战，时刻在上演。



Notion 网页入口 | Notion App 入口 | 原文入口



概念网络：请跳转到 Notion 文章页面查看 concepts｜2 关键概念、概念网络 tab。





三级笔记



核心观点 / 主旨

BBC 这篇调查的核心不是“有人能骗过某个 chatbot”，而是 AI 搜索把互联网的信息污染放大成了一种新的公共风险。过去搜索结果给用户一组链接，用户还需要自己比较；现在 AI Overviews 和 chatbot 往往直接给出一个答案。只要这个答案依赖单个网页、社交帖或视频，它就会变成可被操纵的目标。作者用自己的 hot-dog experiment 说明：一篇精心写好的网页，就可能让 ChatGPT 和 Google AI 向公众传播虚假信息。Google 说政策只是 clarification，但文章强调，AI 搜索已经进入系统性攻防阶段。



一、AI 搜索的新风险：答案从“链接列表”变成“一个结论”


1.1 传统搜索让用户自己做判断，AI 搜索替用户收束判断


	文章引用 Lily Ray 的判断：我们正在走向一个 “one true answer” world。

	传统 Google 搜索给出 10 blue links，用户需要自己点开、比较、判断。

	AI 搜索和 chatbot 则倾向于直接生成一个答案，用户更容易把它当成权威结论。

	当答案看起来来自 Google、ChatGPT 或 Claude 这类大公司时，用户会低估背后引用来源的脆弱性。





1.2 “一个答案”的界面让操纵成本下降、影响面放大


	如果系统只给一个答案，操纵者不需要赢下整个搜索结果页，只需要影响 AI 选中的那几个证据源。

	AI 工具有时会从单个网页或社交媒体帖里抽取信息，这让“假信息入口”变得很窄。

	文章的基本警告是：AI 不是天然可信的裁判，它可能只是把某个网页上的说法包装成流畅、确定的回答。






二、BBC 调查展示了操纵路径：一篇网页就可能污染 AI 答案


2.1 作者用自己的荒诞实验验证问题


	作者 Thomas Germain 先听说有一种简单方法可以 poison AI chatbots，让它们替你传播谎言。

	他随后在个人网站发布一篇文章，声称自己是 world-champion competitive hot-dog eater。

	第二天，一些大公司的 AI 工具就开始重复这个谎言。

	这个实验本身很荒诞，但它证明了关键点：AI 搜索可能把一个低成本网页当成事实证据。





2.2 更严重的操纵已经出现在健康和金融信息里


	BBC 调查还发现，同类技巧被用于更严肃的话题。

	有人利用它淡化 medical supplements 的健康顾虑。

	也有人试图影响 Google AI 关于 retirement 的财务信息。

	这说明问题不是一个记者的玩笑，而是一种可以被商业化利用的信息操纵手段。





2.3 这种操纵有明确的经济动机


	AI 搜索答案会影响用户选择：买什么、信什么、找谁服务、怎么投票、如何理解健康和法律问题。

	Harpreet Chatha 把风险分成几个层次：最基础的是经济影响，更严重的是医疗、法律和公共决策风险。

	如果一个产品、服务或公司能通过 AI 答案获得推荐，它就可能把操纵 AI 搜索当成新型 SEO。






三、为什么这是系统性问题：AI 检索、SEO 激励和用户规模叠加


3.1 AI 工具有时会实时搜索互联网，问题发生在检索链路上


	文章区分了两类回答：一种来自模型内置数据，另一种来自工具实时搜索互联网。

	当 ChatGPT、Claude 或 Google AI 产品上网找答案时，它们就会继承开放互联网的垃圾信息和操纵行为。

	如果检索系统把单个网页、帖子或视频作为主要依据，生成模型会把来源风险转化成回答风险。





3.2 SEO 专家已经把它看成可规模化利用的机会


	文章里多位搜索专家认为，操纵 AI 工具的信息来源已经成为现实问题。

	技术门槛并不高：发布一篇 well-crafted blogpost almost anywhere online，就可能进入 AI 答案链路。

	一旦企业发现这能带来曝光、销售或声誉收益，操纵就会从零散实验变成系统性实践。





3.3 用户规模让单点操纵变成公共基础设施风险


	文章给出的尺度是：全球超过 10 亿人经常使用 AI chatbots，Google AI Overviews 每月触达 25 亿人。

	如果可以 subvert 这样的工具，操纵者获得的不是一个网页排名，而是面向海量用户的答案分发权。

	这就是文章标题里“systemic”的含义：攻击面已经嵌入主流信息入口。






四、Google 的回应：政策澄清、反垃圾信号和答案降权


4.1 Google 更新 spam policies，把 AI responses 纳入规则范围


	文章说 Google 上周更新了 spam policies，明确 attempts to manipulate AI responses 违反规则。

	Google 对外说这只是 clarification，不是改变 approach。

	Google 的表态是：它长期把核心反垃圾政策应用到 generative AI Search features 上，并持续升级防护。

	作者的判断更谨慎：即使 Google 说没变，政策语言本身也在向操纵者发出威慑信号。





4.2 可能的惩罚仍然来自传统搜索权力


	如果网站或公司被抓到违反规则，Google 可以把它从搜索结果中移除或降权。

	文章用一句很现实的逻辑说明后果：如果你不在 Google 上，就像不存在。

	这意味着 AI 搜索反垃圾并不是独立战场，它仍然依赖 Google 对搜索可见性的控制权。





4.3 Google 和其他 AI 公司正在实验多种缓解方式


	Lily Ray 观察到，Google 和 ChatGPT 似乎会在怀疑自我推广时，把相关公司从 AI answers 中移除。

	作者也注意到，一些 AI 工具开始给回答加更多 labels，说明系统对答案不够 confident。

	ChatGPT、Claude 和 Google 也开始在某些查询里明确提示自己正在 root out spam。

	在购买决策类问题上，Google 似乎更常建议用户查看 third-party reviews。






五、为什么现有修补很难彻底解决：whack-a-mole 与渠道迁移


5.1 Chatha 认为 Google 现在是在 playing whack-a-mole


	Chatha 对政策更新和标签提示的效果保持怀疑。

	他的核心判断是：Google 可以宣布规则来 deter people，但 tactics will just move。

	只要 AI 搜索有可被引用的外部信息源，操纵者就会寻找新的入口。





5.2 从博客到 YouTube，操纵会换外壳


	当 Google 打击 manipulative blog posts，公司可以转向更隐蔽的推广方式。

	Chatha 举例说，公司可以付钱给 20 个 YouTube influencers，让他们说某个产品最好。

	如果 Google AI 开始引用 YouTube 视频，操纵就从网页迁移到视频和创作者生态。

	因此问题不是某一种内容形态，而是 AI 答案系统如何识别有利益驱动的来源。





5.3 最后的防线仍然是用户意识


	Lily Ray 的建议是，在系统更成熟之前，用户应先假设自己正在被操纵。

	文章最后把 AI 重新定义为一种 confidently gives you one answer 的工具：它可能正确，也可能错误。

	巨头界面会制造信任感，但答案背后的来源仍然可能只是随机网站、营销内容或被操纵的页面。






关键概念 / 术语


	AI search manipulation：通过网页、帖子、视频等内容影响 AI 搜索和 chatbot 输出，让系统把操纵者希望传播的信息包装成答案。

	one true answer world：AI 搜索从多链接检索转向单一答案输出后形成的新信息界面。

	AI Overviews：Google 搜索顶部的 AI 摘要答案，是文章重点讨论的被操纵对象之一。

	poison AI chatbots：向 AI 可检索的信息环境投放虚假或偏置信息，使模型在回答时传播它。

	well-crafted blogpost：低成本但有策略地写出的网页内容，可能足以进入 AI 答案链路。

	spam policies：Google 用来约束搜索和 AI 搜索操纵行为的反垃圾规则。

	downranked / removed：Google 对违规网站的核心惩罚方式，降低排名或移出搜索结果。

	whack-a-mole：打地鼠式治理，一处被堵住，操纵者很快迁移到新渠道。

	third-party reviews：AI 在购物和消费建议里引导用户回到外部评价，用来降低单一答案误导风险。







医疗行业的 AI 落地




9. 《OpenAI 展示医疗行业的工作流落地》



作者：openai.com



主题：医疗行业的 AI 落地



质量分：★★★★☆



注意力番茄：🍅



Howie 的阅读理由：医疗行业的 AI 落地



Notion 网页入口 | Notion App 入口 | 原文入口



概念网络：请跳转到 Notion 文章页面查看 concepts｜2 关键概念、概念网络 tab。





三级笔记



核心观点 / 主旨

AdventHealth 的案例不是把 AI 当成一个单点工具试点，而是把 AI adoption 本身当成运营目标来设计。文章的核心线索是：医疗 AI 真正落地，不只取决于模型能力，而取决于是否能进入真实工作流、被临床和运营团队安全稳定地使用，并用时间、吞吐量和质量这些流程指标证明价值。

OpenAI 在这个案例中展示的重点，是 ChatGPT for Healthcare 如何帮助 AdventHealth 减少行政负担、压缩文档和审核任务时间，并把节省下来的能力重新投入到患者照护和更高价值工作中。



一、AdventHealth 面临的问题不是单一效率问题，而是医疗系统的容量压力


1.1 大型医疗系统处在高需求、低余量的运营环境里


	AdventHealth 是跨九个州运营的大型医院系统，每年服务数百万患者。

	它面对的是医疗行业共同的压力：利润空间收紧、需求增长、行政复杂度上升。

	这种压力最终会落在具体流程上，而不是停留在抽象战略层面。





1.2 行政工作占用了临床人员的大量时间


	文章用 utilization management 作为典型场景：医生顾问审核一个 case，通常要花约 10 分钟。

	这 10 分钟不是单一动作，而是一串步骤：读病历、识别相关细节、核对标准、撰写结构化理由。

	当这种任务扩展到几百或几千个 case 时，时间消耗会迅速变成系统级容量问题。





1.3 非临床团队也被重复性知识工作拖住


	财务、人力、IT 等团队同样要花大量时间起草文档、总结信息、准备材料。

	这些工作必要但耗时，让许多团队长期处在 constant operations mode。

	结果是组织很难释放精力去做更高价值的流程改善、判断和服务设计。





1.4 组织内部已经有 AI 兴趣，但缺少可控的使用方式


	员工已经在尝试 chatbot，但正式政策限制了使用。

	这说明需求并不是从上而下制造出来的，基层已经感受到 AI 可能带来的帮助。

	真正的挑战在于让这种兴趣进入安全、合规、可度量的组织流程。






二、AdventHealth 的关键判断：adoption is the outcome


2.1 领导层没有把 AI 当成一组孤立 pilot


	AdventHealth 很早判断，孤立试点无法带来真正的系统变化。

	医疗行业里最难的部分不是让 AI 做一次 demo，而是让人类安全、一致、规模化地使用它。

	因此它把 adoption 当成产品和结果来运营。





2.2 AI 叙事从 automation 改成 time back


	AdventHealth 没有把 AI 主要包装成替代人力的自动化。

	它的内部叙事是减少行政负担，把时间还给临床人员和员工。

	这套说法更适合医疗组织，因为医疗价值最终仍然落在患者、家庭和临床判断上。





2.3 Adoption 被纳入运营指标，而不是停留在口号


	AdventHealth 跟踪每个用户每个工作日的消息数，并排除周末和假日，以建立稳定基线。

	这个指标像其他 KPI 一样被监控和管理。

	这意味着 AI 使用不再只是创新团队的项目，而进入了组织的日常运营仪表盘。





2.4 扩散方式依靠领域内 peer group，而不是一次性大培训


	AdventHealth 没有主要依赖大型集中培训。

	它让财务团队和财务团队交流，人力团队和人力团队交流，分享各自函数场景里的 prompt、workflow 和 best practice。

	这种 domain-based peer group 更容易把 AI 用法转化成具体工作习惯。






三、OpenAI 的定位：提供能在医疗环境中规模化的企业基础设施


3.1 AdventHealth 需要的不是 demo，而是 enterprise infrastructure


	从实验进入企业部署后，领导层优先考虑隐私、治理和可靠性。

	文章强调 OpenAI 的 reasoning capability、structured outputs 和 governance controls，让 AdventHealth 有信心在医疗系统中负责任地扩展。

	这里的卖点不是单个功能，而是能否支撑大组织规模化使用。





3.2 ChatGPT Enterprise 到 ChatGPT for Healthcare 是合规和场景深化


	AdventHealth 先采用 ChatGPT Enterprise，随后采用 ChatGPT for Healthcare。

	ChatGPT for Healthcare 提供面向受监管环境的额外保护，包括数据保护和合规支持。

	这说明医疗行业落地需要的不只是通用助手，而是更贴近行业监管和流程责任边界的产品形态。





3.3 合作关系本身也是部署能力的一部分


	AdventHealth 看重 OpenAI 的创新速度，也看重其在 pilot、deployment 和后续方向上的协作。

	对大型医疗系统来说，供应商不只是提供工具，还要参与部署设计和治理演进。

	医疗 AI 的价值实现依赖持续协作，而不是一次性采购。






四、最早的可度量场景是 utilization management


4.1 AI 先从信息组装和结构化理由起步


	医生顾问可以用 ChatGPT for Healthcare 生成病历结构化摘要、浮现相关临床细节、起草初步 rationale。

	临床医生仍然负责最终判断。

	AI 的角色是降低信息整理和初稿生成成本，而不是替代临床责任。





4.2 测量方式尽量嵌入系统流程


	AdventHealth 更偏好用系统级数据衡量效果，例如电子健康记录里的 timestamp，而不是自报估算。

	这种 measurement baked into the process 的方式更可信，也更适合判断变化是否具有统计显著性。

	这使 AI 效果从“感觉更快”变成“流程中确实节省了多少分钟”。





4.3 同一模式扩散到运营部门


	文档和计划从 first-pass output 开始，而不是从空白页开始。

	政策和沟通材料被转换成结构化、可用的格式。

	笔记和非结构化信息被快速总结成 action steps。

	这些变化共同减少 cycle time、反复修改和输出不一致。






五、结果衡量围绕 adoption 和 workflow performance 两条线


5.1 Adoption 侧重 AI 是否进入日常工作


	每日使用跟踪让组织看到 AI 是否真的成为 routine work 的一部分。

	这个指标带来可见性和问责，而不是只靠零散成功故事。





5.2 Workflow performance 侧重任务是否真的变快、变稳


	试点用 throughput metrics 评估，例如 time per task、turnaround time、volume handled。

	在 utilization management 中，目标是减少 review time，同时保持质量和一致性。

	文章报告的结果包括重复文档和审核任务时间减少、内部流程周转更快、返工更少、无需增加人员也能提升容量。





5.3 “Time back” 最终要换算成系统容量


	AdventHealth 把节省时间描述为 time back，但没有停留在感受层面。

	如果一个 10 分钟任务变成 2 分钟，并且每周发生一千次，这就是可重新分配的真实容量。

	关键问题从“AI 节省了多少时间”变成“组织如何重新投资这部分能力”。






六、医疗 AI 的价值最终回到 whole-person care


6.1 AI 落地不是为了替代角色，而是减少行政负担


	AdventHealth 将 AI 的价值与 whole-person care 使命相连。

	这种 care 需要时间：临床人员陪伴患者和家庭的时间，员工投入高价值工作的时间。

	因此 AI 的正当性来自于把人从行政摩擦中释放出来。





6.2 “Pajama time” 的减少说明影响进入了人的生活


	文章提到一位医生过去晚上还要完成文档工作，即所谓 pajama time。

	AI 支持的流程变化让他能在正常工作时间完成任务。

	这类故事把系统指标和个体体验连接起来：效率改善不只是流程变快，也可能改变临床人员的工作生活边界。






七、下一阶段：从节省现有任务时间走向更广泛的医疗能力重构


7.1 当前收益主要来自减少已有任务耗时


	AdventHealth 目前最可度量的收益，多数来自把现有任务做得更快。

	这是 AI 落地的起点，而不是终点。





7.2 后续方向包括 patient access、clinical decision support 和新 care delivery model


	组织正在探索患者访问、临床决策支持和新的护理交付模式。

	这些方向更接近医疗服务模式本身的改变，风险和治理要求也更高。

	因此 AdventHealth 继续强调 governance、measurement 和 trust。





7.3 文章最后收束到 change leadership


	AdventHealth 的核心经验是，规模化 AI 不是告诉员工去用产品。

	Adoption 本质上是 change leadership：测量它、证明价值、以信任为先，才能越过 pilot 阶段。

	这也是医疗行业 AI 落地最值得关注的地方：产品能力必须被组织能力吸收，才会形成真正结果。






关键概念 / 术语


	AI adoption：不是安装工具，而是让人类在真实工作中安全、一致、规模化地使用 AI。

	Time back：把 AI 价值从自动化叙事转成“把时间还给临床和运营人员”的组织语言。

	Utilization management：医疗系统中审核病例、核对标准、撰写结构化理由的流程，是本文最早可度量的 AI 场景。

	Enterprise infrastructure：医疗系统规模化 AI 所需的隐私、治理、可靠性、结构化输出和合规能力。

	Workflow performance：用任务耗时、周转时间、处理量等指标衡量 AI 是否真正改善流程。

	Whole-person care：AdventHealth 用来解释 AI 价值的使命语境，即把节省出的时间重新投入患者和家庭。

	Change leadership：AI 落地的管理本质，不是发布工具，而是建立信任、度量价值并推动行为改变。







AI 经济价值
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三级笔记



《AI 人才正在被平台化地明星化》



核心观点 / 主旨

AI 大模型研究员正在成为一种新的“明星型生产要素”：他们的薪酬、流动、曝光、隐私风险和职业周期，都越来越像平台时代的流量明星。文章真正讨论的不是某个人拿了多少年薪，而是大模型竞争把极少数关键人才推上了产业定价系统的顶端，并迫使公司重写招聘、组织、激励、留人和技术 PR 的规则。



一、AI 研究员进入了娱乐明星级别的收入层级


1.1 过亿收入不再只属于娱乐圈和少数企业家


	在中国，年收入过亿的人本来极少，娱乐圈最繁荣时也只有少数头部明星触到这个层级。

	2024 年 A 股上市公司董事长薪酬最高者也只有数千万，平均薪酬只有一百多万元。

	大模型研究员突然进入这个收入区间，说明 AI 人才价格已经脱离传统企业薪酬序列。





1.2 三年内，顶级研究员收入完成多级跳


	三年前，AI 研究员普遍仍是百万年薪。

	2024 年，少数人涨到千万级别。

	到 2025-2026 年，极少数顶尖研究员开始接近或突破亿元级薪酬包。

	这个膨胀速度比 O2O、出行大战、社区团购、直播电商更快，因为国内外大厂和创业公司同时抢同一批人。





1.3 这批人被公司提前锁定和竞业隔离


	顶级研究员被天价签约、竞业隔离，甚至有人被前东家蹲守偷拍，只能戴口罩出门、流动办公。

	公司一号位亲自下场，提供更高薪资、更大权限和更高自由度。

	这已经不是普通招聘，而是一场围绕稀缺生产力的明星签约。






二、抢人大战的第一阶段：DeepSeek 和字节抬高市场水温


2.1 2023 年的市场仍处在正常薪酬序列里


	ChatGPT 之后，中国一年内出现大量大模型公司，但一年后融资降温、二线公司收缩。

	大厂当时仍在降本增效尾声，对大模型投入有限。

	字节 Seed 还是探索性项目，腾讯混元分散在多个 BG，阿里通义在达摩院和阿里云之间调整。

	研究员薪资没有明显脱离大厂常规职级体系。





2.2 DeepSeek 率先用高于市场的现金吸引人


	梁文锋很早意识到人才重要性，用高于市场的价格挖最优秀研究员。

	DeepSeek 能覆盖候选人原总包，并给出 30%-50% 涨幅。

	但 DeepSeek 社招不多，更多依赖应届生和实习生留任，因此对整个市场的扰动有限。





2.3 字节用饱和式投入真正推高行情


	2023 年底开始，字节意识到模型重要性，Seed 进入追赶状态。

	2024 年，字节对基础模型研发人才不设招聘名额上限，从阿里、百度、月之暗面、智谱等团队广泛挖人。

	字节经常给出双倍薪资涨幅，代表案例是周畅离开阿里加入字节，并带动多模态基模能力提升。

	到 2025 年，DeepSeek 爆火进一步证明“极少数对的人”能带来颠覆性结果，全行业再次加码。






三、抢人大战的第二阶段：Meta 和腾讯制造新的价格锚点


3.1 海外的后来者是 Meta


	Meta 用巨额薪酬从 OpenAI、苹果和创业公司挖关键人才。

	扎克伯格亲自参与招募，给重要候选人发消息、邀请吃饭、协调目标名单。

	这说明在极端稀缺市场里，传统招聘流程已经失效，CEO 亲自说服成为新常态。





3.2 国内的后来者是腾讯


	腾讯在 2025 年下半年大手笔从字节 Seed 挖人，对顶尖研究人员至少开出双倍薪资。

	腾讯的策略是撬动 Seed 内部面临薪资倒挂的老将。

	Seed 视觉 AI 平台、RL、Infra 等关键岗位成员陆续加入腾讯混元。

	姚顺雨加入腾讯成为标志性事件，它打破大公司传统资历、级别和年限体系，也证明中国公司从硅谷抢人是可行的。





3.3 郭达雅加入字节改变了“人才背书”的定义


	姚顺雨代表的是清华姚班、普林斯顿博士、OpenAI 的标准精英通道。

	郭达雅没有海外经历，但作为 DeepSeek R1、Coder、Math 的核心贡献者，其定价来自已经创造的价值。

	2025 年之前，“从 Google/OpenAI 出来”是最强背书；之后，“从 DeepSeek 出来”成为同等甚至更强的履历。

	大模型人才市场开始从“名校和海外履历定价”，转向“真实模型训练贡献定价”。






四、为什么公司愿意为几百个人支付极端高价


4.1 大模型训练的核心成本是算力、数据和人


	训练和推理算力已经膨胀到百亿美元量级，并且持续快速增长。

	一个可靠的 Infra 人才能显著提高算力利用率。

	在关键训练节点上，一个有研究品味的人可能让整条链路效率提升一个数量级。





4.2 模型能力差距会在商业端被放大


	模型如果率先突破代码生成、多步推理等能力阈值，就能更早切入商业场景。

	一旦形成用户习惯，后来者很难撬动。

	模型能力只差几个月，商业价值可能差几倍。

	对大厂来说，时间比金钱更贵，所以锁住关键人才就是买时间。





4.3 真正能推动模型进步的人只有几百个


	多位业内人士估算，全球真正能推动大模型进步的研究员只有几百人。

	第一梯队通常有竞赛、清北、海外顶校或大模型核心训练经历。

	另一类硬通货是从 0 到 1 做过模型训练、主导过有外部认可度的技术迭代。

	再下一梯队是 C9、新加坡国立、港中文等背景，能拿到 TopSeed、阿里星等顶级项目认证的人。






五、各家公司在抢人策略上的分化


5.1 字节是系统性、组织化抢人


	Seed 从一两百人膨胀到 1300 人，三年内接近十倍增长。

	字节从张一鸣到技术 leader 再到 HR，都有计划地分层招募不同等级人才。

	它不只招岗位匹配的人，也愿意先把“全世界最聪明的人”抢过来，再因人设岗。





5.2 腾讯是追赶者的高溢价挖人


	腾讯因为模型层面落后，在 2025 年开始不惜成本建立能打仗的队伍。

	从 Seed 挖训练平台、推理系统、强化学习框架等底层能力人才，是短期补齐技术栈的最优解。

	腾讯的广撒网策略让它成为许多候选人提高报价的参照。





5.3 阿里 Qwen 更保守，也受职级体系约束


	Qwen 团队更多依赖校招内部培养，氛围好、Scope 大、公开技术报告。

	但阿里严格职级体系限制了社招能力，薪资和职级强绑定。

	当研究员去 Seed 能直接升两级时，Qwen 面临人才流失。

	高层的升职和激励补偿只能部分缓解问题。





5.4 创业公司也成为激进买家


	AI 初创公司愿意用高额纯现金薪酬吸引核心研究员。

	DeepSeek、Kimi 等未上市公司面临研究员流向字节、腾讯、小米等大厂的压力。

	整个市场变成几百人在几家公司之间流动的混乱漩涡。






六、留人比挖人更难


6.1 现金之外，期权和上市预期成为留人筹码


	智谱、MiniMax 上市后，期权价值膨胀，人才流失压力下降。

	DeepSeek 因为长期没有估值和明确融资计划，期权流动性和确定性不足。

	梁文锋重新接洽投资方、同步融资和估值计划，本质上是在给员工更强确定性。





6.2 字节用复杂激励体系稳定 Seed


	字节为 Seed 单独发期权津贴，还设计豆包股、项目奖、绩效奖、创业激励等。

	腾讯用签字费补全其他家浮动金额。

	阿里也会用现金奖励和晋升挽留 P9 以下人才。

	但文章强调，只靠钱仍然留不住人。





6.3 公司开始用协议和组织制度层层设卡


	竞业协议成为常用手段，进入基模训练流程的员工几乎都必须签署。

	字节等公司要求离职员工签署脱敏协议，提出离职后还要继续待三个月。

	在模型领域按月变化的环境里，这些限制会带来巨大机会成本。





6.4 研究员真正关心的是人、意义和自由


	顶级研究员在意和谁一起工作、做的事有没有意义、有没有自由。

	大公司取消 KPI/OKR、弱化职级、项目制组织，都是为了匹配这种需求。

	DeepSeek 曾以“不融资、不商业化、只做研究”吸引顶尖天才。

	但随着团队变大，天才的 ego 和组织熵增也会带来新的管理问题。






七、AI 研究员被平台化地明星化


7.1 技术成果需要被看见，个人开始主动做 PR


	研究员身价取决于成果是否被市场看见。

	技术报告、论文、博客、个人主页、社交媒体账号，都变成定价系统的一部分。

	吴永辉曾鼓励 Seed 研究者以论文和博客展示成果，并“装修”个人主页。

	越来越多博士生和开源模型研究员开始做技术 PR。





7.2 顶流研究员成为公司曝光资源


	对开源模型公司来说，如果两位技术 leader 实力接近，自带流量的人更有吸引力。

	顶流研究员能给公司带来曝光、信任和机会。

	研究员的劳动不再只是训练模型，也包括为自己和公司“打歌”。





7.3 他们的工作和生活越来越像流量明星


	研究员接受播客采访、发表观点、运营账号、参加公司宴会。

	他们也开始思考受众喜欢什么内容。

	同时，他们要保护隐私、防止被前公司或猎头追踪，甚至需要换手机号、微信号、戴口罩和墨镜。

	明星化带来的不是光环，而是流量、监控、曝光、隐私和职业不稳定的整套机制。






八、高薪背后的代价：更高强度、更短周期、更少赢家


8.1 工作强度极高


	大模型研究员常态是长时间工作，正式员工熬夜到两三点并不罕见。

	公司提供资源、权限、不设 KPI/OKR，但天才高度自驱，需要持续超越同行。

	一般研究员如果几个月不出成果，就可能被质疑认知过时。





8.2 xAI 展示了极端激励的副作用


	xAI 给研究员足够多的钱，但组织处在高压状态。

	每两周汇报成果，没有产出的人随时可能被辞退。

	当目标从“把事情做好”变成“怎样多待一周拿更多钱”，基础研究会受损。





8.3 AI 也在改变研究员自己的工作


	Coding Agent 已经能帮助研究员完成大量执行工作。

	研究员每天更重要的任务，是给 Agent 下达清晰、高质量的指令。

	行业可能变成前 5% 的人拿过去 10 倍工资，干 100 个人的活。

	高收入集中在更少的人身上，多数研究员最终会回归普通工作。






关键概念 / 术语


	明星化：AI 研究员获得明星级薪酬、曝光和隐私风险，其个人声量成为公司资产。

	平台化明星化：平台公司把人才变成可签约、可运营、可隔离、可定价的稀缺流量节点。

	人才定价：研究员薪酬从学历和职级定价，转向按模型贡献、项目经验和市场稀缺度定价。

	研究品味（taste）：能在训练关键节点上判断方向、归因问题、提升效率的能力。

	AI native 程度：候选人从学习、研究到工程实践中与 AI 原生范式的贴合程度。

	技术 PR：研究员通过论文、博客、主页、社交媒体和访谈展示成果，让市场看见自己的价值。

	竞业 / 脱敏协议：公司为阻止关键人才快速流向竞对而设置的制度性隔离机制。







misc：其他资讯




11. 《AI 证明进入数学共同体的审稿门口》



作者：scientificamerican.com



主题：misc：其他资讯



质量分：★★★★☆



注意力番茄：🍅



Howie 的阅读理由：又是一个ai大事件：ai 解决了 80 年历史的数学难题。
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三级笔记



核心观点

这篇文章的核心不是“AI 又做出一道数学题”，而是一个更具体的门槛事件：OpenAI 的内部推理模型给出了一个足以让数学家认真审稿、足以按人类标准发表的结果。它没有终结单位距离问题，也没有证明 Erdős 的猜想为真；它做的是更微妙也更有冲击力的事：找到一个反例式的新构造，打破了人类长期相信的最优直觉。

文章因此把 AI 数学能力从演示、考试和局部辅助，推进到数学共同体的真实审稿门口。这个门口仍然需要人类守着：人类要清理、验证、解释、署名、追踪前人工作，并判断这个结果在数学知识体系中的位置。



一、这次事件为什么是里程碑


1.1 它不同于此前那些“AI 做数学”的热闹


	文章把这次结果和此前几个月的 AI 数学新闻区分开来：之前的进展有报道价值，但数学价值有限；这一次，即使由人类单独完成，也足以进入顶级数学期刊的审稿视野。

	专家反应的重点不是模型答对了一个练习题，而是它提出了一个真正可检验、可改进、可进入研究共同体的数学构造。

	Tim Gowers 的判断说明了门槛变化：此前 AI 证明没有接近这种水准；这一次至少值得严肃对待。





1.2 共同体的惊讶来自“机器做出了像数学家的工作”


	Mehtaab Sawhney 的感受是，机器返回的东西非常像自己的工作方式：不是一句答案，而是大量逻辑、计算和构造的连贯推进。

	Daniel Litt 更直接地把它视为目前 AI 自主产生的少数真正有趣的数学结果。

	文章不断强调“像数学家”而不是“替代数学家”：模型给出路线，人类共同体再检查这条路线是否站得住。






二、问题本身：单位距离问题的简单外壳和困难内核


2.1 问题很容易解释


	在平面上放若干个点，目标是让尽可能多的点对之间距离相同。

	九个点可以排成直线得到 8 对，也可以放成三乘三网格得到 12 对。

	对任意数量的点，问题追问的是：最多能制造多少个等距点对？





2.2 Erdős 的直觉统治了八十年


	1946 年，Paul Erdős 猜测最佳策略接近网格方法，但网格间距要经过精细选择。

	Erdős 证明这种方法能比简单网格稍好一些，但他同时认为没有人能做得更好。

	八十年来，数学家大体相信他的直觉，却没能证明它正确，也没找到真正突破它的构造。





2.3 这次 AI 做的不是证明 Erdős 对，而是显示他不够强


	OpenAI 模型被问到 Erdős 是否正确后，输出了数百页逻辑和计算。

	结果不是证明上界，而是构造出一个更好的下界：它超过了 Erdős 长期保持的记录。

	这使问题的状态从“大家相信 Erdős 可能对，但证不出”变成“已有一个可检验的构造显示原直觉不是最后答案”。






三、AI 的数学路线：高维构造再压回二维


3.1 它没有沿着普通方格继续微调


	Mark Sellke 强调，模型的方法与普通二维方格构造完全不同。

	它没有只是把网格距离调得更巧，而是换了一个构造空间。





3.2 高维晶格提供了新的对称性


	模型构造了一个存在于更高维空间中的点阵。

	这个高维点阵带有特殊的数学对称性，使更多点对能够保持相同距离。

	文章的关键在于：这些工具并非全新，但被用到了此前人类没有认真尝试的地方。





3.3 二维结果是高维结构的“影子”


	模型再把高维点阵映射回二维平面，得到一个数值化的平面构造。

	这个构造不是直观可画的网格，而是高维结构压缩后的二维表现。

	它很难在纸上画出来，说明它已经超出人类几何直觉容易搜索的范围。






四、AI 的优势：不是发明新数学，而是能在乏味路径上走得更远


4.1 人类专家有直觉，也有直觉的盲区


	多数人相信 Erdős 的方向，所以更多精力放在证明猜想，而不是寻找反例。

	即便有人寻找反例，也很难在没有成功线索的情况下，坚持一条高维、繁琐、低回报感的路线。

	AI 的突破不是来自灵光一闪，而是来自对试错成本的不同感受。





4.2 模型可以承受人类不愿承受的搜索疲劳


	Jacob Tsimerman 的评价抓住了重点：AI 不只是能尝试已知方法，它可以在更艰难、更容易迷路的水域里玩得更久。

	这类能力很适合发现“工具已存在，但没人愿意或没人想到这样组合”的结果。

	所以这次事件展示的是一种执行型数学能力：把已知工具用到少见的位置，并把繁琐推导坚持到底。





4.3 结果很强，但不是终局


	模型没有证明自己的构造最优。

	Will Sawin 很快已经改进了 AI 的构造，这说明人类数学家仍能接续、压缩、优化和推广机器结果。

	这也说明 AI 产物进入共同体后，不是冻结为终点，而是成为后续研究的素材。






五、人类仍然是证明进入知识系统的关键环节


5.1 验证不是附属动作，而是共同体的核心功能


	OpenAI 联系外部数学家验证模型证明；专家看到的是整理后的思路，而不是原始模型输出。

	多位专家强调，如果没有人类清理和消化，结果不会同样令人信服。

	Thomas Bloom 的观点说明，人类仍负责讨论、理解、改进证明，并探索其后果。





5.2 AI 结果暴露了“证明生产”和“证明治理”的分离


	模型可以生成一条证明路径或构造路径，但它不自然承担数学共同体中的引用、归因、解释和规范责任。

	Melanie Matchett Wood 提醒，数学职业规范要求引用影响自己工作的既有成果，而 ChatGPT 式系统“熟悉”大量前人材料，却不一定能按人类规范呈现来源。

	这让问题从“AI 能不能做数学”转向“数学共同体如何让 AI 参与而不破坏严谨性和归因秩序”。






六、真正的大问题：数学共同体如何接纳机器证明


6.1 当前模型可能还不能产生根本新思想


	Sébastien Bubeck 的判断很克制：模型没有发明没人预见的根本新东西，而是像一位极强的数学家那样执行。

	Litt 也认为，真正突破性的全新思想仍可能超出现有 LLM 的能力。

	但这不削弱事件意义，因为数学史中可能存在不少“人类错过的相对简单路径”。





6.2 这类机会也许并不稀少


	如果这次是一个专家群体长期错过的组合，那么类似案例可能会继续出现。

	AI 适合挖掘文献和已知技术之间的空隙，尤其是那些人类因直觉、审美、耐心或收益判断而没有系统探索的区域。

	这使 AI 更像一种新的数学搜索器，而不只是证明助手。





6.3 数学未来的关键不是速度，而是严谨性


	Wood 的结论把问题落回数学共同体：数学由人类的求知欲、审美和对真理的追求驱动。

	AI 会改变证明产生的速度和来源，但不能替代共同体对正确性、引用、解释和意义的维护。

	这次事件的真正启发是：AI 已经站到审稿门口，接下来要设计的是门口的规则。






关键概念/术语


	单位距离问题：在给定数量的平面点中，最大化相同距离点对数量的几何组合问题。

	Erdős 猜想：Paul Erdős 对单位距离问题最优构造的长期判断，八十年来未被证明也未被真正突破。

	反例式构造：这次 AI 没有证明 Erdős 正确，而是给出更好的构造，显示原猜想或原记录不再是边界。

	高维晶格：模型使用的核心数学结构，通过高维对称性创造更多等距关系。

	二维影子：把高维点阵映射回平面后得到的构造结果，难以用普通几何直觉直接画出。

	AI 证明的审稿门槛：AI 结果不再只是展示能力，而是需要被人类数学家按共同体标准验证、整理和发表。

	执行型数学能力：现有模型未必发明根本新工具，但能把已知工具坚持应用到人类没有走完的路径上。

	证明治理：围绕 AI 产物的验证、清理、引用、归因和严谨性维护。







agentic ai




12. 《颠覆互联网的下一波浪潮：Agentic Web来了！》



作者：QQ.com



主题：agentic ai



质量分：★★★★☆



注意力番茄：🍅



Howie 的阅读理由：只为一个新概念：agentic web



Notion 网页入口 | Notion App 入口 | 原文入口



概念网络：请跳转到 Notion 文章页面查看 concepts｜2 关键概念、概念网络 tab。





三级笔记



核心观点

Agentic Web 是一次把 Web 从“人类浏览的信息空间”改写为“智能体执行任务的行动空间”的范式提案。用户不再逐页搜索、点击、复制、提交表单，而是把目标交给 AI 智能体；智能体负责规划、调用服务、协调其他智能体，并把复杂任务推进到结果。

这篇文章的中心并不是单个 AI 助手更聪明，而是 Web 的默认使用者正在发生变化：过去网页、搜索、推荐都围绕人类注意力设计；Agentic Web 则把智能体视为新的网络操作者、接口和经济主体。



一、Web 的三次范式跃迁


1.1 PC Web：关键词驱动的目录网络


	PC Web 时代的网页以静态内容为主，信息由机构集中生产，再通过人工分类、超链接和搜索引擎组织起来。

	用户是主动搜索者，需要输入关键词、打开结果、逐页浏览、手动完成任务。

	商业模式以关键词搜索广告为代表，Google AdWords 这样的系统围绕点击率和每次点击成本衡量“人类意图”的商业价值。





1.2 Mobile Web：推荐驱动的内容爆炸


	移动互联网把社交平台、短视频、电商和 UGC 推到前台，信息量快速膨胀。

	推荐系统逐渐取代传统搜索，用户从“搜索者”变成“消费者”，平台从内容聚合器变成算法中介。

	商业模型转向信息流广告、精准推荐和转化率优化，核心指标变成停留时间、eCPM、转化率等。





1.3 Agentic Web：智能体驱动的行动网络


	Agentic Web 的第三次跃迁，是从“人读内容”变成“智能体执行任务”。

	Web 不再只是信息仓库，而是充满可行动资源的生态系统：API、服务、数据、工具和其他智能体都可以被发现、调用、组合。

	用户给出目标，智能体负责把目标拆成计划，再跨服务完成任务。网页、流量、用户这些概念都需要重新定义。






二、Agentic Web 的基本定义


2.1 分布式、交互式、目标导向的智能体生态


	论文把 Agentic Web 定义为一个由 LLM 驱动的自主软件智能体参与的分布式互联网生态。

	在这个生态里，智能体可以持续规划、协调和执行目标导向任务。

	网络资源和服务不再只供人类使用，也向智能体开放，Agent-to-Agent 互动成为常态。





2.2 核心机制是“委托 + 执行”


	用户通过自然语言把任务委托给智能体，而不是亲自搜索、点击和复制粘贴。

	例如“规划周末东京行程，预算 3000 元，避开台风”这样的目标，会被智能体拆成天气查询、航班搜索、价格比较、酒店预订、日程整合等连续步骤。

	这和单轮问答不同，关键在多步骤执行和多智能体协作。





2.3 智能体的双重身份


	Agent-as-User：智能体像人一样访问网页、填写表单、读取接口，替人进行分析、抓取、交易或执行。

	Agent-as-Interface：智能体作为超级助手接收自然语言指令，解析意图，调用多个服务并整合结果。

	完整的智能体往往同时具备这两种身份：既代表人进入系统，也成为系统面向人的接口。






三、理解 Agentic Web 的三个维度


3.1 智能维度：从响应工具到数字行动体


	智能体需要具备上下文理解能力，能读懂网页、结构化数据和自然语言。

	智能体需要长程规划能力，能把复杂任务拆成可执行步骤。

	智能体需要适应性学习能力，能基于经验优化策略。

	智能体还要能整合文本、图像、API 和表格等多模态输入。它不是被动响应工具，而是持续学习和自主执行的数字行动体。





3.2 交互维度：从点击网页到语义协作


	Agentic Web 打破“人类点击网页”的交互范式，转向语义层面的智能交互。

	MCP、A2A 等协议用于智能体发现、能力描述、状态共享和任务协同。

	智能体之间的关系不只是简单调用，而是协商、分工和共同完成任务。





3.3 经济维度：智能体注意力经济


	传统广告经济争夺的是人的点击和停留时间。

	Agentic Web 里，资源方争夺的是智能体的调用，即 Agent Attention。

	未来可能出现面向智能体的推荐系统、面向智能体投放的广告，以及按智能体调用率竞价的服务市场。

	调用频次、完成率、效率会成为新的流量指标，商业竞争从争夺用户注意力转向争夺智能体注意力。






四、三类典型应用


4.1 事务型：从点击下单到全自动完成任务


	传统 Web 的事务任务需要用户逐页浏览、搜索、填写资料和确认支付。

	在 Agentic Web 中，用户只需说出目标，智能体会自动查询、比价、确认偏好、调用 API、处理变更。

	Mobile Agents 和 App Agents 把这种能力延展到设备层，智能体可以跨应用修改日程、同步会议、整合多平台任务。





4.2 信息型：从搜索引擎到持续知识发现


	今天的信息检索仍然依赖搜索引擎和社交推荐，用户面对的是信息洪流。

	信息型智能体更像长期研究助理，可以持续追踪新论文、梳理引用网络、比较方法论、推断趋势并生成摘要。

	它不是一次性“查一下”，而是带有认知记忆和动态学习能力的信息分析引擎。





4.3 交流型：智能体之间能沟通、协作、谈判


	Agentic Web 的真正变化，是让智能体之间形成类似数字组织的多体系统。

	科研智能体可以自动同步实验时间表、共享数据集、生成联合成果、分配署名和经费比例。

	供应链智能体可以实时对接需求、响应变化、自主协商条款。

	这种跨智能体工作流依赖新型通信协议，支持语义对齐、任务协同和多方自治。






五、落地挑战


5.1 智能体基础能力仍然脆弱


	多步骤推理和规划容易出错，长远规划和持续反思仍不稳定。

	记忆与上下文管理是长时任务的基础，但大语言模型本身是无状态的，需要外部机制保存历史、上下文和经验。

	工具使用带来安全隐患。智能体依赖 API、数据库、搜索引擎等外部工具，一旦工具被污染或攻击，可能引发连锁风险。





5.2 学习与自我改进仍有瓶颈


	奖励设计难：强化学习需要奖励机制引导智能体行为，但奖励很容易被滥用或钻空子。

	持续学习会遭遇灾难性遗忘：智能体学习新任务时可能忘掉旧知识。

	任务交互学习需要避免过拟合特定环境，让智能体保持灵活性和广泛适应性。





5.3 多代理协作需要协议与信任


	多智能体协作要解决结构设计问题：平等协作、分层领导或混合结构各有代价。

	全球智能体要有效沟通，需要类似 HTTP 之于早期互联网的统一协议。

	去中心化生态还需要信任体系，让智能体在没有人工持续干预的情况下可靠合作。





5.4 人机交互必须处理意图和监督


	人类语言经常模糊，智能体要把不明确的目标转化成可执行任务。

	用户偏好会变化，甚至用户自己也不清楚真正需求，智能体需要通过互动帮助用户发现和明确偏好。

	高风险决策仍需要人类监督机制，保证智能体的执行结果与用户目标一致。





5.5 安全、商业和社会结构都要重构


	跨平台操作、交易执行和多会话记忆会带来目标漂移、服务污染、协调风暴等安全威胁。

	人工与自动红队测试、推理护栏、安全解码器、访问控制等机制会成为部署前后的关键防线。

	广告驱动的商业模式难以适应智能体直接交易的生态，交易型、订阅制、按结果收费等新模式会出现。

	劳动市场和不平等问题会随智能体普及而加剧，需要新的社会治理框架。






六、结论

Agentic Web 的核心意义，是让 AI 从回答问题的工具变成连接现实、代表人类行动、协作和决策的数字代理。互联网也因此从信息空间迈向行动空间。

这不是单点技术升级，而是网络基础设施、交互协议、商业模型、安全机制和社会秩序的系统性重构。搜索正在变成协同，点击正在变成意图，网页正在变成智能体可以操作的行动接口。



关键概念/术语


	Agentic Web：由 LLM 驱动的自主软件智能体参与的互联网生态，智能体可以规划、协调并执行目标导向任务。

	Agent-as-User：智能体作为网络使用者，像人一样访问网页、填写表单、调用接口。

	Agent-as-Interface：智能体作为面向人的接口，接收自然语言目标并协调多个服务完成任务。

	Agent-to-Agent：智能体之间的发现、沟通、协作和谈判机制。

	Agent Attention Economy：资源方不再只争夺人类注意力，而是争夺智能体调用与选择的新经济模型。

	MCP / A2A：支撑智能体发现、能力描述、状态共享和协作执行的协议层。

	HITL：Human-in-the-loop，高风险任务中用于确保智能体与人类目标一致的监督机制。







ai 硬件、ai 存储




13. 《AI 内存与存储综述》



作者：ChatGPT



主题：ai 硬件、ai 存储



质量分：★★★★☆



注意力番茄：🍅



Howie 的阅读理由：以前的 ai 对话：对“ai 存储”的综述



Notion 网页入口 | Notion App 入口 | 原文入口



概念网络：请跳转到 Notion 文章页面查看 concepts｜2 关键概念、概念网络 tab。





三级笔记



核心观点

AI 基础设施的核心瓶颈正在从“缺 GPU”扩展为“缺高质量内存与存储层级”。HBM 是最显眼的塔尖，但真正的变化不是某个内存品类涨价，而是 AI 服务器正在形成新的 memory / storage hierarchy：HBM、服务器 DRAM、CXL、NVMe SSD、ICMS、NAND、HDD 和对象存储都被重新纳入 AI 价值链。

这篇综述的主旨是：AI 内存不是一个单品，而是一整套新的计算机体系结构。Chatbot 时代，GPU 是主角；Agent 时代，memory hierarchy 会成为主角之一。算力决定模型能跑多快，内存决定模型能记住多少、上下文能拉多长、agent 能持续工作多久、系统能服务多少并发。



一、AI 内存问题的总框架


1.1 从“缺 GPU”到“缺高质量内存与存储层级”


	过去谈 AI 基础设施，最容易把问题简化成 GPU 供给。

	文章认为，这个瓶颈正在升级：GPU 之外，高带宽内存、服务器 DRAM、上下文存储、数据移动和外部记忆层都变成 AI 系统的关键约束。

	HBM 仍然是塔尖，因为它最接近 GPU / accelerator，直接影响有效吞吐。

	但 HBM 不是全部。AI workload 的真实形态会同时拉动 DRAM、CXL、SSD、ICMS、NAND，甚至 HDD 和对象存储。





1.2 AI memory / storage hierarchy 的六层金字塔


	第 1 层是 GPU 内部 SRAM / cache：最快、最贵、容量最小，用来减少对外部 DRAM 的访问。

	第 2 层是 HBM：紧贴 GPU / accelerator，负责模型权重、attention、KV cache 等高频热数据。

	第 3 层是服务器 DRAM / DDR / SOCAMM / LPDDR：服务 CPU 侧调度、RAG、tool calling、多 agent 编排、数据 staging。

	第 4 层是 CXL 扩展内存：介于 DDR 与 SSD 之间，用于内存池化、长上下文和按需扩容。

	第 5 层是 NVMe SSD / ICMS / AI-native storage：承载外置 KV cache、上下文记忆、向量索引、checkpoint、日志和 agent 状态。

	第 6 层是大容量 NAND / HDD / 对象存储：存训练数据、历史数据、冷数据、海量视频图像和合成数据。





1.3 “AI 内存”不能被简化成“买 HBM 股票”


	文章最重要的投资/研究提醒是：谁控制 AI memory hierarchy 中最稀缺、最难替代、最靠近性能瓶颈的位置，谁才有真正的定价权。

	这个位置可能是 HBM 供应商，也可能是 advanced packaging、testing、materials、server DRAM、CXL controller、enterprise SSD、AI-native storage、DPU / RDMA / networking 或 memory management 软件层。

	因此 AI memory 是一张系统地图，不是一条单线叙事。






二、HBM：AI 算力时代的高价值内存


2.1 HBM 的本质：更近、更宽、更省电的数据供给


	HBM 是 High Bandwidth Memory，高带宽内存。

	它本质上仍然是 DRAM，但不是传统 DDR 内存条，而是把多层 DRAM 芯片垂直堆叠，通过 TSV 硅通孔连接成“内存立方体”，再和 GPU / AI 加速器放在同一个封装基板上。

	这样做的核心目的，是让数据离计算单元更近，让带宽极大增加，让功耗更低。

	HBM 解决的不是“存更多数据”，而是 AI 计算中的底层问题：GPU 算得太快，普通内存喂不饱它。





2.2 memory wall：AI 计算的喂数瓶颈


	GPU 是 data-hungry machines，需要持续被海量数据喂入。

	普通 CPU DDR 内存的带宽远低于 GPU 对数据供给的需求；HBM 把 DRAM 堆叠到 AI 芯片周围，形成 TB/s 级数据供给能力。

	这就是 memory wall：计算单元可以更快，但数据供给速度、内存带宽和数据移动成本成了墙。

	大模型时代，memory wall 不只是硬件容量问题，也是系统效率问题。





2.3 HBM 的产业含义：重分配整个 DRAM 产能


	HBM 不是凭空生产出来的，它消耗 DRAM 晶圆产能。

	按 wafer-per-bit 计算，HBM 大约消耗普通 DRAM 三倍的晶圆产能；进入 HBM4 后，这个差距可能接近四倍，HBM4E 甚至更高。

	因此 AI 不只会推高 HBM 价格，也会挤出普通 DRAM 供给，影响整个 memory market。

	HBM 不只是新增需求，它会重新分配 DRAM 产业的产能、价格和利润。






三、为什么 AI 特别吃内存


3.1 Transformer attention 对带宽极度敏感


	训练大模型时，Transformer 的 attention 机制需要处理 token 之间的关系。

	序列越长，中间状态和注意力计算的数据规模越大。

	生成式 AI 训练往往不只受限于纯计算能力，也受限于带宽和数据移动。

	attention 使内存带宽成为模型训练效率的核心变量。





3.2 推理阶段的 KV cache 持续放大内存压力


	推理阶段每生成一个 token，都要读取 KV cache。

	上下文越长，多轮对话越多，agent 执行任务越复杂，KV cache 就越大。

	随着 context length 增长，KV cache 扩张，memory access pressure 上升。

	长上下文不是免费的能力，它把内存容量、带宽和访问延迟推到系统中心。





3.3 Agentic AI 把上下文存储变成长期问题


	Agent 不只是回答一句话，而是长期执行任务、调用工具、检索资料、维持状态、管理多轮上下文。

	推理中的 memory 不只是存模型权重，还要保留任务上下文。

	未来架构会把一部分 context offload 到 flash storage；同时 agent 管理更适合 CPU，而 CPU 自身又需要大量 DRAM。

	AI 内存需求来自四股力量叠加：模型权重、训练中间状态、推理 KV cache、agent 长期上下文。






四、HBM 需求为何继续上升


4.1 每一代 AI 芯片都在“加内存”


	AI 芯片迭代不只是 FLOPS 提升，也是 HBM 容量和带宽持续提升。

	从 Blackwell 到 Blackwell Ultra / Rubin，NVIDIA 每颗加速器的 HBM capacity 明显增加。

	Google TPU、AWS Trainium、AMD MI 系列也在提高 HBM stack 层数或容量。

	判断 AI accelerator 的竞争力，不能只问算力多少，还要看 HBM capacity、HBM bandwidth、interconnect 和 context memory。





4.2 HBM4 / HBM4E 是下一代洗牌节点


	HBM4 通过把每个 stack 的通道数从 8 个翻倍到 16 个，并提高 pin I/O speed 来提升带宽。

	Rubin 使用 HBM4，Rubin Ultra 使用 HBM4E，系统级 fast memory 和 HBM 带宽都会大幅跃升。

	HBM4 认证、pin speed、良率、12-Hi / 16-Hi 堆叠进展，会决定下一轮供应格局。

	规格升级越快，技术路线、封装能力和客户认证越重要。






五、HBM 竞争格局：三家玩家与技术复利


5.1 SK Hynix：长期下注后获得时代红利


	全球 HBM 主要玩家是 SK Hynix、Samsung、Micron。

	SK Hynix 在 2013 年推出全球第一款 HBM，早期市场并不买账，直到 ChatGPT 后 AI 需求爆发，HBM suddenly 成为核心瓶颈。

	它的优势不是价格，也不只是产能，而是时间：长期合作、工程经验、量产信任关系、良率和散热技术形成复利。

	MR-MUF 技术路线在散热和良率上具备优势，尤其当 HBM 层数越来越高时，散热会更关键。





5.2 Samsung：传统 DRAM 巨头，在 HBM 上寻找重启机会


	Samsung 是 DRAM 行业老大，但在 HBM3E 认证和良率上曾经遭遇挫折。

	它试图把资源转向 HBM4，在 Rubin 平台上重新争夺份额。

	这说明 HBM 竞争不会永远是 SK Hynix 独大；HBM4 可能成为重新洗牌的重要节点。





5.3 Micron：美国战略价值与多层受益


	Micron 在传统 DRAM 规模上不如 Samsung / SK Hynix，但作为美国重要 DRAM 制造商，有供应链战略价值。

	它在 HBM 领域快速追赶，但在 HBM4 pin speed 目标上仍有压力。

	Micron 的最大弹性未必只来自 HBM，也来自 server DRAM、NAND、CXL 和美国本土供应链价值。






六、服务器 DRAM：AI memory 的第二主线


6.1 CPU 侧 orchestration 正在变重


	HBM 紧张之外，server DRAM 也在结构性上行。

	NVIDIA 下一代平台中，AI server system memory 会显著增加。

	AI workloads，尤其是 data staging、orchestration、reinforcement learning，会推动 CPU demand，并逐步提高 CPU-to-GPU ratio。

	Agent 越多，RAG 越多，工具调用越多，多智能体协作越多，CPU 侧调度、索引、检索、缓存和状态管理就越重。





6.2 AI memory 的研究框架必须包含 DDR / server DRAM


	HBM 喂 GPU / accelerator。

	DDR / server DRAM 喂 CPU-side orchestration。

	SSD / NAND 存上下文、索引、数据和 KV cache 外置层。

	CXL 做内存池化和容量扩展。

	DPU / NIC / RDMA 负责跨节点访问和数据移动。






七、CXL：AI 内存层级中的中间层


7.1 CXL 的定义和位置


	CXL 是 Compute Express Link，是一种高速互连协议，用来让 CPU / 加速器访问外部扩展内存，并支持缓存一致性。

	它的意义在于突破单节点内存容量限制，实现内存扩展和池化。

	在 AI memory hierarchy 中，CXL 比 HBM 慢，但容量更可扩展；比 SSD 快，更像可池化的近线内存。





7.2 CXL 的直接驱动力是长上下文推理


	Transformer 模型上下文长度扩展后，KV cache 和对话历史等上下文数据暴涨，单块 GPU 的 HBM 很难完全容纳。

	传统方案要么重算上下文、浪费算力，要么放到 SSD、延迟较高。

	CXL 提供中间方案：把中间推理上下文放进共享 CXL memory pool，GPU 需要时再快速访问。

	CXL 不是替代 HBM，而是补足 HBM 容量贵、扩展难的问题。





7.3 CXL 的节奏可能慢于 HBM 和企业级 SSD


	CXL 仍面临软件生态、互操作、成本功耗、延迟权衡等问题。

	它需要系统软件、云实例、硬件生态一起成熟。

	因此它可能是未来 AI memory hierarchy 的关键层，但爆发节奏不一定最快。






八、ICMS 与 SSD：上下文记忆成为存储基础设施


8.1 NVIDIA ICMS 把 KV cache 变成系统级对象


	NVIDIA BlueField-4 / ICMS 的出现，说明 NVIDIA 已经在系统层承认：agentic AI 和长上下文推理会产生大量 KV cache，不能长期放在 GPU 上。

	ICMS 是 Inference Context Memory Storage Platform，推理上下文记忆存储平台。

	它通过 BlueField-4 DPU、Spectrum-X Ethernet、RDMA 等，把 KV cache / context memory 做成跨节点共享的 AI-native storage layer。

	ICMS 的意义是把“存储”从 AI 的后台配角，提升为 AI 推理吞吐和 agent 体验的核心基础设施。





8.2 SSD / NAND 的 AI 需求不只是“存文件”


	过去讲 AI 存储，常想到训练数据集、日志、checkpoint、向量数据库。

	文章进一步推进到：推理上下文本身会成为存储需求。

	AI 推理 / Agent 会带来更多日志、向量、检索、上下文、KV 数据，从而推高存储 IOPS、容量和耐久需求。

	增量更可能集中于企业级 NVMe SSD、数据中心 NAND、高耐久高 QoS SSD、AI-native storage systems、存储软件栈、DPU / SmartNIC / 网络存储协同。





8.3 HBF 和下一层上下文记忆


	SanDisk 探索 HBF，高带宽闪存，试图为 AI 推理负载提供容量更大、成本更优、可作为 HBM 补充的方案。

	NAND / SSD 在 AI 时代不是简单存文件，而可能成为 HBM 之后的下一层上下文记忆。






九、memory-bound 是硬件、算法、应用三层问题


9.1 不能只靠增加 HBM 解决


	memory-bound 是技术问题，但解决路径不是单一增加 HBM。

	它是跨硬件、系统、算法、应用层的系统问题。

	NVIDIA / 系统物理层可以通过 HBM、DPU、ICMS、互连和存储层解决一部分。

	Google / 算法层可以通过模型架构、KV cache 管理、压缩、重计算策略等减少内存压力。

	应用层则要通过上下文管理、任务拆解、外部记忆和检索策略降低无效 memory access。





9.2 Agent 的核心能力会包含 memory management


	Agent 的能力不只是模型聪不聪明，还包括能不能高效管理自己的上下文、状态、长期记忆和外部知识。

	memory management 将成为 agentic AI 的基础能力之一。

	这把 AI 基础设施问题和 agent 产品体验直接连在一起：上下文放哪里、怎么取、何时压缩、何时丢弃，都会影响 agent 的持续工作能力。






十、六个综合判断


10.1 HBM 是“高辛烷值航空燃料”


	HBM 是最接近 GPU 的高价值内存，直接决定 accelerator 的有效吞吐。

	它不是普通商品内存，而是 AI 芯片系统的一部分。

	但 HBM 不是万能答案：它贵、难做、良率爬坡慢、封装复杂，还消耗大量 DRAM 晶圆产能。





10.2 服务器 DRAM 是第二主线


	Agent、RAG、tool calling、multi-agent coordination 会让 CPU 侧工作负载增加。

	服务器 DRAM 不只是普通内存，而是 AI orchestration 的关键资源。

	Micron、Samsung、SK Hynix 的受益逻辑不只在 HBM，也在 server DRAM。





10.3 AI 推理正在把 SSD / NAND 推到前台


	ICMS 的出现说明 KV cache / context memory 已经是新的系统瓶颈。

	长上下文、多轮 agent、大规模推理，会让企业级 SSD 和 AI-native storage 获得结构性需求。

	SanDisk / WD / Micron / Kioxia / enterprise SSD / Pure Storage / NetApp / VAST / WEKA 都与这条线有关。





10.4 CXL 是中间层，但需要生态成熟


	CXL 的价值在于补齐 HBM 太贵、DDR 不够灵活、SSD 太慢之间的空白。

	它可能成为 AI memory pooling 的关键技术。

	但落地需要软件、云、硬件和调度系统共同成熟。





10.5 SK Hynix 的领先是技术复利，HBM4 可能重洗格局


	SK Hynix 的优势来自十年投入、MR-MUF、良率、散热和 NVIDIA 信任关系。

	HBM4 是新战场，Samsung 和 Micron 都在追。

	如果 Samsung 在 HBM4 上顺利突破，行业可能从 SK Hynix 独强进入三强竞争。





10.6 AI 内存是智能边界


	AI 时代，内存不再是计算机里的配件，而是智能的边界。

	算力决定模型能跑多快，内存决定模型能记住多少、上下文能拉多长、agent 能持续工作多久、系统能服务多少并发。

	HBM 的重要性不是半导体小品类涨价，而是 AI 计算范式改变的一个可见信号。






关键概念/术语


	AI memory / storage hierarchy：AI 系统围绕不同速度、容量、成本和距离形成的多层内存与存储结构。

	HBM：高带宽内存，把 DRAM 垂直堆叠并靠近 GPU / accelerator，以提供极高带宽和更低数据移动成本。

	memory wall：计算单元速度超过数据供给能力后，内存带宽、容量和访问延迟形成的系统瓶颈。

	KV cache：推理时保存 attention key/value 的上下文缓存，长上下文和 agent 任务会让它快速膨胀。

	CXL：用于外部扩展内存和缓存一致性的高速互连协议，是 HBM 与 SSD 之间的可池化中间层。

	ICMS：推理上下文记忆存储平台，把 KV cache / context memory 做成跨节点共享的 AI-native storage layer。

	server DRAM：CPU 侧 orchestration、RAG、tool calling、多 agent 协作所需的服务器内存。

	AI-native storage：围绕 AI 推理、上下文、向量索引、KV cache、agent 状态优化的存储系统。
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三级笔记



核心观点/主旨

这篇 Stratechery 访谈的核心，不是 Parag Agrawal 离开 Twitter 后做了什么创业项目，而是 Parallel 试图回答一个更底层的问题：当 Web 的主要使用者从人类浏览者变成 AI agents，内容的价值应该怎样被发现、计量和支付。

Parallel 的答案是把搜索、模型、算力和数据组合成面向 agents 的搜索基础设施，再用 Shapley Values 估算不同内容源对最终结果质量的边际贡献。这样一来，内容不再只靠人类点击、广告展示或订阅入口变现，也可以因为被 agent 在高价值任务中使用而获得报酬。

这套机制背后的判断是：开放 Web 过去之所以开放，是因为人类访问带来了商业回报；如果 agent 把价值取走而不让内容方获得反馈和收入，开放 Web 的供给会萎缩。Agentic Web 需要的不只是更好的爬虫和搜索，而是一套新的内容市场。



一、Parallel 的定位：面向 AI agents 的搜索引擎


1.1 Parallel 不把搜索理解为普通消费者产品


	Parallel 服务的不是普通用户在搜索框里输入关键词，而是构建 frontier agents、金融 agents、企业应用和高价值工作流的客户。

	这些客户愿意为更全面、更可靠、更高置信度的结果付费，因为搜索结果会直接进入业务决策、研究流程或自动化任务。

	搜索的经济模型因此从“免费查询 + 广告点击”变成“按使用付费 + 按预算优化质量”的 API 模型。





1.2 一次查询的质量来自多个资源组合


	Parallel 的系统会在给定预算下组合更多 retrieval、更强模型、更多 compute 和更高价值的数据源。

	客户可以为一次 deep research query 选择不同预算，先花较少成本得到初步结果，再在置信度不足时追加预算。

	这使 search 不再是固定成本的同质产品，而是一个可以根据任务价值动态调节的质量函数。





1.3 Parallel 的客户契约是“给定成本下的最佳答案”


	Parag 把 Parallel 的承诺描述为：在用户给出的成本约束下，尽可能产出最高质量结果。

	系统需要决定：是用便宜模型看更多文档，还是用更贵模型看更少文档，还是购买 premium content 再做较少计算。

	这意味着 agentic search 的核心竞争力，是在模型、检索、数据和成本之间做最优分配。






二、Shapley Values 是内容价值计量的关键工具


2.1 内容价值不只是“重要”，还包括“独特”


	Parallel 用 Shapley Values 计算数据对结果质量的贡献。

	这个贡献不是简单看某个来源是否被引用，而是看它在所有可用信息组合中带来了多少不可替代的增量价值。

	如果某个事实到处都有，边际价值就低；如果某个来源提供了独特、稀缺、可提高答案质量的信息，价值就高。





2.2 Shapley Values 把内容支付从固定授权推向动态归因


	传统内容交易常常是固定授权、订阅费或一次性买断。

	Parallel 想要的机制更接近一个价值池：agents 使用 Web 产生预算，内容方按其贡献分配报酬。

	这让内容所有者第一次可能看到自己的内容在 agent 任务中的实际价值反馈，而不是盲目和大模型公司谈总包授权。





2.3 这不是道德主张，而是商业主张


	Parag 明确说，Parallel 不是出于善意或道德情绪去补偿内容方，而是出于商业逻辑。

	如果内容经济无法持续，高质量开放内容会减少，agent search 的上游供给也会被破坏。

	对一个非主导玩家来说，建立可持续内容供给也是争取创新权利的一种方式。






三、开放 Web 的旧商业模式正在失效


3.1 开放 Web 过去默认服务人类访问


	网站开放内容，是因为人类访问能够带来广告、订阅、品牌、线索或销售转化。

	搜索引擎和社交平台把流量导给内容方，内容方再通过这些流量回收成本。

	这个系统的前提是：人会打开网页、看页面、产生注意力和交易。





3.2 Agent 访问会削弱原来的回报闭环


	当 agent 读取网页后直接给用户答案，人类可能不再访问原页面。

	内容对最终任务仍然有价值，但原有的 page view、广告展示、订阅入口和转化链条会被截断。

	如果内容方不能从 agent 使用中获得收入，开放内容就不能被视为永远免费可用的自然资源。





3.3 很多“消费者网站”其实有 B2B 商业内核


	Parag 提出一个重要洞察：很多看起来像 consumer sites 的网站，财务上其实是 B2B business with a consumer costume。

	例如企业在 Google 上买广告，不只是为了普通消费者点击，也是在让潜在商业客户、研究者和采购者找到自己。

	在 agentic future 中，这部分支出可能会迁移到“让 agents 找到、理解和使用我”的分发体系里。






四、Agentic search 的需求侧：高价值工作愿意付费


4.1 Demand side 来自正在构建前沿 agents 的客户


	Parallel 先从需求侧做起，因为它看到高价值 agent work 对 Web 和数据的需求正在快速增长。

	这些客户会做 sophisticated evals 和 benchmarks，比较不同预算、不同搜索系统、不同数据组合的输出质量。

	这类客户不是随便搜一下，而是在把搜索嵌进自己的 agent 工作流。





4.2 Low confidence signal 让 agent 可以继续花钱


	Parallel 的 API 可以返回答案中置信度较低的部分。

	上层 agent 看到 low confidence 后，可以决定是否追加预算，用更多检索、更多计算或更好数据提高答案质量。

	这把搜索从一次性操作变成了可迭代的推理与采购过程。





4.3 Agent work 可能让 Web 使用量远超人类使用量


	Parag 两年多前认为 agents 会让 Web 使用量增长 1000x，当时这个判断显得夸张。

	到今天，他认为这个估计可能偏低，因为需求侧增长速度非常快。

	如果 agents 执行越来越多高价值任务，它们对网页数据、结构化信息和可信来源的需求会快速放大。






五、Agentic search 的供给侧：内容方需要进入市场


5.1 Parallel 同时处理开放内容、登录内容和付费内容


	Parallel 使用开放 Web 上的内容，也通过合作关系访问 login 或 paywall data。

	首批内容合作伙伴包括 PR Newswire、PitchBook、Tracxn、Fortune、The Atlantic 和一些独立创作者。

	系统会对开放内容和付费内容进行估值，并开始向内容方支付。





5.2 内容方需要可见的价值反馈


	现在内容所有者和 AI 公司谈交易时，往往不知道自己的内容对 agents 到底有多大价值。

	缺失的是 data feedback loop、analytic feedback loop 和 value feedback loop。

	Index by Parallel 试图提供这种可见性：让内容方知道自己的网站或内容在 agent 使用中有多值钱。





5.3 成功的 marketplace 会改变内容生产行为


	如果需求侧足够大，创作者可能会专门寻找 agent 信息缺口，生产更独特、更可引用、更能被 agents 使用的内容。

	这会让 marketplace 不只是收割已有内容，而是激励新的供给产生。

	内容创作的经济引擎可能从“吸引人类注意力”扩展到“填补 agent 可用信息缺口”。






六、Parallel 与模型公司、Cloudflare 的关系


6.1 Parallel 是模型公司的 complement


	Parag 认为 OpenAI 和 Anthropic 擅长构建模型，而 Parallel 做的是信息、Web search 和数据层。

	现实客户通常会同时购买模型 token 和 Parallel 搜索能力。

	Parallel 的任务是做出最好的 agentic search，并拿到能提升输出质量的高价值数据。





6.2 它也给内容方提供 BATNA


	即使内容方最终直接和大模型公司交易，Parallel 也可以让内容方更清楚自己的数据价值。

	这相当于给内容方一个更强的 BATNA：至少知道自己的内容在 agent 任务中的贡献，而不是只接受对方报价。

	对内容市场来说，透明的价值计量本身就是谈判能力。





6.3 Cloudflare 与 Parallel 处理同一个问题的不同侧面


	Cloudflare 通过网络层和大量内容所有者关系，可以制造 scarcity，让爬取不再默认免费。

	Parallel 更接近需求侧，知道 agents 在实际任务中怎样使用内容，以及哪些内容提升了结果质量。

	Parag 认为开放 Web 的问题不是单家公司能解决，需要内容方、技术公司、agent 公司和平台共同参与。






七、Inference-time data 与训练数据的边界


7.1 Parallel 只处理 agent 执行任务时使用的数据


	Parag 明确区分 training / post-training data 与 inference-time data。

	Parallel 关注的是 agents 在执行具体任务、生成具体答案时使用了哪些网页和内容。

	这类使用有明确任务、检索路径和引用关系，因此更适合做价值归因。





7.2 训练数据归因仍然很难


	模型训练把大量数据吸收到参数里，中间是黑盒，很难证明某一条数据对某一次输出贡献了多少。

	所以训练数据通常更像固定授权或整体采购。

	Inference-time use 则不同，因为系统可以记录某次任务中哪些内容被检索、比较和引用。





7.3 这也是 Shapley Values 能成立的边界条件


	Shapley Values 需要知道不同内容组合对结果质量的增量贡献。

	在 inference-time search 中，可以围绕具体 query、具体结果、具体数据源做估值。

	这让内容计价从抽象的版权谈判，变成更接近可观测的任务价值分配。






八、人类内容与 agent 内容可能分化


8.1 人类内容重视叙事、写作质量和共同体验


	Ben Thompson 提到，Stratechery 最成功的文章往往有故事、有结构、有角色、有开头中段和结尾。

	人类阅读不仅为了事实，也为了叙事、判断、共同讨论和身份感。

	这类内容对订阅、社区和 shared experiences 仍然很有价值。





8.2 Agent 内容更偏效用、事实和可操作性


	Parag 观察到，当前 agents 更 utility-oriented，不太关心写作质量。

	Agents 更看重内容能否帮助完成任务、提高置信度、补足独特事实或提供可引用信息。

	因此未来可能出现专门服务 agents 的内容生态，与服务人类读者的内容生态部分分化。





8.3 两个生态可能有交集，但价值标准不同


	有些内容既对人类有价值，也对 agents 有价值。

	但人类价值来自叙事、共同体验和表达质量，agent 价值来自信息独特性、可计算性和任务效用。

	Agentic Web 的长期问题，是如何在这两套价值标准之间建立可持续的内容生产激励。






关键概念/术语


	Agentic Web：AI agents 主动检索、读取和使用 Web 内容来完成任务的新网络形态。

	Parallel：Parag Agrawal 创立的面向 AI agents 的搜索基础设施，组合 compute、models、search 和 data。

	Index by Parallel：展示某个网站内容对 agents 相对价值的系统。

	Shapley Values：估算某个内容源对最终结果质量边际贡献的方法，既看重要性，也看独特性。

	Willingness to spend：客户愿意为一次 agent search 支付的预算，用来决定系统可投入的检索、模型、算力和数据。

	Low confidence signal：API 返回低置信区域，让上层 agent 决定是否追加预算继续搜索。

	Content marketplace：内容所有者、agent search 系统和客户预算之间的价值计量与支付市场。

	Demand side / Supply side：需求侧是为 agent search 付费的客户，供给侧是提供内容的媒体、数据库和创作者。

	Inference-time data：agent 在执行具体任务时检索和使用的数据，不同于训练或后训练数据。

	BATNA：内容方在与大模型公司谈判时的替代选择；知道内容价值后，谈判能力更强。

	Scarcity：内容不再默认无限免费可抓取时，市场定价才能成立的稀缺性基础。

	Human content vs agent content：人类内容重视叙事和共同体验，agent 内容重视效用、独特事实和可操作信息。
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