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扉页



期号：260516 期



标题：算力、工具与科学尺度



日期：2026-05-16



文章数：10



三级笔记字数：约 36267 字







今日洞察

昨天的收藏主线集中在算力与芯片、开发者工具上下文、多模态 AI 产品化三件事上。可以优先追踪“计算资源如何反过来塑造 AI 产品定价与工具形态”，再从其中筛出后续值得进入正式内参编辑的文章。




阅读路线


	商业与产品：4 篇

	AI 产品与工具：2 篇

	开发者工具：1 篇

	科技与研究：3 篇






使用说明

这本 EPUB 用于在微信读书里完成今日 AI 内参的精读闭环。每篇文章只收录 AI 内参自有三级笔记，不收录第三方原文全文；如果需要查看概念网络，请从文章章节里的 Notion 入口跳转。




商业与产品




1. Cerebras IPO 背后是 AI 芯片替代路线的资本押注



作者：Katie Roof



主题：商业与产品



质量分：★★★★★



注意力番茄：🍅



Howie 的阅读理由：Cerebras 的 IPO 叙事把 Foundation、Benchmark、OpenAI 等投资方放到聚光灯下，也把“能否成为 Nvidia 替代品”的问题推到资本市场面前。



Notion 网页入口 | Notion App 入口 | 原文入口



概念网络：请跳转到 Notion 文章页面查看 concepts｜2 关键概念、概念网络 tab。





三级笔记



《Cerebras IPO Winners Include Foundation, Benchmark—and OpenAI》



核心观点/主旨


	这篇文章把 Cerebras 的 IPO 写成一张资本回报图谱：早期 VC、后期买家、创始人、员工，以及 OpenAI 这样的战略合作方，都会因为 Cerebras 上市获得巨大账面收益。

	文章的重点不是复盘 Cerebras 的技术路线本身，而是展示资本市场如何给这家 AI 芯片公司定价：早期押注获得几十倍回报，后期折价买入者获得重估收益，OpenAI 则通过算力采购协议获得接近股权期权的收益空间。

	Cerebras 被放在“AI 芯片替代路线”的语境中：它试图通过为 AI 重新设计芯片、把芯片做成餐盘大小，来挑战传统半导体路径下的算力供给方式。





一、IPO 的最大赢家：早期资本获得高倍数回报


1.1 Foundation Capital：最早期押注变成最高倍数回报


	Foundation Capital 是 Cerebras IPO 中最醒目的赢家之一。

	文章称，Foundation Capital 的投资将获得约 76 倍理论回报，对应接近 28 亿美元的回报规模。

	Foundation 的关键人物 Steve Vassallo 早在 2009 年 Feldman 为 SeaMicro 融资时就认识他；虽然当时没有投资，但他持续保持联系，等待 Feldman 的下一个创业项目。

	这种长期关系让 Foundation 在 Cerebras 早期拿到位置，并获得董事会席位；文章还提到，Cerebras 早期员工曾在 Foundation Capital 办公室以 entrepreneurs-in-residence 的方式工作。

	Foundation 后续也参与了 2018 年融资，整体投入约 3700 万美元，最终在 IPO 价格下对应 28 亿美元股权价值。





1.2 Benchmark：从“半导体不是典型投资”到接近 10% 持股


	Benchmark 在 2016 年首次投资 Cerebras，与 Foundation Capital 共同领投 Series A。

	这不是 Benchmark 的典型投资。Benchmark 更以 Uber、Snapchat 等互联网平台型早期投资闻名，而 Cerebras 是一家高难度半导体创业公司。

	Eric Vishria 起初对是否投资半导体公司有疑虑，但被 Feldman 的想法吸引：通过为 AI 重新设计芯片，让 AI 运行得更快、更好。

	Benchmark 内部还调用了有半导体投资经验的老一代合伙人来判断项目难度，最后形成判断：Cerebras 要做的事极难，但如果有团队能做成，就是这支团队。

	Benchmark 后续继续加码，去年和今年又投入 2.5 亿美元购买 320 万股，使其 IPO 时持股接近 10%。

	按 IPO 价格计算，Benchmark 在 2.68 亿美元总投资上的理论回报约 12.2 倍，股权价值约 33 亿美元。





1.3 Eclipse Capital：Fairchild 传统给 Cerebras 早期背书


	Eclipse Capital 的投资叙事带有硅谷半导体传承色彩。

	早期投资人 Pierre Lamond 曾在 Fairchild Semiconductor 工作；Fairchild 被文章称为现代计算奠基的重要公司。

	Lamond 过去也支持过 Feldman 的上一家公司 SeaMicro，后来加入 Eclipse，并在 Cerebras 创立一年后支持该公司。

	Eclipse 随后参与了四轮融资，主要集中在 Cerebras 的前三年，也在 2021 年以接近 28 美元每股的价格购买少量股份。

	虽然 Eclipse 的总成本没有被披露，但文章判断可能达到数亿美元；按 IPO 价格计算，其持股价值约 25 亿美元。





1.4 Alpha Wave Global：后期入场者通过折价股份获益


	Alpha Wave Global 是后期成长阶段投资人的代表。

	它在 2019 年首次投资 Cerebras，价格略高于每股 18 美元；2021 年又参与估值对应每股略低于 28 美元的融资。

	之后 Alpha Wave 又在三轮融资中投入 1.9 亿美元，最终持有 6.5% 股份。

	文章特别指出，2024 年 Cerebras 曾授权以低于 15 美元的价格出售股份，这大约只有 2021 年上一轮价格的一半；Alpha Wave 当时至少买入 300 万股。

	按 IPO 价格计算，Alpha Wave 的持股价值约 22 亿美元。






二、OpenAI 的特殊收益：用未来算力采购换取低价股权


2.1 OpenAI 不是普通财务投资人


	OpenAI 的收益来自一项平安夜协议，而不是传统 VC 轮次投资。

	该协议规定，如果 OpenAI 在未来几年从 Cerebras 购买数十亿美元的算力容量，OpenAI 最多可获得 Cerebras 11% 的股份。

	OpenAI 为每股支付的价格只有几分之一美分，明显不同于普通融资轮中的股价。

	按 IPO 价格和可能归属的股份部分估算，OpenAI 上市后不久的持股价值约 18 亿美元。





2.2 这笔交易把“客户关系”变成“资本收益”


	文章提到，OpenAI 的创始人曾考虑过与 Cerebras 合并，这说明双方关系不只是普通采购关系。

	在这项安排中，OpenAI 同时扮演潜在客户、战略合作方和准股东的角色。

	对 Cerebras 来说，这种安排把未来算力需求绑定到自身 IPO 叙事中；对 OpenAI 来说，它用未来采购规模换取低价获得股权收益的可能性。

	OpenAI 联合创始人 Sam Altman 和 Greg Brockman 也分别持有约 8.9 万股和 7.7 万股；按 IPO 价格计算，账面价值分别约 1600 万美元和 1400 万美元。






三、Cerebras 的融资路径：从折价私股到高价 IPO


3.1 私有市场价格多次波动


	文章显示，Cerebras 的私有市场股价并非一路线性上升。

	2021 年融资价格约低于 28 美元每股；但 2024 年授权出售股份时，价格低于 15 美元，大约只有 2021 年价格的一半。

	一年后，Cerebras 又以每股略高于 36 美元融资 11 亿美元，领投方包括 Fidelity 和 Atreides Management。

	在公司撤回首次 IPO 文件后，Tiger Global Management 又领投 10 亿美元融资，价格升至每股 89 美元。

	这些价格节点说明，Cerebras 的资本故事经历了折价、重新融资、撤回 IPO 文件后再融资和上市定价的多次重估。





3.2 IPO 让不同时间点进入的投资人被重新定价


	对早期投资人来说，IPO 把多年前的低价股份放大为巨额账面收益。

	对 2024 年折价买入的投资人来说，IPO 相当于一次快速重估。

	对 Tiger Global 这样的最新高价投资人来说，投资基础已经接近上市前估值，回报逻辑更依赖上市后交易价格。

	文章强调，这些回报目前是理论值；实际收益取决于股票交易表现，以及投资人何时卖出。






四、技术叙事：Cerebras 的资本押注建立在 AI 专用芯片路线之上


4.1 Cerebras 的基本技术想法：为 AI 重新设计芯片


	Benchmark 的 Eric Vishria 被 Feldman 的想法吸引：通过重新设计 AI 芯片，让 AI 运行得更快、更好。

	文章用“餐盘大小”的芯片描述 Cerebras 的路线，这对应它和传统芯片形态不同的技术叙事。

	这种路线让 Cerebras 不只是另一家半导体公司，而是被投资人看作 AI 算力供应方式的替代方案。





4.2 投资人承认这条路线极难


	Benchmark 内部的判断不是“这件事容易”，而是“这件事非常难，但这个团队可能做成”。

	这种判断解释了为什么传统互联网投资机构会在不熟悉的半导体领域下注。

	Cerebras 的 IPO 因此不是单纯财务事件，也是资本市场对一条高难度 AI 芯片路线的检验。






五、创始人、员工与个人股东的账面财富


5.1 Andrew Feldman 的创始人持股


	Cerebras 创始人兼 CEO Andrew Feldman 持有 5.5% 股份。

	按 IPO 价格计算，他的持股价值约 19 亿美元。

	文章通过 Feldman 与 SeaMicro、Lamond、Vassallo、Benchmark 的关系，呈现了连续创业者与长期资本网络之间的联系。





5.2 员工和 OpenAI 联合创始人也获得账面收益


	IPO 同样会让 Cerebras 员工获得财富增长。

	Sam Altman 和 Greg Brockman 的个人持股规模远小于 VC 和 OpenAI，但在 IPO 价格下也分别达到千万美元级别。

	这些个人收益补充了文章的主要叙事：Cerebras 上市会让围绕公司早期和战略关系形成的一批人获得可见的账面回报。






六、文章的论证骨架


6.1 先给出赢家名单，再分投资人拆解


	文章开头直接列出最大赢家：Foundation、Benchmark、Eclipse、OpenAI，以及部分后期买家。

	随后按投资机构逐一拆解进入时间、投资成本、持股规模和 IPO 价格下的理论价值。

	这种写法把 Cerebras IPO 变成一张资本收益表，读者先看到结果，再回看每个结果是如何形成的。





6.2 用投资回报侧写 Cerebras 的公司叙事


	文章没有系统展开 Cerebras 的产品、客户或财务报表，而是通过投资人的入场时间和回报倍数来侧写公司价值。

	早期投资人的高倍数回报说明他们承担了技术不确定性；后期投资人的折价买入说明私有市场曾经重新打折；OpenAI 的协议说明算力需求本身也可以转化为股权收益。

	最后，文章用“实际回报取决于股票交易和出售时点”收束，提醒这些巨额数字仍是上市价格下的理论账面值。








2. Anthropic 成本波动暴露企业 AI 预算难题



作者：The Information



主题：商业与产品



质量分：★★★★★



注意力番茄：🍅



Howie 的阅读理由：Anthropic 客户面对的价格和成本不确定性，说明企业 AI 落地的主要摩擦不只是模型效果，而是预算可预测性。



Notion 网页入口 | Notion App 入口 | 原文入口



概念网络：请跳转到 Notion 文章页面查看 concepts｜2 关键概念、概念网络 tab。





三级笔记



《Anthropic 成本波动暴露企业 AI 预算难题》



核心观点/主旨

Anthropic 的企业客户并不是单纯在抱怨 AI 工具太贵，而是在面对一种更难管理的问题：生成式 AI 已经被认为必须使用，但企业缺少足够细的使用数据、明确的服务承诺和稳定的成本治理机制，因此很难把 Claude 这类前沿工具纳入传统企业软件预算。与此同时，Google、OpenAI、Anthropic、ServiceNow、Salesforce 等公司都在借鉴 Palantir 的 forward deployed engineer 模式，说明企业 AI 的难点已经从“有没有模型能力”转向“如何把能力部署进组织并算清经济账”。



一、Anthropic 客户面对的成本治理难题


1.1 企业可以绕路监控 Claude 使用，但这不是原生能力


	原文提到，客户可以通过标准 API 把员工的 Claude 账户连接到外部分析工具，从而在一定程度上监控使用情况。

	这个办法的前提是企业本身已经拥有能解释这些数据的分析工具；否则即便拿到数据，也未必能形成可操作的成本视图。

	ServiceNow 使用自己的 AI Control Tower 来追踪员工每天使用 Claude 工具的情况，并安排团队成员专门监控这些数据。





1.2 缺少 granular usage data 让企业难以管控个体使用


	National Life Group 同样面对员工 Claude 账户缺少细粒度使用数据的问题。

	Nimesh Mehta 的判断是，这让 Anthropic 更适合消费级使用，而不适合那些需要监控个人使用情况的公司。

	这里的问题不是模型是否有用，而是企业采购软件时需要知道谁在用、用了多少、成本如何形成。





1.3 Anthropic 还缺少传统企业软件常见的服务承诺


	原文指出，Anthropic 没有向客户提供 service-level agreements，也就是定义产品表现和客户服务响应时间的协议。

	这类协议在软件行业是标准配置；缺少它会让企业难以用传统供应商管理方式约束 AI 工具。

	Romack 表示她并不对 Anthropic 感到沮丧，也理解其技术和业务仍处早期，但她想要更多透明度。






二、企业仍会继续使用高成本前沿 AI 工具


2.1 使用压力来自业务预期和竞争焦虑


	越来越多公司感到有压力去使用 Anthropic 这类成本高昂的前沿工具。

	企业领导者认为，随着时间推移，他们最终能够把这些支出算出经济回报。

	这种支出也由竞争恐惧驱动：企业担心竞争对手先一步搞清楚 AI 的经济账。





2.2 AI 支出的一个优势是可快速关闭


	原文给出的亮点是，客户理论上可以在必要时迅速关闭这类支出。

	如果企业绝对需要控制预算，或出现更具成本效率的替代方案，AI 工具开支比裁员更容易调整。

	这说明 AI 成本虽然不稳定，但它不像人力成本那样难以逆转。






三、Google 借鉴 Palantir，说明企业 AI 部署仍然很重


3.1 AI 并没有让咨询服务迅速过时


	原文转入 Google 的案例，指出 AI 原本被认为会让咨询顾问过时，但现实并非如此。

	Google Cloud 计划招聘数百名 forward deployed engineers，帮助客户使用 Gemini AI 工具。

	Google 可能会把现有员工转入这个新团队，说明它把企业 AI 部署看作一个专门能力。





3.2 OpenAI、Anthropic 和软件公司也在建设部署能力


	OpenAI 和 Anthropic 都宣布与私募股权公司建立新实体，帮助公司部署 AI。

	ServiceNow 和 Salesforce 等同时销售 AI 的软件公司，也在招聘 FDE。

	这些动作共同提醒读者：让企业真正用好每周都在进步的 AI 能力，是一个极其艰难的问题。





3.3 Palantir 模式的吸引力不只在工程师，也在定价逻辑


	Palantir 长期向客户收取 FDE 费用，帮助客户基于 Palantir 中存储的数据开发定制 AI 应用。

	Palantir 按客户从软件中获得的价值或成本节约来收费的模式，也被认为有吸引力。

	Bain Capital 的 Max de Groen 表示，OpenAI 的 AI 部署合资公司 DeployCo 希望招聘顶级人才，包括 Palantir 校友。

	OpenAI 还收购了一家小型咨询公司，为 OpenAI Deployment Company 提供 150 名 FDE 作为起点。






四、文章隐含的企业 AI 经济账


4.1 成本不可预测来自“使用增长 + 治理不足 + 服务边界不清”


	Anthropic 的客户问题集中在监控、透明度和服务承诺，而不只是单价。

	当前沿 AI 工具被更多员工使用，企业需要把零散使用转化为可审计、可预算、可管理的系统。

	如果供应商不能提供足够细的数据和企业级承诺，企业就很难判断 AI 支出是否可持续。





4.2 部署能力成为 AI 供应商的新竞争层


	Google、OpenAI、Anthropic 和传统软件公司都在补强 FDE 或部署团队，说明模型能力本身不足以完成企业落地。

	企业客户需要的不只是 API 或聊天工具，还需要有人把 AI 嵌入工作流、连接数据、衡量效果并解释成本。

	这让 Palantir 的模式重新变得重要：企业 AI 可能更像高接触、高定制、强部署的业务，而不是纯自助式 SaaS。








3. “最大芯片 IPO”里的融资光环与风险折扣



作者：腾讯科技



主题：商业与产品



质量分：★★★★★



注意力番茄：🍅



Howie 的阅读理由：这篇文章从风险角度审视热门芯片 IPO：Sam Altman 的投资、AI 芯片叙事和资本市场热度可能带来估值加成，也可能掩盖交付、客户集中和周期性风险。



Notion 网页入口 | Notion App 入口 | 原文入口
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三级笔记



《“最大芯片 IPO”里的融资光环与风险折扣》



核心观点 / 主旨

本文把 Cerebras 的 IPO 故事拆成两层：技术与产品层面，WSE 是真实的工程突破，并在推理场景找到了高吞吐机会；招股书与商业层面，收入、利润、毛利率、客户结构和 OpenAI 大单都带有明显的会计与合同折扣。作者的中心判断是：Cerebras 不是没有技术含量的概念公司，但它的 IPO 光环背后，真正需要资本市场定价的是一组非常具体的风险。



一、Cerebras 的技术故事：一颗晶圆级大芯片


1.1 Wafer-Scale Engine 的核心差异


	Cerebras 的核心产品是 Wafer-Scale Engine（WSE），不是把一颗 die 切下来封装，而是把一整片 12 吋晶圆做成一颗芯片。

	普通芯片受 Reticle 大小限制，单颗 die 面积有限；Cerebras 与 TSMC 通过 Cross-reticle stitching，让金属连线跨过 Scribe line，把多个 Reticle 版图拼成一整片晶圆级计算系统。

	WSE-3 约有 90 万颗核心和 44GB 片上 SRAM，这让它在片内计算与片内带宽上具有很强辨识度。





1.2 工程突破与良率口径的差异


	作者承认 WSE 在版图设计、片上互联、缺陷绕行、PVT 一致性、散热、供电、封装等方面都啃下了硬骨头，是工程意义上的突破。

	Cerebras 对外宣称良率做到 100%，但作者认为它改变了良率的计算方式：不是看一颗 die 是否完整可用，而是看整片晶圆能否通过冗余核心和片上网络绕过缺陷，形成逻辑上完整的计算系统。

	这不是简单偷换概念，因为大面积系统可用性本身很难；但它和传统 GPU 良率不在同一个度量衡里，不能直接横向比较。





1.3 “内快外慢”的结构性特点


	WSE 的片上 NoC 带宽达到 Pbps 量级，这是 Cerebras 多次强调的创新点。

	但只要数据离开晶圆，就会面对其他 AI 芯片同样面对的片间与片外互连瓶颈；作者指出片内与片间互连的量级差约在 100 倍以上。

	这种“内快外慢”决定了 Cerebras 后续从训练转向推理的产品故事。






二、训练梦碎：单芯片亮点无法替代系统能力


2.1 训练市场的真实约束


	Cerebras 最早瞄准训练，但大模型训练拼的不是单芯片算力，而是外部内存、外部互连和大规模系统搬运能力。

	权重、梯度、optimizer state、activation 都要在系统中高效搬运，WSE 的短板恰好在片外 I/O 和互连。

	Nvidia 的壁垒不是单个 GPU，而是 GPU、CUDA、NCCL、NVLink、NVSwitch、HBM、服务器、云厂商部署和开发者生态构成的完整系统。





2.2 客户机会成本与非 Nvidia 训练芯片困境


	训练场景客户主要是全球大模型头部玩家，他们的战略任务是留在牌桌上、追最快迭代。

	在这种机会成本下，客户很难拿关键训练任务去赌一颗非 Nvidia 训练芯片。

	Cerebras 曾用 SwarmX 和 MemoryX 解决 WSE 外部内存与扩展问题，但这套配套在实际部署中没有真正成为主线。





2.3 稀疏路线没有成为模型演进主线


	Cerebras 曾押注非结构化权重稀疏，希望通过 8:1 任意稀疏获得接近 8 倍有效算力。

	但大模型后来的主流方向是 MoE、低精度量化和 attention 优化，而不是 Cerebras 试图在硬件上泛化支持的任意稀疏。

	作者由此强调，AI 芯片产品经理必须对模型演进有深刻理解和预判，否则产品定义会面临极高风险。






三、推理新机会：高吞吐路径成立，但必须挑客户


3.1 推理和训练的系统约束不同


	推理场景与训练不同，计算模式更容易解耦，Cerebras 把推理任务做成流水线。

	它把大模型按层切成几段，分别放到一片或多片 WSE 上；推理时数据像传送带一样逐片流动，每片只负责其中一段计算。

	片与片之间主要传输中间结果 activation，而模型权重和 KV cache 被锁在每片 WSE 内部，避免反复跨片搬运。





3.2 这条路线绕开了 WSE 的最大短板


	WSE 最大短板是片外 I/O 不够快，推理流水线把真正吃内存的部分留在片内，从而绕开短板。

	对追求高 token 吞吐的推理场景，这条路线具有真实工程意义；Cerebras Inference 在公开 benchmark 中跑出过约 15 倍于主流 GPU 方案的 token 速度。

	但强泛化推理很难，模型大小、结构、KV cache 需求、SRAM 容量和片外 I/O 都会影响适配效果。





3.3 最优市场策略是少数大客户深度适配


	作者认为 WSE 只能在“特定模型 + 特定适配”的场景下打出最强表现。

	它的经济意义要求 Cerebras 找最通用的模型和量最大的 Hyperscaler 客户，针对客户计算系统做软硬件适配与优化。

	因此，Cerebras 在技术上找到了推理市场机会，但这条路必须依赖少数大客户和深度适配才能走通。






四、OpenAI 大单的另一面：资金闭环与股权换订单


4.1 200 亿美元合同不是简单订单


	Cerebras 在 2026 年 1 月宣布与 OpenAI 的多年合同，金额超过 200 亿美元，部署 750MW 高速 AI 推理算力，并共同设计未来模型与硬件。

	在 S-1 中，这个故事被拆成工作资本贷款、客户认股权证、共同设计义务和排他条款等多组条款。

	作者认为，必须把这些条款拼在一起，才能看到商业实质。





4.2 OpenAI 的 10 亿美元贷款受控且可抵销


	OpenAI 向 Cerebras 提供 10 亿美元 secured promissory note，年利率 6%，到期日不晚于 2032 年 12 月。

	这笔钱的账户由 OpenAI 控制，Cerebras 不能自由支配；若 MRA 因非 OpenAI 重大违约之外的原因终止，OpenAI 可冻结并要求立即偿还。

	Cerebras 可用现金，也可用算力、硬件或其他服务抵销本金和利息，这使贷款与未来服务收入形成闭环。





4.3 Warrant 把客户做成准股东


	Cerebras 向 OpenAI 发行 33,445,026 股 Class N 普通股认股权证，行权价几乎等于白送。

	按 S-1 披露的授予日公允价值，这份 warrant 总价值约 27.4 亿美元，归属分为贷款到账、市值或付款里程碑、交付节奏和额外容量选项等多档。

	MRA 还包含一定排他性安排，意味着 Cerebras 在获得 OpenAI 大单的同时，让渡了部分潜在客户空间。





4.4 商业实质：算力期权 + 股权认购权


	作者把这组安排概括为完整资金闭环：OpenAI 借出资金，Cerebras 用于采购、扩产和数据中心，之后把算力卖回给 OpenAI，OpenAI 可用应付货款抵销贷款本金。

	结果是 OpenAI 的现金没有真正流出，Cerebras 的现金也没有真正留下；OpenAI 得到算力使用权和大额认股权证。

	这是一笔被会计准则切成三张表的同一笔生意，本质是“算力期权 + 股权认购权”的打包交易。





4.5 Contra-revenue 会冲减未来收入


	S-1 Note 4 把客户 Warrant 按授予日公允价值作为合同交易价格扣减项，随商品或服务交付按比例冲减收入。

	2025 年报表还没有受 OpenAI Warrant 影响；但公司预计从 2026 年 Q1 开始，warrant 对应的 contra-revenue 会让季度收入增长率较此前趋势放缓。

	按 probable 判断，已归属及被认为 probable 的部分约 1900 万股，对应约 15.4 亿美元，将随 OpenAI 收入确认节奏冲减收入。






五、财务表象：盈利、毛利率和客户结构都需要折价理解


5.1 GAAP 盈利包含一次性会计重估


	S-1 披露 Cerebras 2025 年 GAAP 净利润为 2.378 亿美元，看上去已经盈利。

	但作者指出其中包含 3.633 亿美元一次性会计重估；剔除这笔重估和股权激励后，Non-GAAP 净亏损为 7570 万美元，同比扩大约 5400 万美元。

	2024 年经营现金流为正主要来自客户预付款，2025 年随着预付款消化转为负值。





5.2 39% 毛利率尚未扣除关键客户 warrant 影响


	Cerebras 毛利率从 2024 年的 42.3% 降到 2025 年的 39.0%，原因包括云业务占比上升和数据中心相关成本稀释毛利。

	2026 年开始确认 OpenAI 和 AWS warrant 的收入冲减后，报告口径毛利率会进一步承压。

	作者因此把 39% 毛利率视为需要打折理解的表象，而不是稳态盈利能力。





5.3 客户集中度极高


	S-1 Note 5 披露 G42 和 MBZUAI 在会计上被认定为相互关联方。

	2024 和 2025 两年，Cerebras 几乎全部收入来自同一组阿布扎比实体；2025 年 86% 收入来自相互关联的阿联酋客户组合，其他客户约 14%。

	OpenAI 在 2025 年财报中尚未真正开始确认收入，所以 IPO 后收入故事高度依赖 OpenAI，而 OpenAI 故事又需要 warrant 作为配套条件。






六、资本市场需要回答的五个问号


6.1 真实毛利率是多少


	第一个问题是剔除股权对价后的真实毛利率。

	2025 年 39% 毛利率没有扣 OpenAI Warrant；probable 部分约 15.4 亿美元将从 2026 年 Q1 起按比例冲减收入。

	如果 IPO 后股价继续上升，未来新增归属部分的公允价值更高，对收入拖累也可能更深。





6.2 OpenAI 订单到底锁定了多少


	第二个问题是 200 亿美元 OpenAI 订单的下限。

	MRA 把按 SLA 砍单、Working Capital Loan 抽贷和 Additional Capacity 是否行使的权利交给 OpenAI。

	如果 Cerebras 履约不达标，订单可以被部分或全部终止；如果额外容量不行使，合同金额和第三档 warrant 归属都会大幅缩水。





6.3 客户结构能否切换


	第三个问题是 Cerebras 能否从“主权 AI 项目承包商”切换为“AI 推理基础设施公司”。

	2024–2025 年收入高度依赖 G42 + MBZUAI 组合，这种集中度让估值锚不稳定。

	OpenAI 能否在 2026–2027 年真正稀释客户集中度，要看实际收入分布，而不是合同金额和市场叙事。





6.4 WSE-4 能否补齐架构短板


	第四个问题是 WSE-4 能否补齐硬件架构短板。

	作者列出 WSE-3 的缺口：低精度浮点支持不足、片外和片间互连带宽不足以支撑大模型 KV cache、核心粒度太小导致编译器和数据映射复杂。

	如果 WSE-4 不能做数量级改善，超高速推理故事就不完整，毛利率改善也不能只靠软件优化。





6.5 Warrant 换订单能否被二级市场接受


	第五个问题是客户认股权证换订单模式能否持续。

	AMD 与 Meta、AWS 与 Cerebras、OpenAI 与 Cerebras 都有类似安排，国内外 AI 芯片公司也在使用各自版本的客户股权激励换订单。

	Cerebras IPO 是这一模式在国际资本二级市场上的压力测试。








4. 中国半导体追赶者的窗口期来自供给短缺



作者：168X



主题：商业与产品



质量分：★★★★★



注意力番茄：🍅



Howie 的阅读理由：Herman Jin 的线程把半导体缺货、光模块采购和中国存储厂商投资机会连在一起，核心判断是短缺也会给追赶者提供议价、扩产和估值重估窗口。
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三级笔记



《中国半导体追赶者的窗口期来自供给短缺》



核心观点 / 主旨

这篇访谈的核心判断是：AI 让半导体在过去 40 年第一次直接形成生产力，而供给侧长期低估 AI 需求，导致晶圆、先进封装、光模块、存储等环节进入持续缺货。缺货时代不只利好龙头，也会给主线上的追赶者打开窗口：原本没人愿意试的产能、技术和公司，会因为“无论如何都不够用”而获得客户、议价权和估值重估。



一、流动性宽裕推动半导体行情，但年底到明年初可能有回调


1.1 银行间流动性仍偏宽松


	Herman 认为 2026 年市场流动性总体宽裕，SLR 解绑后，SOFR 和 repo 日成交量显示银行端资金环境较松。

	财政部发债规模在 Q2 较少，七月以后发债会上升，但白宫倾向于把发债资金重新放回 repo，以维护市场流动性稳定。

	他的解读是，政策态度并不担心流动性多导致泡沫，而是希望市场流动性更多、市场上涨。





1.2 三月底之后的上涨分为 CTA 强买和市场杠杆 FOMO


	三月三十一日前三周，CTA 与系统性策略全球卖出约 1,800 亿美元，造成市场叠杀。

	三月三十一日后，CTA 反转买入：第一周买 400 亿、第二周买 800 亿、第三周买 300 多亿，形成第一阶段“强买”。

	第二阶段是市场放杠杆 FOMO，核心支撑是半导体估值低，以及 Anthropic、OpenAI 模型表现让市场相信 AI 有真实需求。





1.3 回调风险来自 AI 财务验证、油价和 IPO 吸水


	Herman 认为今年年底或明年年初可能出现 meaningful 回调，原因是市场会重新质疑 Anthropic 和 OpenAI 是否“左脚踩右脚”。

	Hyperscaler 的 Free Cash Flow 开始承压，CDS 平均上升，叠加油价、通胀、就业和 GDP 的共振，可能触发对 AI 的再质疑。

	OpenAI、Anthropic、SpaceX 等大型 IPO 也会吸收大量流动性；如果模型预期落空，市场可能先解读为“模型不行”，而不是“算力不足”。






二、半导体第一次直接形成生产力，供给侧却仍然保守


2.1 过去 40 年半导体主要是软件平台的基础设施


	过去互联网科技革命中，半导体提升并没有直接生产生产力，而是先变成软件平台，再由软件、APP 和商业流程产生价值。

	Herman 将这种价值与真实生产力区分开：很多互联网价值来自流量、营销、PPT 和外包协作，而不是芯片本身直接生产东西。





2.2 Claude Opus 4.6 和 GPT 5.5 之后，半导体开始像蒸汽机一样生产效率


	他的核心判断是，从 Claude Opus 4.6 和 GPT 5.5 开始，半导体直接形成生产力。

	这被类比为蒸汽机革命、内燃机和石油革命：机器本身可以用数据衡量产出效率。

	因此 AI 算力需求不再只是“软件平台需求”，而是 Token 生产能力本身的需求。





2.3 半导体行业过去三年不相信 AI，造成全链条供给滞后


	台积电和整个半导体行业从 2023 年到现在没有为 AI 做足大规模开发侧投入。

	晶圆厂、封装、存储、光矽、原材料产能都没有同步提上去。

	因为行业看头部，头部看台积电；台积电保守扩产，导致整个产能滞后至少三年，而今天追加的投入也需要很久才能释放。






三、光模块：同时受益于市场增长、份额替代和毛利提升


3.1 光模块在 AI 机柜中价值占比高，但市值不匹配


	在 NVIDIA NVL72 rack 中，CPO 大约占 10%，GPU 约 40%，存储约 30%，光模块约 20%。

	但光模块公司总市值没有美光高，Herman 认为这是 fundamental 的不合理。





3.2 光从 Scale-Across 往 Scale-In、Scale-Up 下沉，持续吃铜的份额


	他用城市基建类比数据中心：楼内是 Scale-In，楼与楼是 Scale-Up，街区间是 Scale-Out，城市间是 Scale-Across。

	原来近距离更多用铜，现在光不断往更近距离、更细颗粒度的连接下沉。

	因此光模块不只是市场随 AI 数据中心增长，也在吃铜的市场份额。





3.3 “应缺尽缺”和“应买尽买”


	Herman 判断光和存储都会缺，而且会缺很久。

	他更偏好光模块，因为存储商品性更强，而 CPO、GPU、光模块有产品性和迭代。

	从 800G 到 1.6T，收入增长超过两倍，部分零配件成本变化有限，毛利率也随产品迭代提升。






四、CapEx 模式改变华尔街的估值框架


4.1 AI 公司从轻资产软件模式转向 Token 工厂模式


	过去软件是写一次、卖无数个 pattern；现在 AI 是在 inference 中不断卖 Token。

	Token 工厂必须做 CapEx，不做 CapEx 就没有产能。

	Google 等 Hyperscaler 已经意识到轻模式会被改变。





4.2 华尔街仍未完全接受 CapEx 增长的必要性


	CapEx 增加会压低 Free Cash Flow，这会触发传统估值框架的质疑。

	Herman 认为今年年底到明年年初可能的回调，部分就来自“华尔街的脑子并没有完全搬过来”。

	真正了解市场的人会看过去有没有投入、今天有没有产能、能不能卖出去，以及投产比是否足够好。






五、Intel：缺货时代，落后追赶者获得被试用的机会


5.1 Intel 的早期投资逻辑来自 PB 低估和资产价值


	Herman 当时买 Intel，是因为 Intel 投了大量晶圆厂，PB 却只有 1 倍，而中国一些 DUV 晶圆厂还没出片也能有 1 倍 PB。

	他认为 Intel 只有两条路：破产，或 18A 走出来；破产不现实，拆掉也值钱。





5.2 Intel 需要跨过五个台阶


	不破产。

	晶圆厂能给内部用。

	能给外部客户用。

	晶圆厂能盈利。

	能实质性地对台积电形成部分挑战。





5.3 大缺货让客户愿意试追赶者


	正常情况下，客户不会轻易在 Intel 新 PDK 上开发，因为大客户没有经验，过程一定有问题。

	但晶圆和封装大缺货时，产能无论如何都不够，客户愿意花钱试。

	Herman 的关键句是：在半导体行业，一旦发生大缺货，获利的一定是那个落后的追赶者。





5.4 Intel 不是取代台积电，而是替补部分产能


	Intel 技术很强，但短期超过台积电是天方夜谭。

	18A 良率往上攀是大概率事件，良率是单边函数，会随着机器调试和客户开发持续提高。

	如果 Intel 达到第四个台阶，即晶圆厂盈利，它的市值可能达到 1 万亿美元以上。






六、先进封装成为算力提升的关键来源


6.1 晶圆制程提升趋近 Log 函数，封装提升是指数函数


	过去算力提升主要来自 wafer：7 纳米、5 纳米、3 纳米、2 纳米。

	现在 wafer 提升比率越来越小，Herman 认为以后主要算力提升来自 Packaging。

	这解释了台积电为什么要把 CoWoS 抓在手上。





6.2 CoWoS 是“酒瓶子”，和 wafer 一起决定价值


	Herman 用“白酒”和“酒瓶子”类比：wafer 是白酒，CoWoS 是酒瓶子，不能只卖白酒，必须一起装进去才值钱。

	Google 想让 Intel 帮它做封装、通过联发科向台积电下 wafer 单，但 Herman 认为这很难走出量，因为台积电不会给足产能。

	封装有大量手动操作，“真的是手搓”，扩产会很慢。






七、存储：DDR 是商品，短期资金按 PE 炒作，但本质应按资源或投入估值


7.1 DDR 涨价带动存储公司盈利，而不只是 HBM


	DDR5 叠起来变 HBM，HBM 涨价会把 DDR 原材料价格一起带上去。

	存储公司四分之三甚至更多盈利来自 DDR 涨价，而不是 HBM。

	Herman 认为这种盈利更像卖油，不适合简单按 PE 估值。





7.2 传统金融资金进场，使存储更快兑现


	很多不了解半导体的基金经理看到美光 6 倍 PE，会觉得便宜并买入。

	Herman 认为美光很贵，但也承认这类资金还有很多，存储可能因为信息差最快兑现。

	如果赚行业的钱，他宁愿买光模块；如果赚华尔街不懂半导体的钱，存储是更快的交易。






八、中国半导体：先进制程受 EUV 天花板限制，存储才是更经济的路径


8.1 中国先进封装很强，但没有 EUV 就没有先进制程卡


	Herman 强调中国半导体很强，先进封装也很厉害。

	但没有 EUV，就无法经济地做 7 纳米以下先进制程。

	用 DUV 多次曝光去做先进制程，会导致成本乘以二、时间乘以二、良率减半，本质上没有商业价值。





8.2 DUV / EUV 分界决定了中国应该转向存储


	DUV 做的是 14 纳米以上，EUV 做的是 7 纳米以下。

	存储用 DUV 就能做，DDR 是标准品，长鑫生产的 DDR 与三星、海力士、美光的 DDR 没有本质区别。

	发改委方向正在从国产替代 CPU / GPU 转向国产替代存储，用存储去挤世界市场。





8.3 长鑫和长江存储符合追赶者逻辑


	长鑫去年融资估值低，今年可能一个月赚 100 亿。

	去年 DDR 折价 20% 到 30%，良率更低，生产一片亏一片；今年良率提高，国内 DDR 溢价基本持平，盈利会非常好。

	Herman 认为长鑫存储和长江存储是两家最值得投资的公司，核心不是领先者优势，而是国家意志、DUV 可达、标准品和供给短缺共同打开追赶窗口。






九、Oracle、CoreWeave 和 Token 供给


9.1 Oracle 投入最坚决


	Herman 认为如果 Cloud 板块爆发，Oracle 是投入最坚决的公司。

	Oracle 的 CapEx 持续增长，完成后大约六个月调试、部署、租出去，一年内会反映到财务数据。





9.2 CoreWeave 的问题是项目 delay 和基础设施复杂度


	CoreWeave 经常 Project Delay，扩产不容易。

	模型越来越大，需要 300 Megawatt 电场，配电和配置需要很大投入。

	Oracle 能持续投出来，是因为有经验。






十、AMD、NVIDIA 与主线上的 Underdog Wins


10.1 缺货不是所有落后者都赢，必须在主线上


	Herman 认为 Underdog Wins 的成立条件是在主线上。

	AMD 在 GPU 上是 loser，但因为算力缺货，客户愿意上来用 AMD 调试。

	CUDA 原本是大家一起开发调试出来的，正常情况下 AMD 很难追上，但缺货让它有卖得掉和被调试的机会。





10.2 NVIDIA 的护城河来自整套机柜系统


	NVIDIA 不只是 GPU，而是做成 rack：采购、ODM 组装、液冷调试、HBM 和光模块产能锁定，都构成完整护城河。

	它像当年的苹果，已经把每一个坑踩过，并把供应链资源锁住。

	因此 NVIDIA 是模型公司之外，对 Token 和算力提升贡献最大的公司。








AI 产品与工具




5. OpenAI 图像生成进入“创意助理”阶段



作者：OpenAI



主题：AI 产品与工具



质量分：★★★★★



注意力番茄：🍅



Howie 的阅读理由：OpenAI Podcast 围绕 ChatGPT 图像生成的爆发式使用展开；每周超过十亿级生成量意味着图像能力已经从演示技术进入日常创作工具。
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三级笔记



核心观点/主旨

OpenAI Podcast 这一期把新一代 ImageGen 描述为图像生成从“好玩工具”走向“生产力与创意助理”的拐点：模型不只是更会画图，而是在文字渲染、多语言、写实性、世界知识、审美判断、上下文理解和跨工具协作上一起跃迁，使图像成为 ChatGPT 中一种更日常、更可信、更可工作的表达方式。



一、ImageGen 2.0 的发布反响：从能力跃迁到使用爆发


1.1 使用规模迅速扩大


	Adele Li 提到，模型发布两周后，使用量增长超过 50%。

	ChatGPT 每周生成超过 15 亿张图片，说明图像生成已经不是少数用户的演示玩法，而是进入大规模日常使用。

	用户反应最直接来自视觉体验：他们几乎立刻感知到模型在 fidelity、quality 和 static model 质量上的提升。





1.2 全球趋势显示模型的动态范围


	亚洲用户在使用 color analysis 和 stickers。

	美国用户中 crayon 和 scribble 风格走红。

	这些趋势说明模型既能支持专业、高保真的产出，也能支持怀旧、不完美、轻松的自我表达。





1.3 这次提升被视为新范式


	主持人把这次能力提升形容为“几乎不只是 images two”，而是一个新的 paradigm。

	Adele 认为图像生成可以承载几乎所有视觉内容输出，因此团队一开始就把目标设定为扩大能力边界，而不是只改进单一风格。






二、模型能力的核心提升：文字、多语言、写实性与世界理解


2.1 文字渲染从短板变成生产力入口


	新模型显著改善了 image 中的 text rendering。

	早期模型容易把 “OpenAI” 拼错，后来逐步能生成页面级、细节丰富、语义合理的文字。

	Kenji Hata 提到，内部会用“100 个随机物体网格”这类测试观察模型的变量绑定和对象组织能力；从 DALL-E 3 的 5 到 8 个，到 ImageGen 1 的约 16 个，再到 1.5 的 25 到 36 个，现在可能超过 100 个。





2.2 多语言能力使图像生成更全球化


	团队明确把 multilingual 作为改进重点。

	Adele 说亚洲和欧洲用户已经对这些改进产生共鸣，说明图像模型不只是英文提示词场景下的工具。





2.3 写实性从“理想化封面”走向“像真实照片”


	过去用户反馈包括输出不真实、改变人的脸或身体。

	新模型的目标之一是让图像更像用户自己，而不是生成一张漂亮但陌生的脸。

	研究者在 checkpoint 采样时看到早期模型输出已经明显优于 ImageGen 1，尤其在 photorealism 上从 glossy magazine cover 走向 real photograph。





2.4 世界知识进入视觉表达


	Adele 强调模型把 science、concepts、math 等世界知识带入图像。

	这让图像输出不只是美学问题，也涉及能否正确表达知识、结构和概念。

	研究和教育场景中，生物学教授用模型生成 graduate-level textbook rendering pages，并认为内容准确，成为模型知识表达能力的例子。






三、训练与评估：不只是更多 compute，而是学习速度、taste 与 post-training


3.1 每次发布都沉淀为下一轮改进


	Kenji 说团队在 1、1.5、2 的每次发布中学到东西，然后把这些 learnings 带入下一次训练。

	速度方面，团队努力让模型用更少 tokens 生成高质量图像，从而在更强能力和相近速度之间取得平衡。





3.2 Post-training 同时处理知识与审美


	Adele 说 post-training 需要考虑两个问题：模型是否理解世界知识，以及什么样的 taste 会与用户产生共鸣。

	这意味着图像模型训练不仅是正确性问题，也包含 beauty、realism 和 creativity 的选择。

	OpenAI 希望这个模型成为最强的 aesthetic model，使它能覆盖 professional output 和 personal output。





3.3 评估来自真实生活和极端细节


	Adele 有一个 “me, me, me eval”：用自己、朋友和家人的 100 张照片测试模型是否理解上下文和个性化。

	Kenji 常用 grid eval、photorealism eval 和细节任务，例如半满酒杯、左手写字、时钟方向、pixel art grid。

	这些评估共同关注：模型是否能绑定多个变量、保留人物特征、理解细节约束，并把提示转为准确画面。






四、用户行为的变化：从娱乐生成到生产力和自我表达


4.1 Infographics 打开了生产力用例


	研究团队特别重视 infographics 和 text，因为文字能力提高后，图像生成可以进入更多 productive use cases。

	Adele 观察到内部演示中超过 50% 的 slides 已由 ImageGen 创建，说明图像正在改变组织内部的沟通方式。

	模型不仅知道说什么，也能决定如何把内容呈现在页面上，这是图像生成在知识表达中的关键能力。





4.2 Imperfection 成为消费者表达的重要主题


	微软画图风、crayon、scribble 等趋势说明用户并不总想要完美图像。

	Adele 认为用户追求 authenticity、imperfection、nostalgia，希望 AI 帮他们变好看，同时保留好玩、goofy、真实的一面。

	她还指出，创造“不完美”的东西本身需要很多 intelligence，因为模型要理解什么样的不完美才像人类表达。





4.3 模型把个人表达扩展为新的 creative outlet


	ImageGen 让人更容易生成多风格、多类型、多变体的视觉输出。

	从建筑图、儿童书插画、专业咨询 deck 到 meme，模型可以在不同 aesthetic vectors 之间平滑移动。

	这使 AI 不只是替代创作，而是扩大用户能表达的版本和范围。






五、Prompting 的变化：从工程化提示到上下文、品味和开放探索


5.1 用户常用非常模糊的提示


	Adele 说人们会说 “make it better”“make me look better”“make me cuter”。

	模型和 harness 的工作，是把这些模糊愿望 distill 成用户真正想要的结果。

	这体现了模型 personality 的训练：它要理解用户意图，而不是只机械执行提示词。





5.2 艺术家和专业人士的语言被吸收到产品中


	团队与 artists、designers、marketers 密切合作。

	目标是把这些职业的 inspiration 和 best practices 融入人们与模型交互的方式。

	当用户提供 inspiration 或 context 时，模型可以抓住其中的 spirit 并转化为输出，而不是简单复制表面样式。





5.3 有品味的人会获得更强控制力


	Adele 认为 creative direction、taste 和 judgment 是推动模型产出更好结果的最佳方式。

	模型越理解 depth of field、风格、构图等语言，艺术倾向越强的人反而越能获得更细的控制。

	最后的提示建议是：在 thinking 或 pro 模型中使用更强的 ImageGen，保持开放性，同时给出审美方向。






六、产品形态的演进：从图像生成器到 creative agent


6.1 360 panorama 和任意长宽比显示 emergent capability


	团队发现用户会生成很长的 panoramics 和 skinny bookmarks。

	模型不仅能生成 panoramic aspect ratio，还能生成 360 风格图像，因此 ChatGPT web 和 mobile 加入了 360 查看功能。

	这体现了产品如何把模型 emergent capability 转化为用户可用功能。





6.2 未来目标是 creative agent


	Adele 认为 ImageGen 仍处在非常早期，下一阶段是创建 creative agent。

	这个 agent 应该能在用户身边工作，理解用户的工作方式、偏好和目标输出。

	她举例说，它可以像 personal interior designer、personal architect、personal wedding planner 一样，在一个图像生态中辅助用户完成创意任务。





6.3 ImageGen 与 Codex 形成设计到实现的闭环


	Adele 认为 ImageGen 和 Codex 的交叉非常重要。

	用户可以先用 ImageGen 设计网站或 app 概念，再让 Codex 把选中的视觉方案实现出来。

	图像模型提供 strong aesthetic model，coding agents 提供 strong coding abilities，两者结合后可以 zero-shot 生成更完整的应用。






七、专业工作流扩展：创意行业、教育、游戏与内容生产


7.1 创意与视觉行业把 ImageGen 纳入工具箱


	Adele 提到作者、房地产经纪人、YouTube 创作者、艺术家都在用 ImageGen 生成 promotional material、listings、thumbnails、fan connection 内容。

	她认为如果一个人从事 visual 和 creative industry，ImageGen 会成为 professional toolkit 的一部分。





7.2 教育场景体现个性化学习潜力


	ImageGen 可以把复杂主题转成更容易理解的图片。

	教师可以为学生创建 study guides 和 personalized content。

	Adele 把 personalized learning 视为重要趋势：图像模型可以帮助教师用每个孩子能理解的语言和偏好讲概念。





7.3 游戏、漫画和多页视觉叙事依赖一致性


	用户用 ImageGen 做 sprite sheets、game design、10-page comic books、multi-page slides。

	Adele 认为角色和美学在多图之间的一致性是这个模型独特的能力之一。

	这种 consistency 让图像模型从一次性图片生成走向可持续的视觉创作流程。








6. Raycast 跨平台重写展示生产力工具的底层工程代价
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Howie 的阅读理由：Raycast 的技术深潜拆解了跨平台、性能、熟悉感和细节体验背后的工程选择，提示生产力工具的护城河越来越依赖底层架构。
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三级笔记



《Raycast 跨平台重写展示生产力工具的底层工程代价》



核心观点/主旨

Raycast 2.0 的跨平台重写不是一次简单的技术栈迁移，而是一次围绕“感觉像 Raycast”展开的底层工程重建。文章的中心论点是：对深度集成操作系统、以键盘优先和高频唤起为核心体验的生产力工具来说，跨平台、开发效率和招聘面固然重要，但真正的工程代价在于重新建立原生手感、性能边界、内存纪律和多运行时之间的可靠协作。



一、从 macOS 原生应用到跨平台重写


1.1 Raycast v1 的原生起点


	Raycast v1 本质上是一个基于 Swift 和 AppKit 的 macOS 原生应用。

	团队几乎不使用标准 UI 组件，因为标准组件无法满足键盘优先、power-user workflow 和高度定制交互的要求。

	列表行、快捷键、默认行为等核心体验都由 Raycast 自己实现。

	SwiftUI 在 v1 中只用于相对隔离的 Wrapped 功能；它在 Raycast 发展过程中逐渐成熟，但始终没有达到团队对性能和控制力的要求。





1.2 扩展生态本来就建立在 Web 技术上


	Raycast 的扩展系统与原生主应用使用不同技术栈：React、TypeScript 和 Node.js。

	扩展 UI 由声明式代码描述，再由原生应用渲染。

	使用第三方开发者熟悉的技术栈，是 Raycast Store 能积累大量扩展的重要原因。

	扩展 API 从一开始就被设计为可移植，不假设自己只运行在 macOS 上，这让大量扩展后来可以迁移到 Windows。





1.3 Notes 是 WebView 路线的先行实验


	Raycast Notes 是团队第一次在主应用中为重要功能使用 WebView。

	编辑器是一个 React 应用，被挂载在原生窗口的 WebView 中。

	Notes 验证了一个关键问题：是否可以用 Web 技术构建完整 surface，同时不破坏 Raycast 其他部分的手感。

	结论是可行的，这为 v2 扩大 Web 技术使用范围提供了经验基础。






二、为什么必须重新思考架构


2.1 Windows 是触发点，但不是唯一原因


	团队从 2023 年末开始认真考虑 Windows 版本。

	Windows 从一开始就是计划的一部分，但早期战略是先聚焦单一平台，把 macOS 体验打磨到足够好。

	到这个阶段，Raycast 已经从 launcher 扩展为更广义的 productivity platform，包括 AI Chat、Notes、extensions、sync、file search 等。

	原本为 launcher 设计的架构开始限制后续产品能力，即使没有 Windows，团队也需要重新思考大部分架构。





2.2 v1 架构的实际压力


	编译时间越来越长，影响迭代速度。

	AppKit 越来越频繁地阻碍团队实现想要的体验。

	能深入 native macOS 工程的人才更难招。

	Raycast 需要的不再只是一个高质量 macOS launcher，而是一个能支撑多平台、多功能和长期产品演进的新底座。





2.3 “X-Ray”的目标


	团队给跨平台 Raycast 项目起了代号 “X-Ray”，意为 cross-platform Raycast。

	目标不是让 Raycast 勉强跑在两个平台上，而是在 macOS 和 Windows 上都保留熟悉、快速、愉悦的产品感觉。

	文章反复强调，难点不是让应用运行起来，而是让它“feel right”。






三、技术路线选择：排除完全原生、Electron 和 Tauri


3.1 完全原生路线的问题


	Windows 原生 UI 框架状态并不理想，微软历史上多次推出 UI 框架后又转向新框架。

	WPF、UWP、WinUI 3 都让团队感到长期风险，尤其 WinUI 3 仍然年轻且缺少广泛实战验证。

	同时维护两个独立原生 UI 栈意味着工作量翻倍，却未必能提高速度。

	Raycast 大量代码都是 UI，如果只共享 backend，再分别做两个 native frontend，并不能解决主要工程负担。





3.2 为什么 Web-based stack 进入核心候选


	Web 技术天然提供跨平台 UI、庞大库生态、良好开发体验和更大的招聘人才池。

	Raycast 扩展生态已经建立在 Web 技术上，并被证明有效。

	即使只做 Windows，WebView 混合应用也是一个合理路线；它天然跨平台的特性让它也值得用于 macOS。





3.3 Electron 为什么不适合 Raycast


	Electron 是成熟、维护良好、经大规模应用验证的桌面技术，对多数公司可能是正确选择。

	但 Raycast 深度依赖操作系统能力：全局快捷键、剪贴板管理、accessibility APIs、窗口管理、不抢焦点的浮动 panel、内部 panel 透明度等。

	Raycast 需要对 native 行为有细粒度控制，并能在必要时迅速回落到 native 实现。

	Electron 的 web/native 边界会带来痛点；在 macOS 上团队也不希望绑定 Chromium，而是希望使用系统 WebKit。





3.4 Tauri 和其他方案被排除


	Tauri 同样不能提供团队需要的 native 侧控制力，而且当时仍偏年轻，不适合作为公司级赌注。

	Flutter、Qt、React Native for Desktop、Swift on both platforms 等方案也被早期排除。

	这些方案要么缺少 Raycast 所需的原生控制力，要么成熟度不足，或二者兼有。






四、自建 hybrid stack：原生 shell 包裹系统 WebView


4.1 hybrid approach 的基本选择


	团队最终选择构建自己的 native shells，并让它们包裹系统 WebView。

	macOS 保留正规的 Xcode project，Windows 保留 Visual Studio project。

	UI 使用系统 WebView：macOS 是 WKWebView，Windows 是 WebView2。

	这种方式让团队同时获得跨平台 UI、完整平台 API 访问、以及对各层通信方式的控制。





4.2 原型验证的关键问题


	团队早期构建 prototype，验证透明窗口、WebView 之上的 native tooltip、action panel 等是否可行。

	原型结果几乎与原生应用相同：透明 WebView 可以与窗口背景融合，tooltip 和 action panel 可以用 native overlay 呈现。

	这说明 WebView 不必自动意味着“网页感”，关键在于是否愿意补齐原生行为。





4.3 自建 hybrid 的真实代价


	这种路线不是银弹，而是把 Electron 已经提供的 infra 重新拿回来自建。

	WebView、native shell 和 Node.js backend 之间的 IPC 需要按平台搭建、调试和优化。

	没有社区替团队解决所有问题。

	文章明确指出，这种 tradeoff 并不适合多数桌面应用；Raycast 选择它，是因为 Raycast 的产品形态需要它。






五、Raycast 2.0 的四层架构


5.1 Host app：平台原生外壳


	每个平台都有自己的 host app：macOS 用 Swift + AppKit，Windows 用 C# + .NET 8 + WPF。

	Host app 负责必须保持平台原生的部分，例如窗口、全局快捷键、菜单栏或 tray、WebView 加载、Node backend 监管等。

	它是 Raycast 与操作系统发生关系的层。





5.2 Web frontend：共享 UI 层


	前端是一个 React + TypeScript 项目，同时发布到 macOS 和 Windows。

	它包含所有 UI 代码，并为 Launcher、AI Chat、Notes、Settings 等不同窗口构建 entry points。

	大多数产品 UI 工作都发生在这一层，从而实现一次开发、两端受益。





5.3 Node backend：共享业务逻辑层


	一个长期运行的 Node process 负责应用业务逻辑。

	它管理数据库访问、扩展运行时、长期服务等。

	Node 是两个平台都能访问的共享层，因此大量 feature work 只需要做一次。





5.4 Rust core：性能与可移植层


	Rust 用在性能或可移植性比开发便利更重要的地方。

	数据层可以与 iOS 应用共享，云同步可以与服务端共享 schema。

	自定义文件索引器用 Rust 深度优化，可以在数秒内扫描整块硬盘。





5.5 多运行时之间的 typed interface


	Raycast 2.0 同时运行 Swift/C#、Node、WebView 和 Rust。

	各层通过 platform message handlers 和 stdio transport 通信。

	为了让多运行时协作可维护，接口集中声明，并为每一侧生成 typed clients。

	这为四个 runtime 之间的调用提供编译期保证，降低接口漂移风险。






六、文件搜索：Rust 索引器替代 Spotlight 依赖


6.1 v1 的 Spotlight 局限


	Raycast v1 的文件搜索依赖 Spotlight metadata。

	这意味着只能搜索 Spotlight 已索引内容，也无法迁移到 Windows。

	文件搜索在 v1 中还是独立命令，不是 root search 的一部分。





6.2 v2 的自建 file indexer


	v2 用 Rust 从头构建文件索引器。

	它作为独立进程运行，直接扫描文件系统，构建搜索索引，并通过文件系统事件保持更新。

	Windows 上普通 NTFS 遍历太慢，团队实现了专门的 NTFS scanner，直接读取 Master File Table。

	Rust 在这里的价值是性能、可预测内存使用和没有 GC pause，从而能在后台处理大量文件而不影响主应用。






七、WebView 中的“原生感”工程


7.1 原生感的判断标准


	团队提出的测试是：如果用户不知道 Raycast 用什么构建，他们会不会认为它是普通 Mac app。

	错误动画、不合适的 hover state、被窗口边界裁掉的 popover，都意味着工作还没完成。

	文章区分了“带一些 native hooks 的 web app”和“用 web 做 UI 的 native app”；Raycast 认为自己属于后者。





7.2 有意避免 Web 惯性


	交互控件不使用 cursor: pointer，因为桌面应用通常不会这样暗示交互。

	大多数控件不使用 Web 常见的 hover highlight。

	Settings 使用单独的 native window，而不是 modal 或 side panel。

	Popovers 和 tooltips 作为 native windows 渲染，而不是 WebView 内的 DOM 元素。

	在 macOS Tahoe 上采用 Liquid Glass material，让 Raycast 贴合系统视觉语言。

	团队投入大量工作消除视图出现和转场时的 flicker。





7.3 WebKit 的桌面应用适配问题


	WebKit 是优秀渲染引擎，但默认假设来自浏览器场景，不适合每天高频显示和隐藏的 launcher。

	WebKit 会在认为视图不可见时 throttle requestAnimationFrame、CSS animations 和 timers。

	Raycast 的 workaround 是把窗口 order 到前方但保持视觉隐藏，并关闭 occlusion detection；真正显示前再触发 requestAnimationFrame。

	为解决 compact 到 full-size 扩展时的空白帧，团队让 WKWebView frame 始终保持 expanded size，即使窗口当前是 compact。

	为解决窗口 resize 卡顿，团队覆盖 NSWindow.setFrame，用 implicit Core Animation 代替默认动画调用。

	为避免窗口打开闪烁，团队使用 WebKit 的 _doAfterNextPresentationUpdate 同步渲染状态与 native presentation。

	Emoji picker 慢的问题来自字体 fallback，最终通过启动时预热 emoji font 解决。





7.4 WebView2 的 Windows 侧问题


	WebView2 基于 Chromium，也有自己的 throttling、rendering 和 process management 行为。

	为实现 acrylic blur-behind 和 custom title bar，native shell 与 WebView2 runtime 需要精确配合。

	团队控制初始化参数，避免 WebView2 应用常见的白色矩形闪烁。

	Windows 多窗口管理更复杂，每个窗口都需要配置自己的 WebView2 environment、acrylic effects、custom chrome 和 input handling。

	Raycast 还需要避免 Chromium 在窗口不聚焦时 throttle WebView，因为 Raycast 经常需要在其他应用后面保持更新。






八、性能与内存：承认成本，解释边界


8.1 内存占用增加是真实存在的


	Raycast v2 比 v1 占用更多内存，团队没有回避这一点。

	v1 在使用一段时间后通常约 200–300 MB，v2 在类似场景下约 350–450 MB。

	具体数字取决于扩展数量、功能使用情况和加载内容。

	团队把性能和内存作为 first-class priorities，并持续优化。





8.2 v2 内存构成


	主窗口隐藏时，WebView WebContent 大约 120–200 MB。

	Node.js backend 大约 150–200 MB。

	Native app Swift shell 大约 40 MB。

	WebKit GPU process 大约 18 MB，WebKit Networking 大约 12 MB。

	主要成本来自 WebView 和 Node backend，而不是 native shell。





8.3 正确理解 macOS 内存数字


	Activity Monitor 的单进程数字并不等于真实系统成本。

	macOS 会压缩 inactive pages，而 idle Node heap 往往压缩效果很好。

	clean pages 可以被系统丢弃并从磁盘重新读取，dirty pages 才是更真实的成本。

	系统框架内存会被计入多个进程，直接求和会重复计算 shared pages。

	Memory Pressure 才是判断 Mac 是否吃紧的关键指标。





8.4 v2 更快的地方


	Root search 在 v2 中包含由 Rust file index 驱动的完整文件搜索，不再依赖 Spotlight。

	AI Chat 和富文本相关功能受益于 WebKit 长期积累的文本布局和渲染优化。

	长对话滚动、Markdown 渲染、代码块高亮等场景，WebKit 比 TextKit 更适合这类工作负载。






九、重写带来的收益与代价


9.1 收益：开发速度、跨平台和招聘


	Hot reloading 让 UI 改动能在一秒内显示，显著快于 v1 中重新编译 Swift target 和重启应用。

	大多数产品工作在共享 Web frontend 和 Node backend 中完成，一次开发即可覆盖 macOS 和 Windows。

	React、TypeScript 和 Node 工程师比深度 AppKit 工程师更容易招聘。

	Native 工程师仍然重要，但大部分产品工作不再依赖专门平台知识。





9.2 收益：更丰富的 UI 和更统一的扩展体验


	富文本编辑、Markdown 渲染、复杂布局和动画在 Web stack 中更容易做好。

	Notes 和 AI Chat 都直接受益于这类能力。

	Node.js 被打包进应用后，用户安装 Store 扩展时不再需要单独下载 Node。

	应用本身和扩展使用相近技术栈，使内部 feature 开发与扩展开发更加一致。





9.3 代价：更高内存基线和更复杂 stack


	WebView 和 Node process 带来原生应用没有的基线成本。

	四个 runtime 让系统有更多 moving parts，调试可能横跨 React frontend、IPC、Node backend 和 Rust module。

	typed IPC codegen 能降低同步成本，但无法消除客观复杂度。





9.4 代价：Windows 多样性与 native niceties


	Windows 设备差异比 macOS 大，包括 OS 版本、硬件、显示器和 WebView2 版本。

	8 GB RAM、4K display、较老 CPU 这类组合并不少见，需要更多测试面。

	AppKit 中免费获得的一些 accessibility、drag and drop、IME 细节，在 WebView 中需要显式实现。

	为控制内存，v2 会更积极地销毁 inactive windows，这让冷启动窗口时可能出现短暂延迟。






十、文章的最终判断


10.1 没有通用最佳技术栈


	作者不把问题归结为哪种路线“最好”。

	对 Raycast 来说，代码只是达到产品目标的手段，产品感受才是最终标准。

	团队作为自己的用户，每天在所有机器上使用 Raycast，因此不会发布一个“感觉不对”的版本。





10.2 trade-off 值得，但不是因为缺点不存在


	团队认为这些取舍值得，是因为开发速度、跨平台覆盖和招聘能力会长期转化为更好的产品。

	更难的部分可以通过工程投入解决。

	而更快迭代、更广平台覆盖和共享产品开发能力，很难通过其他方式同时获得。








开发者工具




7. 从 /grill-me 到 /grill-with-docs：用对话先对齐领域语言



作者：Matt Pocock



主题：开发者工具



质量分：★★★★★



注意力番茄：🍅



Howie 的阅读理由：Matt Pocock 的方法强调通过文档驱动的追问建立 shared language，再进入实现阶段，适合复杂业务和领域驱动设计场景。



Notion 网页入口 | Notion App 入口 | 原文入口



概念网络：请跳转到 Notion 文章页面查看 concepts｜2 关键概念、概念网络 tab。





三级笔记



核心观点/主旨

Matt Pocock 认为，/grill-me 的价值在于让 AI 通过持续追问先和人达成共同理解，但它仍然缺少一层可复用的领域语言沉淀。新的 Grill with Docs 把追问式对话、领域驱动设计里的 ubiquitous language、context.md 和 ADR 结合起来，让 AI 在进入实现细节前先校准术语、边界和难以逆转的决策。这样得到的不是更多文档，而是更少重复解释、更一致的命名、更容易导航的代码，以及人与 AI 在同一套语言里工作的感觉。



一、/grill-me 的成功与局限


1.1 Grill Me 的原始作用


	作者先回顾自己几个月前写下的 Grill Me skill：它会让 LLM 对用户进行持续访谈，沿着设计树的每个分支往下问，一次解决一个决策依赖，直到双方形成共享理解。

	这个 skill 受到大量反馈，用户称它能发现歧义、前期问题很多但长期节省时间，因为收集足够上下文后就能更接近一次性完成任务。

	作者并没有否定 Grill Me，而是把它看作一个有效的基础形态：先让 AI 追问，而不是急着写代码。





1.2 它真正暴露的问题：语言没有沉淀


	作者在实际使用中发现，AI 常常会对已有术语重新冗长描述，或者不知道某个团队内部术语已经有固定含义。

	例如他的应用里有 course、lesson、video、section 等实体，后来想引入 pitch；pitch 在他的语境中是视频的包装方式，包括标题、描述和对受众的 framing。

	另一个例子是 standalone video。作者知道它指“不连接 lesson 或 course 的视频”，但 AI 一开始并不知道这个领域含义。

	Grill Me 可以在当次对话中帮助澄清这些词，但好的 shared language 往往没有被记录下来，下一次又要重新解释。





1.3 缺失的是“非显而易见知识”的薄文档层


	作者不想引入厚重文档，而是在寻找最薄的一层文档：只记录那些能让 AI 更快进入领域语境的非显而易见内容。

	这层文档要解决的不是代码语法问题，而是“这个项目里这些词到底是什么意思”。

	因此，Grill Me 的局限不是问得不够，而是问出来的语言、边界和决策没有成为可复用的项目资产。






二、从 DDD 借来的核心：Ubiquitous Language


2.1 领域驱动设计中的共同语言


	作者引用 Eric Evans 的 Domain-Driven Design，把 ubiquitous language 定义为代码库、开发者和领域专家都共同使用的语言。

	这套语言的价值在于：领域专家说出一个 app section 或业务概念时，开发者能理解，代码里的命名也能对应上。

	对 AI 来说，这同样重要：如果 AI 使用的语言、用户说的语言和代码里的语言一致，AI 才更容易推断要改哪里、怎么命名、如何表达计划。





2.2 从独立 skill 到合并 skill


	作者一开始是在 Grill Me 会话中手动调用 ubiquitous language skill，用它边讨论边创建 ubiquitous language.md。

	这个组合让他意识到：追问和语言沉淀其实应该是同一个工作流，而不是两个彼此分离的动作。

	因此他把二者合并成新的 Grill with Docs：保留 Grill Me 的访谈式追问，同时加入对领域文档的读取、挑战和更新。






三、Grill with Docs 的文档机制


3.1 context.md：记录共享语言


	Grill with Docs 会先查找 context.md，从中读取当前代码库或 bounded context 的 shared language。

	作者承认 context 这个词本身有些过载，但在这里接近 DDD 的 bounded context：应用里使用同一套语言的一块范围。

	如果是大型 monorepo，可以有 context map 和多个 context；如果是单一应用，则一个 repo 根目录的 context.md 就足够。





3.2 对语言的主动挑战


	新 skill 在会话中会把用户的新说法和既有 glossary 对照，发现模糊语言、术语冲突和没有定义的概念。

	它会讨论具体场景、交叉引用代码，并在过程中更新文档，而不是只在最后产出一个实现计划。

	这种机制让 AI 在谈实现之前先处理语言问题：某个词是一对一还是一对多，某个实体是不是已有概念的 metadata，某个状态是否需要严格状态机。





3.3 ADR：记录语言无法覆盖的非显然决策


	作者认为有些问题可以靠 sharpen fuzzy language 解决，但有些非显而易见的架构决策不能只写进 context.md。

	对这些 hard to reverse、没有上下文会显得 surprising、并且包含真实 trade-off 的决策，他使用 Architectural Decision Record。

	ADR 只用于有后续后果的决策，而不是记录可以随时替换的普通库选择。






四、示例：pitch 与 standalone video 的语言校准


4.1 从新功能想法进入语言讨论


	作者想在应用中新增 pitch 实体，用于先思考视频的包装，再决定具体视频内容。

	Grill with Docs 读到已有的 context.md 后，发现 standalone video 已被定义为 lesson_id 为 null 的 video，于是先把注意力放在新概念和旧概念的关系上。

	它没有立即进入数据库实现，而是先问 pitch 与 standalone video 的 cardinality：一个 pitch 对应一个视频，还是一个 pitch 可以包含多个 standalone videos。





4.2 术语冲突会改变产品和代码


	另一个问题是 standalone video 是否仍表示任何未连接 lesson 的视频，还是要被重新定义成未被 pitch 关联的视频。

	作者指出，这个回答会影响后续 UI：是把 pitched videos 单独分区，还是把 pitching 作为 standalone video 的 metadata。

	他最后倾向于把 pitching 作为 standalone video 自身的 metadata，而不是制造新的主分类。





4.3 语言会落到变量名、文件名和删除语义


	后续讨论继续延伸到 pitch status、pitch 是否可以没有 video、删除时是 cascade 还是 restrict。

	作者强调这不是单纯 bike-shedding，因为 context.md 里的语言会影响生成代码的变量名、文件名、UI 文案和查找路径。

	当语言足够好但不必完美时，他会停止继续打磨，接受之后可以重构成新的语言。






五、作者观察到的实际收益


5.1 更少 token 与更短回复


	共享语言让 AI 不必反复长篇解释同一概念，可以用更少词直接指向项目中的真实对象。

	作者还观察到，这种简洁不只体现在输出里，也体现在 AI 的 thinking traces 中，因为 AI 也是用语言来思考和规划。

	语言越贴近代码和用户意图，AI 越能少绕路。





5.2 更一致的计划文档和代码导航


	当对话语言、计划文档和代码命名一致时，AI 查找信息会更直接，例如围绕 pitches 搜索就能找到相关实现。

	这与 DDD 对人类团队的收益一致：同样的 shared language 既能协调人，也能协调 AI。

	关键不在于让 AI 多读文档，而是让项目里最关键的词能够跨人、AI 和代码保持一致。






六、Grill Me 与 Grill with Docs 的适用边界


6.1 Grill Me 没有死亡


	作者明确保留 Grill Me，并把它放到 productivity 类别，适合没有代码库的泛用场景。

	他举了一个非工程例子：有人用 Grill Me 让 AI 追问关于母亲的故事，从而帮助写悼词。

	这说明 Grill Me 的本质是访谈和记忆挖掘，不局限于软件工程。





6.2 有代码库时优先 Grill with Docs


	作者的最终区分是：没有代码库时用 Grill Me，有代码库时用 Grill with Docs。

	即使项目很早期，他也倾向于使用 Grill with Docs，因为项目早期正是建立 shared language 的关键阶段。

	文章最后把这个 skill 放入作者持续更新的 AI skills 工作流中，说明这是一种会不断迭代的工程实践，而不是一次性 prompt。








科技与研究




8. AI 正在进入宇宙尺度的科学观测问题



作者：Stanford HAI



主题：科技与研究



质量分：★★★★★



注意力番茄：🍅



Howie 的阅读理由：Stanford HAI 的讨论把 AI 放进天文观测和宇宙理解的语境中：当数据规模巨大、信号稀疏时，AI 会成为科学问题建模的一部分。
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概念网络：请跳转到 Notion 文章页面查看 concepts｜2 关键概念、概念网络 tab。





三级笔记



《AI 正在进入宇宙尺度的科学观测问题》



核心观点 / 主旨

AI 正在改变宇宙尺度科学的两个核心环节：一是从理论出发预测数据会长什么样，二是从海量观测数据反推理论。它不是简单替代科学家，而是把预测、模拟、推断、验证、论文交流和研究训练的工作方式都重新组织了一遍。原文反复强调：AI 可以提出候选答案、生成样本、压缩文献、写代码、搜索模型架构，但科学质量仍依赖形式验证、校准、不确定性量化、因果模拟、同行信任和专家判断。



一、AI for science 的组织方式：从学科分类转向科学流程分类


1.1 不只按“生命、地球、宇宙”划分


	开场把主题放在“宇宙本身，以及 AI 如何改变我们观测和理解它”的尺度上。

	Kyle Cranmer 提出，AI for science 不必只按科学领域组织，也可以按方法轴组织，比如不确定性量化、生成模型等。

	他更偏好的框架，是按科学流程来问：AI 被用在科学过程的哪个阶段？它带来什么能力？它的缺陷如何被控制，才能保证高质量科学？





1.2 两个主轴：prediction 与 inference


	prediction 是从理论到数据：给定理论，预测实验或观测会看到什么。

	inference 是从数据回到理论：给定观测，反推理论参数、机制或科学结论。

	这两个方向贯穿粒子物理、天文观测、宇宙学、数学证明、材料和药物发现等多个领域。






二、预测方向：AI 可以生成候选，但正确性必须来自验证


2.1 符号预测：在巨大离散空间里搜索正确答案


	理论粒子物理常常要在既有框架内求解复杂方程，寻找精确的符号公式。

	现代计算可能包含数百万甚至数十亿项，已经不是纸笔能完成的问题。

	一种新做法是把理论物理问题转化为“在可能答案空间中搜索正确答案”，让生成式 AI 提出候选，再用形式验证检查。

	在这种模式下，AI 猜错并不致命，因为正确性不来自模型本身，而来自独立的形式验证过程。





2.2 数值预测：生成式 AI 改进采样，但要能纠偏


	粒子在磁场中的磁矩、muon g-2 等问题需要极高精度的数值预测。

	这类计算依赖 lattice quantum chromodynamics / lattice field theory，把量子场放进四维时空盒子里，对复杂分布求期望。

	Hamiltonian Monte Carlo 和国家实验室超级计算机长期服务于这种采样问题。

	AI 的作用是学习目标分布并生成样本，提高采样效率；风险是模型只会近似目标分布，直接使用会得到偏差答案。

	可行路径是选择能评估“模型错得有多远”的 AI 模型，再通过校正得到无偏估计和合理误差条。





2.3 “计算显微镜”：AI 作为高维科学系统的采样增强器


	Kyle 把这类工作放进 computational microscope 的大类中。

	它不只适用于粒子物理，也适用于分子动力学、统计物理和其他需要对复杂分布采样的领域。

	这里的科学可靠性更像应用数学中的保证，而不是纯数学中的证明。






三、推断方向：从观测数据回到理论，错误会直接污染科学结论


3.1 AI 已经进入实验和观测的数据处理链


	在粒子物理、天体物理和宇宙学中，AI 往往嵌入从原始数据到科学论文结果的处理链。

	如果模型在这里出错，科学论文中的结论就可能错，因此不确定性量化、系统误差处理和校准成为中心问题。

	这与符号搜索模式不同：不能只说 AI 在“猜”，因为它的输出会成为结果链条的一部分。





3.2 科学模拟器封装了前沿知识


	原文提出一个强判断：当代科学前沿很大程度上被封装在 scientific simulators 中。

	模拟器既是生成模型，也是因果模型；它内部有机制，可以做干预和因果推理。

	但这些模拟器通常不适合下游任务，例如统计推断、实验设计、控制或决策。





3.3 Simulation-based inference：用深度学习近似不可计算的似然


	粒子物理的模拟链从理论参数到粒子相互作用、辐射、探测器响应，再到电子读数。

	形式上需要的是“给定参数时数据出现的概率”，也就是 likelihood。

	真实问题里这个积分维度极高，似然函数通常不可直接计算。

	simulation-based inference 用深度学习和 neural density estimation 近似似然函数或 posterior distribution，让复杂模拟器也能进入原则化统计推断。

	正确性不靠模型自信，而靠与模拟器绑定的 calibration procedures。






四、天文学场景：AI 是观测规模、研究协作和文献工作流的基础设施


4.1 宇宙观测的数据量已经超出人工阅读


	Doug Finkbeiner 指出，天文学中 AI 无处不在：Ruben LSST 每晚会产生大量 transient，不能靠人手逐个查看。

	AI 被用于 cosmological inference、图像分析、文献检索、archive summarization，以及 telescope operations。

	许多成熟用法已经存在多年，新的变化是每个研究生桌面上都有一个可以持续对话的 AI collaborator。





4.2 AI 更可能先带来“更好的论文”，不一定立刻带来“更多论文”


	Doug 用自己研究组的例子说明，Claude 没有必然让论文更快完成，但能让图表、交互式分析和模型搜索变得更复杂、更漂亮、更有效。

	在模型架构搜索中，AI 可以一次尝试许多想法，快速找到可行方案。

	这改变了研究中的取舍：过去只能从许多想法中选择少数几个深入，现在可以更便宜地探索更多路径。





4.3 科学家的价值没有消失，而是转向问题选择、抽象判断与信任建立


	原文多次反驳“年轻科学家会被替代”的焦虑。

	研究者仍要选择问题、判断结果、设计验证、理解机制，并在合作网络里建立信任。

	AI 可以执行端到端工作流的一部分，但科学共同体仍需要问：怎么知道它是真的？做了哪些测试？是否符合已知极限？






五、论文、开放数据与科学交流的单位正在被重写


5.1 论文可能不再是唯一合适的科学 API


	Doug 提出，如果 AI 写论文、AI 读论文，journal paper 是否仍是科学家之间最合适的接口。

	未来科学交流可能更多依赖 GitHub、Zenodo、agent memory、skill files、notebook 和可复现工作流。

	论文曾经承担通信、搜索发现、教学、归档、认证等多个角色，AI 时代有机会把这些角色拆开。





5.2 开放数据面临新的压力


	过去开放天文数据的风险较低，因为外部团队很难迅速复现大型项目的关键成果。

	现在，如果 AI agent 能快速重跑分析、复现论文，开放数据可能引发被快速抢先发表的担忧。

	原文强调，AI 时代重要的不只是最终数据，还有尝试路径、失败记录、技能和上下文窗口中的经验轨迹。





5.3 可复现性可能从“打包环境”回到“叙事规格”


	计算可复现性曾追求 bit-for-bit reproducible，把环境和代码封装起来。

	Kyle 提出，未来也许可以重新重视 narrative specification：清楚描述要做什么、检查什么，再让未来的 AI 或人类系统重新执行。

	这种复现不是简单解压文件，而是看另一个执行者能否根据规格达到同样结论。






六、AI for math 与 AI for physics 的交叉：证明、发现与专家知识


6.1 数学中的 AI 分成证明与发现


	Karina Hong 将 AI for math 区分为 theorem proving 和 mathematical discovery。

	证明部分依赖形式化系统和库；发现部分更像寻找模式、提出下一步结构或构造。

	她强调专家知识仍然重要，即使工作流能端到端运行，问题选择、库边界判断和目标设定仍需要人类数学家。





6.2 形式验证可能成为科学 AI 的关键方向


	数学被称为可验证领域，但只有在问题有明确数值答案或可逐步检查时才真正可验证。

	Karina 认为 formal verification 从数学走向代码和软件验证，将成为下一阶段重要方向。

	这与 Kyle 在物理预测中使用形式验证来审查生成式 AI 候选答案形成呼应。






七、研究大学的角色：训练严谨思维，而不是只训练手工劳动


7.1 大学仍要训练核心概念与批判性提问


	面对“AI 时代研究大学还有什么角色”的问题，回答集中在基础概念、严谨性、批判性思维和问题意识。

	学生仍需要知道核心概念是什么、怎样问检验性问题、怎样判断结论是否可信。





7.2 技能萎缩是真问题，但 AI 也会加速学习


	Doug 承认 skill atrophy 真实存在，但也指出学生可能被 AI 大幅加速学习。

	研究训练中本来就存在“已知大致形状、让学生通过项目学习”的任务；这种模式会继续存在，只是可能延伸到更高层级。








9. Apple、Intel 与台积电的先进制程资源正在被 AI 重新分配



作者：郭明錤｜Ming-Chi Kuo



主题：科技与研究



质量分：★★★★★



注意力番茄：🍅



Howie 的阅读理由：郭明錤的观察指向先进制程产能再分配：AI 需求正在挤压原本属于消费电子和传统芯片客户的资源配置。
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概念网络：请跳转到 Notion 文章页面查看 concepts｜2 关键概念、概念网络 tab。





三级笔记



核心观点/主旨

Apple 与 Intel 围绕 18A-P 先进制程的合作，不只是一次低风险试单，而是 Apple 在 AI/HPC 持续挤占台积电先进制程资源的背景下，系统性培养第二供应商的长期动作。Intel 获得近乎唯一的完整晶圆代工练兵机会；台积电短期无虞，但其领先地位本身正在成为 Apple、美国政府、Samsung 等关键玩家共同对冲的风险焦点。



一、Apple 与 Intel 合作的产业调查基础


1.1 Apple 已在 Intel 18A-P 系列开案


	Apple 已经在 Intel 18A-P 系列、并采用 Foveros 封装的方向上，开案低阶或旧款 iPhone、iPad 与 Mac 处理器。

	订单结构中，iPhone 约占 80%，这个比例与终端装置销售比重大致相似。

	这意味着 Apple 不是只把某个边缘产品拿去试水，而是在用接近全产品线结构的方式测试 Intel。





1.2 18A-P 的生命周期与量产节奏


	Apple 在 Intel 的投片规划反映出 18A-P 系列的技术生命周期：2026 年小量测试，2027 年放量，2028 年继续增加，2029 年开始衰退。

	Intel 的量产时程与出货规模仍不明朗，组装端和 EMS 尚未看到明确出货规划。

	Intel 2027 年的生产良率目标，是先稳定达到 50-60% 以上。





1.3 台积电仍是绝对主供


	即使 Intel 初期顺利出货，台积电仍会占有 90% 以上的供应比重。

	Apple 同时也在评估 Intel 其他先进制程技术，但短中期内这更像供应链能力建设，而不是立即改写主供格局。






二、Apple 正在系统性培养 Intel


2.1 从单点试投转向全产品线验证


	Apple 在 Intel 同时开案三大产品线，并让投片比例接近销量结构，代表它正在模拟 Intel 未来成为全产品线供应商的可能性。

	18A-P 的完整世代被用来优化量产与协作流程，而不是只验证某个低风险订单能否成功。





2.2 关键动机不是普通议价，而是 AI 造成的资源重排


	降低独供风险、提升议价力是一般供应链考量，但本文强调更关键的原因：Apple 意识到 AI/HPC 与手机对台积电的营收贡献差距会继续扩大。

	当台积电先进制程资源持续向 AI 倾斜，消费电子客户必须在仍有议价力时培育新供应商。

	Apple 的设计优势让它可以一边维持与台积电的交易关系，一边推进 Intel 合作。






三、Intel 得到关键机会，也面对艰巨挑战


3.1 Apple 是 Intel 近乎唯一且完整的练兵机会


	未来数年，绝大多数先进制程订单仍会集中在台积电。

	因此 Apple 对 Intel 来说，是近乎唯一、也最完整的晶圆代工练兵机会：订单覆盖全产品线，规模足够大，并且需要随市场变化动态调整设计与生产节奏。

	即使短期内 Apple 订单难以戏剧性扭转 IFS 单季亏损，其战略意义仍然深远。





3.2 执行力决定 Intel 能否兑现再造窗口


	Apple 的高标准会放大 Intel 执行先进制程代工业务的难度。

	Intel 同时承接其他客户订单的策略，也会增加再造先进制程晶圆代工业务的复杂度。

	自身努力、地缘政治与客户避险，让 Intel 进入千载难逢的黄金再造窗口；但能否兑现，取决于接下来的执行力。






四、台积电短期无虞，但领先地位正在成为风险对冲焦点


4.1 所有关键玩家都在对台积电做风险对冲


	当台积电先进制程变成稀缺资源，且资源持续向 AI 倾斜，Apple 自然会寻求 Intel 合作以提升议价力。

	Apple 不是孤例：美国政府用半导体政策，Apple 用培养 Intel，Samsung 用记忆体业务的高利润支持先进制程投入。

	台积电目前主要用卓越执行力应对，等同把竞争优势押注在“执行力会持续领先”这个假设上。





4.2 台积电的外部对冲工具有限


	地缘政治上，美国既是台积电的关键市场和技术合作对象，也是最大的政策压力来源。

	中国、欧盟与日本等潜在合作对象，都不能或无法有效对冲这种压力。

	市场策略上，业务多元化、客户结构分散、技术授权、供应链本土化等外部对冲手段，其边际效用会因为台积电的领先地位而递减。





4.3 内部资本与风险定价成为务实手段


	台积电更务实的手段，是加速累积内部资本，而内部资本来自先进制程定价权。

	内部资本不只来自合理利润，也需要对未来风险定价。

	Intel 是具体案例：如果 Intel 把自家产品下单给台积电，以空出产能和 Apple 练兵，这类订单对台积电就不是普通订单，而是带有潜在竞争风险的订单。

	若台积电决定与 Intel 交易，就应把地缘政治与客户组合重构带来的竞争关系，纳入风险定价和产能配置。








10. The Download: defining AGI, and making sense of the complicated universe



作者：Rhiannon Williams



主题：科技与研究



质量分：★★★★★



注意力番茄：🍅



Howie 的阅读理由：可接在 Stanford HAI 的 AI for Universe 之后阅读，用更大众化的科技媒体视角理解 AGI 与复杂宇宙问题的关系。
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概念网络：请跳转到 Notion 文章页面查看 concepts｜2 关键概念、概念网络 tab。





三级笔记



核心观点/主旨

本期《The Download》把几个看似分散的技术问题放在同一张图里：AI 领域正在试图给 AGI 这种高度争议的目标建立更清晰的分类，软件开发正在被自然语言 AI 工具重塑，宇宙复杂性和物质来源仍依赖更精密的物理实验来解释，聚变研究则处在从关键里程碑走向工程现实的长路上。整期 newsletter 的骨架不是单一论证，而是一组技术前沿的每日索引：定义、工具、宇宙、能源、平台治理与 AI 生成内容风险共同构成当天的技术观察。



一、Google DeepMind 试图重新定义 AGI


1.1 AGI 是热门但混乱的技术目标


	AGI，也就是 artificial general intelligence，是当下科技行业最热门、也最有争议的话题之一。

	争议的根源在于，很少有人真正同意 AGI 这个词到底是什么意思。

	通常说法是：AGI 指能够在一系列任务上匹配或超越人类的 AI。

	但关键细节往往被含混带过：什么算 human-like、哪些 tasks、需要多少任务范围，通常都没有明确边界。





1.2 DeepMind 的贡献是从单一定义转向 taxonomy


	Google DeepMind 的研究团队发布了一篇论文，试图穿过围绕 AGI 的 cross talk。

	他们不是只给出一个新定义，而是提出一整套 taxonomy。

	这个 taxonomy 包含五个递进层级的 AGI，用来描述 AGI 能力的上升阶段。

	这套分类的价值在于：把“AI, but better”这种模糊表达，转化为可讨论、可比较、可定位的层级语言。





1.3 这篇主故事的技术含义


	AGI 定义问题不是纯术语问题，而是关系到研究目标、能力评估、行业叙事和公众理解。

	如果没有层级化定义，AGI 讨论很容易在“是否已经到来”“是否像人类”这类抽象争论中打转。

	DeepMind 的 taxonomy 试图为这种讨论提供共同坐标系。






二、Satya Nadella 眼中的 AI 开发者工具


2.1 Microsoft 把开发者放在 AI 战略中心


	Satya Nadella 近期频繁出现在开发者会议上，包括 OpenAI DevDay、GitHub Universe 和 Microsoft Ignite。

	他关注的核心对象是 developers，而不是单纯的企业客户或消费者。

	在 Ignite 上，他强调开发者可以利用 Microsoft 的 AI-based tools 建造新的 systems and experiences。





2.2 软件创造方式正在发生根本变化


	Nadella 的核心判断是：我们创造软件的方式正在 fundamentally changing。

	这种变化主要来自 natural language AI tools。

	他认为其中一些工具会降低 software development 的进入门槛。

	如果编程入口从传统代码语法部分转向自然语言表达，软件创造可能进入一个新的 creativity era。






三、复杂而美丽的宇宙为什么存在


3.1 文章从“宇宙为什么不无聊”切入


	宇宙本可以是单调、贫瘠、同质化的荒漠。

	但实际宇宙充满 stars and planets、canyons and waterfalls、pine trees and people。

	这个反差引出核心问题：为什么会有复杂事物存在？





3.2 宇宙学已经给出不完整答案


	过去半个世纪，cosmologists 借助越来越复杂的 experiments 和 observational instruments 拼出了一部分答案。

	但科学中的答案几乎总是不完整的；宇宙复杂性的解释也仍有空白。

	当前尚未完全解释的关键问题是：为什么一开始会有足够的 matter，让复杂事物得以形成。





3.3 新实验试图寻找从未见过的事件


	物理学家正在依靠灵敏度惊人的新实验，寻找 never-before-seen event。

	这个事件可能解释为什么宇宙中有物质留下来，而不是在早期过程中相互抵消。

	这篇文章属于 MIT Technology Review 的 The Biggest Questions mini-series，主题是技术如何帮助人类探测存在层面的深层谜题。






四、聚变研究的下一阶段


4.1 聚变概念简单，工程现实困难


	fusion 的基本概念很简单：它可能用广泛可得的燃料提供稳定能源，并且不产生放射性废料。

	但把 fusion power plant 变成现实，需要大量 science and technology progress。

	一些里程碑已经实现，更多关键节点仍在前方。





4.2 net energy gain 是重要里程碑但不是终点


	Lawrence Livermore National Laboratory 因实现 net energy gain 登上全球新闻。

	这个成果证明聚变反应可以产生比启动反应所需能量更多的能量。

	但 newsletter 把它放在“what’s coming next”的语境里：突破已经出现，真正的问题是国家实验室如何继续推进，以及下一步研究路线如何展开。






五、当天 must-reads 展示技术治理的复杂面


5.1 自动驾驶、平台和内容治理


	Cruise 事件显示，美国调查者甚至不清楚 Cruise 车辆撞人的次数，因为其安全事件报告系统不适合这个目的。

	线上 antisemitic and Islamophobic hate speech 因 Israel-Gaza conflict 激增，涉及主流平台和小众平台。

	Meta 放松政治广告规则，允许批评 2020 年美国总统选举合法性的广告，显示平台治理边界仍在变化。





5.2 AI 生成内容与数据劳动


	deepfakes 被描述为令人担忧的 synthetic media，但其现实伤害仍有复杂性。

	青少年参与 AI 数据标注，接触创伤性内容，揭示 AI 训练背后的人力劳动和心理成本。

	“We are all AI’s free data workers”这类相关链接把数据劳动问题从标注工人扩展到普通互联网用户。





5.3 航天、健康、文化与记忆


	SpaceX 准备再次发射 Starship，背景是七个月前的首次测试在空中爆炸。

	营养 influencer 因未披露财务支持者而受到监管关注。

	阿尔茨海默症新疗法、磁带持续存在、TikTok 新年目标文化等条目，让 newsletter 保持技术、社会和文化混合的日常观察风格。






六、AI 生成艺术的版权与伦理旧问题仍在延续


6.1 Greg Rutkowski 成为 AI 图像提示词中的符号


	本期 big story 回看 2022 年关于 Greg Rutkowski 的报道。

	Rutkowski 是波兰数字艺术家，以古典风格创作梦幻风景，曾参与 Dungeons and Dragons 和 Magic: The Gathering 等幻想游戏相关视觉文化。

	在 text-to-image AI generation 中，他的名字成为 Stable Diffusion 等开源 AI 艺术生成器中最常见的提示词之一。





6.2 生成式 AI 训练引发艺术家反弹


	这类开源程序通过从互联网抓取图像构建，常常没有获得艺术家许可，也缺少 proper attribution。

	因此，AI 图像生成提出 ethics and copyright 的棘手问题。

	Rutkowski 的遭遇说明，AI 系统不只是生成新图像，也会把活跃艺术家的风格变成可复制、可调用的素材。
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